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1 Onso6z






2 Bu kitap nedir?

Bu, Gilbert Strang — MIT 18.065: Matrix Methods in Data Analysis, Signal Processing, and Machine
Learning ders serisinin Tiirkce ders notlaridir. Hedef, videolar1 izlerken paralel okunabilecek; sonradan tek
bagina da yeterli olabilecek bir referans seti liretmek.

18.065’in tek bir iddias1 var ve her ders onu biraz daha somutlastirir: modern makine 6grenmesi, lineer
cebirin iistiinde durur. Strang’in 18.06’da kurdugu klasik lineer cebiri (kolon uzay1, 6zdegerler, SVD) alip,
dogrudan veriden 6grenmeye — diislik-rank yaklagima, gradyan inigine, sinir aglarina — baglar. Strang’in
soziiyle: “Linear algebra is the secret to everything.”

Her boliim bir Builder Notu katmani tasir: kavramin hem geriye (18.06 klasik lineer cebir, calculus, olasilik)
hem de ileriye (PCA, LoRA, backprop, CNN, spektral kiimeleme) kopriisii. Bu seriyi “soyut matris teorisi”
olarak degil, veri-odakl diisiinme disipliniyle okuyoruz: her teorem bir ML aracina iner.

1 Kaynak

* Seri: MIT 18.065 — Video Lectures (OCW) — Gilbert Strang, Bahar 2018

* Yazar: Gilbert Strang — MIT matematik profesorii, Linear Algebra and Learning from Data
(2019) kitabinin yazar1

+ Onkosul: Klasik lineer cebir (18.06 / Phase 1 Lineer Cebir) — bu seri onun ML-uygulamali
devamidir

* Ceviri ve genisletme: Phase 2 (TR + ML Builder kopriileri)



https://ocw.mit.edu/courses/18-065-matrix-methods-in-data-analysis-signal-processing-and-machine-learning-spring-2018/video_galleries/video-lectures/




3 Nasil Okumali

Strali oku. Seri kiimiilatiftir — her ders bir 6ncekinin kurdugu faktorizasyon dilini kullanir. ilk blok (Ders
1-7) lineer cebirin omurgasint ML goziiyle yeniden cerceveler: kolon uzayi, beg faktorizasyon, 6zdegerler,
pozitif tanimlilik, SVD. Orta blok (Ders 8-19) sayisal lineer cebir ve matris analizidir. Son blok (Ders 20-36)
optimizasyon, derin 6grenme ve sinyal iglemeye iner.

Strang’in onerdigi akis: once videoyu izle, sonra ilgili dersi oku, en sonunda kendi elinle hesapla — kiiciik
matrislerle faktorizasyonlari, numpy ile dogrulamalari. Bu set videoyu destekler, ikame etmez.

@ Pratik bir tavsiye

Her boliim sonundaki egzersizleri atlama. Strang’in felsefesi tek ciimle: kiigiik bir matrisle eline al. Bir
3x3 matrisin rankini, A = CR’sini, SVD’sini elle bul; sonra numpy ile kontrol et. Ayn1 faktorizasyonu
ileride PCA, LoRA, en kiiciik kareler kiliginda yillarca farkli yerlerde goreceksin; bir kez elle yapmak
onu kara kutu olmaktan ¢ikarir.







4 34 Ders

Seri kolon uzayindan baglayip SVD, optimizasyon ve sinir aglarina dogru tirmanir. (OCW kaydinda Ders
28-29 laboratuvar oturumlari kaydedilmemistir; numaralandirma OCW ile birebir korunur.)

# Ders Ana Fikir
1 Kolon Uzay1 — A = CR Ax = kolonlarin kombinasyonu; rank; kolon rank = satir
rank
2 Bes Faktorizasyon LU, QR, QAQT, SVD, CR — her biri bir soruya cevap
3 Ortonormal Kolonlar — QTQ  Ortogonallik, donme/yansima, uzunluk koruyan
=1 matrisler
4 Ozdegerler ve Ozvektorler Ax = x; QAQ'! ile kosegenlestirme
5 Pozitif Tanimli Matrisler Enerji x'Ax > 0; tiim A > 0; optimizasyonun temeli
6 Tekil Deger Ayrisimi (SVD) A = UXVT — her matris icin var olan ayrisim
7 Eckart-Young / PCA En iyi diisiik-rank yaklagim = en biiyiik o’lar
8 Vektor ve Matris Normlari -y II-ll55 II-llco, Frobenius, niikleer norm
9 En Kiiciik Kareler — Dért Yol  ATA £ = ATb; projeksiyon, QR, SVD, pseudoinverse
10 Ax = b Cézmenin Zorluklari Kondisyon sayisi, kotii kosulluluk, Krylov
11 Min || x| ve Gram-Schmidt Ortonormallestirme; Arnoldi, Lanczos
12 Ozdeger / Tekil Deger QR algoritmasi, kaydirma, sayisal yontemler
Hesaplamak
13 Rastlantisal Matris Carpimi Siitun-satir 6rnekleme; randomized lineer cebir
14 Diigiik-Rank Degisim (SMW)  Sherman-Morrison-Woodbury; giincellemeler
15 A(t)’nin Tiirevi — dA/dt Matris degisiminin tiirevi; 6zdeger hassasiyeti
16 Ters ve Tekil Deger Tiirevleri ~ Pertiirbasyon; interlacing, Weyl esitsizlikleri
17 Hizla Azalan Tekil Degerler Diisiik-rank yaklagilabilirlik (konuk: A. Townsend)
18 Parametre Sayimi1 ve Eyer Serbestlik dereceleri; Rayleigh oram
Noktalar1
19 Maxmin Karakterizasyonu Courant-Fischer; eyer noktasi prensibi
20 Ortalama, Varyans, Kovaryans Kovaryans matrisi; PCA’nin olasilik temeli
21 Newton Yontemi ve Ikinci-derece optimizasyon; konveks fonksiyonlar
Konvekslik
22 Gradyan Inisi x « x — nVT; line search; en temel optimizator
23 Momentum ve Nesterov Hizlandirilmis gradyan; agir-top yontemi
24 Dogrusal Programlama ve Dualite, simpleks, ic-nokta yontemleri
Oyunlar
25 Stokastik Gradyan Inisi (SGD) Mini-batch; derin 6grenmenin is at1 (konuk: S. Sra)
26 Sinir Ag1 Yapis1 ve ReLU Parcali-dogrusal fonksiyonlar; evrensellik
27 Geri Yayilim (Backprop) Zincir kural1 = reverse-mode AD; matris-zinciri goriisii
30 Sirkiilant Matrisler / Matris Konvoliisyon, rank-1 tamamlama

Tamamlama
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4 34 Ders

# Ders Ana Fikir

31 Fourier Matrisi / Normal FFT; AAT = ATA olan matrisler
Matrisler

32 CNN / Evrisim Kural1 / Agirlik paylasimi; Kronecker ¢carpimi/toplami
Kronecker

33 Ogrenme Fonksiyonu F(x,v)/ NN’in 6grendigi fonksiyon; Gram, Cholesky
Uzaklik Matrisleri

34 Procrustes / Q = UVT En yakin ortogonal matris; uzaklik matrisleri

35 Graf Kiimeleme / Laplacian k-means, spektral kiimeleme, Fiedler vektorii

36 Edelman/Julia — leri + Geri ~ Dual sayilar; backprop = (I-L)"! iicgen ¢6ziim (SON

AD

DERS)

Not: Phase 2 pilotu Ders 1 (Kolon Uzay1) ile baglar. Dersler 2—36 ayn1 sablonla eklenecektir.



5 Notasyon

* Matris ve vektor: A matris, x vektor (kolon vektorii, NumPy/Julia/MATLAB konvansiyonu)

* Kolon kombinasyonu: Az = x,a, + z5a5 + - + z,,a,, — a;,, A’nin k. kolonu

+ Kolon uzay1: C(A) — tiim Ax’lerin kiimesi; satir uzayr: C'(A7T)

* Rank: » — bagimsiz kolon sayis1 = bagimsiz satir sayist = C'(A)’nin boyutu

* Dis carpim: a b” — bir kolon carp1 bir satir = rank-1 matris (yapr tas1)

* Bes faktorizasyon: A = C'R (rank), A = LU (eliminasyon), A = QR (ortonormallik), A = QAQT
(6zdeger), A = ULV (tekil deger)

+ Ozdeger / tekil deger: Az = \v; 0, = A’nin tekil degerleri

* Norm: |z|| vektor normu, || A| matris normu

Tiim matematik MathJax 3 ile render ediliyor.


https://www.mathjax.org/




6 Builder Eksen — Lineer Cebir —» Makine Ogrenmesi

@ Her ders bu baglant: katmanini tasir

18.065 kavrami ML / veri bilimi karsilig1

A = C'R/ diisiik-rank LoRA fine-tuning, model sikistirma, CUR

SVD + Eckart-Young PCA, giiriiltii giderme, latent uzay, oneri
sistemleri

Rank-1 = dig carpim attention QK 7, agirhik giincellemeleri, yap: tast

AT A/ kovaryans PCA, en kii¢giik kareler, Gram matrisi, kernel trick

Pozitif tanimlilik konveks optimizasyon, kayip yiizeyinin sekli

Gradyan inisi / SGD sinir ag1 egitimi (tlim derin 6grenme)

Backprop = reverse-mode AD torch.autograd, loss.backward()

Fourier / sirkiilant konvoliisyon, FFT, CNN agirlik paylagimi

Graf Laplacian spektral kiimeleme, graf sinir aglar1 (GNN)

I Bir tek sey

Lineer cebir, bir matrise bir biitiin olarak bakmay1 6gretir: kolonlarinin gerdigi uzay, o uzayin boyutu
(rank), ve matrisin onu aciga ¢ikaran faktorizasyonu. Modern ML’ in tamam1 — sikistirmadan optimi-
zasyona, konvoliisyondan attention’a — bu birkag faktorizasyonun (CR, QR, QAQT, SVD) iistiinde
durur. 18.065 bu kopriiyii ders ders kurar.

11







7 Yazim Kurallan

Tiirkce terminoloji + parantez icinde Ingilizce orijinal ilk gectiginde: “kolon uzay1 (column space)”,

“tekil deger ayrisimi (SVD)”, “diiglik-rank (low-rank)”.

« Strang’den alintilar ingilizce orijinal haliyle, blockquote icinde, zaman damgasiyla verilir.

* Builder Notu callout’lar1 her ana boliim sonunda; ML kopriisiinii (geriye + ileriye) buraya yaziyoruz.

* Figiirler tam, sayisal dogru bir numpy motoru kullanan executable hiicrelerdir; kaynak kod code-fold
ile katlanabilir (matematik + figiir on planda, kod erisilebilir).

* Kontrol Sorulari collapse’lu — cevap kapali baglar, okur kendi diisiindiikten sonra acar.

» Egzersizler cevapsiz — en az bir elle-hesaplama + numpy dogrulamasi.

Bu kitap Strang’in yerine gecmez

Tek basina bu set yetmez — Strang’in tahtada matrisleri elle ¢cevirerek anlatt131 sezginin yerine gecemez.
Once videoyu izle, sonra ilgili dersi oku, son olarak kiiciik matrislerle kendin hesapla. Set videoyu
destekler, ikame etmez.
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8 Kolon Uzayli — A’nin Tium Ax Vektorleri (A = CR)

Bir matrise biitiin olarak bak: Ax kolonlarin kombinasyonudur, C(A) onlarin gerdigi uzaydir, A = CR bu
yapiy1 agiga ¢ikarir.

1 Boliim bilgisi

* Strang’in videosu: YouTube — The Column Space of A Contains All Vectors Ax (=52 dk)
* OCW sayfasi: MIT 18.065 — Video Lectures

* Okuma siiresi: =35 dk

* Hoca: Gilbert Strang

Onkosul: 18.06 / Phase 1 Lineer Cebir (kolon uzay, rank, baz)

8.1 Bu Derste Ne Var?

18.065’in ilk dersi. Strang kursu “veriden 6grenme” lizerine ac¢iyor ve hemen lineer cebirin kalbine giriyor:
bir matrise bir biitiin olarak bakmak. Bu ders, Phase 1 18.06’da gordiigiimiiz kolon uzayi, rank ve baz
kavramlarim veri ve faktorizasyon goziiyle yeniden cergeveliyor.

Ucg temel fikir:

1. Ax = A’nin kolonlarmin kombinasyonu — matris-vektor carpimini “satir satir nokta carpimi” olarak
degil, “kolonlarin agirlikli toplami1™ olarak gormek.

2. Kolon uzay1 C(A) ve A = CR faktorizasyonu — bagimsiz kolonlar (C) ¢arp1 bir kombinasyon
recetesi (R).

3. Kolon rank = satir rank — lineer cebirin ilk biiyiik teoremi, dogrudan A = C'R’den ¢ikiyor.

“this is a great adventure for me... teaching a course that involves learning from data.” — Strang,
0:23

Bu alt1 kavramin birbirine nasil baglandigin1 Sekil 8.1 6zetliyor.

@ Builder Notu — Veri-Odakli Cebire Giris Kapist

Bu dersin kavramlar1 ML altyapisinda nereye baglaniyor:

* Ax = kolonlarin kombinasyonu goriisii, GPU’daki matris carpiminin (GEMM) ¢alisma bigimidir:
BLAS c¢arpimi satir-nokta-¢arpimi yerine kolon ve blok kombinasyonlari olarak yapar. “Matrise
biitiin olarak bakmak” performans sezgisidir.

15


https://www.youtube.com/watch?v=YiqIkSHSmyc
https://ocw.mit.edu/courses/18-065-matrix-methods-in-data-analysis-signal-processing-and-machine-learning-spring-2018/video_galleries/video-lectures/

8 Kolon Uzayr — A’min Tiim Ax Vektorleri (A = CR)

Ax = kolonlarin
kombinasyonu

Kolon uzay1 C(A)

rank = bagimsiz kolon sayisi

kolon rank = satir rank

Sekil 8.1: Ders 1 kavram haritasi: kolon goriisiinden A = CR ve rank teoremine.

16



8.2 Matris x Vektor — Satir Yolu mu, Kolon Yolu mu?

* A = CR ve rank, diisiik-rank yaklagimin (Ders 7 Eckart-Young, PCA) ve LoRA gibi modern
fine-tuning yontemlerinin temelidir: biiyiik bir matrisi az sayida bagimsiz kolonla temsil etmek.

e Dis carpim (kolon x satir) birikimi, tiim matris ¢arpimlarinin atomik yapi tasidir: AB =
zk akbg

* Dev matrisi ornekleme (rastgele x ile Ax), Ders 13’teki rastlantisal lineer cebirin habercisidir.

Tek ciimle: bir matrisi “kolonlarinin iirettigi uzay” olarak gérmek, sikistirmadan rastlantisal cebire kadar
tiim veri-odakli lineer cebirin giris kapisidir.

8.2 Matris x Vektér — Satir Yolu mu, Kolon Yolu mu?

Strang ilk dersi tanidik bir isle agiyor: bir matrisi bir vektorle carpmak. Ama esas soru, bunu nasil gordiigiin.

21 3
A=13 1 4
5 7 12

Satir yolu (ahsilmus, low-level): her satir1 x ile nokta ¢arpimina sok. Birinci bilesen 22, + x5, + 3x5, sonra
ikinci, sonra liglincii. Cevabi bilesen bilesen, parca parca verir.

Strang’in matrisi:

Ax ¢arpimini iki sekilde okuyabilirsin.

Kolon yolu (Strang’in “dogru” yolu): sonucu kolonlarin agirlikli toplami olarak gor.

2 1 3
Az =, [ 3| +ay | 1| +25| 4
) 7 12
Ayni sayilar ¢ikar, ama artik her seyi bir kerede goriiyorsun: Az, A’nin kolonlarinin bir kombinasyonudur.

Sekil 8.2 bu ii¢ kolonu ve onlarin agirlikli toplami olan Az’i R® uzayinda gosteriyor.

“But do you know it the right way? Do you think of the multiplication the right way?” — Strang,
4:29

“When I say Ax, you immediately think... it’s a combination of the columns of A.” — Strang, 7:32

@ Builder Notu — Karisim Recetesi

Kolon goriigii ML'de neden 6nemli: bir noéron katmaninin ¢iktist Wz, agirlik matrisi W’nin kolonlarinin
girdiyle 6lceklenmis toplamidir. Her kolon, girdinin bir bileseninin ¢iktiya “katki yonii”diir. Bu goriis,
embedding tablolarini (her kolon bir token’in vektorii) ve GEMM’in kolon-blok yapisini anlamanin
anahtaridir.
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8 Kolon Uzayr — A’min Tiim Ax Vektorleri (A = CR)

Ax, A'nin kolonlarinin kombinasyonudur

G =-¢C1+ (Ez
T 12

X = 061 ¥ 0:6-¢2

¢ = (2;3,°5)

1.5 20

2.5
X €ksen;

3.0 0.5

Sekil 8.2: Ax, A’nin kolonlarinin agirhikh toplamidir. ¢, (navy) ve c, (¢elik) bagimsiz kolonlar; c; (orange) =
¢, + ¢, (kesikli paralelkenar tamamlama). Ornek Ax (teal) = 0.6-c; + 0.6-c,.
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8.3 Kolon Uzayt C(A)

8.3 Kolon Uzayi C(A)

Tek bir x al, tek bir Az ¢ikar. Simdi biitiin x’leri al — ¢ikan Ax’lerin hepsini bir araya topla. Bu sonsuz
vektor kiimesi neye benzer?

Biitiin Az’lerin kiimesine A’nin kolon uzayi denir, C'(A) ile gosterilir. Tanim geregi bu, A’nin kolonlarinin
tiim kombinasyonlarinin kiimesidir — yani kolonlarin gerdigi uzay.

“And the beauty of linear algebra is that questions like this — you can answer them and you
intuitively see it.” — Strang, 8:30

Bu A i¢in kolon uzay1 R3’iin tamami m1? Hayr — bir diizlem. Ciinkii iigiincii kolon ilk ikisinin toplami; yeni
bir yon getirmiyor. ilk iki kolon bir diizlem geriyor, iiciincii kolon o diizlemin icinde kaliyor. Bu diizlemi ve
lizerine diisen rastgele Ax noktalarini Sekil 8.3 gosteriyor.

Eger bir matrisin tiim kolonlar1 ayn1 dogrultunun katlariysa, kolon uzay1 yalnizca bir dogru olur (rank 1).
Rastgele bir 3x3 matriste ise kolonlar bagimsizdir, kolon uzayi tiim R tiir ve matris tersinirdir.

@ Builder Notu — Erisilebilir Bolge

C(A), “bu matrisle hangi ¢iktilara ulagabilirim?” sorusunun cevabidir. Az = b denkleminin ¢oziimii
olmasi i¢in b’nin C'(A) iginde olmasi gerekir (Ders 9-10°da least squares tam da bu yiizden devreye
girer: b kolon uzayinda degilse, en yakin noktaya projekte ederiz).

8.4 Rank ve Rank-1 Matrisler

Kolon uzayinin boyutuna rank denir. Bizim A’mizin kolon uzayi bir diizlem (2 boyutlu), yani rank 2. Bir
dogru olsaydi rank 1, tiim R? olsayd1 rank 3 olurdu.

Ugiincii kolonun ilk ikisinin toplami olmas, yalnizca iki bagimsiz kolon oldugunu sdyler — ve rank, tam
olarak bagimsiz kolon sayisidir.

Rank-1 matrisler lineer cebirin yap1 tagidir. Bir rank-1 matris, bir kolon vektorii carpi bir satir vektorii olarak

yazilir:
1 1 3 8
1 (1 3 8) =11 3 8
1 1 3 8

3x1 carp1r 1x3 boyutu 3x3 verir; sonucun ranki 1’dir (tiim satirlar (1,3,8)’in kati, tiim kolonlar (1,1,1)’in kat1).
Sekil 8.4 bu dig carpimu bir kolon ile bir satirin ¢arpimi olarak gorsellestiriyor.

“matrices like this are really the building blocks of linear algebra, they’re the building blocks of
data science. They’re rank one matrices.” — Strang, 13:56
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8 Kolon Uzayr — A’min Tiim Ax Vektorleri (A = CR)

C(A): tum Ax'ler ayni duzlemde (rank 2)

o rastgele Ax (hep duzlemde)

cs-duzlemd

°®
o 9
T
|
=
o

Sekil 8.3: C(A) bir diizlemdir (rank 2): ¢, ve ¢, nin gerdigi diizlem; bagimh kolon c; = ¢; + ¢, diizlemde
yatar ve 60 rastgele Ax noktasinin tamami bu diizlemin iizerindedir.
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8.4 Rank ve Rank-1 Matrisler

Bir kolon x bir satir = rank-1 matris

satir (1, 3, 8)

1 3
kolon (1, 1, 1)T rank-1 matris = dis carpim
1 1 3 8

rank-1: her satir (1, 3, 8)'in kati - her kolon (1, 1, 1)'in kati

Sekil 8.4: Rank-1 matris = bir kolon x bir satir. (1,1,1)T kolonu ile (1,3,8) satirmin dis ¢arpimi 3x3 matrisi
kurar: her satir (1,3,8)’in, her kolon (1,1,1)’in kat.
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8 Kolon Uzayr — A’min Tiim Ax Vektorleri (A = CR)

@ Builder Notu — Atomik Birim

Rank-1 = kolon x satir = dis ¢arpim. SVD bir matrisi rank-1 dig carpimlarin toplami olarak yazar (Ders
6-7); en biiyiik birkac terimi tutmak = diisiik-rank sikistirma = PCA, LoRA, gomme sikistirma. “Rank-1
yapi tast” sezgisi tiim kursun omurgasidir.

8.5 Bagimsiz Kolonlar ve Baz

Kolon uzayi icin bir baz kuralim — en dogal yoldan, soldan saga tarayarak.

Birinci kolon (2,3,5): sifir degil, iceri al. Ikinci kolon (1,1,7): birinciye bagh degil, yeni bir yon — iceri
al. Ugiincii kolon (3,4,12): ilk ikisinin toplami, yeni bir sey katmiyor — alma. Geriye iki bagimsiz kolon
kald1; bunlar kolon uzayinin bir bazidir.

“those two columns would be a basis for the column space.” — Strang, 15:51

Bu bagimsiz kolonlar1 yan yana koyup C matrisini olustur:

2 1
cz<3 1)
5 7

C dogrudan A’dan alindi; sadece bagimsiz kolonlari, soldan saga tutarak.

“I kept only independent columns and I worked from left to right.” — Strang, 19:51

@ Builder Notu — Hangi Kolonlar Onemli?

Bu “soldan saga, bagimsizsa tut” yordami, sayisal lineer cebirdeki kolon pivotlu QR ve rank-agiga-
cikaran faktorizasyonlarin sezgisidir. CUR ve siitun-altkiime se¢imi gibi yontemler tam da gercek
kolonlar1 secer — yorumlanabilirlik i¢in (SVD’nin soyut tekil vektorlerinin aksine, C’nin kolonlar1
gercek veri siitunlardir).

8.6 A = CR Faktorizasyonu

C, A’nin bagimsiz kolonlarini tagiyor (3x2). Simdi bir R matrisi (2x3) kuralim: R, A'nin her kolonunun C’nin
kolonlarindan nasil iiretilecegini sdylesin.

¢ A’nin 1. kolonu = 1-(C’nin 1. kolonu) + 0-(C’nin 2. kolonu) — R’nin 1. kolonu (1,0)

e A’nin 2. kolonu =0-... + 1-... = R’nin 2. kolonu (0,1)
* A’nin 3. kolonu = 1-... + 1-... (¢linkii ¢ = ¢; + ¢5) = R’nin 3. kolonu (1,1)
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8.6 A = CR Faktorizasyonu

Birlestirince A = CR:

2 1 2 1 3
acen(3 1) (50 )= (51
5 7 5 7 12
“this is a first matrix factorization. It’s not— well, it is a famous one, actually.” — Strang, 21:04

Bu eski bir 6gretim araci gibi goriinse de, modern biiyiik 6l¢ekli sayisal lineer cebirde CxR (gercek kolonlar
carp1 gercek satirlar) ciddi bir ara¢ haline geldi. Sekil 8.5 bu ayrismay1 A, C ve R 1s1 haritalariyla yan yana
gosteriyor.

“C times R, columns times rows has become very, very important in large scale [numerical linear
algebra].” — Strang, 21:17

A = C x R — bagimsiz kolonlar (C) carpi recete (R)

A C (bagimsiz kolonlar)
5 1 3 . 1 R (kombinasyon recetesi)
1 (V] 1
3 1 4 = 3 1 ) ¢
0 1 1
5 7 12 5 7

son kolon (1,1) > c3 =c1 + C2

Sekil 8.5: A = C x R faktorizasyonu: A’nin bagimsiz kolonlar1 (C, 3x2) ¢arpt kombinasyon regetesi (R, 2x3).
R’nin birim blogu bagimsiz kolonlar1 kopyalar; turuncu ¢ergeveli son kolon (1,1) bagiml kolonu
kurar (c; = ¢; +¢,).

@ Builder Notu — Tek Ciimlede Lineer Cebir

A = CR, yorumlanabilir diisiik-rank temsilidir: C’nin kolonlari A’nin ger¢ek kolonlaridir (6rnegin
gercek hastalar, gergek kelimeler), R ise geri kalan her seyin bu temsilcilerden nasil kurulacaginin recete-
sidir. Bu, CUR ayrigiminin ve oneri sistemlerinde/genomikte tercih edilen “drnek-tabanli” sikistirmanin
cekirdegidir.
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8 Kolon Uzayr — A’min Tiim Ax Vektorleri (A = CR)

8.7 ilk Biiyiik Teorem — Kolon Rank = Satir Rank

Strang burada heyecanlaniyor: A = C'R yazarken farkinda olmadan lineer cebirin ilk biiyiik teoremini
ispatlamig oluyoruz.

“[sitting here in front of me was] the first great theorem in linear algebra, the fact that the column
rank equals the row rank.” — Strang, 23:44

Bizim A’'mizda iki bagimsiz kolon var (kolon rank = 2). Teorem diyor ki satir rank da 2 olmali — yani
satirlardan biri diger ikisinin bir kombinasyonu. Matris kare ve tersinir degil (kolonlar bagimli), o yiizden
satirlar da bagimli olmak zorunda.

“I believe that a combination of the rows gives 0.” — Strang, 24:10

[lk bakista hangi satir kombinasyonunun sifir verdigini gormek zor — ama teorem garanti ediyor: bir matrisin
bagimsiz kolon sayisi, bagimsiz satir sayisina her zaman esittir. Neden esit oldugunu bir sonraki boliimde
A = C'Ryi iki yonlii okuyarak gorecegiz. Sekil 8.6 bu iki yonlii okumay1 — kolon okumasti ve satir okumasi
— yan yana Ozetliyor.

A = CR - iki yonli okuma - kolon rank = satir rank = 2

Kolon okumasi Satir okumasi
A (3x3)
2 1 3
A (3x3) C (3x2) 3 1 4

2 1 2
5 -

!

w
[=]
I
w

5 5 R (2x3)
1 0 1
(V] 1 1

A'nin her satiri = R'nin 2 satirinin kombinasyonu

A'nin her kolonu = C'nin 2 kolonunun kombinasyonu - satir rank < 2

- kolon rank = 2

Sekil 8.6: A = CR’nin iki yonlii okunmasi: kolon okumasi (A’nin kolonlari1 C’nin 2 kolonundan) ile satir
okumas1 (A’nin satirlari R’nin 2 satirindan) ayni sonucu verir — kolon rank = satir rank = 2.
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8.8 Satir Uzay1 = C(AT)

@ Builder Notu — Iki Yol, Aymi Say1

Rank, bir matrisin gercek serbestlik derecesidir: mxn bir matris, ranki r ise aslinda yalmzca r(m + n)
civari say1 icerir, mn degil. ML'de agirlik ve veri matrislerinin “etkin ranki” ne kadar sikigtirilabilir
olduklarini belirler — diisiik etkin rank, LoRA ve model budama (pruning) i¢in acik kapidir.

8.8 Satir Uzayi = C(A")

Kolon uzay1 kolonlarin kombinasyonlariydi. Satir uzay ise satirlarin tiim kombinasyonlaridir. Strang yeni bir
harf icat etmek yerine zarif bir numara yapiyor: satirlari transpoz ile kolon haline getir, sonra eski tanima geri
don.

row space(A) = C(AT)

Yani satir uzay1 = A7 nin kolon uzay1. Boylece vektorleri hep kolon vektorii tutma aliskanligini (NumPy,
Julia, MATLAB konvansiyonu) bozmadan devam ediyoruz.

“So the row space of A is the column space of A transpose.” — Strang, 27:25

Strang araya onemli bir not diigiiyor: bizim 6rnegimiz 3x3 kare oldugu icin hem kolon uzay1 hem satir uzay1
R3’iin pargas1. Ama gercek veri kare gelmez — kolonlar drnekler (hastalar), satirlar 6znitelikler (hastaliklar)
olabilir; ikisi tamamen farkli boyutlu uzaylardadir.

@ Builder Notu — Ornekler ve Oznitelikler

Bir veri matrisinde kolon uzay1 “6rneklerin gerebildigi yon kiimesi”, satir uzayi ise “Ozniteliklerin
gerebildigi yon kiimesi”dir. PCA, kovaryans matrisi A7 A iizerinden tam da satir/kolon uzaylarinin
baskin yonlerini bulur. Kolon ve satir uzaylarinin boyutunun esit olmasi (rank), veri matrisinin gercek
bilgi iceriginin tek bir sayiyla ol¢iilebilmesini saglar.

8.9 ispat — CRyi iki Yonlii Okumak

Kolon rank = satir rank neden dogru? Ispat, A = C'R ¢arpimina iki ayr1 gozle bakmakta sakli.
“The proof is really to look at this multiplication, C times R, two ways.” — Strang, 32:54

Birinci okuma (kolon kombinasyonu): A’nin her kolonu, C’nin kolonlarinin R tarafindan verilen kombinas-
yonudur. C’nin r tane kolonu var — A’nin kolonlari r boyutlu bir uzay1 gerer — kolon rank =r.

ikinci okuma (satir kombinasyonu): Ayni carpim, A’min her satirnin R’nin satirlarimin (C’deki sayilarla
agirlikll) kombinasyonu oldugunu soyler. R’nin r tane satir1 var — A’nin satirlari en ¢ok r boyutlu bir uzay1
gerer — satir rank < 1.

iki okuma birlikte: kolon rank = r ve satir rank < r; simetri ile (ayn1 argiimam A”’ye uygula) satir rank = r.
Demek ki kolon rank = satir rank. Tek bir faktorizasyon, teoremi aciga ¢ikariyor.
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8 Kolon Uzayr — A’min Tiim Ax Vektorleri (A = CR)

A=CR = colrank = rowrank = r

@ Builder Notu — Bir Carpim, iki Hikaye

“Ayni1 nesneyi iki yonlii oku” teknigi, ML matematiginde tekrar tekrar karsina ¢ikar: bir Gram matrisini
hem ornekler hem 6znitelikler iizerinden okumak (kernel trick), bir dig ¢arpim1 hem ileri hem geri
geciste kullanmak (backprop). Bir carpimin yapisini iki perspektiften gorebilmek, ¢ogu tiiretmenin
anahtaridir.

8.10 rref ve CUR Baglantisi

Buldugumuz R aslinda tanidik bir nesne: A’'nin indirgenmis satir echelon formu (row reduced echelon form,
rref). I¢inde birim matris blogu ve kalan kolonlarin dogru kombinasyonlari oturur.

“It’s called the row reduced echelon form of the matrix, and it’s a big goal in 18.06.” — Strang,
38:49

Yani Phase 1 18.06’nin biiyiik hedeflerinden biri (rref), burada A = C'R faktorizasyonunun R pargasi olarak
yeniden karsimiza cikiyor.

Strang bir alternatif daha gosteriyor: hem C’ye gercek kolonlari, hem de R’ye A’nin gergek satirlarii koyarsan,
ortada her seyi diizelten kii¢iik bir U matrisi gerekir. Bu, CUR faktorizasyonudur:

A=CUR

“[1] wrote a page about CUR.” — Strang, 40:24

@ Builder Notu — Pratik vs Klasik

CUR, SVD’ye yorumlanabilir bir alternatiftir: C ve R gercek veri kolonlari/satirlar1 oldugundan (soyut te-
kil vektorler degil), sonug insan-okunabilir kalir. Genomik, Oneri sistemleri ve biiyiik seyrek matrislerde,
“hangi gercek ozellikler 6nemli?” sorusuna SVD’den daha dogrudan cevap verir.

8.11 Dev Matrisleri Ornekleme

Strang dersin sonuna dogru ileriye bir koprii atryor. Diyelim ki matrisin boyutu 10°> x 10° — hizl bellege
sigmaz, tiim girdilerle ugrasmak imkénsiz. Ne yaparsin? Orneklersin.

“if you have a giant matrix, like size 10 to the 5th... you sample it.” — Strang, 35:43
Dogal fikir: rastgele bir x vektorii se¢, Az’e bak. Ax nerede yasar?

“Ax is in the column space.” — Strang, 37:02
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8.12 Matris x Matris = Dis Carpimlar Toplami

Yani rastgele tek tek kolon segmek yerine, rastgele x ile kolonlarmn bir karisimim (Ax) alirsin; 100 rastgele
X, kolon uzayinin neye benzedigi hakkinda cogu zaman yeterli fikir verir. Strang araya lineer cebirin altin
kuralini sikigtirtyor: A BC'z ¢arpimi da A’nin kolon uzayindadir, ¢iinkii o “A carp1 bir sey”dir.

“Putting parentheses in the right place is the key to linear algebra.” — Strang, 38:14

@ Builder Notu — Petabyte’tan Megabyte’a

“Rastgele x ile Az al” fikri, do§rudan Ders 13’teki rastlantisal lineer cebire (randomized SVD, matris
taslaklama/sketching) agilir. Modern biiyiik-6lcek ML’de dev matrislerin tam SVD’si yerine rastgele
projeksiyonlarla diisiik-rank yaklasim1 hesaplanir — temelinde tam bu “Grnekle ve kolon uzayini yakala”
sezgisi yatar.

8.12 Matris x Matris = Dig Carpimlar Toplami

Ayni “kolon goriisii’nli matris-matris ¢arpimina tast. Aligilmis yol: AB’nin (i,j) girdisi, A’nin i. satir1 ile B’nin
j- kolonunun nokta ¢arpimi — baglangi¢ i¢in iyi, ama ylizeysel.

“the deeper way is columns times row.” — Strang, 46:36

Derin yol: AB’yi, A’nin kolonlar1 ¢arp1 B’ nin satirlarinin toplami olarak gor. A’nin k. kolonu (mx1) ¢arp1
B’nin k. satir1 (1xp), bir rank-1 matris (mxp) verir; bunlar1 k boyunca topla:

AB=> a; bl
k=1

Burada a;, = A’nin k. kolonu, bg = B’nin k. satir1. Her terim bir rank-1 dis carpim; AB bu dis carpimlarin
toplamu.

“So it’s a sum of outer products.” — Strang, 48:48

Bu, Boliim 1°deki Az fikrinin matrise genellemesidir — ve rank-1 yap1 tagi temasinin dogal devami. Sekil 8.7
bu toplami rank-1 katmanlar olarak gosteriyor: a;b{ + a,bl = AB.

@ Builder Notu — Tek Matrisi N Katmanda Gormek

Dis-carpim goriisii ML’in her yerinde: attention skoru QK7 bir dig carpimlar toplamidir; LoRA
giincellemesi AW = BA tam da diisiik sayida dis carpimdir; optimizer’larda rank-1 giincellemeler
(6rnegin BFGS) bu yapiy1 kullanir. “Carpim = dig ¢arpimlar toplami” goriisii, hem matematigi hem
bellek erisim desenini (GPU’da) anlamanin anahtaridir.

27



8 Kolon Uzayr — A’min Tiim Ax Vektorleri (A = CR)

Matris carpimi = rank-1 dis carpimlarin toplami

aibi™ (rank-1) az2b2" (rank-1) AB = Z dis carpim

Her terim akbk™ rank-1'dir; tim dis carpimlarin toplami AB matrisini verir.

Sekil 8.7: Matris ¢arpimi dis carpimlarla: AB, rank-1 katmanlarin (a;b,” + a,b,T) toplamidir. Ortak renk
Olcegi katmanlar ile sonucu kiyaslanabilir kilar.

8.13 Carpim Maliyeti — mnp

Strang son bir dakikay1 maliyete ayirtyor. mxn matris A carpi nxp matris B kac carpma gerektirir?
Eski yol (nokta ¢carpimi): her girdi i¢in n ¢arpma, ve sonu¢ mxp boyutunda — toplam 7 - (mp) ¢arpma.

Yeni yol (dis carpim): her dig carpim mp ¢arpma, ve n tane dig ¢arpim var — toplam (mp) - n ¢arpma.

n-(mp) = mnp = (mp)-n
Iki yol da aymi say1ya, mnjp’ye varir — hatta birebir ayn1 carpmalari, sadece farkli sirada yapar.

“they’re exactly the same multiplications, just a different order.” — Strang, 51:56

@ Builder Notu — Hiz1 Yon Belirler

mmnp, matris carpiminin FLOP sayisidir — ve derin 6grenmenin maliyetinin neredeyse tamami buradan
gelir. GPU’larin TFLOPS degerleri tam da bu mnp’yi ne kadar hizli yaptigini olcer. Egitim/cikarim
biitcesini tahmin etmek, hangi katmanin pahali oldugunu gérmek ve “ayni ¢arpmalar farkli sira” (yani
carpimi yeniden siralayip bellek/onbellek verimini artirma — GEMM tiling) hepsi bu tek sayinin
iistiinde durur.

8.14 Bu Dersin Ozeti

1. Ax = kolonlarmm kombinasyonu — matris-vektor ¢carpiminin “dogru” goriisii; satir-nokta-carpimi
degil.
2. Kolon uzay1 C'(A) — tiim Ax’lerin kiimesi; A’min ulasabildigi uzay.
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8.15 Kontrol Sorulart

Rank = kolon uzayinin boyutu = bagimsiz kolon sayist.

Rank-1 matris = kolon x satir (dis carpim) — lineer cebirin ve veri biliminin yapi tagi.
A = CR faktorizasyonu — C bagimsiz kolonlari, R kombinasyon recetesini (rref) tasir.
Kolon rank = satir rank — ilk biiyiik teorem; A = C'R’yi iki yonlii okuyarak kanitlanir.
Satir uzay1 = C' (A7) — yeni bir harf icat etmeye gerek yok.

AB = dig carpimlar toplami, maliyeti mnp; dev matrisler rastgele x ile (Ax) drneklenir.

®© N kW

! Tek Bir Ciimle

A = C'R — her matris, bagimsiz kolonlarini (C) ¢arpi o kolonlardan geri kalan kolonlari kuran receteyi
(R) igerir; kolon rank = satir rank tam da bu yiizden dogrudur.

8.15 Kontrol Sorulari

1 Soru 1: Asagidaki matrisin A = CR faktorizasyonunu bul (C bagimsiz kolonlar, R kombinasyon

recetesi).
1 01
A=12 1 3
01 1
Cevap:

Kolon 1 = (1,2,0) ve kolon 2 = (0,1,1) bagimsiz. Kolon 3 = (1,3,1) = kolon 1 + kolon 2 — bagimli,

alinmaz.
1 0
C:(z 1), A (b 0)
0 1

Dogrula: C-R = A v'. Rank 2 (iki bagimsiz kolon, kolon uzay1 bir diizlem).

1 Soru 2: Bu matriste kolon rank’1 ve satir rank’1 ayr1 ayr1 bul. Esit mi ¢ikiyor?

1 2
A=12 4
3 6
Cevap:

Kolon rank: ikinci kolon (2,4,6) = 2-(birinci kolon). Tek bagimsiz kolon — kolon rank = 1.

Satir rank: tiim satirlar (1,2)’nin katt — (1,2), (2,4) = 2-(1,2), (3,6) = 3-(1,2). Tek bagimsiz satir — satir
rank = 1.

Esit: kolon rank = satir rank = 1 v'. (Genel kural: rank < min(m,n); burada iist sinir min(3,2) = 2, gercek
rank 1.)
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8 Kolon Uzayr — A’min Tiim Ax Vektorleri (A = CR)

1 Soru 3: Asagidaki rank-1 matrisi bir kolon vektorii carpi bir satir vektorii (dis carpim) olarak yaz.

2 4 6
A= (3 6 9)
Cevap:

Tiim kolonlar (2,3)’iin kati, tiim satirlar (1,2,3)’lin kati. Demek ki:

A= @) (1 2 3)

2x1 ¢arpt 1x3 =2x3, rank 1. Bu, SVD’nin tek bir rank-1 parcasinin ta kendisidir (Ders 6-7 nin habercisi).

1 Soru 4: Bir mxn agirlik matrisi rank r ise onu kag say1yla saklarsin? Bu neden LoRA’nin temeli?

Cevap:

Rank r matris A = C'R bigiminde yazilir: C boyutu mxr, R boyutu rxn. Toplam saklanan say1 m - r +
r-n=r(m+n).

Tam matris mn say1 tutar. r << min(m, n) oldugunda r(m + n) < mn — biiyiik tasarruf.

Ornek: m = n = 1000, r = 8 — tam matris 10 say1; diisiik-rank temsil 8-2000 = 16.000 say1 (=60x az).
LoRA tam da bunu yapar: agirlik giincellemesini AW = BA (diisiik-rank) olarak saklar ve dev
modeli ¢cok az parametreyle fine-tune eder. “Rank = gercek serbestlik derecesi” sezgisinin dogrudan
uygulamasidir.

8.16 Egzersizler

Cevapsiz problemler. C6z, sonra numpy ile kontrol et.

Egzersiz 1. Asagidaki 3x4 matrisin A = C'R faktorizasyonunu bul. Bagimsiz kolonlar1 soldan saga sec,

sonra R’yi kur.
1 0 21
A=|(0 1 1 3
113 4

Egzersiz 2. Iki asamali: (a) Asagidaki matrisin rankin1 bul. (b) Kolon uzay1 i¢in bir baz yaz. (¢) A = C' R’deki

R matrisini kur.
2 4 1
A=11 2 0
3 6 2

Egzersiz 3. Yapisal soru: Bir matrisin tiim kolonlar1 bagimsizsa (rank = kolon sayis1), A = CR fakto-
rizasyonundaki R ne olur? Bir de: A’nin bir kolonu tamamen sifirsa, o kolon C’ye girer mi, R’de nasil
goriiniir?

Egzersiz 4. Python ile dogrula:
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8.17 Sonraki Ders Icin Hazirlik

import numpy as np

A = np.array([[1, O, 2, 1],
[6, 1, 1, 3],
[1, 1, 3, 4]], dtype=float)

print("rank:", np.linalg.matrix_rank(A)) # bagimsiz kolon sayisi

# Rastgele x ile Ax her zaman kolon uzayinda:
X = np.random.randn(4)

b=A@x

print("Ax (kolon uzayinda bir vektor):", b)

# 3. ve 4. kolonun ilk ikisinden kurulusunu kontrol et:

cl, c2 = A[:, 0], A[:, 1]

print("2*cl + c2 == kolon 3 ?", np.allclose(2*cl + c2, A[:, 2]))
print("cl + 3*c2 == kolon 4 ?", np.allclose(cl + 3*c2, A[:, 3]))

Egzersiz 5. (Ders 2 habercisi.) Strang Ders 2’de matrisin bes biiyiik faktorizasyonunu tanitiyor: A =
LU (eliminasyon), A = QR (ortonormallik), A = QAQ7 (6zdegerler), A = UX VT (SVD) ve bu derste
gordiigiimiiz A = CR (rank). Asagidaki matris i¢in eliminasyon yapip U iist iicgensel formunu bul; sonra
A = CRile A = LU’nun neyi agiga cikardigmm (biri ranki, digeri eliminasyon adimlarini) bir ciimleyle
karsilastir.

8.17 Sonraki Ders i¢in Hazirlik

Ders 2: Matrisleri Carpmak ve Carpanlara Ayirmak

Ders 1’de tek bir faktorizasyon (A = C'R) ve “matrise biitiin olarak bakma” fikrini gérdiik. Ders 2 bunu
genisletiyor: matris carpiminin farkli goriiniisleri ve matrisin bes temel faktorizasyonu.

* Matris ¢arpiminin dort farkl goriiniisii (6zellikle kolon x satir / dig carpim)
* Bes biiyiik faktorizasyon: LU, QR, QAQ”, SVD, CR
* Her faktorizasyonun hangi soruyu cevapladigi (eliminasyon, ortonormallik, 6zdeger, tekil deger, rank)

Ders 2 Oncesi Yapilacak

* Bu dersin egzersizlerini ¢6z, 6zellikle Egzersiz 5°i (LU Onizlemesi).

* Python’da birka¢ matrisin rankini np.1linalg.matrix_rank ile bul; rank-1 ve rank-2 matrisleri
gozle ayirt et.

* Ana climleyi tekrar oku: “A = CR — bagimsiz kolonlar carp1 kombinasyon recetesi; kolon rank =
satir rank.”

31



8 Kolon Uzayr — A’min Tiim Ax Vektorleri (A = CR)

8.18 Anahtar Kavramlar (Cheat Sheet)

Kavram Tanim Strang’de

Ax = kolon kombinasyonu Az, A’nin kolonlarinin x 7m32
ile agirlikli toplamidir

Kolon uzay1 C'(A) Tim Az’lerin kiimesi; 8m17
kolonlarin gerdigi uzay

Rank Kolon uzayiin boyutu, 13m56
yani bagimsiz kolon sayis1

Rank-1 = kolon x satir Bir kolon ¢arpi bir satir; dis  13m56
carpim, yapi tast

Baz Bagimsiz kolonlar; soldan ~ 15m51
saga secilir

A=CR C bagimsiz kolonlar, R 21m04
kombinasyon recetesi

Kolon rank = satir rank [lk biiyiik teorem; bagimsiz ~ 23md44
kolon sayis1 = bagimsiz
satir say1st

Satir uzay1 = C'(A7T) Satirlarin kombinasyonlar;  27m25
transpozun kolon uzay1

CR iki yonlii okuma Kolon ve satir rankinin 32m54
esitliginin ispati

R =rref R, indirgenmisg satir echelon  38m49
formudur; 18.06’nin hedefi

CUR Gergek kolonlar C, gercek ~ 40m24
satirlar R, orta matris U

Dev matris 6rnekleme Rastgele x ile Ax kolon 35m43
uzayim yoklar (randomized
LA)

AB = dis carpimlar toplanu AB, kolon, ¢arp1 satir; 48m48
rank-1 parcalarin toplami

Maliyet mnp mxn ¢arpt nxp carpiminin ~ 51m56

carpma sayisl

8.19 ML Baglantilar Ozeti

1. Ax = kolon kombinasyonu - GEMM/BLAS matris ¢arpimini kolon ve blok kombinasyonlar1 olarak

yapar; performans sezgisinin temeli.

2. Rank-1 = dis carpim — SVD, PCA ve LoRA hepsi rank-1 pargalarin toplami iistiinde durur.
3. A = CR/ diisiik-rank — yorumlanabilir sikistirma; CUR, Gneri sistemleri, genomik gercek kolon/satir

secer.

4. Rank = serbestlik derecesi — agirlik matrislerinin etkin ranki, model budama ve sikistirilabilirligi

belirler.

5. Kolon uzay1 C'(A) - Az = b ne zaman ¢oziiliir (b € C'(A)); degilse least squares projeksiyonu (Ders

9-11).
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8.19 ML Baglantilar: Ozeti

6. Dev matris ornekleme (rastgele x) — randomized SVD, matris taslaklama/sketching (Ders 13).
7. AB = dis carpimlar, maliyet mnp — GPU TFLOPS, attention QK ', egitim/cikarim maliyetinin
fiziksel limiti.

! Tek bir sey alip gideceksen

Bir matrise kolonlari iistiinden bak. Az kolonlarin kombinasyonudur, C'(A) onlarin gerdigi uzaydir,
rank o uzayin boyutudur — ve A = C'R bu yapiy1 agi8a cikarip kolon rank = satir rank teoremini
bedavaya verir. Sikistirmadan rastlantisal cebire, LoRA’dan GPU’daki GEMM e kadar tiim veri-odakli
lineer cebir bu tek goriisiin iistiinde durur.
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9 Bes Faktorizasyon — Matrisleri Carpmak ve Carpanlara
Ayirmak

Her faktorizasyon farkli bir soruyu cevaplar

1 Boliim bilgisi

* Video: Multiplying and Factoring Matrices — Gilbert Strang, MIT 18.065
* OCW: Lecture 2 — Multiplying and Factoring Matrices

* Okuma siiresi: = 35 dk

+ Onkosul: 18.06 (lineer cebir) + Ders 1 (A = C'R ve kolon goriisii)

9.1 Bu Derste Ne Var?

Ders 1’de A = CR’yi ve “matrise kolonlar1 iistinden bakma” fikrini gordiik. Ders 2 bunu bes biiyiik
faktorizasyona genisletiyor ve matris ¢arpiminin “kolon x satir” goriisiinii derinlestiriyor; sonunda lineer
cebirin temel teoremi (dort alt-uzay) geliyor.

Ug temel fikir:

1. Bes faktorizasyon: A = LU, A = QR, S = QAQT, A=UXVT, A = CR — her biri bir soruyu
cevaplar.

2. Spektral teorem: simetrik S, rank-1 pargalarin toplamudir (S = > A A quqkT); matris carpimi = dig
carpimlar toplami temasinin devama.

3. Dort temel alt-uzay: C(A), C(AT), N(A), N(AT) —boyutlari v, r, n. — r, m — 7.

Bes faktorizasyonun haritast Sekil 9.1’de: her dal bir matris ayrisimi, her ayrigim bir soru.

5 Faktorizasyon

A =UZVT — SVD (her
matris)

A = LU — eliminasyon A = QR — ortonormallik S = QAQT — 6zdeger

Sekil 9.1: Ders 2 kavram haritasi: bes faktorizasyon ve her birinin merkezi fikri.

“...like LU or QR, would be the most used MATLAB commands in linear algebra.” — Strang,
1:29
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9 Beg Faktorizasyon — Matrisleri Carpmak ve Carpanlara Ayirmak

@ Builder Notu — Faktorizasyon Haritasi

» Faktorizasyon = dogru soruyu sormak: LU eliminasyonu, QR ortonormalligi, QAQT 6zdeger-
leri, UXV'T tekil degerleri, CR ranki aciga ¢ikarir. NumPy ve PyTorch’un lineer cebir modiilleri
bu beginin {istiine kuruludur.

* Spektral teorem — PCA: kovaryans matrisi simetriktir; S = L A quqg ayrigimi, ana bilesen-
lerin (en bityiik \’lar) tam tanimdir.

* SVD = her matris icin: dikdortgen agirlik matrisleri 6zdeger ayristmina sahip olmayabilir, ama
SVD’si her zaman vardir — diisiik-rank sikistirma, LoRA, PCA hepsi buradan.

* Dort alt-uzay — coziilebilirlik: Az = b ne zaman ¢oziiliir (b € C'(A)), ¢oziim ne zaman tektir
(N(A) = {0}) — least squares ve regularizasyonun geometrik temeli.

Tek ciimle: bir matrisi “hangi faktorizasyon hangi soruyu cevapliyor” diye gérmek, sayisal lineer cebirin
ve ML ara¢ kutusunun haritasidir.

9.2 Bes Blyiik Faktorizasyon

Strang dersi, bir matrisin bes temel carpanlamasini siralayarak agiyor — her biri farkli bir soruyu cevaplar:

A=LU, A=QR, S=QAQT, A=UxVT, A=CR

* A = LU — eliminasyon (alt iiggensel ¢arpi iist iiggensel)

* A = QR — ortonormallik (Gram-Schmidt; least squares)

S = QAQT — simetrik matrisin 6zdeger ayrisimi (spektral teorem)
A = UXVT — tekil deger ayrisimu (SVD); her matris icin

e A= CR —rank (Ders 1)

“I want to illustrate that by the five key factorizations of matrices.” — Strang, 1:12

@ Builder Notu — numpy.linalg’in Iskeleti

Bu bes satir, sayisal lineer cebirin tiim haritasidir: numpy.linalg ve torch.linalg modiillerindeki
her rutin (solve, Istsq, eig, svd, qr) bunlardan birine dayanir. Hangi problemde hangi faktorizasyonu
cagiracagin bilmek, ML miihendisliginin sessiz ama kritik bir becerisidir.

9.3 A = LU — Eliminasyon

[lk faktorizasyon en tanidik olan1: Az = b ¢dzerken yaptigin satir islemleri. Strang’in vurgusu, bu islemlerin
tam olarak bir matris carpimina denk geldigi:

“all those row operations that you do are perfectly expressed by L times U.” — Strang, 17:20
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9.4 A = QR — Ortonormallik
L alt tiggensel (kdsegende 1’ler, altinda eliminasyon ¢arpanlar), U iist iggensel (kdsegende pivotlar):

A=LU

Bu, Phase 1 18.06 Ders 4’iin tam konusudur. 18.065’te ayn1 ¢carpanlamay1 yeni bir gbzle — kolon carpi satir,
yani rank-1 soyma olarak — Boliim 8’de yeniden gorecegiz.

@ Builder Notu — solve() Ne Yapar?

numpy.linalg.solve(A, b) arkaplanda A = LU yapar (LAPACK getrf), sonra iki iiggensel sistemi
cozer. Aym A ile ¢ok sayida b ¢ozeceksen LU’yu bir kez hesaplayip sakla: n? yerine her b icin n?
maliyet.

9.4 A = ()R — Ortonormallik

Ikinci faktorizasyon ) nun ortonormal kolonlarina dayanir: kolonlar birbirine dik ve birim uzunlukta, yani

QTQ=1.

“Orthogonal. The columns are orthogonal. Often orthonormal.” — Strang, 2:31

A=QR

Q ortonormal kolonlari, R iist liggensel matrisi tagir. Uretici algoritma Gram-Schmidt’tir (Phase 1 18.06 Ders
17). En biiyiik uygulamasi least squares: normal denklemleri (A7 A) dogrudan ¢6zmek yerine QR kullanmak
sayisal olarak ¢ok daha kararlidir.

Gram-Schmidt’in bagimsiz kolonlar1 nasil ortonormal (Q’ya doniistiirdiigii Sekil 9.2’te goriiliiyor: ham kolon-
lardan izdiisiim ¢ikarilip normallestirilir, sonug dik birim vektorlerdir.

@ Builder Notu — Kararli Yol

QR, least squares’in (Ders 9) giivenilir yoludur. Derin 6grenmede ortonormal matrisler gradyan pat-
lamasini/sonmesini 6nler (orthogonal initialization, ortonormal RNN agirliklar1); QR ayrica modern
0zdeger algoritmalarinin (QR iteration, Ders 12) cekirdegidir.

9.5 S = QAQT — Simetrik Matrisler ve Spekiral Teorem

Uciincii faktorizasyon simetrik matrisler i¢indir (S = S™') ve Strang’e gére lineer cebirin en giizel sonucu:

S =QAQT
Burada A kosegen 6zdeger matrisi, () ise 6zvektorleri tasir. Iki olaganiistii 6zellik:

+ Ozvektorler ortonormaldir — () ortogonal matris, Q7 Q = I.
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9 Beg Faktorizasyon — Matrisleri Carpmak ve Carpanlara Ayirmak

Gram-Schmidt: bagimsiz kolonlar -» ortonormal Q (Q'Q =)

2 - 7
//,
~<Dprojg.a:
g
P
”
‘/
1- Q2
a1
0 -
_1 -
ham kolonlar a1, a»
—2 -[ham: a, = (1, 2) = = jzdlsim ¢ikarma
ort: u,=a,—(qlay) g, = (-0.6, 1.2) ==, (Ortonormal)
norm: g = Us/||uz|| = (-0.45, 0.89) e g, (ortonormal)
-2 -1 0 1 2

Sekil 9.2: Gram-Schmidt ortogonallestirme (A = QR). Bagimsiz kolonlar a;=(2,1) ve a,=(1,2) (soluk) ortonor-
mal q,, q,’ye doniisiir: q; = a,/|a; | (navy); a,’den q, lizerine izdiisimii ¢ikarip normallestirince
q, = (a, — proj, a,)/ ||l (celik). Turuncu kesikli ok izdiisiim-¢ikarmay1, orijindeki kiiciik kare q; L
q, dikligini (QTQ = I) gosterir.
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9.6 Spektral Teorem — Rank-1 Parcalarin Toplami

+ Ozdegerler gercektir — \’lar reel say1.

“Orthogonal matrices are the queens, and symmetric matrices are the kings.” — Strang, 4:59
“They’re all real. So eigenvalues are real.” — Strang, 5:35

@ Builder Notu — Simetrik Krallar

Simetrik matrisler ML’de her yerde: kovaryans matrisi, Gram matrisi (kernel), Hessian. Hepsi gercek
0zdegerli ve ortonormal 6zvektorlii — bu yiizden PCA, kernel yontemleri ve ikinci-derece optimizasyon
iyi tanimlidir.

9.6 Spektral Teorem — Rank-1 Parcalarin Toplami

Ders 1’in “carpim = dis carpimlar toplami” temasi burada simetrik matrise uygulaniyor. S = QAQ™"yi
kolon carp1 satir olarak agarsak, S bir rank-1 pargalar toplamina doniisiir:

“this is a sum of rank 1.” — Strang, 8:21

n
S=Maal +Xpdd + -+ \anad =) Mgl
k=1

Her parca \,.q; q,z: simetrik bir rank-1 matristir. Dogrulugunu S’yi ¢, ile ¢arparak goriiriiz: ortonormallik
sayesinde qkqu =0k +#1)ve qqul = 1, yani tiim terimler diiser, geriye \; ¢, kalir:

St =Ma(di @) + At(z a) + = Mg
“This is called the spectral theorem.” — Strang, 10:39

Spektral ayrisimin bilesenleri Sekil 9.3°de gorsellestirilmis: solda 6zdeger ¢ubuklar: (en biiyiigii baskin),
sagda rank-1 izdiisiimler \;q; ¢ + Aygoq2 = S olarak toplaniyor.

@ Builder Notu — PCA’nin Ta Kendisi

S=> A ALk qg ayrisimi PCA'nin ta kendisidir: en biiyiik \’lara karsilik gelen g;, yonleri verinin ana
bilesenleridir. Birkag biiyiik terimi tutmak = diislik-rank yaklagim = boyut indirgeme. Ayn1 yap1 Ders
7’de (Eckart-Young) SVD ile genellesir.

9.7 A = UXVT — sVD, Her Matris igin
Dérdiincii faktorizasyon, kursun ve tiim veri biliminin temel tagt:

A=UxVT
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9 Bes Faktorizasyon — Matrisleri Carpmak ve Carpanlara Aytrmak

Spektral teorem: S = Z A« gk kT (rank-1 parcalar)

Ozdegerler
3.5~

3.00

AL g1 T A2 g2 27
0.5 -0.5
-0.5 0.5

A Az

Sekil 9.3: Spektral teorem: simetrik S = QAQT, 6zdeger-agirlikl rank-1 izdiigiimlerin toplami olarak yazilir.
Solda S = [[2,1],[1,2]] matrisinin 6zdegerleri (A,=3 vurgulu, A,=1); sagda A,q,q;" + *2,q,q," =S
— her parga bir 6zyon boyunca rank-1 bir bilesen, en biiyiik 6zdeger baskin.

U ve V iki ayr1 ortogonal matris, 3 kisegen tekil deger matrisi. Ozdeger ayrigimimin aksine SVD dikdértgen
matrisler icin de caligir.

“it’s going to be a foundational factorization [for this course and for all of data science].” —
Strang, 14:54 “The point is it works for every matrix.” — Strang, 16:04

Simetrik 6zdeger ayrisimi QAQT tek bir 6zvektor kiimesi kullanir ve her matriste yeterli 6zvektor bulun-
mayabilir; SVD ise iki tekil vektor kiimesi (U ve V') kullandigindan bu sorun ortadan kalkar. Ayrintis1 Ders
6’da.

SVD’nin geometrisi Sekil 9.4’te ii¢ adimla goriiliiyor: V7 dondiiriir,  gerer, U yeniden dondiiriir — birim
cember egik bir elipse doniisiir. Bu yapi1 en iyi diisiik-rank yaklasimi da verir; Sekil 9.5 tekil deger diisiislinii
ve rank arttik¢a hatanin diismesini gosteriyor.

@ Builder Notu — Her Matrisin Hakki

SVD, agirlik matrislerinin sikigtirilmasi (diislik-rank yaklasim, LoRA), giiriiltii giderme, pseudoinverse
ve PCA igin kullanilir. “Her matrisin SVD’si vardir” garantisi, dikdortgen ML agirliklarina (6rnegin
embedding katmanlar1) onu dogrudan uygulanabilir kilar.
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SVD geometrisi:

9.7 A=UXVT — SVD, Her Matris Icin

dondiir (V') - ger (2) - dondiir (U)

birim cember VT (déndiir) ZVT (ger - elips) UZVT = A
6 6 6- 6
4 4 4 4
2
2 2 2 2
v v2 o2
0 0 1 0 ol o
V.
-2 -2- -2 -2
-4 —4- -4 -4
-6 -6 -6 -6

6 -4 2 0 2 4 6 6 -4 2 0 2 4 6 6 -4 2 0 2 4 6 6 M o 2 4 s

Sekil 9.4: SVD geometrisi iic adimda: A = ULV birim ¢emberi nce VT ile dondiiriir (uzunluk korunur),
sonra X ile eksenler boyunca gerer (eksen-hizali elips, yari-eksenler o, ve 0,), en son U ile yeni-
den dondiiriir. Sonu¢ A’nin ¢cembere etkisi: e§ik elips. v,,v, sag tekil vektorler (girdi eksenleri);

0,u,,0,U, cikt1 tekil eksenleri (A=[[3,0],[4,5]], 0,=6.71, 0,=2.24).

Eckart-Young: en iyi rank-k yaklasim = ilk k tekil deger

Tekil degerler o (diisus) En iyi rank-k yaklasimin hatasi (k T - hata {)

12.65 0.031
12 - 0.03 -
104 T 0.02 -
=
= 0.01-
8- T .000 0.000 0.000
< 0.00- @ P
6- ©
< —0.01-
<
4- =
2 —0.02
Qo
21 ~0.03 -
0.39
0.00 0.00
0- " —— T T —0.04- T r r
ol a2 o3 [oZ3 1 2 3 4

rank k

Sekil 9.5: Eckart-Young diisiik-rank yaklagimi. Tekil deger diisiislii 4x4 bir matriste o hizla diiser (sol); en iyi
rank-k yaklagimin bagil hatasi |A — A, || / | A k arttik¢a diiser ve matrisin etkin rankinda (burada
k = 2) sifira iner (sag). En iyi rank-k yaklasim ilk k tekil deger/vektdrden kurulur.
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9 Beg Faktorizasyon — Matrisleri Carpmak ve Carpanlara Ayirmak

9.8 Matris Carpimi = Kolon x Satir (Hatirlatma)

Spektral teoremde kullandi§imiz yapi tasi, Ders 1’in matris ¢arpimi goriisiidiir: bir kolon ¢arpi bir satir, rank-1

bir matris verir.
1 3 4
() 0= )

Tiim kolonlar (1, 2)’nin kati, tiim satirlar (3, 4)’{in katt — ranki 1.
“Its rank is 1.” — Strang, 7:34 “So those are the building blocks.” — Strang, 8:16

Iki matrisin carpimi AB, bu rank-1 yapi taglarinin (A’nin kolonlar1 carp1 B’nin satirlari) toplamidir. Spektral
teorem ve LU nun rank-1 soyma goriisii, hep bu tek fikrin uygulamalaridir.

@ Builder Notu — Ortak Dil

Kolon-carpi-satir goriisii, GPU’da matris ¢carptminin (GEMM) ve attention’in (QK 7' calisma bigimidir.
“Rank-1 yap1 tag1” sezgisi SVD, PCA, LoRA ve spektral teoremin ortak dilidir.

9.9 A = LU’yu Rank-1 Soyarak Gérmek

Strang LU’yu yeni bir gozle gosteriyor: eliminasyon, A’dan rank-1 pargalari sirayla soymaktir. 2 X 2 6rnek:

=(07)

Eliminasyon: satir 2’den 2 ¢arp1 satir 1’i ¢ikar (carpan ¢4, = 2), pivotlu U ¢ikar:

(Y

Simdi A = LU’yu kolon carpi satir olarak ag — birinci agama, L’nin 1. kolonu ¢arp1 U nun 1. satirini soyar;
geriye kalani ikinci par¢a tamamlar:

A:(;)@ 3>+(§))<0 1>:<Z 2)*@ (1)>

“[A is the first column of L times the first row of U, plus the rest] as the first column of | times the
first row of u.” — Strang, 24:52

[k rank-1 parga, A’nm ilk satir ve kolonunu dogru getirir; geriye bir boyut kiigiik bir problem (A,) kalir.
Bir sonraki eliminasyon adimi onu soyar. Béylece eliminasyon = ardigik rank-1 soyma. Bu soyma siireci
Sekil 9.6°da gosteriliyor: iist sira A = L x U, alt sira rank-1 katmanlarin (¢, u? + KZUQT) toplamu.
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9.9 A = LU yu Rank-1 Soyarak Gormek

A = LU = ardisik rank-1 soyma

L
2 1
lzu{
0 o

+
!

Sekil 9.6: A = LU carpanlarina ayrilir; esdeger bicimde A, ardigik rank-1 pargalarin toplamidir: A = €,u,*
+€,u,T. Ust sira A = L x U garpimun, alt sira her rank-1 katmani soyulduktan sonra A’nin geri
toplanmasini gosterir.



9 Beg Faktorizasyon — Matrisleri Carpmak ve Carpanlara Ayirmak

@ Builder Notu — Soyarak Cézmek

Bu “rank-1 soyma” goriisii, blok-LU ve incremental/online matris ayristmlarinin temelidir. Ayn1 fikir
SVD’de (en biiylik tekil degerden baslayip rank-1 parcalar1 soymak) diisiik-rank yaklagimi verir.

9.10 Do6rt Temel Alt-Uzay

Dersin sonunda Strang lineer cebirin temel teoremini veriyor: m X n, rank r bir A matrisinin dort temel
alt-uzay.

“I invented the name four fundamental subspaces.” — Strang, 29:09

* Kolon uzay1 C'(A) — A’nin kolonlarinin kombinasyonlar1 (R™ iginde).
« Satir uzay1 C(A7) — A’min satirlarinin kombinasyonlar1 (R” iginde).
Null uzayr N(A) — Az = 0 ¢oziimleri (R icinde).

* Sol null uzay1 N (A7) — ATy = 0 ¢oziimleri (R™ icinde).

“It’s the set of solutions to Ax equal 0.” — Strang, 32:26

C(A) ve C(AT) dogrudan matrisin sayilarindan okunur; N(A) ve N(AT) ise ¢oziim kiimeleridir. Bir
uzayda toplama ve sayiyla ¢carpma kapalidir (lineer kombinasyon yine i¢indedir) — *“uzay” olmanin taninm
budur.

Dort alt-uzayin biiyiik resmi Sekil 9.7°da: girdi uzay1 R™ (satir uzay1 L null uzayi) ile ¢ikt1 uzayr R (kolon
uzay1 | sol null uzay1) arasindaki A dontigtimii.

@ Builder Notu — Coziilebilirligin Geometrisi

Dort alt-uzay, Ax = b’nin geometrisidir: b € C(A) ise ¢oziim vardir; N (A) # {0} ise ¢oziim tek
degildir (sonsuz ¢oziim). Least squares (b ¢ C(A) durumunda en yakin ¢dziim) ve minimum-norm
¢oziim (IV (A) icinde se¢im) bu geometriden dogar — Ders 9-11"in temeli.

9.11 Boyutlar ve Rank

Dort alt-uzayin boyutlari tek bir say1 etrafinda diizenlenir: rank 7.

dim C(A) = dimC(AT) =7, dimN(A)=n—r, dmNAT)=m—r

Kolon uzay1 ve satir uzayinin boyutunun ayni olmasi (her ikisi de r), Ders 1’in ilk biiyiik teoremidir — burada
temel teoremin parcasi olarak tekrar karsimiza cikiyor.

“those have the same dimension, same dimension.” — Strang, 31:23

Rank, kolon ve satir sayisini asamaz: r < min(m, n). 50 x 100 bir matriste 100 kolonun bagimsiz sayisi, 50
satirin bagimsiz sayisina esittir — sezgiye meydan okuyan ama her zaman dogru olan gercek.
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9.11 Boyutlar ve Rank

Dort temel alt-uzay: boyutlarr, r, n—r, m—-r

R” (n = 5) R™ (m = 3)

kolon uzay:1 C(A)

satir uzayr C(A7)

X = Ax

boyut r=2 boyut r=2

null uzayr N(A)

sol null N(AT)
boyutm-r=1

boyutn—-r=3

Sekil 9.7: Dért temel alt-uzay biiyiik resmi (m = 3, n = 5, r = 2). Sol tarafta girdi uzay1 R™: satir uzay1 C'( A7)
(boyut ) ile null uzay1 N (A) (boyut n — r) dik tiimleyenler. Sa§ tarafta ¢ikti uzayr R”": kolon
uzay1 C'(A) (boyut 7) ile sol null uzay1 N(AT) (boyut m — 7). A, satir uzaymi kolon uzayina
birebir tagir; null uzayini sifira ¢oker.
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9 Beg Faktorizasyon — Matrisleri Carpmak ve Carpanlara Ayirmak

@ Builder Notu — Serbestlik Derecesi

n — 7 (null uzay boyutu), bir lineer sistemin “serbestlik derecesi’dir: ka¢ parametre serbest kalir. Eksik-
belirlenmis (underdetermined) ML problemlerinde (parametre > veri) bu boyut biiyiiktiir; regularizasyon
(£? veya minimum norm) bu serbestligi daraltip tek ¢oziim secer.

9.12 Bu Dersin Ozeti

1. Bes faktorizasyon — A = LU (eliminasyon), A = QR (ortonormallik), S = QAQ” (6zdeger),
A =UXVT (SVD), A = CR (rank).

2. A = LU — satrr iglemlerinin matris formu; alt ¢arpa iist iggensel.
3. A = QR — ortonormal kolonlar (Q7'Q) = I); least squares’in kararli yolu.
4. S = QAQT — simetrik matris: gercek 6zdegerler, ortonormal 6zvektdrler.
5. Spektral teorem — S = Zk ALy q,{; rank-1 parcalarin toplam1 (PCA’nin temeli).
6. A= UXVT (SVD) — her matris icin; iki ortogonal matris, dikdortgende de caligir.
7. Matris carpimi = kolon x satir — rank-1 yapi taglart (Ders 1 temasi).
8. A = LU = ardisik rank-1 soyma — eliminasyonun dig-carpim goriisii.
9. Dort temel alt-uzay — C(A), C(AT), N(A), N(AT).
10. Boyutlar — r, r, n — r, m — r; kolon rank = satir rank.

! Tek Bir Ciimle

Bes faktorizasyon (LU, QR, QAQT, USVT, C'R) bir matrisi bes farkli soruya gore ¢ozer; hepsinin
ortak dili “matris = rank-1 parcalarin toplam1”dir ve dort temel alt-uzay (boyutlari r, r,n —r, m — 1)
bu yapinin geometrisini verir.

9.13 Kontrol Sorulari

1 Soru 1: Asagidaki simetrik matrisin spektral ayrisimini (S = QAQT) bul.

2 1
s=(1 )
Cevap:

Karakteristik denklem: det(S — M) = (2 —X\)2 —1 =A% — 4\ + 3 = (A — 3)(A — 1). Ozdegerler
A =3 ve A =1 (ikisi de gercek v').
A = 3igin 6zvektor (1,1); A = 1 igin 6zvektor (1, —1). Normalize edip (Q’yu kur:

-5t 1) 4

Spektral toplam bicimi:
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9.14 Egzersizler

Ozvektorler ortogonal v (dik), 6zdegerler gercek v/ — simetrik matrisin iki garantisi.

1 Soru 2: Asagidaki matrisi bir kolon ¢arp1 bir satir (rank-1 dig carpim) olarak yaz ve rankim soyle.

3 4
=)
Cevap:

Tiim kolonlar (1, 2)’nin kati, tiim satirlar (3, 4)’{in kat1:

A= @ (3 4)

Rank 1. Bu, spektral teoremdeki ve LU soymadaki rank-1 yapi taginin aynisidir.

1 Soru 3: Neden her kare matrisin 6zdeger ayrisimi olmayabilir ama SVD’si her zaman vardir? Bir
ornek ver.

Cevap:
Ozdeger ayrigim A = QAQ7T (veya genel A = SAS™1) icin yeterli sayida bagimsiz 6zvektor gerekir.
Bazi matrislerde yoktur (defektif). Ornek:
0 1
=00

Bu matrisin tek bir 6zdegeri (0) ve tek bir bagimsiz 6zvektorii var — diyagonallestirilemez. Ayrica
dikdortgen matrislerin (6rnegin 2 X 3) 6zdegeri tanimli bile degildir.

SVD (A = UXV7T) ise tek 6zvektor kiimesi yerine iki tekil vektor kiimesi (U ve V') kullanir; bu
ylizden defektif ve dikdortgen dahil her matris icin vardir.

1 Soru 4: 3x5 boyutunda, rank 2 bir A matrisi i¢in dort temel alt-uzayin boyutlarini ver. Ax = b her b
icin ¢oziilebilir mi?

Cevap:
m=3n=>5r=2:

dimC(A) =2, dimC(AT)=2, dmN(A)=5-2=3, dimN(AT)=3-2=1

C(A), R3 iginde 2 boyutlu bir alt-uzay (tiim R® degil) - Az = b yalmzca b € C(A) ise ¢oziiliir, her
b icin DEGIL.

Coziilebildiginde de ¢oziim tek degildir: NV(A) 3 boyutlu oldugundan sonsuz ¢oziim vardir (genel
¢Oziim = dzel ¢oziim + N (A)). Bu, eksik-belirlenmig sistemlerin tipik durumudur.

9.14 Egzersizler

Cevapsiz problemler. C6z, sonra numpy/scipy ile kontrol et.
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9 Beg Faktorizasyon — Matrisleri Carpmak ve Carpanlara Ayirmak

Egzersiz 1. Asagidaki matrisin A = LU faktorizasyonunu bul (¢arpanlari kayit et, L’yi dogrudan insa et).

1 21
A=1|2 5 3
4 9 8

Egzersiz 2. Iki asamali: (a) Asagidaki simetrik matrisin 6zdegerlerini ve ortonormal 6zvektorlerini bul. (b)
Spektral toplam S = \;q;q + Ayqaqa bigiminde yaz, S - ¢; = \;¢q; oldugunu dogrula.

31
= (1)
Egzersiz 3. Asagidaki dikdortgen matrisin neden 6zdeger ayrisimi tanimsiz ama SVD’si var oldugunu agikla.
AT A ve AAT nin boyutlarim yaz (tekil degerler bunlarin 6zdegerlerinin karekoki).

1 0 2
A=V 3)

Egzersiz 4. Python ile bes faktorizasyonu gor:

import numpy as np
from scipy.linalg import lu, qgr

A
S

np.array([[4.0, 3.0], [6.0, 3.0]])
np.array([[3.0, 1.0], [1.0, 3.0]]) # simetrik

P, L, U= 1lu(A)

Q, R = qr\(A)

lam, V = np.linalg.eigh(S) # simetrik i¢in eigh
U2, sig, Vt = np.linalg.svd(A)

print("LU:", L, U, sep="\n")

print("QR:", Q, R, sep="\n")

print("eig(s):", lam, V, sep="\n") # ortonormal V, gercek lam
print("SvD:", U2, sig, Vt, sep="\n")

# Spektral toplam kontroli:

print("rebuild S:", (V * lam) @ V.T)

Egzersiz 5. (Ders 3 habercisi.) Ders 3 () matrislerine (Q7 Q = I) odaklamir. Asagidaki @ icin Q7 Q = I
oldugunu dogrula; kolonlarin hem birim uzunlukta hem birbirine dik oldugunu goster. Bu, Gram-Schmidt’in
(Ders 3) iiretecegi tiirden bir matristir.

=504
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9.15 Sonraki Ders i¢in Hazirlik

Ders 3: Q’nun Ortonormal Kolonlar1 Q7 Q) = I Verir

9.15 Sonraki Ders Icin Hazirlik

Ders 2’de bes faktorizasyonu tanittik ve QR’a degindik. Ders 3, () matrislerinin (ortonormal kolonlar) derinine
iner — bu kursun ortogonallik temeli.

Ortonormal kolonlar: Q'@ = I ne demek, neden uzunluk ve ac1 korur

Ortogonal matrisler (kare (): dondiirme ve yansima
Ornekler: Householder, Givens, Fourier, Hadamard matrisleri
Neden ortonormallik sayisal kararlilik ve ML init icin kritik

Ders 3 Oncesi Yapilacak

* Bu dersin egzersizlerini ¢oz, 6zellikle Egzersiz 5°i (Q7'Q = I dogrulamast).
* Python’da np.linalg.qr ile birka¢ matrisi ayristir, ()’ nun ortonormalligini Q. T @ Q ile kontrol

et.

* Ana ciimleyi tekrar oku: “Bes faktorizasyon, matris = rank-1 pargalarin toplami.”

9.16 Anahtar Kavramlar (Cheat Sheet)

Kavram Tanim Strang’de

Bes faktorizasyon LU, QR, QAQT, UXVT, 1ml2
CR — her biri bir soruyu
cevaplar

A=LU Eliminasyon; alt tiggensel 17m20
carpi iist licgensel

A=QR Ortonormal kolonlar 2m31
QT Q = I); least squares

S =QAQT Simetrik: gercek 6zdeger,  4m59
ortonormal 6zvektor

Ozdegerler gercek Simetrik matrisin garantisi ~ 5m35

Spektral teorem S=3, \e Q1 qt s rank-1 10m39
parcgalarin toplami

A=UXVT (SVD) Her matris i¢in; iki 16m04
ortogonal matris

Rank-1 = kolon x satir D1s carpim; tiim Tm34
carpimlarin yapi tasi

A = LU rank-1 soyma Eliminasyon = ardigik 24m52
rank-1 parca soyma

Dort temel alt-uzay C(A), C(AT), N(A), 29m09
N(AT)

Boyutlar r,r,n —r, m—r; kolon 31m23

rank = satir rank
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9

9.

Bes Faktorizasyon — Matrisleri Carpmak ve Carpanlara Ayirmak
17 ML Baglantilari Ozeti

1. Bes faktorizasyon — numpy.linalg/torch.linalg ara¢ kutusunun tamami (solve, Istsq, eigh, svd,
qr).

Spektral teorem — PCA; kovaryans matrisi S = ) | A wdkai olarak ana bilesenlere ayrilir.

SVD — her agirlik matrisine uygulanir; diisiik-rank sikistirma, LoRA, pseudoinverse.

Rank-1 toplam — SVD, PCA, spektral teoremin ortak dili; GEMM ve attention’in yapist.

QR — least squares’in kararli ¢6ziimii; ortonormal agirlik baglatmasi (orthogonal init).

Dort alt-uzay —» Az = b ¢oziilebilirligi (b € C'(A)) ve teklik (N (A) = {0}); least squares geometrisi.
n — 7 serbestlik derecesi — eksik-belirlenmis ML problemleri; regularizasyon bu serbestligi daraltip
tek ¢coziim seger.

NownkwD

! Tek bir sey alip gideceksen

Bir matrisi bes faktorizasyonla bes farkli soruya gore ¢ozebilirsin — LU eliminasyonu, QR ortonor-
malligi, QAQT 6zdegerleri, ULV tekil degerleri, CR ranki agiga ¢ikarir. Hepsinin ortak dili “matris
= rank-1 parcalarin toplam1”dir; dort temel alt-uzay ise (boyutlart r, 7, n — r, m — r) bu yapinin
geometrisini verir.
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10 Ortonormal Kolonlar —Q'Q = |

Tek bir 6zdeslik: uzunluk korunur, ters bedava gelir, bir aile agilir

1 Boliim bilgisi

* Video: Orthonormal Columns in Q Give Q'Q = I — Gilbert Strang, MIT 18.065
¢ OCW: Lecture 3 — Orthonormal Columns in Q Give QTQ =1

* Okuma siiresi: = 35 dk

+ Onkosul: Ders 2 (bes faktorizasyon, A = QR ve S = QAQT)

10.1 Bu Derste Ne Var?

Ders 2’de beg faktorizasyon arasinda QR’a degindik. Ders 3, () matrislerinin — ortonormal kolonlu matrislerin
— derinine iniyor. Tek bir 6zdeslik (Q7' @Q = I) her seyi acar: uzunluk korunur, sayisal kararhilik gelir ve
dondiirme, yansima, Householder, Hadamard, dalgacik, Fourier gibi bir ailenin kapis aralanir.

Uc temel fikir:
1. QTQ = I — ortonormal kolonlarin tek satirlik ifadesi; kare @ icin bu ortogonal matristir (Q7Q =
QQT =1).
2. Uzunluk korunur — ||Qx|| = |z[; bu yiizden ortogonal matrisler sayisal algoritmalarin gézdesidir
(tasma yok).

3. Ortogonal matris ailesi — dondiirme, yansima, Householder (I — 2uu”), Hadamard (<1), Haar
dalgacik, Fourier (DFT).

“...every time you see Q transpose Q, you've got the identity matrix.” — Strang, 0:47

Dersin tiim dallarii tek bir kavram haritasinda topladik: Sekil 10.1 ortadaki Q7'Q = I 6zdesliginden ¢ikan
ortonormal kolon ailelerini ve onlarin ortak sonucu olan uzunluk korunumunu gésteriyor.

Q'Q = | — ortonormal
kolonlar

Fourier / DFT ‘

Hadamard +1 |

dondiirme (det +1) Householder | - 2uu™ Haar dalgacik uzunluk korunur IQxIl = lixll

yansima (det -1)

Sekil 10.1: Ders 3 kavram haritast: QT Q = I ortak ¢atisi altinda ortonormal kolon aileleri ve uzunluk korunumu.
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10 Ortonormal Kolonlar — QTQ =1

@ Builder Notu — Ac1 ve Uzunlugu Koru

e Uzunluk korunumu — gradyan kararhhgi: ortonormal agirliklar gradyani ne biiyiitiir ne kii-
ciiltiir; orthogonal initialization ve ortonormal RNN/transformer katmanlar1 gradyan patlama/son-
mesini Onler.

« QTQ = I - ucuz ters: Q' = Q7 ters almak bedavadir, normalizing flow ve invertible
aglarda kritik.

* Householder ve Givens — QR ve 6zdeger algoritmalarinin yapi taglar1 (LAPACK).

* Fourier/DFT — sinyal isleme, evrisim (Ders 32) ve FFT nin temeli; ortogonal taban degisimi.

Tek ciimle: Q7' Q = I, “ag1y1 ve uzunlugu koru” demektir — geometride dondiirme ve yansima, sayisal
hesapta kararlilik, ML'de gradyan saglig1.

10.2 Ortonormal Kolonlar - Q"Q = |

()’nun kolonlar1 ortonormaldir: her biri birim uzunlukta (normalize) ve birbirine dik (ortogonal). Bu iki
kelimelik 6zellik tek bir matris denklemine sikigir:

QTQ =1

Neden? QT Q nun (4, j) girdisi ¢} q; dir. Kdsegende (2 = j) $q_iMT} q_i=$ uzunluk? = 1 — I’nin I’leri.
Kosegen disinda (7 # 7) qiqu = 0 (diklik) = I’nin 0’lari.

“...every time you see Q transpose Q, you've got the identity matrix.” — Strang, 0:47

@ Builder Notu — Iyi Kosullu Taban

QTQ = I, “kolonlar bagimsiz ve dik” demektir — bu, bir tabani en iyi kosullu (well-conditioned)
haline getirir. ML'de ortonormal taban, koordinatlar giiriiltiiye dayanikli ve birbirinden bagimsiz tutar
(whitening, PCA sonrasi ortonormal eksenler).

10.3 Ortogonal Matris (Kare Q)

Q kare oldugunda Q7' Q = I, Q’nun soldan tersinin Q7' oldugunu soyler. Kare matrislerde tek tarafl1 ters iki
tarafl1 terstir, yani QQ7 = I de dogrudur. Béyle bir matrise ortogonal matris denir:

QTR=0Q"=1 = Q'=Q"
“an orthogonal matrix.” — Strang, 3:06

Tersinin transpozdan ibaret olmasi olaganiistii pratiktir: () katsayili her denklem, ters hesabi olmadan tek bir
transpozla ¢oziiliir.
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10.4 Dondiirme Matrisi

@ Builder Notu — Bedava Ters

Q' = QT olmas1, ortogonal katmanlarin ileri ve geri gegisini simetrik kilar: backward pass’te Q7 ile
carpmak, forward’in tam tersidir. Normalizing flow ve invertible aglar bu 6zelligi kullanir (Jacobian
determinant1 +1).

10.4 Dondiirme Matrisi

ik 6rnek 2 x 2 dondiirmedir. i1k kolon birim vektdr (cos? 6 + sin? 8 = 1), ikinci kolon ona dik:

cosf —sinf
@= (sin 0 cosf )
Bu matris tiim diizlemi 6 agisiyla dondiiriir: (1,0) — (cos 8, siné), (0,1) — (—sin6,cos0).

“It’s a rotation of the whole plane by theta.” — Strang, 5:00

Tersi Q' = Q7 eksi isaretini alt koseye tasir — yani —6 dondiirmesi, beklendigi gibi.

Dondiirme ve yansima, ayn1 Q7 QQ = I 6zdesligini paylasan iki temel ortogonal matristir; aralarindaki farki
determinant ele verir. Sekil 10.2 solda dondiirmeyi (det 41, ac1/yon korunur) sagda yansimay1 (det —1, aynaya
gore yon cevrilir) yan yana gosteriyor.

Dondiirme vs Yansima: ayni Q™Q=l, farkh determinant

Dondiirme (det +1) Yansima (det —1)
1.5 - 1.5 -
1.0 - 1.0 -
Qe1 Rv
0.5- 0.5 -
v

0.0 - €1 0.0 -
—-0.5 - —-0.5 -
-1.0 - —-1.0-
_15 A 1 1 1 1 1 1 _15 l 1 1 1 1 1 1

-1.5 -1.0 -0.5 0.0 0.5 1.0 1.5 -1.5 -1.0 -0.5 0.0 0.5 1.0 1.5

Sekil 10.2: Déndiirme vs Yansima: ikisi de QT Q=I saglar (ortogonal), ama déndiirme det +1 ile ag1/y6n korur,
yansima det —1 ile aynaya gore yon gevirir.
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10 Ortonormal Kolonlar — QTQ =1

@ Builder Notu — Diizlemi Dondiir

Dondiirme matrisleri, geometrik derin 6grenmede (rotation-equivariant aglar), poz tahmininde (3B
dondiirmeler, SO(3)) ve veri artirmada (goriintii dondiirme) dogrudan kullanilir. Determinant1 41 olan
ortogonal matrisler “uygun dondiirmeler”dir.

10.5 Uzunluk Korunur: ||Qx]|| = ||x]|

Ortogonal matrislerin en onemli 6zelligi: bir vektoriin uzunlugunu degistirmezler.
“It doesn’t change length.” — Strang, 5:43

Kanit tamamen Q7' QQ = I’den cikar. Kareleri karsilastirmak kolay:

|Qz[? = (Qx)"(Qz) = 27 QT Qz = 2" Iz = 2Tz = |z|?

Parantezleri kaydirinca ortada Q7' (Q = I belirir ve diiser. Uzunluk korundugu icin ortogonal matrislerle
carparken tasma (overflow) olmaz:

“...no overflow can happen with orthogonal matrices. The lengths don’t change.” — Strang, 6:20
“Every numerical algorithm is written to use orthogonal matrices wherever it can.” — Strang,
8:26

Bu korunumu somut bir 6rnekte gérmek i¢in Sekil 10.3’na bakin: x = (3, 4) vektorii ve onun bir dondiirme
matrisiyle ¢arpilmig hali Qx, ayni ||| = 5 yarigapli cember iizerinde kalir — yon doner, uzunluk degismez.

@ Builder Notu — Gradyan Kararlilig1

Uzunluk korunumu = gradyan kararlili§1. Bir katman ortogonalse, ileri ge¢iste aktivasyon normu, geri
geciste gradyan normu sabit kalir — derin aglarda patlama/sonme olmaz. Bu, ortogonal baglatma
(orthogonal init) ve spektral normalizasyonun matematiksel gerekcesidir.

10.6 Yansima Matrisi

Dondiirmedeki tek bir isaret degisikligi farkli bir ortogonal matris verir. Ilk kolon ayni (cos 6, sin 6), ikinci
kolonun isaretini degistir:

cosf  sinf

sinf —cos6

Bu artik dondiirme degil; simetriktir ve determinanti —1°dir. Diizlemi 6 /2 agisindaki bir aynaya gore yansi-
tir.

“This is a reflection matrix.” — Strang, 11:29
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10.6 Yansima Matrisi

Ortogonal donusum uzunlugu korur: |Qx| = |x| =5

&
4 - X
N
.
-2 -
—4 -
N S

Sekil 10.3: Ortogonal doniisiim uzunlugu korur: x = (3, 4) vektorii || x|| = 5 uzunlugundadir ve bir dondiirme
matrisi Q ile ¢arpildiginda Qx ayn1 5 yaricapli gember iizerinde kalir. QTQ = I oldugu icin [ Qx||?
= (Qx)T(Qx) = xTQTQx = x"x = ||x||?; yon degisir ama uzunluk korunur.
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10 Ortonormal Kolonlar — QTQ =1

Determinant —1, yansimalarin imzasidir (dondiirmelerde +1). Ozdegerlerinden biri —1 ¢ikar — ayna ekseni-
nin tersi.

@ Builder Notu — Ayna Simetrisi

Yansimalar, ileride gorecegimiz Householder doniisiimlerinin 2 x 2 halidir. Geometrik ML'de parite/yan-
sima simetrisi (reflection-equivariance) modellenirken bu yap1 kullanilir.

10.7 Householder Yansimalari

Strang yansimay1 n boyuta tagtyor. Bir birim vektor u (u? u = 1) al ve su matrisi kur:

H=1T1—2uu”
fcindeki uu™ bir kolon carpr satir (rank-1) matristir. H hem simetriktir hem ortogonaldir.

“So these are Householder reflections.” — Strang, 14:53

Ortogonalligini kareyle gor — H simetrik oldugu icin HT H = H?:

H? = (I —2uu™)? =T — 4uu® + du(uv)u® =T — 4uu” + duu® =1
Ortadaki u” v = 1 sayesinde son iki terim birbirini gétiiriir.
“...this is a family of symmetric orthogonal matrices.” — Strang, 16:57

Householder doniigiimiiniin geometrisi Sekil 10.4’da goriiliiyor: birim normal u bir aynay1 (ona dik dogruyu)
tanimlar, bir v vektorii bu aynaya gore Hv’ye yansir — uzunluk korunur, HT H = I.

@ Builder Notu — QR’1n Cekirdegi

Householder yansimalari, QR faktorizasyonunun ve 6zdeger algoritmalarinin (LAPACK’in geqrf)
cekirdegidir — Gram-Schmidt’ten sayisal olarak daha kararlidir. Bir vektorii tek adimda eksen yoniine
yansitarak kolonlar1 sifirlar.

10.8 Hadamard Matrisleri

Yalnizca +1 ve —1 girdili ortogonal matrisler. En kii¢iigii 2 x 2; biiyiikleri ikiye katlayarak kurulur:

1 1 H H
m=(1 4) m=( )

Kolonlar diktir; ortonormal yapmak i¢in 1/4/n ile dlgeklenir (4 x 4 igin 1/2). Dogal soru: her boyutta var
mi1? Doubling yalnizca 2’nin katlarini verir, ama Strang daha ciiretkar bir tahmin atiyor:
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10.8 Hadamard Matrisleri

Householder: u'ya dik duzleme yansima (H =1 - 2uuT™)
2.0 -

1.5 -

1.0 -

0.5 -

0.0 -

—0.5 -

-1.0-

-1.5- ayna (u'x=0)

_2.0—I I I I I I I I 1
-2.0 -1.5 -1.0 -0.5 0.0 0.5 1.0 1.5 2.0

Sekil 10.4: Householder yansimast H = I — 2uu’. Birim normal u = (1,1)N2 (gelik) bir aynay1 tammlar: u’ya
dik, orijinden gegen uzun kesik gri dogru (u'x = 0). v = (1.6, 0.4) (navy) bu aynaya gére Hv
= (—0.4, —1.6)’ye (orange) yansir. Turuncu noktal ¢izgi v ile Hv’yi birlestirir; aynay1 dik kesip
ortasindan gecer — yansima simetrisi. Uzunluk korunur (|Hv| = | v]), H'H=1.
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10 Ortonormal Kolonlar — QTQ =1

“...orthogonal matrix with orthogonal columns of every size n.” — Strang, 25:09

Tahmin: +1’li ortogonal bir matris, n’in 4’lin kat1 oldugu her boyutta vardir. Bazi boyutlar (6rnegin 668)
hala tek tek aranir — sistematik bir iiretim yontemi yok.

H,’iin 41 yapis1 ve dik kolonlar1 Sekil 10.5°da goriiliiyor: navy +1, turuncu —1; HT H = 41 oldugundan
1/2 ile 6lgeklenince ortonormal taban olur.

Hadamard Hs (1)

Kolonlar dik: H'H = 41 — Y2 ile 6lceklenince ortonormal

Sekil 10.5: Hadamard matrisi H,: tiim girdileri #1 (navy = +1, turuncu = —1), Sylvester ikilemesiyle kurulur.
Kolonlar birbirine dik — HTH = 41 — yani Y2 = 114 ile oOlceklenince ortonormal taban olur. +1
girdiler hizl1 doniigtimlere (¢carpma yok, yalniz toplama/¢ikarma) ve kuantizasyona uygundur.

@ Builder Notu — Ucuz Ortogonal Déniisiim

Hadamard matrisleri kodlama teorisi, hata diizeltme ve hizl1 doniistimlerde (fast Hadamard transform)
kullanilir. ML’ de rastgele projeksiyon ve boyut indirgemede (6rnegin structured random features, Fast-
food) ucuz ortogonal doniisiim olarak ig goriir.
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10.9 Dalgaciklar (Haar)

10.9 Dalgaciklar (Haar)

Hadamard’a benzer ama bir farkla: dalgaciklar kendini dlcekler (self-scaling). Haar dalgacik matrisi W, ’iin
kolonlar1 farkli 6lgeklerde 4-1 ve O igerir:

1 1 1 0
1 1 -1 0
Wa=11 21 0 1
1 -1 0 -1

Ik kolon ortalama (hepsi 1), ikincisi biiyiik 6lgekli fark, son ikisi kiiciik 6l¢ekli farklar. Hadamard’dan farka:
sifirlar sayesinde seyrek (sparse) ve ¢ok-Ol¢eklidir.

“This is the Haar wavelet...” — Strang, 30:17

Haar bunu 1910°da buldu; ¢ok sonra (1988) Ingrid Daubechies daha piiriizsiiz dalgacik ailelerini kegsfetti.

W, iin ¢ok-6lgekli ve seyrek yapisi Sekil 10.6’da goriiliiyor: kolonlar ortalama, biiyiik 6lcek ve kiigiik 6lcek
rollerine ayrilir; kiigiik 6lcek kolonlart seyrektir (yaris1 0) ve W71 W kosegendir (kolonlar dik).

@ Builder Notu — Cok-Olgekli Goriis

Dalgaciklar JPEG2000 sikistirma, ¢cok-0l¢ekli analiz ve giiriiltii gidermede kullanilir. Cok-6l¢ekli yap,
evrisimli aglarin (CNN) havuzlama (pooling) piramidiyle ayn1 sezgiyi paylasir: kaba dlgekten ince
Olcege bilgi ayristirma.

10.10 Ortogonal Ozvektérler

Ortogonal matrisler nereden bol bol iiretilir? En biiyiik kaynak, simetrik (ve ortogonal) matrislerin 6zvektor-
leridir.

“So the eigenvectors of a symmetric matrix [are orthogonal].” — Strang, 35:09

Bir simetrik matris yaz, 6zvektorleri otomatik olarak ortogonal ¢ikar — ugrasmadan ortonormal bir taban elde
edersin. Bu, Ders 4-5’in (6zdegerler, simetrik matrisler) habercisidir ve spektral teoremin (Ders 2) temelidir.

@ Builder Notu — PCA Neden Calisir

“Simetrik matris — ortonormal 6zvektorler” garantisi, PCA’nin neden her zaman ¢alistigini aciklar:
kovaryans matrisi simetriktir, ana bilegenler (6zvektorler) otomatik diktir. Ayni sey kernel matrisleri ve
graf Laplacian’lari i¢in de gecerli (Ders 35).
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10 Ortonormal Kolonlar — QTQ =1

Haar dalgacik Wai: cok-olcekli, seyrek ortogonal

blyik kicuk kucuk
ortalama olcek olcek olcek

cok-6lcekli - kucuk o6lcekte seyrek O'lar - WT™W kbésegen (ortogonal)

Sekil 10.6: Haar dalgacik W,: dort ortogonal kolon, ii¢ 6lcekte. Kolon 1 sabit (ortalama / DC bileseni), kolon
2 biiyiik olgek (iist yar1 — alt yar1), kolon 3-4 kiiciik olgek; kiiciik 6lcek kolonlari seyrektir (yarist
0) ve birbirine degmeyen bloklar1 temsil eder. WT'W kosegendir, yani kolonlar dik — Haar matrisi
cok-Olcekli ve seyrek bir ortogonal tabandir (dalgacik doniisiimiiniin ¢ekirdegi).
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10.11 Fourier Matrisi ve DFT
10.11 Fourier Matrisi ve DFT
En 6nemli ortogonal taban Fourier’dir. Strang sasirtic bir kaynaktan tiiretiyor: bir permiitasyon matrisinin

ozvektorleri. Permiitasyon matrisi birim matrisin satirlart karistirilmis halidir — kolonlari acikg¢a ortogonaldir,
yani bir Q°dur, dolayisiyla 6zvektorleri ortogonaldir. Bu 6zvektorler Fourier matrisi F”i olusturur:

1 1 1 1
1 i 2 43
F= 1 % 4 4
1 43 45 4
“...they’re tremendously useful. They're the heart of signal processing.” — Strang, 37:37

I1k kolon sabit (sifir frekans), digerleri i’nin (sanal birim) kuvvetleriyle artan frekanslar. Onemli uyari: F'

kompleks oldugundan ortogonalligi test ederken kompleks eslenik (conjugate) almak gerekir — her ¢’yi —3
ile degistir, yoksa dik ¢ikmaz.

“...the complex conjugate of one is one.” — Strang, 46:15

Fourier matrisinin kompleks yapisi Sekil 10.7°da goriiliiyor: sol panel reel kisim Re(F)), sag panel sanal
kisim Im(F 4). Kolonlar kompleks eslenikle diktir: F' Hp — 4], yani F' / \/Z_l tiniterdir.

Fourier matrisi F4: kompleks, eslenikle ortogonal (FH F = 41)
Re(F4) Im(F4)

Sekil 10.7: Fourier (DFT) matrisi F,: girdileri i/ ¥ ile kompleks (navy = +1, turuncu = —1, beyaz = 0). Sol panel
reel kisim Re(F,), sag panel sanal kisim Im(F,). I1k kolon ve ilk satir sabit (hepsi 1) — sabit/DC
bileseni. Kolonlar kompleks eslenikle diktir: £ F' = 41, yani F'/ V/4 tiniterdir (uzunlugu korur).
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10 Ortonormal Kolonlar — QTQ =1

@ Builder Notu — Sinyal Islemenin Kalbi

Ayrik Fourier doniisiimii (DFT) ve onun hizli héli FFT, sinyal islemenin ve evrisimin (Ders 32) temelidir:
evrisim, Fourier uzayinda ¢arpmaya doniisiir. ML'de spektral yontemler, ses/goriintii 6n-isleme ve bazi
dikkat (attention) hizlandirmalar1 DFT iizerine kuruludur.

10.12 Bu Dersin Ozeti

QT Q = I — ortonormal kolonlarin (birim + dik) tek satirlik ifadesi.
Ortogonal matris — kare Q icin Q7Q = QQT =, Q' = Q7.
Dondiirme — 2 x 2, determinant +1, diizlemi @ dondiiriir.

Uzunluk korunur — |Qz| = ||«||; tasma yok, sayisal algoritmalarin gozdesi.
Yansima — 2 X 2, determinant —1, aynaya gore yansitir.

Householder — H = I — 2uu™; simetrik + ortogonal, H? = I.
Hadamard — +1 girdili ortogonal matrisler; 4’iin kat1 boyut tahmini.
Dalgaciklar (Haar) — kendini 6l¢ekleyen, seyrek 41 /0 matrisler.
Ortogonal 6zvektorler — simetrik/ortogonal matrislerden bedava gelir.
Fourier (DFT) — permiitasyonun 6zvektorleri; kompleks, eslenikle dik.

YR E WD =

—

! Tek Bir Ciimle

QT Q = I tek bir denklemdir ama “acty1 ve uzunlugu koru” demektir: geometride dondiirme ve yansima,
sayisal hesapta tasmasiz kararlilik, ML'de gradyan sagligi — ve dondiirme, Householder, Hadamard,
dalgacik, Fourier hep bu tek 6zelligin aileleridir.

10.13 Kontrol Sorulari

1 Soru 1: Asagidaki Q i¢in Q"Q =TI oldugunu dogrula ve x = (3, 4) vektdriiniin uzunlugunu korudugunu

goster.
1 (1 -1
=350 7)

11 1\(1 -1\ 1(2 0
vosg (L)) =202
Uzunluk: 7| = 9+ 16 = 5. Qz = (1/v/2)(3 — 4,3 +4) = (1/v/2)(—1,7),
49)/2 = 25, ||Qx| = 5 = ||z|| v'. (Bu @, 45° dondiirmedir.)

Cevap:

Qz|* = (1+
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10.14 Egzersizler

i Soru 2: u = (1/2)(1, 1) icin Householder matrisi H = I — 2uu™’yi hesapla. Simetrik ve ortogonal
oldugunu dogrula.

1/1 1 10 11 0 —1
T _ — _ _ T __ o _
uu _2<1 1>’ H=1 2““_(0 1) (1 1)‘(—1 o)

Simetrik v/ (HT = H). Ortogonal: H - H = I (¢iinkii v" v = 1). Bu H, koordinatlari takas edip
isaret degistirir — «’ya dik dogruya gore yansima.

Cevap:

1 Soru 3: 90° dondiirme matrisi tamamen gercek oldugu halde 6zvektdrleri neden kompleks cikar?

0 —1
=1 )
Cevap:

Ozdegerler det(QQ — A\I) = A2 4+ 1 = 0 — X\ = +i (kompleks). 90° dondiirme, diizlemde hicbir
gergek yonii sabit birakmaz (her vektdr déner), o yiizden gergek 6zvektor yoktur. Ozvektorler (1, F7)
gibi kompleks vektorlerdir. Bu, ortogonal matrislerin (S simetrikten farkli olarak) kompleks 6zvektorlii
olabilmesinin nedenidir — Fourier matrisindeki 7’ nin kaynagi.

1 Soru 4: Ortogonal baglatma (orthogonal init) derin aglarda gradyan kararliligina nasil yardim eder?
Qx| = [Ix] ile bag kur.

Cevap:

Bir katmanin agirlig1 ortogonalse, ileri gegiste aktivasyon normu korunur (||Qz| = |z|), geri gegiste de
gradyan normu korunur (Q7 ile carpim da uzunluk korur). Cok katmanli bir agda normlar ne katlanarak
biiylir (patlama) ne de katlanarak kiigiiliir (sénme).

Genel bir agirlhik matrisinde her katman normu o, veya o, ile carpar; L katman sonra o
patlar/soner. Ortogonalde tiim tekil degerler 1 oldugundan bu sorun ortadan kalkar. Pratikte
torch.nn.init.orthogonal_ bunu saglar; RNN’lerde ve ¢ok derin aglarda kritiktir.

L

10.14 Egzersizler

Cevapsiz problemler. Coz, sonra numpy ile kontrol et.

Egzersiz 1. 60° dondiirme matrisini yaz. Q7 Q) = I oldugunu ve determinantinin +1 oldugunu dogrula.

Q= cos 60° —sin 60°
“ \sin60°  cos60°

Egzersiz 2. v = (1/v/3)(1,1,1) igin 3 x 3 Householder matrisi = I — 2uu™"yi kur. Simetrik oldugunu
ve H? = I sagladigim goster. H’nin w’yu —u’ya gonderdigini dogrula (Hu = —u).

Egzersiz 3. 4 x 4 Hadamard matrisi H,’lin kolonlarinin birbirine dik oldugunu (i¢ ¢arpimlari 0) goster.
Ortonormal yapmak icin hangi sabitle dl¢eklersin?

63



10 Ortonormal Kolonlar — QTQ =1

1 1 1
-1 1 -1
1 -1 -1
-1 -1 1

H4:

el e

Egzersiz 4. Python ile ortogonalligi ve uzunluk korunumunu test et:
import numpy as np

theta = np.pi / 5
Q = np.array([[np.cos(theta), -np.sin(theta)],
[np.sin(theta), np.cos(theta)]])

print("Q T Q = I ?", np.allclose(Q.T @ Q, np.eye(2)))
print(“"det(Q) =", np.linalg.det(Q)) # +1 (dondiirme)

X = np.array([3.0, 4.0])
print("|x| =", np.linalg.norm(x), " |Qx| =", np.linalg.norm(Q @ x)) # esit

# Householder

u = np.array([1.0, 1.0, 1.0]); u = u / np.linalg.norm(u)
H = np.eye(3) - 2 * np.outer(u, u)

print("H simetrik ?", np.allclose(H, H.T))

print("H”2 = I ?", np.allclose(H @ H, np.eye(3)))

Egzersiz 5. (Ders 4 habercisi.) Ders 4 6zdeger ve 6zvektorlere gecer. Asagidaki simetrik matrisin 6zdegerlerini
bul; 6zvektorlerinin birbirine dik ¢iktigini dogrula (bu derste gordiigiimiiz “simetrik — ortogonal 6zvektorler”

gercegi).

10.15 Sonraki Ders i¢in Hazirlik

Ders 4: Ozdegerler ve Ozvektorler

Ders 3’1 “simetrik/ortogonal matrislerin 6zvektorleri ortogonaldir” gozlemiyle kapattik. Ders 4 dogrudan
0zdeger ve ozvektorlere giriyor — kursun oziine.

o Ozdeger/6zvektor tammi ve Az = Az

» Simetrik matrisler: gercek 6zdegerler, ortonormal 6zvektorler (spektral teoremin temeli)
* Pozitif tanimlili8a giris (Ders 5’in hazirlig1)

* Neden 6zdegerler ML'de her yerde: PCA, kararlilik, Hessian
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Ders 4 Oncesi Yapilacak

10.16 Anahtar Kavramlar (Cheat Sheet)

* Bu dersin egzersizlerini ¢z, 6zellikle Egzersiz 5°i (simetrik matrisin 6zvektorleri).
* Python’da np.linalg.eigh ile birkac simetrik matrisin 6zvektorlerini bul, V.T @ V ile ortonor-

malliklerini kontrol et.

* Ana ciimleyi tekrar oku: “Q7'Q = I — ag1y1 ve uzunlugu koru.”

10.16 Anahtar Kavramlar (Cheat Sheet)

Kavram Tanim Strang’de

QTQ =1 Ortonormal kolonlarin 0m47
(birim + dik) ifadesi

Ortogonal matris Kare Q; 3m06
QTQ =QQT =1,
Q_l — QT

Dondiirme 2 x 2, determinant +1, 5m00
diizlemi 6 dondiiriir

Uzunluk korunur |Qz| = |z|; 5m43
QT Q = I'den ¢ikar

Tasma yok Ortogonal matrisler sayisal  6m20
algoritmalarin gbzdesi

Yansima 2 x 2, determinant —1, 11m29
aynaya yansitir

Householder H =T —2uu”; simetrik + 14m53
ortogonal, H2 = T

Hadamard +1 girdili ortogonal; 4’tin ~ 25m09
kat1 boyut tahmini

Haar dalgacik Kendini dl¢ekleyen, seyrek  30m17
+1/0 matrisler

Ortogonal 6zvektorler Simetrik/ortogonal 35m09
matristen bedava gelir

Fourier / DFT Permiitasyonun 37m37
ozvektorleri; kompleks,
eslenikle dik

10.17 ML Baglantilar Ozeti

1. QTQ = I — whitening ve ortonormal taban; koordinatlar bagimsiz ve iyi kosullu.
2. Uzunluk korunumu — orthogonal init, spektral normalizasyon; derin agda gradyan patlama/sonmesini

onler.

3. Q7' = Q7 — normalizing flow ve invertible aglar; ucuz ters, Jacobian determinant: 4-1.

>

Householder/Givens — QR ve 6zdeger algoritmalarinin ¢ekirdegi (LAPACK).

5. Hadamard — hizli rastgele projeksiyon, structured random features, boyut indirgeme.
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10 Ortonormal Kolonlar — QTQ =1

6. Dalgaciklar — ¢ok-0lcekli analiz, sikistirma; CNN havuzlama piramidiyle ayn1 sezgi.
7. Fourier/DFT — sinyal/ses/goriintii on-isleme, evrisim (Ders 32), spektral yontemler.

! Tek bir sey alip gideceksen

QT Q = I tek bir denklemdir ama “ag1y1 ve uzunlugu koru” demektir. Bu yiizden ortogonal matrisler
uzunlugu degistirmez (|Qz| = ||z||), tersi transpozdur (Q~1 = Q) ve sayisal hesabin gozdesidir.
Dondiirme, yansima, Householder, Hadamard, dalgacik ve Fourier — hepsi bu tek 6zelligin aileleridir;
ML'de gradyan kararliligindan evrisime kadar uzanur.
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11 Ozdegerler ve Ozvektérier

Ax = Ax: bir matrisin dogal eksenleri, kosegenlestirme ve spektral teorem

1 Boliim bilgisi

* Video: Eigenvalues and Eigenvectors — Gilbert Strang, MIT 18.065

* OCW: Lecture 4 — Eigenvalues and Eigenvectors

* Okuma siiresi: = 35 dk

+ Onkosul: Ders 3 (ortonormal kolonlar, Q7' Q = I, “simetrik — ortogonal 6zvektorler”)

11.1 Bu Derste Ne Var?

Ders 3’ii “simetrik matrislerin 6zvektorleri ortogonaldir” gozlemiyle kapatmistik. Ders 4 dogrudan 6zdeger
ve 6zvektorlere giriyor: 6nce her kare matris A, sonra simetrik S, en sonunda 6zel olan pozitif tanimli .S
(Ders 5).

Uc temel fikir:

1. Az = \x — 6zvektor, A ile carpilinca yon degistirmeyen 6zel vektor; AF, A~1, e hepsi aym
Ozvektori tasir, 6zdeger LA /A e olur.

2. Kosegenlestirme A = XAX ! — 6zvektorler X’i, 6zdegerler A’y1 olusturur; benzer matrisler
(MY AM) aym 6zdegeri paylastr.

3. Spektral teorem S = QAQT — simetrik matris: gercek 6zdeger, ortonormal 6zvektor ((Q ortogonal).

“Ax comes out some number times x.” — Strang, 1:51

Bu ii¢ fikrin nasil tek bir merkezden (Az = Ax) dallandigin1 Sekil 11.1 &zetliyor: dinamikten kdsegenlestir-
meye, simetri-anti-simetri ayrimindan spektral teoreme kadar dersin biitiin hatlari.

Ax = Ax — dzvektor yon
degistirmez

S

Sekil 11.1: Ders 4 kavram haritas1: Ax = Ax merkezinden 6zdeger diinyasinin dallar1 — dinamik, kosegenles-
tirme ve spektral teorem.
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11 Ozdegerler ve Ozvektirler

@ Builder Notu — Dogal Eksenler

o AF = XA* X1 - dinamik/kararlilik: bir tekrarli sistemin (RNN, power iteration, Markov)
uzun-vadeli davranist en biiyiik |A| tarafindan belirlenir; |A| > 1 patlar, |\| < 1 soner.

* Spektral teorem — PCA: kovaryans simetriktir, 6zvektorleri (ana bilesenler) ortonormal, 6zde-
gerleri (varyanslar) gercektir.

* Trace ve determinant — ) \ = trace, [ [ A = det; modelde hizli saglama ve diizenlilegtirme
terimleri (nuclear/log-det) bu kimliklere dayanir.

* Benzer matrisler — taban degisimi 6zdegeri korur; 6zellik miihendisliginde ve ag reparametri-
zasyonunda kritik.

Tek ciimle: 6zvektorler bir matrisin “dogal eksenleridir” — o eksenlerde matris yalnizca 6lgekler (A
ile), ve A = XA X! tiim kuvvet/fonksiyon hesabini 6nemsizlestirir.

11.2 Ozdeger ve Ozvektér: Ax = Ax

Bir A matrisini ¢ogu vektorle carpinca yon degisir. Ama bazi 6zel vektorlerde Ax, z ile ayni dogrultuda
cikar — yalnizca 6lgeklenir:

Az = \x

Buradaki x 6zvektor, \ ise 6zdeger. n X n bir matrisin (iyi durumda) n tane bagimsiz 6zvektorii vardir.
“Ax comes out some number times x.” — Strang, 1:51

Bu “y6n korunur, yalnizca 6lgek degisir” sezgisi Sekil 11.2°de goriiliiyor: 6zvektor dogrultularinda A vektorii
kendi dogrusu iizerinde tutar, genel bir vektorde ise yon kayar.

@ Builder Notu — PCA’nin Sezgisi

Ozvektorler matrisin “dogal eksenleri”dir: o eksenlerde matris dondiirmez, sadece gerer/sikistirir. PCA
tam da veri kovaryansinin bu dogal eksenlerini bulur; ana bilesenler en biiyiik 6zdegerli 6zvektorlerdir.

11.3 Neden Yararl: A¥x = A¥x

Ozvektorlerin giicii, A’nin kuvvetlerinde ortaya ¢ikar. A%z’i hesapla: A(Az) = A(A\z) = M\(Ax) = N2z,
Devam ederek:

1
A% = N2z, Afx =Nz, Alx= & ety = eMy

Ozvektor degismez; yalnizca 6zdeger kuvvet alir. Matrisin herhangi bir kuvveti veya fonksiyonu (iistel dahil)
0zvektor tabaninda onemsizlesir.
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11.3 Neden Yararli: AFx = 2*x

3(")zvekti')rler dogal eksenler: o yonde A yalnizca A ile gerer

AXxi= }'X1

2 T /

A Y/(yfm degisir)
1 -
0 -
-1 -
_2 -

birim gemk;er
m— A-(birim ¢cember)
_3 —l‘ 1 1 1 1 1 /.I
-3 =2 -1 0 1 2 3

Sekil 11.2: Ozvektorler dogal eksenlerdir. A = E ;] icinz, = (1, 1) yoniinde Az; = 32,25 = (1,—1)

yoniinde Az, = 1z, — vektor yalnizca A ile 6lgeklenir, yonii korunur. Genel bir v vektoriinde
ise yon degisir.
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11 Ozdegerler ve Ozvektirler

Kuvvet aldik¢a en biiyiik |\

“...and the eigenvalue is lambda squared.” — Strang, 4:28

‘nin yoniiniin baskin héle gelisi Sekil 11.3’da somutlasiyor: v, = Akvo yon

dizisi baskin 6zvektore yelpaze gibi yakinsar.
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Power iteration: vk baskin 6zvektore yakinsar (en buyuk |A|)

1.0 -
4
/7
Nm
0.5 -
0.0 S
/
/7
/7
/7
/
/7
/7
~0.5 - ’
/7
/7
7/
/7
/7
7/
7/
~1.0 -

= = paskin 6zvektor (1,1)/v2




11.4 A =0 ve Tersinirlik
11.4 A =0 ve Tersinirlik
Ozel durum: \ = 0 olabilir. O zaman Az = 0 - x = 0, yani 6zvektér A nin null uzayindadir ve A tersinir
degildir.
“A doesn’t even have an inverse.” — Strang, 5:22

A7z = (1/M\)x formiilii tam da bu yiizden A\ = 0°da goker: 1/0 tamimsizdr, giinkii tersi olmayan bir
matrisin o yondeki “tersi” yoktur. Ozdegerlerden biri 0 ise matris tekildir (singular).

@ Builder Notu — Sifir Ozdeger = Tehlike

A = 0 (veya ¢ok kiigiik \) = kotii kosullanma. Kovaryans veya Hessian matrisinde sifira yakin 6zdeger,
o yonde bilginin/egriligin yok oldugunu sdyler — diizenlilestirme (A ekleme, ridge) tam da bu sifir
ozdegerleri kaldirip matrisi tersinir kilmak icindir.

11.5 Ozvektor Bazi ve Fark Denklemleri

n bagimsiz 6zvektor bir baz olusturur. Herhangi bir v vektoriinii bu bazda yaz:

V=X + Ty + -+ 7,

A’nmin k. kuvvetini uygulamak artik 6nemsiz — her parga kendi A’sinin kuvvetini alir:

ARy = e Nbzy + oM ag + -+ Mo,

Bu, 6zvektorlerin icat edilis amacidir: fark denklemlerini (v, ; = Avy,) ve siirekli zamanli denklemleri
(dv/dt = Av = o(t) = 3 c;e*itz,) aminda ¢ozmek.

“...to be able to solve difference equations.” — Strang, 10:38

@ Builder Notu — Dinamigi C6zmek

Bu ayrigim, lineer dinamik sistemlerin (kontrol, difiizyon modelleri, lineerlestirilmis RNN) ¢6ziimiidiir.
Bir baslangi¢c durumunu dzvektdr tabanina yansit, her bileseni \* ile evrimlestir, geri topla — egitim
dinamigini ve kararlilig1 analiz etmenin standart yolu.

11.6 Benzer Matrisler: B = M"' AM
Iki matris, tersinir bir M ile sdyle bagliysa benzer (similar) denir:

B=M"1AM

Benzer matrislerin anahtar 6zelligi: aym 6zdegerlere sahiptirler.
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11 Ozdegerler ve Ozvektirler

“They have the same eigenvalues.” — Strang, 13:56

Kanit kisa: M~ AM’in 6zvektorii y, 6zdegeri \ olsun (M 1AM y = \y). Her iki tarafi M ile carp —
A(My) = A(My). Yani \, A’min da 6zdegeridir; 6zvektor y’den My’ye degisti ama 6zdeZer ayni kald.

@ Builder Notu — Taban Degistir, Ozii Koru

Benzerlik = taban degisimi. M ile koordinat degistirmek matrisin “ziinii” (6zdegerlerini) korur, yalnizca
temsili degisir. ML'de ag reparametrizasyonu, beyazlatma (whitening) ve 6zellik doniisiimleri bu
cercevededir — dogru M, problemi kdsegen (bagimsiz) héle getirir.

11.7 eig(A) Nasil Hesaplanir

Ozdegerler pratikte eig(A) ile bulunur. Arka planda ne olur? Algoritma, ardisik iyi M ler secerek A’y1
benzer matrislere tagir ve giderek iicgensel (simetrikte kosegen) hale getirir; 6zdegerler kosegende belirir.

“It brings the matrix to a triangular matrix.” — Strang, 16:13

Her M benzerligi korudugundan 6zdegerler boyunca degismez; kosegen-disi terimler kiigiiliirken kdsegende
gercek 6zdegerler ortaya cikar. Simetrik matrislerde bu siire¢ temizdir (kdsegene yakinsar).

@ Builder Notu — QR iterasyonu

Bu, QR iterasyonunun (Ders 12) sezgisidir: ortogonal benzerlik doniisiimleriyle ()’lar, Ders 3) kdsegene
yakinsama. Biiyiik matrislerde tam eig yerine Lanczos/gii¢ iterasyonu gibi yalnizca baskin 6zdegerleri
bulan yontemler kullanilir — PCA ve spektral kiimelemenin pratigi.

11.8 AB ve BA Ayni Ozdegerlere Sahiptir

Hos bir gercek: herhangi iki A, B matrisi i¢in AB ile BA aym (sifirdan farkli) 6zdegerlere sahiptir.

“...the same non-zero ones... as BA.” — Strang, 19:58
Kanit benzerlikten gelir: M = B seg, o zaman BA = B(AB)B~!, yani BA, AB’ye benzerdir — aym
Ozdegerler:

BA = B(AB)B~

Dikkat: bu, 6zdegerlerin garpilabilece8i anlamina gelmez. A’nin ve B’nin 6zdegerlerini bilmek, A B’nin
veya A + B’nin 6zdegerlerini vermez — ¢iinkii 6zvektorler farklidir.

@ Builder Notu — Gram Matrisi Numarasi

AB ile BA nin 6zdesligi, derin 6grenmede Gram matrisi numarasidir: m x n veride X X7 (m x m)
ile X7 X (n x n) aym sifirdan-farkli 6zdegerlere sahiptir. Hangisi kiiciikse onu hesaplarsin (kernel
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11.9 Simetrik vs Anti-simetrik

trick, SVD’nin iki tarafi) — biiyiik boyutta muazzam tasarruf.

11.9 Simetrik vs Anti-simetrik

Simdi simetrik matrise (S = S7') 6zelleselim. iki garanti: 6zdegerler gercek, 6zvektorler ortogonal. Karsitini
gormek icin anti-simetrik matrise (A7 = — A) bak — onun 6zdegerleri tamamen sanaldir. Klasik drnek 90°
dondiirme:

A:(? _01> det(A—A)=A241=0 = A= i

“...have imaginary eigenvalues.” — Strang, 25:51

90° dondiirme higbir gergek vektorii kendi dogrultusunda birakmaz, o ylizden gercek 6zvektorii yoktur.
Simetrik matrisin gercek 6zdeger garantisi, tam da bunun olamayacagini soyler.

Bu kargitlik Sekil 11.4’de yan yana: solda simetrik .S dik 6zvektor eksenleriyle bir elips gerer, sagda anti-
simetrik R her vektorii dondiiriir ve higbir gergek yonii sabit birakmaz.

Simetrik vs Anti-simetrik: gercek vs sanal 6zdeger

Simetrik S (gercek A, dik 6zvektor) Anti-simetrik R (sanal A=zxi)

3 = wm= S:(birim cember) 1.5 - birim cember

2- a: (A=3) 1.0-

1 0.5

0 0.0
-1 -0.5
-2 -1.0

R: 90° déndirme — sabit gercek yén yok

—-3- -1.5-

' ' ' ' ' ' ' ' ' ' ' ' ' '
-3 -2 -1 0 1 2 3 -15 -1.0 -0.5 0.0 0.5 1.0 1.5

Sekil 11.4: Simetrik vs anti-simetrik matris: 6zdegerlerin dogas1 geometriye yansir. Solda simetrik S =
[[2,1],[1,2]] birim ¢emberi bir elipse gerer; iki ortonormal 6zvektor (q; A=3, q, A=1) dik eksenler
olusturur — gercek 6zdegerler, sabit gercek yonler. Sagda anti-simetrik R = [[0,-1],[1,0]] her
vektorii 90° dondiiriir; cember cember kalir ve hicbir gercek yon sabit kalmaz ¢linkii 6zdegerler
sanaldir (A=x%i).
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11 Ozdegerler ve Ozvektirler

@ Builder Notu — Giivenli Matrisler

Simetrik — gercek 6zdeger + ortonormal 6zvektor garantisi, ML nin temel matrislerini (kovaryans,
Gram, Hessian, graf Laplacian) giivenli kilar: 6zdegerler yorumlanabilir gercek sayilardir, 6zvektorler
dik bir taban verir. Anti-simetrik kisim ise dondiirmeyi (faz) kodlar.

11.10 2x2 Kontrolleri: Trace ve Determinant

Elle 6zdeger hesabinda iki hizli saglama var. Ozdegerlerin toplami, kdsegenin toplamina (trace) esittir;
carpimlar: determinanta esittir:

trace(A) = Z Ajs det(A) = H by

Anti-simetrik ornekte: trace =04+ 0=0=1i+ (—i) v;det=1 =1 (—i) V.
“...this number adding the diagonal is called the trace.” — Strang, 31:03

Bu iki kontrol her boyutta toplam/¢carpim icin gecerli; 2 x 2’de 6zdegerleri tamamen belirler (iki denklem, iki
bilinmeyen).

) icin 6zdegerler 5 ve 2,

. 1
Iki saglamanin somut bir 6rnekte nasil tuttugu Sekil 11.5’te goriiliiyor: A = (2 3

iz 7, determinant 10.

@ Builder Notu — Toplu Saglama

Trace ve determinant ML diizenlilestirmesinde dogrudan goriiniir: nuclear norm (tekil degerler toplam),

log-det terimi (Gauss olabilirligi, determinantal point process), ve $trace(A T}A) = $ Frobenius norm?.

Bu kimlikler 6zdegerleri tek tek hesaplamadan toplu bilgi verir.

11.11 Kosegenlestirme: A = XAX'

Tiim 6zvektorleri X matrisinin kolonlarina, 6zdegerleri kogegen A’ya koy. AX = XA iliskisi su kompakt
forma doniistir:

AX=XAN = A=XAX!
“...A equal x lambda x inverse.” — Strang, 45:39

Bu, A’nin A’ya benzer oldugunu (M = X) sdyler. Kuvvet almak artik ¢ok kolay — ortadaki X ' X = I
diiser:

A? = XAX 1. XAX L= XA2X!, Ak = XAkx-!
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11.11 Kosegenlestirme: A = XAX!

Trace = toplam A, det = carpim A (hizli saglama)

Ozdegerler

[trace=4+3=7=ZA (5+2=7)]

6 - (det =10 =nNA (5 x 2 = 10)]

5.00

) ul
| |

w
1

O0zdeger degeri

2.00

N
1

=
1

0 - 1 1
A1 A2

Sekil 11.5: A = ;l ;)] icin 6zdegerler \; = 5, \, = 2. Karakteristik denklemi ¢6zmeden iki hizl1 saglama:

iztrace =4+ 3 =7 = ) _ A ve determinant det = 10 = [ \.
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11 Ozdegerler ve Ozvektirler

“...diagonalizing a matrix.” — Strang, 39:57

A = XAX ! aynismasimn iiclii yapisi (6zvektor X, kosegen A, ters X 1) Sekil 11.6’da goriiliiyor: kdsegen
A vurgulanmis, ve kuvvet almanin neden A*’ya indirgendigi netlesiyor.

Kosegenlestirme A = X A X1

X (6zvektorler) A (késegen o6zdegerler) X-1

0.71 -0.71 0.00 0.71 0.71

0.71 0.71 0.00 1.00 -0.71 0.71

A% = X A\ X-1: kuvvet = 6zdeger kuvveti

Sekil 11.6: Kosegenlestirme A = XAX': A = [[2,1],[1,2]] matrisi, 6zvektorleri siitun olarak tasiyan X,
ozdegerleri kosegene yerlestiren A (turuncu gerceveyle vurgulanmis kosegen) ve X! iicliisii olarak
yazilir. Késegen yap1 kuvvet almay1 kolaylastirir: AK = XAKX"!, yani matrisin kuvveti 6zdegerlerin
kuvvetine indirgenir.

@ Builder Notu — Kuvvetin Kapal1 Formu

A = XAX™!, lineer dinamigin kapali formudur: A*’y1 dogrudan hesaplamak yerine 6zdegerleri
kuvvetlersin. Diyagonallestirilemeyen (defektif) matrisler bu yiizden tehlikelidir — SVD (Ders 6) bu
sorunu olmayan evrensel alternatiftir.

11.12 Spektral Teorem: S = QAQ"

Matris simetrikse kosegenlestirme en giizel halini alir: 6zvektor matrisi X, ortogonal bir () olur (6zvektorler
ortonormal), dolayisiyla X1 = Q7"

S=0QAQT, Q'=QT

“...this has the name spectral theorem.” — Strang, 48:27 “...orthogonal eigenvectors, real
eigenvalues.” — Strang, 48:46
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11.13 Bu Dersin Ozeti

Bu, Ders 2’de tanittiimiz spektral teoremin tam tiiretilisidir ve Ders 3’lin “simetrik — ortonormal 6zvektor”
gozlemini kapatir. Her simetrik matris boyle goriiniir: gergek dzdegerler (A) + ortonormal dzvektorler (Q)).

Spektral ayrismanin geometrik anlam Sekil 11.7’te goriiliiyor: ortonormal ozvektorler g, g, elipsin ana
eksenleridir, yari-eksen uzunluklar1 6zdegerlerin karekokleriyle 6l¢ceklenir — PCA’nin tam resmi.

S = Q A Q™: ortonormal o6zvektorler = ana eksenler (PCA)

3_

=== S:(birim gcember) = elips
birim cember
—3- mmmm yzun eksen: givAr (A1=3)
=== kisa eksen: gz-VA2 (A2=1)

-3 =2 -1 0 1 2 3

Sekil 11.7: Simetrik S = QAQT spektral ayrisimi: ortonormal 6zvektérler gy, g, elipsin (PCA) ana eksenle-
ridir. Uzun eksen en biiyiik 6zdeger (\; = 3) yoniinde, kisa eksen ise A\, = 1 yoniinde uzanr; iki
eksen diktir.

@ Builder Notu — PCA’nin Matematigi

S = QAQT, PCA nin matematigidir: kovaryans matrisinin ortonormal 6zvektorleri (Q) ana bilesen
eksenleri, 6zdegerleri (A) o eksenlerdeki varyanslardir. Ayni ayrisim kernel PCA, spektral kiimeleme
(Ders 35) ve ikinci-derece optimizasyonun (Hessian) temelidir.

11.13 Bu Dersin Ozeti

1. Az = Az — Ozvektor yon degistirmez, yalnizca A ile dlgeklenir.
2. Az = \Fx — kuvvetler ve fonksiyonlar 6zvektor tabaninda nemsizlesir.
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11 Ozdegerler ve Ozvektirler

A = 0 — tersinir degil — 6zvektor null uzayinda.

Ozvektor baz1 — v = ZZ c;x,;; fark/diferansiyel denklemleri ¢ozer.

Benzer matrisler — B = M ' AM, ayni 6zdegerler.

AB ve BA — aym sifirdan-farkli 6zdegerler.

Simetrik — gercek 6zdeger, ortogonal 6zvektor; anti-simetrik — sanal 6zdeger.
trace = ) A, det = [[ A — hizli saglama.

A = XAX ' —kosegenlestirme; A = XAF X1,

S = QAQT — spektral teorem (simetrik matris).

79
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! Tek Bir Ciimle

Ozvektorler bir matrisin dogal eksenleridir — o eksenlerde matris yalnizca \ ile 6lgekler; A = XA X 1
bunu kullanip her kuvvet ve fonksiyonu dnemsizlestirir, ve simetrik matriste eksenler ortonormal olur

(S = QAQ™).

11.14 Kontrol Sorulari

1 Soru 1: Asagidaki matrisin 6zdeger ve 6zvektorlerini bul.

2 1
=0
Cevap:

det(A—X)=(2-X)2?—-1=X -4 A+3=A=-3)(A\—1) > A=3,1
A=3:(A—30x =0 — (—1,1) satin — 6zvektor (1,1). A = 1: dzvektdr (1, —1). Iki dzvektor
diktir (A simetrik oldugu i¢in v).

1 Soru 2: Asagidaki matrisin 6zdegerlerini bul ve trace = X\, det = I\ ile sagla.

4 1
4= (o)
Cevap:

trace = 4+3 = 7,det = 4-3—1-2 = 10. Karakteristik: \A> = 7TA+10 = (A—5)(A—2) = A =5, 2.
Saglama: $5+2 =7 =$ trace v'; $5 2=10=$det v'. (Bu A simetrik degil, 6zvektorleri dik olmayabilir.)

1 Soru 3: 90° dondiirme matrisinin 6zdegerleri neden gercek degil? Hangi matris tiirii gercek 6zdeger

garantiler?
0 —1
=(0)
Cevap:
det(A—XI) = A2 +1 =0 — \ = i (sanal). Dondiirme higbir gercek vektorii kendi dogrultusunda

birakmaz, gercek 6zvektor yoktur. A anti-simetriktir (A7 = —A). Simetrik matrisler (S = S7) ise
her zaman gercek 6zdeger ve ortonormal 6zvektor garantiler (Ders 3’le bag).
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11.15 Egzersizler

1 Soru 4: Bir tekrarli sistem v, = A¥v,’da uzun-vadeli davranigi neden en biiyiik || belirler?

Cevap:

Vo1 6zvektdr tabaninda yaz: vy = } ¢;x;. O zaman v, = Aky, = > c, \Fx,. k biiyiidiikge en
biiyiik |A|’I1 terim digerlerini ezer (\¥ oranlar1 0’a veya oc’a gider).

Sonug: || > 1 — patlar, |\ ,,| <1 — soner, = 1 — kararli. Power iteration tam bunu kullanir
(baskin 6zvektore yakinsar); RNN’lerde gradyan patlama/sonmesi ve Markov zincirinin denge dagilimi
ayni ilkeye dayanir.

11.15 Egzersizler

Cevapsiz problemler. C6z, sonra numpy ile kontrol et.

Egzersiz 1. Asagidaki matrisin 6zdegerlerini ve 6zvektorlerini bul. Trace ve determinant ile sagla.

(0

Egzersiz 2. A = (% ;) matrisini A = XA X! olarak kosegenlestir, sonra A%*ii XA*X ! ile hesapla

(dogrudan A* carpimina gerek kalmadan).

Egzersiz 3. A = diag(2,3) ve M = 1) icin B = M ! AM hesapla. B’nin 6zdegerlerinin hala 2 ve

1
01
3 oldugunu (benzerlik) dogrula; 6zvektorlerin degistigini goster.

Egzersiz 4. Python ile dogrula:

import numpy as np

A = np.array([[2.0, 1.0], [1.0, 2.0]])

lam, X = np.linalg.eig(A)

print("ozdegerler:", lam) #3, 1

print("trace =", np.trace(A), " ZIA =", lam.sum()) # esit
print(“"det =", np.linalg.det(A), " NA =", lam.prod()) # esit

# A = X A X*{-1} dogrula:
Lam = np.diag(lam)
print("A rebuild:", X @ Lam @ np.linalg.inv(X))

# AN = X AN XM-1):
print("A” (eig):", X @ np.diag(lam**4) @ np.linalg.inv(X))
print("A”4 (direct):", np.linalg.matrix_power(A, 4))

Egzersiz 5. (Ders 5 habercisi.) Ders 5 pozitif tanimli matrislere gecer — tiim 6zdegerleri pozitif olan simetrik
matrisler. Asagidaki simetrik matrisin 6zdegerlerini bul; hepsinin pozitif olup olmadigini kontrol et (pozitif
tanimli m1?).
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11 Ozdegerler ve Ozvektirler

11.16 Sonraki Ders icin Hazirlik

Ders 5: Pozitif Tanimh ve Yari-Tanimh Matrisler

Ders 4’te simetrik matrisin gercek 6zdegerli ve ortonormal 6zvektorlii oldugunu gordiik. Ders 5, simetrik

matrislerin en giizel ailesine odaklanir: pozitif tammml olanlar.

* Pozitif tanimhlik: tiim 6zdegerler > 0; esdeger testler (pivotlar, alt-determinantlar, 7 Sz > 0)
* Yari-tamimli: 6zdegerler > 0
* Neden ML'de kritik: kovaryans, kernel, Hessian, kayip fonksiyonu egriligi

Ders 5 Oncesi Yapilacak

* Bu dersin egzersizlerini ¢z, 6zellikle Egzersiz 5°i (pozitif 6zdeger kontrolii).
* Python’da np.linalg.eigvalsh ile birka¢ simetrik matrisin 6zdeger isaretlerini incele.
* Ana ciimleyi tekrar oku: “Ozvektorler matrisin dogal eksenleri; A = XAX 1>

11.17 Anahtar Kavramlar (Cheat Sheet)

Kavram Tanim Strang’de

Ax = \x Ozvektor yon degistirmez,  1m51
A ile dlgeklenir

Akg = Ny Kuvvetler/fonksiyonlar 4m28
0zvektor tabaninda kolay

A=0 Matris tersinir degil; 5m22
0zvektor null uzayinda

Ozvektor baz U= 6T 10m38
fark/diferansiyel denklem
cozer

Benzer matris B=M"1AM, aym 13m56
ozdegerler

eig algoritmasi Mlerle 16m13
ticgensele/kOsegene tagima

ABve BA Ayn sifirdan-farkli 19m58
ozdegerler

Anti-simetrik AT = —A; sanal 25m51
ozdegerler (dondiirme)

trace = >\ Kosegen toplami; 31m03
det =] A

A=XAX"! Kosegenlestirme; 45m39
Ak = XAk X!
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11.18 ML Baglantilart Ozeti

Kavram Tanim Strang’de
S =QAQT Spektral teorem (simetrik ~ 48m27
matris)

11.18 ML Baglantilan Ozeti

1. Az = Ax — PCA,; veri kovaryansinin dogal eksenleri (6zvektorler) ana bilesenler.

2. A*gx = XFz — tekrarh sistem kararliligi; RNN gradyan patlama/sonmesi, power iteration, Markov
dengesi.

3. X = 0/ kiigiik A\ — kotii kogullanma; ridge/Tikhonov diizenlilestirmesi (A ekleme) tam bunu giderir.

4. AB ve BA aym \ — Gram matrisi numarasi; X X ile X7 X ten kiiciigiinii hesapla (kernel trick,
SVD).

5. Trace/determinant — nuclear norm, log-det olabilirlik, Frobenius norm? = trace(ATA).

6. A = XAX ! — lineer dinamigin kapali formu; defektif matris riski — SVD’ye gecis (Ders 6).

7. 8 = QAQT — PCA, kernel PCA, spektral kiimeleme, Hessian analizi.

! Tek bir sey alip gideceksen

Ozvektorler bir matrisin dogal eksenleridir — o eksenlerde matris déndiirmez, yalnizca \ ile gerer.
A = XAX ! bu goriisii kapsiiller ve her kuvvet/fonksiyon hesabin1 6nemsizlestirir; simetrik matriste
eksenler ortonormal olur (S = QAQT), ki bu PCA’dan kararlilik analizine kadar ML in ¢atisidir.
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12 Pozitif Tanimhl ve Yari-Tanimli Matrisler

xTSx > 0: bes esdeger test, enerji-kasesi ve gradient descent’in zemini

1 Boliim bilgisi

* Video: Positive Definite and Semidefinite Matrices — Gilbert Strang, MIT 18.065

* OCW: Lecture 5 — Positive Definite and Semidefinite Matrices

* Okuma siiresi: = 35 dk

+ Onkosul: Ders 4 (6zdeger/ozvektor, spektral teorem S = QAQT, “simetrik — gergek 6zdeger /
ortonormal 6zvektor”)

12.1 Bu Derste Ne Var?

Bu ders, lineer cebir “highlights” turunu kapatiyor (bes ders) ve hepsini birbirine baghyor: 6zdeger, enerji,
AT A, determinant, pivot — her biri aym seyin (pozitif tanimlilik) bir testidir. Strang ayrica buradan derin
o0grenmenin kalbine, gradient descent’e bir koprii atiyor.

Uc temel fikir:

1. Pozitif tamimh = simetrik + tiim 6zdegerler > 0 — ve buna esdeger bes test (6zdeger, leading
determinant, pivot, enerji 7 Sz, AT A).

2. Enerji 27 Sz > 0 = kése (bowl) — pozitif tanimli matris, yukar1 agilan disbiikey bir yiizey verir; bu,
bir kayip fonksiyonudur.

3. Gradient descent — kasenin dibini bulmak: en dik inig yoniinii (gradyan) izle; dar vadi sorunu d6zdeger
oranindan gelir.

“...positive definite matrices. These are the best of the symmetric matrices.” — Strang, 3:10

Bu ii¢ fikrin nasil tek bir merkezden (7 Sz > 0) dallandigim Sekil 12.1 &zetliyor: bes esdeger testten
enerji-kasesine, oradan kayip fonksiyonu ve gradient descent’e, ve sinir durumlara (eyer, yari-tanimli) kadar
dersin biitiin hatlari.

@ Builder Notu — Optimizasyonun Zemini

* Enerji 27 Sz = kayip fonksiyonu modeli: derin 6grenmenin biiyiik hesabi bir enerjiyi minimize
etmektir; pozitif tanimli Hessian = yerel digbiikey kéase.

* Gradient descent burada ilk kez tanitiliyor (Ders 21-23’te derinlesir): birinci tiirevleri izle, ikinci
tiirev (Hessian) hesaplama pahali oldugundan kaginilir.
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12 Pozitif Tanumli ve Yari-Tanimlt Matrisler

Pozitif Tammli (xTSx > 0)

5 esdeger test (A>0, det,

. " enerji = kase
pivot, enerji, ATA)

kase = kayip fonksiyonu

gradient descent

Sekil 12.1: Ders 5 kavram haritasi: pozitif tanimlilik (x'Sx > 0) merkezinden enerji-kasesi, gradient descent
ve sinir durumlara (eyer, yari-tanimli) uzanan dallar.

+ Ozdeger oram (kondisyon sayis1) = kasenin bigimi; dar vadi (biiyiik A, /\,;,) gradient des-
cent’i yavaglatir — momentum ve 6n-kosullama (Ders 23) bunu diizeltir.

+ AT A her zaman pozitif yari1-tanimli — kovaryans, Gram, kernel matrislerinin neden hep “kase”
verdiginin sebebi.

Tek ciimle: pozitif tanimlilik, bir simetrik matrisin “yukari agilan kdse” oldugunun bes esdeger testidir
— ve bu kése, tiim optimizasyonun ve derin 6grenmenin zeminidir.

12.2 Pozitif Tanimli: Bes Esdeger Test

Pozitif tanimli (PD) matris, simetrik ve tiim 6zdegerleri pozitif olan matristir. Bunlar simetrik matrislerin en
iyileridir.

“...positive definite matrices. These are the best of the symmetric matrices.” — Strang, 3:10
Ozdeger hesabi zor oldugundan bes esdeger test vardir — herhangi biri gecerse hepsi geger:

Tiim 6zdegerler \; > 0.

Tiim leading (sol-iist) alt-determinantlar > 0.

Tiim pivotlar > 0.

Enerji her 2 # 0 icin pozitif: 7 Sz > 0.

S = AT A biciminde, A’nin bagimsiz kolonlartyla yazilabilir.

S

Strang’e gore asil tanim dordiinciisiidiir (enerji):

TSz >0 (herx # 0)
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12.3 Indefinit Ornek

4 6
enerji ve Cholesky — hepsi ayn1 karar verir.

S = 3 4) icin bu bes testi tek bir bakista Sekil 12.2 gosteriyor: 6zdegerler, leading mindrler, pivotlar,

Bes esdeger test: hepsi ayni seyi soyler
Ozdegerler > 0

10 -

8.77

(Bes esdeger test (S = [[3, 4], [4, 611): |

e ozdegerler: 0.23, 8.77 (> 0)
¢ leading minérler: 3, 2 (> 0)
e pivotlar: 3, 2/3 (> 0)

¢ enerji: 3x2 + 8xy + 6y > 0

e Cholesky OK (S = LL")

6zdeger degeri

= 5 test de POZITiF TANIMLI diyor

. J

0.23

AL A2

Sekil 12.2: §' = pozitif tanimli: bes esdeger test de ayni karar1 verir. Sol panel 6zdegerleri (A\; ~

3 4
4 6
0.23, Ay &~ 8.77, ikisi de > 0), sag panel diger dort testi gosterir: leading mindrler 3, 2; pivotlar

3, %; enerji 322 + 8xy + 6y > 0; Cholesky S = LL” basarili.

@ Builder Notu — Bes Kapi, Tek Oda

Bes test, bes farkl kiitiiphane ¢agrisina karsilik gelir: eigvalsh (6zdeger), cholesky (pivot/AT A),
determinant. Pratikte pozitif tantmlilik Cholesky’nin basarisiyla test edilir — basarisizsa matris PD
degildir, ucuz bir kontrol.

12.3 indefinit Ornek

Hepsi pozitif sayilardan olusan bir matris bile PD olmayabilir. Ornek:

3 4
S_<4 5), detS =15—16 = —1

Determinant 6zdegerlerin ¢arpimidir; negatif olmasi bir 6zdegerin negatif oldugunu soyler. Yani bir 6zdeger
pozitif, biri negatif — bu indefinit (belirsiz) matristir.

“This matrix is an indefinite matrix.” — Strang, 5:31

Kosegen girdiyi artirmak (5 — 6) matrisi pozitif tanimli yapar; kdsegene deger eklemek daima “daha pozitif”
yoniine iter.
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12 Pozitif Tamumli ve Yari-Tanumlt Matrisler

Indefinit, pozitif taniml ve yari-tamiml yiizeylerin nasil farklilastigim Sekil 12.3 ii¢ panelde yan yana koyuyor:
kése, eyer ve oluk.

Enerji ylzeyi sekli matrisin sinifini gosterir

3. Pozitif taniml (kase) 3- Indefinit (eyer) 3. Yari-tanimh (oluk)
1- 1- 1-
—1- -1- -1+
-2 \\\ -2 \ -2 \
-3 -2 -1 0 1 2 3 =3 -2 -1 0 1 2 3 -3 -2 -1 0 1 2 3

Sekil 12.3: Enerji f(x) = 27 Sz yiizeyinin sekli matrisin sinifini ele verir: pozitif tanimh S = E ;] i¢

ice elipsler ¢izer (yukari agilan kase, tek minimum); indefinit B ﬂ hiperbolik konturlar verir

(eyer noktasi); yari-taniml E ﬂ paralel cizgiler ¢izer (diiz bir oluk — bir yonde enerji sifir).

@ Builder Notu — Eyer Tuzag:

Indefinit matris = eyer noktali (saddle) yiizey: baz1 yonlerde yukar1, bazilarinda asag1. Derin 63renmede
kayip yiizeyinin eyer noktalar1 (Ders 19) tam da indefinit Hessian’a karsilik gelir — gradient descent’in
takilabildigi yerler.

12.4 Leading Determinant Testi

Ikinci test, sol-iist kdseden baslayan ic ice alt-matrislerin determinantlarina bakar. Pozitif taniml (Z g)

igin:

3 4

det(3) =3 >0, det <4 6

>:18—16:2>0

—43 —46 da determinant1 2 verir ama 1 X 1 testini (—3 < 0)
gecemez. Bu yiizden n 6zdeger icin n leading determinantin hepsi kontrol edilir.

Yalnizca tam determinanta bakmak yetmez:
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12.5 Pivot Testi

@ Builder Notu — Erken Uyari

Leading mindr testi, kovaryans matrislerinin gegerliligini dogrulamada kullanilir. Negatif bir leading
mindr, tahmin edilen kovaryansin bozuk (PD degil) oldugunu erken yakalar — Gauss siirecleri ve
Kalman filtrelerinde sayisal saglik kontrolii.

12.5 Pivot Testi

. 4
Uclincii test eliminasyon pivotlarina bakar. (i 6) i¢in ilk pivot 3’tiir; ikinci satirdan 4 /3 ¢arp1 birinci satirt

cikarinca ikinci pivot ortaya cikar:

det 2
pivot, = 3, pivot, = 2 _Z
1 2 det; 3

Her iki pivot da pozitif — matris PD. Giizel bag: her pivot, ardigik leading determinantlarin oranidir (2/3 =
2= 3).

“So the pivots... are the 3 and the 2/3.” — Strang, 8:43

@ Builder Notu — Cholesky’nin Sirr1

Pivotlarin pozitifligi = Cholesky ayrisiminin (S = LLT) var olmasi. Cholesky, PD matrisleri ¢zmenin
en hizli ve kararli yoludur; Bayesian cikarim, Gauss siirecleri ve normal denklemler bunu kullanir. Bir
pivot < 0 ¢ikarsa Cholesky ¢oker — matris PD degildir.

12.6 Enerji Testi: x'Sx > 0 (Kase)

. L. (3 4 L o
Strang’in asil tanimi enerjidir. ( 16 matrisinin enerjisini acalim:

2T Sz = 322 + 8zy + 6y

Kosegen girdiler (3, 6) kareli terimleri (hep pozitif), kosegen-dis1 (4 + 4 = 8) ¢apraz terimi verir. Capraz
terim negatife donebilir ama kareli terimler onu bastirirsa fonksiyon her yerde pozitif kalir — grafik yukari
acilan bir kasedir.

f(z,y) =322 + 8xy + 6y >0 for (z,y) # (0,0)

Bu yukari acilan kasenin ii¢ boyutlu hali Sekil 12.4°de goriiliiyor: tek bir minimum (orijin), her yone tirmanan
digbiikey bir yiizey.
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12 Pozitif Tanumli ve Yari-Tanimlt Matrisler

Enerji x’Sx: yukari acilan disbiikey kdase (PD)

T 30
- 25
T 20
- 15
~ 10

2.0, 5

51.0
—03%.0

« 0.5 1.0

1.5 2.0 -2.0

Sekil 12.4: Enerji 27 Sz (S = i g] ): yukar1 acilan digbiikey kase. Tek minimum orijinde — pozitif tanimli

(PD) matrisin imzasi.
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12.7 Kdase = Kayip Fonksiyonu

@ Builder Notu — Ideal Kay1p

2T Sz kuadratik formdur; PD ise grafigi disbiikey kasedir, tek minimumu vardir (orijin). Bu kase,
ikinci-derece bir kay1p fonksiyonunun ta kendisidir — optimizasyonun “ideal” senaryosu.

12.7 Kase = Kayip Fonksiyonu

Strang burada lineer cebirden derin 6grenmeye koprii atiyor. O kase, minimize edilen bir kayip fonksiyonu-
dur:

“This is what deep learning is about. This could be a loss function that you minimize.” — Strang,
14:25

Pratikte saf kareler olmaz; lineer terim (—xz 7 b) kdseyi merkezden kaydirir, lineer-olmayan terimler yiizeyi
dalgalandirir. Ama temel model budur:

flz) = %xTSx — 2T
“...this is the model.” — Strang, 15:48

Bu fonksiyon digbiikey (convex): kuadratik i¢in digbiikeylik = pozitif tanimlilik (veya sinirda yari-tanimlilik).
100.000+ degiskenli kayiplarin minimumunu bulmak, derin 6grenmenin en biiyiik hesabidir.

@ Builder Notu — Egitim Bu

“Kayip = kase” modeli, egitimin neden ise yaradiginin ¢ekirdegidir. Kayip yerel olarak PD Hessian’a
sahipse (digbiikey kase), gradient descent dibe iner. Gercek derin aglarda yiizey digbiikey degildir (eyer
noktalari, ¢oklu minimum) — ama yerel kase sezgisi hala rehberdir.

12.8 Gradient Descent

Kasenin dibini (minimum) nasil bulursun? Bir baslangi¢ noktasindan, en dik inis yoniinii — gradyanin tersini
— izle:
T =2, — NV fzg)

Gradyan V f tiim birinci tiirevlerin vektoriidiir ve o noktada en hizli ¢ikig yoniinii gosterir; eksisi en hizl
inigtir. Adim boyu (7, learning rate) ve ne kadar gidilecegi (line search) kritik kararlardir.

“...I would do a gradient descent.” — Strang, 22:09

Sorun: kase dar bir vadiyse (bir 6zdeger biiyiik, biri kii¢iik), adimlar vadiyi enlemesine gecip karsi yamaca
tirmanur; ileri-geri zikzak cizerek dibe ¢ok yavas yaklagir.

“...if you're going down a narrow valley...” — Strang, 26:30
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12 Pozitif Tamumli ve Yari-Tanumlt Matrisler

Strang ikinci tiirev (Hessian) hesaplamaktan ka¢inildigini vurgular — 100.000+ degiskende ¢ok pahalidir; bu
yiizden makine 6grenmesi cogunlukla birinci tiirevle (gradyan) sinirlidir.

Gradient descent’in digbiikey kdsenin dibine —nV f adimlariyla nasil indigini Sekil 12.5 gosteriyor: turuncu
yol baslangi¢ noktasindan z* = S~!b minimumuna yakinsar.

Gradient descent: x « x — n-grad, kasenin dibine iner

=—o— GD yolu (n=0.18, 40 adim)
minimum x* = S-1b

-1 0 1 2 3 4

Sekil 12.5: Gradient descent digbiikey kasede: f(x) = %JJTS x — 2 b enerjisinin kontur ¢izgileri (S pozitif
tanimli) bir kase olusturur. x;. , = x;,, —nV f adim1 her seferinde —V f yoniinde, yani en dik inis
yoniinde ilerler ve turuncu yol z, = (3, —3) noktasindan kasenin dibindeki minimum z* = S~1b
(navy yildiz) noktasina yakinsar.

Bu zikzak sorununun kaynagi kondisyon sayisidir: £ = A, /i, biiytidiikee inis yavaslar. Sekil 12.6 dengeli
kase ile dar vadiyi yan yana koyarak bunu somutlastirtyor.

@ Builder Notu — Inisin Merkezi

Bu, derin 6grenmenin merkezi algoritmasidir (Ders 21-23’te momentum, SGD ile derinlesir). Dar vadi
sorunu = yiiksek kondisyon sayist (A, / Apin); momentum, Adam ve dn-kosullama (preconditioning)
tam bu zikzaki azaltmak i¢in icat edildi.
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12.9 Pozitif Tanimli Matrislerle Islemler

Kondisyon sayisi k: dengeli kase hizli, dar vadi zikzak

Dengeli kase (kiigiik k = 1.5) Dar vadi (biuyuk k = 12)

37/// \\\\ . // \
i W |
e I

| /-
AN 7/l I

=0 GD yolu —e— GD yolu (zikzak)
* minimum / \ minimum
/.””’ L

' ' ' i ' ' 0 i
-3 -2 -1 0 1 2 3 -3 -2 -1 0 1 2 3

N

|
= o
'

[JE—

Sekil 12.6: Kondisyon sayist K = A, /A, inisin hizini belirler. SOL: dengeli kse (k = 1.5), neredeyse
dairesel es-yiikselti egrileri; gradient descent birkag adimda dogrudan dibe iner. SAG: dar vadi
(k = 12), uzun-ince elipsler; ayn1 yontem vadinin duvarlar1 arasinda zikzak ¢izerek yavas yakinsar.

12.9 Pozitif Tanimli Matrislerle islemler

Bes test, PD matrislerle yapilan islemleri kolayca yanitlar:
* S + T: iki PD matrisin toplami PD mi? Enerji testiyle aninda: her x igin 27 (S + T)z = 27 Sz +
zTTx > 0. Bvet.
TS+ T =2TSz+ 27Tz >0
“What about S plus T?” — Strang, 30:44
* S'1: PD’nin tersi PD mi? Ozdeger testiyle: S’nin 6zdegerleri A > 0 ise S~1’in 6zdegerleri 1/\ > 0.
Evet.

+ QTSQ: Q ortogonal ise Q7' SQ PD mi? Hem benzerlik (aym 6zdeger) hem enerji (y = Quz ile
yT' Sy > 0) ile: Evet.

@ Builder Notu — Disbiikeyi Koru

“Dogru testi se¢” becerisi ML'de ise yarar: S + T”nin PD’1igi, iki digbiikey kaybin toplaminin digbiikey
oldugunu soyler (diizenlilestirme ekleme); S~!’in PD’ligi, ters kovaryans (precision matrix) matrisinin
gecerliligini garanti eder. Eigenvalue testi yerine enerji testi cogu ispati tek satira indirir.
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12 Pozitif Tanimly ve Yari-Tanimli Matrisler

12.10 Yari-Tanimli (Semidefinite): Sinir Durum

Pozitif tanimli ile indefinit arasindaki sinir yari-tanimlidir (positive semidefinite): 6zdegerler > 0, en az biri

3 4
=0. ( 1 16 /3) tam sinirdadir:

3 4
det(4 16/3> =16—-16=0

“Semidefinite is the borderline.” — Strang, 38:06

Determinant 0 — bir 6zdeger 0 (matris tekil); trace pozitif oldugundan digeri pozitif. Klasik 6rnek hepsi-1
matrisi: rank 1 oldugundan 6zdegerleri 3, 0, 0’dir ve bir rank-1 yapr tag1 olarak yazilir:

1 11 1 1 1
(1)) e

Yari-tanimliligin iki yiiziinii — A7 A’nin daima > 0 enerjisi ve hepsi-1 matrisinin rank-1 yapis1 — Sekil 12.7
yan yana koyuyor.

ATA ve hepsi-1: A = 0 (yari-tanimh)

ATA (PD, enerji=||Ax]||? = 0) hepsi-1 (yari-tanimh, A=3,0,0)

10
Sekil 12.7: Yari-tammlihigi iki yiizii. Solda AT A: A = [1 1| tam kolon rankli oldugu icin AT A =
0 1

1 ;] pozitif tanimlidir (A = 1,3 > 0); enerji 27 AT Az = | Az|?> > 0 asla negatif olamaz.
Sagda hepsi-1 matrisi: rank-1 oldugu icin iki 6zdegeri sifirdir (A = 3, 0, 0) — pozitif yari-taniml,
sinirdaki durum. Her ikisinde de A > 0.
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12.11 Bu Dersin Ozeti

@ Builder Notu — Sinirdaki Kovaryans

Yari-tanimlilik ML de her yerde: kovaryans ve Gram (A” A) matrisleri her zaman en az yari-tanimlidir
(6zdegerler > 0), clinkii bagimli kolonlar 0 6zdeger iiretir. Diizenlilestirme (S + 1) bu 0 6zdegerleri
pozitife ¢cekip matrisi tam PD ve tersinir yapar.

12.11 Bu Dersin Ozeti

Pozitif tanimh = simetrik + tiim 6zdegerler > 0.

Bes esdeger test — Gzdeger, leading determinant, pivot, enerji, A7 A.
Indefinit — det < 0 (karisik isaretli 6zdeger); eyer noktas.

Leading determinant testi — sol-iist mindrlerin hepsi > 0.

Pivot testi — eliminasyon pivotlar1 > 0; pivot = ardisik determinant orani.
Enerji 7 Sz > 0 — yukar agilan disbiikey kése; asil tanim.

Kase = kayip fonksiyonu — derin 6grenmenin minimize ettigi yiizey.
Gradient descent — en dik inis; dar vadi (6zdeger orani) yavaslatir.

PD islemleri — S + 7T, S~', Q7 SQ hepsi PD (dogru testle tek satir).
Yari-tammmh — sinir durum: A > 0, det = 0 (6rn. hepsi-1, rank 1).

AN SIS o o e

[a—

I Tek Bir Ciimle

Pozitif tammlilik, bir simetrik matrisin “yukari agilan kase” (z7 Sz > 0) oldugunun bes esdeger testidir;
bu kése her optimizasyonun ve derin 6grenmenin kayip yiizeyidir, gradient descent de o kédsenin dibini
arar.

12.12 Kontrol Sorulari

1 Soru 1: [[2, 1], [1, 2]] matrisi pozitif tanimli m1? Ug testle goster.

2 1
s=(1 3)
Cevap:

Leading determinantlar: 2 > O vedet = 4 — 1 = 3 > 0 v'. Ozdegerler: A = 3,1 (ikisi de > 0) v'.
Enerji: 27 Sz = 222 + 22y + 29% = (v +y)? + 22 + 3% > 0 V. Ug test de PD diyor.

i Soru 2: [[1, 2], [2, 1]] pozitif tanimli m1? Hepsi pozitif say1 olmasina ragmen.

1 2
=2 )
Cevap:

det = 1—4 = —3 < 0 — Ozdegerlerin ¢arpimi negatif — bir 6zdeger negatif (A = 3, —1). Bu
indefinit. Pozitif girdiler PD garantisi vermez; 6nemli olan pozitif 6zdeger/determinant/pivottur. Enerji
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12 Pozitif Tamumli ve Yari-Tanumlt Matrisler

2T Sz = 2% 4 4xy + y?, 6rnegin (1, —1)’del —4+1= -2 < 0.

1 Soru 3: [[1, 1], [1, 1]] matrisi hangi sinifta? Enerjisini agikca yaz.

11
s=(0)
Cevap:

det = 0 — tekil; 6zdegerler 2 ve 0. Enerji: 27 Sz = 22 + 22y +y? = (v +y)? > 0,ama (1, —1)’de
tam 0. Negatif olmuyor ama sifir olabiliyor — pozitif yari-tanimh (semidefinite). Rank 1 (hepsi-1 yap1
tast).

1 Soru 4: Yiiksek kondisyon sayisi (A_max/A_min biiyiik) gradient descent’i neden yavaslatir?

Cevap:

Enerji kasesinin bi¢imi 6zdegerlerle belirlenir: biiyiik 6zdeger dik yon, kiiciik 6zdeger s1§ yon — uzun,
dar bir vadi. Gradyan en dik yone (dik duvara) isaret eder, vadinin uzun ekseni boyunca degil; bu yiizden
adimlar vadiyi enlemesine gegip zikzak cizer, dibe ¢ok yavag yaklagir.

K = Apax/Amin = 1 (cembersel kése) ise tek adimda dibe iner. x biiyiidiikge yakinsama yavaslar. Mo-
mentum, Adam ve 6n-kosullama (Ders 23) bu zikzaki azaltir; egitimde 6zellik 6l¢cekleme/normalizasyon
K’y1 kiigiik tutmak icindir.

12.13 Egzersizler

Cevapsiz problemler. C6z, sonra numpy ile kontrol et.

4 2
Egzersiz 1. ( 9 3> matrisi pozitif tanimli m1? Leading determinant, pivot ve enerji testlerinin iigiiyle de

goster.

Egzersiz 2. Hangi c degerleri i¢in (g i) pozitif tanimlidir? (Leading determinant testini kullan: ¢ > 0 ve

2 —4>0)
c 2
s=(; 2)

Egzersiz 3. Herhangi bir A matrisi icin A7 A’nin daima en az pozitif yari-tanimli oldugunu enerji testiyle
goster. (Ipucu: 27 (AT Az = (Ax)T (Az) = | Az||* > 0.) A’nin kolonlar1 bagimsizsa neden tam pozitif
tanimh olur?

Egzersiz 4. Python ile testleri uygula:
import numpy as np

S = np.array([[4.0, 2.0], [2.0, 3.0]])
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12.14 Sonraki Ders Icin Hazirlik

print("ozdegerler:", np.linalg.eigvalsh(S)) # hepsi > @ ?

try:
L = np.linalg.cholesky(S) # PD ise basarili
print("Cholesky OK -> pozitif tanimli")

except np.linalg.LinAlgError:
print("Cholesky basarisiz -> PD degil")

# Enerji: rastgele x'lerde x'Sx > @ ?
for _ in range(3):
X = np.random.randn(2)
print("x'Sx =", x @ S @ x)

Egzersiz 5. (Ders 6 habercisi.) Ders 6 SVD’ye gecer. Asagidaki dikdortgen A icin A7 A’y1 hesapla; simetrik
ve yari-tanimli oldugunu dogrula. A” A’nin 6zdegerleri, A’nin tekil degerlerinin kareleridir (02) — SVD’nin

temeli.
1 0
A=11 1
0 1

12.14 Sonraki Ders icin Hazirlik

Ders 6: Tekil Deger Ayrisimi (SVD)

Ders 5’i “ready for the SVD” diyerek kapattik. Ders 6, kursun ve tiim veri biliminin temel tasina gecer:
SVD.

* Her matris (dikdortgen dahil) icin A = ULV T

o AT Ave AAT nin 6zdegerleri (= 02) ve 6zvektorleri (V ve U)

* Tekil degerler o > 0; pozitif yari-tanimlilikla bag

* Neden SVD = diisiik-rank yaklagimin, PCA'nin ve sikistirmanin merkezi

Ders 6 Oncesi Yapilacak
* Bu dersin egzersizlerini ¢oz, 6zellikle Egzersiz 5°i (AT A ve o?).
* Python’da np.1linalg.svd ile birka¢ dikdortgen matrisi ayristir; o degerlerini A” A’nin 6zde-

gerlerinin karekokleriyle kargilastir.
* Ana ciimleyi tekrar oku: “Pozitif tanimlilik = yukari acilan kase (z7 Sz > 0).”

12.15 Anahtar Kavramlar (Cheat Sheet)
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12 Pozitif Tamumli ve Yari-Tanumlt Matrisler

Kavram Tanim Strang’de

Pozitif tanimh Simetrik + tiim 6zdegerler ~ 3m10
> 0; bes esdeger test

Indefinit det < 0, karisik isaretli Sm31
0zdeger; eyer noktasi

Leading determinant Sol-iist alt-determinantlarin ~ 6m23
hepsi > 0

Pivot testi Eliminasyon pivotlar1 > 0;  8m43
ardisik determinant oran

Enerji z7 Sz > 0 Yukart acilan digbiikey 14m25
kése; asil tanim

Kase = kayip Derin 6grenmenin 15m48
minimize ettigi ylizey
modeli

Gradient descent En dik inis; dar vadi 22m09
(6zdeger oran1) yavaglatir

S+T,5 1 QTSQ Hepsi pozitif tanimli 30m44
(dogru testle tek satir)

Yari-tamimh Sinir durum: A > 0, 38m06
det = 0 (6rn. hepsi-1)

SVD’ye hazir Sonraki biiyiik adim; AT A 45m08

ozdegerleri = o>

12.16 ML Baglantilari Ozeti

Enerji 27 Sz > 0 = dishiikey kése — ikinci-derece kayp fonksiyonunun ideal bicimi; tek minimum.
Kase = kayip — derin 6grenme bir enerjiyi minimize eder; PD Hessian = yerel digbiikeylik.
Gradient descent — derin 6grenmenin merkezi algoritmasi; dar vadi — momentum/Adam (Ders 23).
Kondisyon sayisi (), /i) — yakinsama hizini belirler; normalizasyon/on-kosullama «’y1 kiigiiltiir.
ATA>0 (yari-tammmh) — kovaryans, Gram, kernel matrisleri hep kése verir; diizenlilestirme (+¢1)
tam PD yapar.

S + T PD — digbiikey kayiplarin toplami digbiikey; diizenlilestirme terimi eklemenin gerekgesi.
Cholesky (pivot > 0) — PD matrisleri ¢6zmenin en hizli/kararl yolu; Bayesian ¢ikarim, GP.

ARl

N e

! Tek bir sey alip gideceksen

Pozitif tanimlilik, bir simetrik matrisin “yukar1 agilan kase” (7 Sz > 0) oldugunun bes esdeger testidir.
Bu kase, optimizasyonun ve derin 6grenmenin kay1p ylizeyidir; gradient descent o kisenin dibini arar
ve kase ne kadar dengeli (6zdegerler birbirine yakin) ise o kadar hizli iner.
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13 Tekil Deger Ayrisimi (SVD)

A = UXVT: her matrise uygulanir — déndiir, ger, yeniden dondiir ve verinin en 6nemli pargasi

1 Boliim bilgisi

* Video: Singular Value Decomposition (SVD) — Gilbert Strang, MIT 18.065

* OCW: Lecture 6 — Singular Value Decomposition (SVD)

* Okuma siiresi: = 38 dk

» Onkosul: Ders 5 (pozitif tanimhilik, A7 A > 0, “simetrik — gercek 6zdeger / ortonormal
ozvektor”, spektral teorem S = QAQT)

13.1 Bu Derste Ne Var?

Strang’in deyimiyle “biiyiik giin”: kursun ve tiim veri biliminin temel tast SVD. Ozdegerler dikdortgen matriste
caligsmaz; SVD bunu iKi tekil vektor kiimesiyle ¢ozer ve her matrise uygulanir.

Ug temel fikir:

1. A= UXVT — her matris (dikdortgen dahil) i¢in; U sol tekil vektorler, V sag tekil vektorler, ¥ tekil
degerler (o > 0).

2. AT A anahtar1 — V', AT A’min 6zvektorleri; 02, AT A’nin 6zdegerleri; U ise AA” nin 6zvektorleri
(Ders 5’in pozitif yari-tanimlilig1 burada 6dedi).

3. Geometri — her matris bir dondiirme x germe x dondiirme’dir; cemberi elipse cevirir.

“...this is a big day mathematically speaking...” — Strang, 0:22

SVD’nin merkezi denkleminden (A = UXV'T) tiim hatlarin nasil dallandigim Sekil 13.1 6zetliyor: AT A
ve AAT zvektorlerinden Av = o iliskisine, dondiir-ger-dondiir geometrisine, rank-1 toplamna, polar
ayrisima ve PCA’ya kadar dersin biitiin dallari.

A=UZVT (SVD)

geometri: dondiir-ger-
dondir

en biiyiik 6 = en Gnemli
parca (PCA)

ATA = VE2VT (V, 62) A= X ouviT (rank-1)

polar A = SQ

Sekil 13.1: Ders 6 kavram haritasi: A = UXVT (SVD) merkezinden ATA/AAT 6zvektorlerine, dondiir-ger-
dondiir geometrisine, rank-1 toplamina, polar ayrisima ve PCA’ya uzanan dallar.
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13 Tekil Deger Ayrisumi (SVD)

@ Builder Notu — Veri Biliminin Merkezi

* SVD = veri biliminin merkezi: en biiyiik birkac o ile rank-1 parga (o;u,;v}) tutmak = diigiik-rank
yaklagim = PCA, LoRA, sikigtirma, giiriiltii giderme (Ders 7 Eckart-Young).

* Her matrise uygulanir: dikdortgen agirlik matrisleri (embedding, lineer katman) 6zdeger ayrisi-
mina sahip olmayabilir ama SVD’si her zaman vardir.

« AT A’dan kacin: pratik hesapta A” A kurmak kondisyon sayisi kareler (yuvarlama hatasi);
gercek SVD algoritmalar farklidir.

* Polar ayristm A = S() — her matris simetrik x ortogonal; SVD’den tiirer (miihendislikte
gerinim = germe + donme).

Tek ciimle: SVD her matrisi “dondiir, ger, yeniden dondiir” (UX V1) olarak ¢ozer ve en biiyiik tekil
degerler verinin en 6nemli parcasim verir.

13.2 Neden SVD: Dikddrtgen Matris, iki Vektor Kiimesi

Ozdegerler kare matrisler icindir. A dikddrtgense Ax, z’ten farkli boyutta ¢ikar (R — R™), yani Az = \z
imkansizdir. Kare olsa bile genel bir matrisin 6zvektorleri kompleks veya dik olmayabilir. SVD bu sorunlari
iki ayr1 vektor kiimesiyle ¢ozer.

“...this is a big day mathematically speaking...” — Strang, 0:22

Ozdegerlerde tek kiime (Q) vardi; SVD’de m boyutunda sol tekil vektorler (U) ve n boyutunda sag tekil
vektorler (V') olmak tizere iki kiime var.

“There are two sets of singular vectors, not one.” — Strang, 2:23

@ Builder Notu — Her Agirliga Uygulanir

Bu “iki kiime” fikri SVD’yi evrensel kilar: her agirlik matrisi (dikdortgen embedding, lineer katman)
icin tanimlidir — 6zdeger ayrisiminin aksine hicbir kosul gerektirmez.

13.3 A=UzV'
SVD, herhangi bir A matrisini ii¢ ¢arpana ayirir:

A=UxVT

U (mxm)ve V (nxn)ortogonal matrisler (ortonormal kolonlar), 3. kosegen tekil deger matrisi. Kosegendeki
degerler 0, > 0, > --- > 0 hepsi negatif olmayan tekil degerlerdir. Bu, simetrik matrisin S = QAQT
ayrisiminin her matrise genellenmig halidir.
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13.4 ATA Anahtari: 'V ve o°

@ Builder Notu — Tek Satir SVD

A =UXVT, NumPy/PyTorch’ta np.1linalg.svd ile tek satirda gelir. Tekil degerlerin azalan sirada
olmasi, “en 6nemli yon en bagta” demektir — diisiik-rank sikistirmanin temeli.

13.4 ATA Anahtan: V ve o3

SVD’nin matematigi A” A iizerinden yiiriir. Bu matris simetrik ve pozitif yari-tanimlidir (Ders 5).
“...the key is that A transpose A is a great matrix.” — Strang, 4:09

A =UXVT varsayip AT A’y1 acarsak, ortadaki U7 U = [ diiser:

ATA = (UsVvT)T(UsVT) = VETUTUSYT = v2y T

Bu tam olarak bir QAQ7 bicimidir. Yani V, AT A’nim 6zvektorleri; o (tekil degerlerin karesi), A7 A’nin
ozdegerleridir.

“...the v’s are the eigenvectors of A transpose A.” — Strang, 15:20

Ayni simetrik 6zayrisimin diger yonden (AAT) U’yu nasil verdigini, ve o2’nin A” A’nin 6zdegerlerinden
geldigini Sekil 13.2 ii¢ panelde gosteriyor: AT A = V¥2VT, AAT = USETUT ve 02 = 3, 1.

ATA ve AAT: V, U ve o2 buradan gelir

ATA = Vz2VT AAT = UZZ'UT 5 000" = eig(A™A) = 3,1

012 022

0.0 -

Sekil 13.2: ATA (2x2) ve AAT (3x3) simetrik matrislerinin 6zayrigim1 SVD’yi verir: ATA = VX>VT°den V
ve 02 (6zdegerler), AAT = ULLXTUT’den U gelir. Burada o = eig(ATA) = 3, 1.

@ Builder Notu — PCA’nin Ozii

02 = AT A’mn 6zdegeri baglantisi, Ders 5’in “AT A > 0 sonucunu ddetir: 6zdegerler > 0 oldugundan
karekokleri (o) gercektir. PCA bunu dogrudan kullanir: kovaryans = (1/n) AT A, tekil degerler = standart
sapma yoniindeki 6lgekler.
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13 Tekil Deger Ayrisumi (SVD)

13.5 AA™: U

Ayn1 numaray1 diger yonden yap. AATyi aginca bu sefer VIV = I diiser:

AAT = (v (usvhT = usvTvsTuT =usstut

Yani U, AA nin 6zvektorleridir. AT A (n x n) ve AAT (m x m) farkli boyutlarda ama aym sifirdan-farkh
ozdegerlere sahiptir (Ders 4’teki AB/BA gergegi) — eksik olanlar sifirdir. Giizel simetri: V' bir taraftan, U
diger taraftan gelir.

@ Builder Notu — Iki Yon, Ayni 0

AT A ile AAT nin aym sifirdan-farkli 6zdegerleri olmasi, hangisinin kiiciik oldugunu hesaplama
ozgiirliigii verir: 10000 x 50 veride 50 x 50 olan AT A’y1 ¢6z (kernel trick’in SVD karsiligr). Biiyiik
veri matrislerinde muazzam tasarruf.

13.6 Av = ou ve Ortogonallik

SVD’nin tanimlayici iliskisi, Az = A\z’in yerini alir:

Av. = o.u,;

3 7771

“A times one set of singular vectors gives me a number of times the other set of singular vectors.”

— Strang, 9:02

Sihir sudur: AT A’nin ortogonal 6zvektorleri (V) alinir, A ile ¢arpilir, ve ¢ikan Av’ler de ortogonaldir. Kamt
— uf'u,’yi hesapla, ortada AT A belirir, v, onun 6zvektorii oldugundan o2 v, verir:

o - (AU1>T<AU2> _ U{(ATA)UQ _ U% <U1TU2> -0
b 0102 0109 0109

Son adimda v{v2 = 0 (ortonormallik). Demek ki satir uzayindaki ortogonal v’ler, kolon uzayinda ortogonal
Awv’lere gider.

“...orthogonal v’s in the row space, orthogonal Av’s over in column space.” — Strang, 26:06

@ Builder Notu — Kazang Yonleri

“Bir ortogonal taban (V'), A ile bagka bir ortogonal tabana (U) gider” — SVD’nin kalbi budur. Veri
matrisinde V' girdi 6zelliklerinin, U ¢ikt1 6rneklerinin dogal eksenleridir; o ikisi arasindaki kazanci
Verir.
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13.7 Hesaplama Uyarisi: ATA'dan Kacin

13.7 Hesaplama Uyarisi: ATA’dan Kagin

AT A ispat icin harika ama pratikte tehlikeli. 5000 x 10000 bir A icin A7 A kurmak hem pahalidir hem de
hatalar1 biiyiitiir:

“...you would not go this A transpose A route.” — Strang, 26:58

Sebep: AT A kurmak matrisin kondisyon sayisim kareler — yuvarlama hatasina kars: kirilganlik iki katina
cikar.

“...condition number gets squared.” — Strang, 28:02

Gergek SVD algoritmalar1 A7 A’y hi¢ kurmadan, dogrudan A iizerinde calisir (bidiagonalizasyon + ortiik
QR).

@ Builder Notu — Sayisal Altin Kural

“AT A kurma” kurali sayisal ML nin altin kuralidir: normal denklemler (A” A) yerine QR veya SVD
kullan; least squares’te 1stsq bunu otomatik yapar. Kondisyon sayisinin karelenmesi, kiiciik tekil
degerlerin bilgisini yok eder.

13.8 Geometri: Dondiirme x Germe x Dondiirme

SVD’nin ii¢ ¢arpani ii¢ geometrik iglemdir: V' ortogonal (dondiirme), 3 kosegen (germe), U ortogonal
(dondiirme). Yani her matris ¢arpimi sudur:

A=UxVT

Birim cember 6nce V7 ile déner (uzunluk degismez), sonra ¥ ile her eksende o, kadar gerilir (cember —
elips), sonra U ile yeniden doner.

“...into a rotation times a stretch times a different rotation...” — Strang, 32:40

U ne zaman Vye esit olur? A simetrik pozitif tanimh oldugunda— o zaman SVD tam olarak S = QAQ” "dir
(Q =U =V, A =1X). Pozitif tammli matrisler bu yiizden “en iyileridir”: iki dondiirme aymdir.

Bu ii¢ adimi1 — dondiir, ger, dondiir — Sekil 13.3 birim ¢ember iizerinde tek tek izliyor: V7 dondiiriir, ©
elipse gerer, U yeniden dondiiriir; son panelde tekil eksenler o u; ve o5u, elipsin ana ve yan eksenlerini
gosterir.

@ Builder Notu — Katmanin Anatomisi

“Dondiir-ger-dondiir”, bir lineer katmanin geometrik anatomisidir. >’daki tekil degerler katmanin her
yondeki kazancini verir; en biiyilik o Lipschitz sabitidir (spektral norm). Spektral normalizasyon o, i
stnirlayarak GAN ve saglam aglar1 kararl kilar.
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13 Tekil Deger Ayrisumi (SVD)

SVD geometrisi: dondir (V') - ger (Z) - dondiir (U); 0=3,2

birim cember VT (dondiir) ZVT (ger - elips) UZVT = A

-3 -2 -1 0 1 2 3 -3 -2 -1 0 1 2 3 -3 -2 -1 0 1 2 3 -3 -2 -1 0 1 2 3

Sekil 13.3: SVD geometrisi: birim cember V7 ile dondiiriiliir, X ile gerilerek elipse doniisiir, U ile yeniden
doéndiiriiliir. Sonug A = UZVT; tekil eksenler 6,u, ve 0,u, elipsin ana ve yan eksenlerini verir.

13.9 Parametre Sayimi ve Determinant

Sayim giizel bir tutarlilik kontrolii verir. 2 X 2 bir A’da 4 say1 (a, b, ¢, d) vardir; sag tarafta da 4 olmali: >’da 2
tekil deger + V' dondiirmesinde 1 a¢1 + U dondiirmesinde 1 aci=4. 3 x 3’te 9 = 3 (X) + 3 (V/, roll-pitch-yaw)
+ 3 (U). Determinant da temiz: ortogonal matrislerin determinant1 4-1 oldugundan

|det A| = 0,050,

Ozdegerlerin ¢arpimu gibi tekil degerlerin ¢arpimi da | det
Ozdegerleri “digtan sarar”).

i verir — ama tek tek o # || (tekil degerler

@ Builder Notu — Hacim Olcegi

Tekil degerlerin ¢arpimi = hacim 6lgegi (Jacobian determinanti). Normalizing flow’larda log | det | =
> log o, olasilik hesabina girer; diisiik-rank katmanlarda kiigiik o’ lar hacmi (bilgiyi) sikigtirir.

13.10 indirgenmis vs Tam SVD

SVD’nin iki boyu vardir. indirgenmis (reduced) form yalnizca  (rank) sifirdan-farkls tekil degeri tutar: U
(m x 1), ¥ (r x r,hepsi > 0), VT (r x n). Tam (full) form U’yum x m, V'’yi n x n ortogonal matrise
tamamlar ve 3’ya null uzayi icin sifirlar ekler.

T

A = oyuvl + oqusvd + -+ o u, 0]

Bu rank-1 toplam, SVD’nin en kullanigli yaziligidir: A, r tane rank-1 par¢anin o-agirlikli toplamudir. Sifirlar
hicbir sey katmaz; gercek bilgi r par¢adadir.

Bu o-agirlikli rank-1 toplami Sekil 13.4 somut bir 3 x 2 matriste gosteriyor: o u;v? en gok bilgiyi tagir,
04U5v3 kalanm tamamlar, ikisinin toplami tam olarak A’dir.
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13.11 Polar Ayrisim: A = SQ

A = toplam oi ui vi" (rank-1 parcalarin o-agirhkh toplami)

o1 U1 vaT o2 Uz v2T A

Sekil 13.4: A = oy, U{ + 02u2vg. SVD, matrisi rank-1 parcalarin o-agirlikli toplamina ¢ozer: ilk parga en
biiyiik o ile en ¢ok bilgiyi tasir, ikinci par¢a kalani tamamlar; toplamlari tam olarak A’y1 verir.

@ Builder Notu — Depolama Tasarrufu

Indirgenmis SVD = depolama tasarrufu: m x n matris yerine r(m + n) say1. Rank-1 toplam, diisiik-
rank yaklagimin (en bilyiik k parcay1 tut) ve LoRA’'nin (AW = diisiik-rank) dogrudan formudur.
np.linalg.svd(A, full_matrices=False) indirgenmis formu verir.

13.11 Polar Ayrisim: A = SQ

SVD’den bedava ¢ikan iinlii bir ayrisim: polar ayrisim. Karmagik sayinmn 7 - €*? formu gibi, her matris bir
simetrik ( <> S) carp1 bir ortogonal (¢’ <+ Q) olarak yazilir:

A=UxVT = (UsUT)(UVT) = 5Q

Araya UTU = T sokup parantezleri kaydirdik: § = UXU? simetrik pozitif yari-tamml, Q = UV7T
ortogonal.

“...It’s called the polar decomposition of a matrix.” — Strang, 46:17

Miihendislik dilinde: her gerinim (strain), bir simetrik germe carpi bir i¢ dondiirmedir.

Polar ayrigimin iki parcasini — simetrik germe S’ ve ortogonal dondiirme () — Sekil 13.5 somut bir matriste
gosteriyor: A = 5@, tipki karmagik sayinin yarigap x doniis ayrigimi gibi.
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13 Tekil Deger Ayrisumi (SVD)

Polar ayrisim A =S Q

S (simetrik PSD) Q (ortogonal)

0.45 0.45

0.45

her matris = simetrik germe x ortogonal déndlirme

Sekil 13.5: Polar ayrisgim A = SQ. Her kare matris, bir simetrik PSD germe (S = UXU?) ile bir ortogonal

dondiirmenin (Q = UV'T) carpimina ayrilir. Burada A = [(1) ﬂ icin S simetriktir (S = ST,

ozdegerleri > 0) ve Q ortogonaldir (Q7 Q = I). Bu, karmagik sayilardaki z = r e?? (yaricap x
doniis) ayrisiminin matris kargiligidir.

@ Builder Notu — En Yakin Ortogonal

Polar ayrisim, en yakin ortogonal matrisi bulmanin yoludur (Q = UV — Procrustes hizalamas1
(Ders 34), 3B poz/dondiirme kestirimi ve agirliklart ortogonale yansitma (ortogonal diizenlilestirme)
bunu kullanir.

13.12 Veri: En Onemli Rank-1 Parca

Strang dersi veriye baglayarak kapatiyor. Biiyiik bir veri matrisinde bir kisim sinyal, bir kisim giiriiltiidiir. En
onemli parca hangisi?

“...the most important part of the matrix.” — Strang, 50:42

Cevap, SVD’nin rank-1 toplamindaki en biiyiik tekil degerli parcadir:

A~ oyugvl (largest single piece)

o’lar azalan sirada oldugundan o, ulv{ matrisin en gii¢lii yoniidiir. Ik & parcay1 tutmak = en iyi rank-k
yaklasim = PCA. Bu, Ders 7’nin (Eckart-Young) tam konusudur.

Bunu Sekil 13.6 somut bir goriintii matrisinde gosteriyor: tam matristen baglayarak yalmzca ilk & tekil deger
pargasi tutuldugunda baskin yap1 daha rank-3’te neredeyse tiimiiyle korunur. Tekil degerlerin hizli diisiistinii
ve kiimiilatif enerjinin ilk birkac¢ parcada nasil toplandigini ise Sekil 13.7 ortaya koyuyor — en biiyiik o
sinyali tagir, kiigiik o’lar giiriiltiidiir.
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FFFF

13.12 Veri: En Onemli Rank-1 Parca

Eckart-Young: en iyi rank-k yaklasim = ilk k tekil deger parcasi

A (rank 8) rank-1 (hata 0.12) rank-2 (hata 0.04) rank-3 (hata 0.02)

Sekil 13.6: Eckart-Young teoremi gorsel olarak. Soldaki A tam (rank 8) yapili bir matris; sagina dogru yalmzca

40 -
35 -
30 -
25 -
20 -
15 -

10 -

0-

ilk k tekil deger pargasi tutularak elde edilen en iyi rank-k yaklasimlar (4; = Zf O'ZUZUZ
Bagliklardaki bagil hata | A — A, ||/| Al hizla kiigiiliir (0.12 — 0.04 — 0.02): biiyiik tekﬂ degerler
sinyali tagir, kiiciik olanlar giiriiltiidiir. Daha rank-3’te matrisin baskin yapisi neredeyse tiimiiyle
korunur — diigtik-rank sikistirmanin 6zii budur.

En biuyiik o = en 6nemli parca (sinyal); kiiciik o = giliralti

Tekil degerler o (azalan) Kumiilatif enerji (ilk birkag parca cogunu tasir)
1.000 - PY o o < o

41.17

0.998 -

o o o
© © ©
© © ©
N IS o

kimulatif enerji orani

0.990 -

4.53 0.988 -
- 1.08 0.76 0.58 0.24 0.17 0.01

1 2 3 4 5 6 7 8 1 2 3 4 5 6 7 8
parca sayisi k

Sekil 13.7: Tekil degerlerin hizl diisiisli ve kiimiilatif enerji: en biiyiik o sinyalin ¢ogunu tasir, kiiclik o’lar

giirtiltiidiir.
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13 Tekil Deger Ayrisumi (SVD)

@ Builder Notu — Sinyal vs Giiriiltii

“En biiyiik o = en 6nemli yon” sezgisi, boyut indirgemenin (PCA), goriintii/model sikigtirmanin ve
giiriiltii gidermenin temelidir: kiiclik 0’11 parcalar genellikle giiriiltiidiir, atilir. LoORA bunu fine-tuning’e
uygular (diisiik-rank giincelleme).

13.13 Bu Dersin Ozeti

SVD — 6zdegerlerin dikdortgen/genel matrise genellenmesi; iki tekil vektor kiimesi.
A=UXVT — U,V ortogonal; ¥ kdsegen, o > 0.

AT A = V¥2VT —V bzvektorler, o2 6zdegerler.

AAT = ULETUT — U 6zvektorler; aym sifirdan-farkli 6zdegerler.
Av = ou — tamimlayici iligki; ortogonal v’ler — ortogonal Av’ler.
AT A’dan kacin — kondisyon sayis1 karelenir; pratikte dogrudan A.
Geometri — dondiirme x germe x dondiirme; ¢ember — elips.
|det A| = ] o; parametre sayimi (2 x 2 =1+ 2+ 1).
indirgenmis SVD — A = >~ o,u,v7, r rank-1 parga.

Polar ayrisitm — A = S (simetrik x ortogonal).

En biiyiik 0 — verinin en 6nemli parcast (PCA habercisi).

H
SO0 XN R W

[a—

! Tek Bir Ciimle

SVD her matrisi A = UX V7 olarak “dondiir, ger, yeniden dondiir” diye ¢ozer; V ve U, AT A ve
AAT nin ortonormal 6zvektorleri, o’lar da $ A{2} = $ 6zdeger iliskisinden gelir — ve en biiyiik tekil
degerler verinin en 6nemli (en diisiik-rank) parcasini verir.

13.14 Kontrol Sorulari

1 Soru 1: Asagidaki matrisin SVD’sini (U, X, V) bul. (ipucu: ATA kisegen.)
0 2
=5 0)

Cevap:
AT A = g 2 — Ozdegerler 9,4 — 0 = 3,045 = 2.V = [ (6zvektorler eq, €5). uy = Aeq /o, =

(0,3)/3=1(0,1); uy = Aey /o, = (2,0)/2 = (1,0).

=00 62) (600)

Tekil degerler 3, 2 (pozitif), 6zdegerler ise 41/6 idi — tekil degerler 6zdegerlerden farkl.
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13.15 Egzersizler

1 Soru2: A = [[1,01,[1,11,[0,1]] (3x2) icin AT A’y1 bul; tekil degerlerin 0> = ATA 6zdegeri oldugunu
dogrula.
2 1
T A
ATA = (1 2)
Cevap:

AT A’nin 6zdegerleri 3 ve 1 (det testi: (2 — A\)? — 1). Demek ki 0, = /3, 0, = 1. Tekil degerlerin
kareleri (3, 1) tam olarak A” A’nin 6zdegerleridir v'. V, bu 6zvektérlerdir: (1,1)/v/2 ve (1, —1)/v/2.

1 Soru 3: SVD ne zaman 6zdeger ayrisimma (QAQT) esit olur?

Cevap:

A simetrik pozitif tanimh oldugunda. O zaman U = V = @ ve 3 = A; iki dondiirme aynidir. Genel
simetrikte (negatif 6zdegerli) tekil degerler o = |A| olur ve U ile V igaretle ayrigir. Pozitif tanimlilik,
o0 = )\ olmasini saglayan kosuldur — bu yiizden “en iyi matrisler”dir.

1 Soru 4: Bir goriintii matrisini stkistirmak icin neden en biiyiik tekil degerli parcalar tutulur?

Cevap:

A=) Uiuiv;‘r rank-1 parcalarin o-agurlikli toplamudir. o’lar azalan sirada oldugundan ilk k& parca
matrisin enerjisinin (Frobenius normunun) ¢ogunu tasir; kiiciik 0’11 pargalar genelde giiriiltii/ayrintidir.
[k % pargay1 tutmak (rank-k yaklagim), m x n yerine k(m + n) say1 saklar ve Eckart-Young teoremine
(Ders 7) gore en iyi rank-k yaklagimdir. JPEG benzeri sikigtirma, PCA ve LoRA hep bu ilkeye dayanir.

13.15 Egzersizler

Cevapsiz problemler. C6z, sonra numpy ile kontrol et.

Egzersiz 1. Asagidaki matrisin SVD’sini bul (AT A iizerinden V ve o, sonra u = Av/0).

()

0 8 matrisinin rank’1 kactir? indirgenmis SVD’sini (tek rank-1 parca) yaz. Tam SVD’de
kac sifir tekil deger olur?

Egzersiz2. A = (2

Egzersiz 3. Egzersiz 1’deki A’nin SVD’sinden polar ayrisimim A = SQ kur (S = UXUT, Q = UVT).
S’nin simetrik, ()’nun ortogonal oldugunu dogrula.

Egzersiz 4. Python ile SVD’yi kesfet:
import numpy as np

A = np.array([[1.0, ©0.0], [1.0, 1.0], [©.0, 1.0]])
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13 Tekil Deger Ayrisumi (SVD)

U, s, Vt = np.linalg.svd(A, full matrices=False)

print("tekil degerler:", s)

print("c? :", s**2)

print("eig(ATA):", np.linalg.eigvalsh(A.T @ A)) # o’ ile eslesir

# Yeniden kur: A = U 2 V'
print("A rebuild:", U @ np.diag(s) @ Vt)

# En bluyuk rank-1 parca:
print("ol ul vi1':", s[@] * np.outer(U[:, 0], Vt[0]))

Egzersiz 5. (Ders 7 habercisi.) Ders 7 Eckart-Young teoremine geger: en iyi rank-%£ yaklagim, SVD’nin ilk &
parcasidir. Asagidaki matrisin SVD’sini bul ve en iyi rank-1 yaklagimini (alulvlT) yaz. Orijinalden ne kadar
uzakta (Frobenius)?

13.16 Sonraki Ders icin Hazirhk

Ders 7: Eckart-Young — A’ya En Yakin Rank-k Matris

Ders 6’da SVD’yi kurduk ve “en biiyiilk 0 = en 6nemli parca” sezgisini gordiik. Ders 7 bunu teoreme
dontistiirtr.

 Eckart-Young: en iyi rank-% yaklagim = SVD’nin ilk £ parcasi (her normda)
* PCA: merkezlenmis verinin SVD’si; ana bilesenler

* Diisiik-rank yaklagimin hata 6l¢iisii (atilan o’ lar)

* Neden bu, sikigtirma ve giiriiltii gidermenin matematiksel temeli

Ders 7 Oncesi Yapilacak

* Bu dersin egzersizlerini ¢z, 6zellikle Egzersiz 5°i (rank-1 yaklagim).

e Python’da np.1linalg.svd ile bir goriintiiyli/matrisi farkli k£ degerleriyle yeniden kur; bilginin
nasil korundugunu gozlemle.

* Ana ciimleyi tekrar oku: “SVD = déndiir, ger, yeniden dondiir (UXV7T).”

13.17 Anahtar Kavramlar (Cheat Sheet)

Kavram Tanim Strang’de
SVD Ozdegerlerin 0Om22
dikdortgen/genel matrise
genellenmesi
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13.18 ML Baglantlart Ozeti

Kavram Tanim Strang’de

iki tekil vektor kiimesi U (sol, m boyut), V (sag,  2m23
1 boyut)

AT A anahtan SVD’nin matematigi; 4m09
simetrik pozitif yari-tanimli

Av=ou Tanimlayici iligki; 9m02
Ax = A\z’in yerini alir

V =eig(ATA),$ M2} =$ ATA =V22VT, Uise 15m20

ozdeger eig(AAT)

Ortogonal v — ortogonal Av  SVD’nin kalbi; satir 26m06
uzayindan kolon uzayina

AT A’dan kacin Kondisyon sayisi karelenir; 28m02
dogrudan A kullan

Geometri Dondiirme x germe x 32m40
dondiirme; cember — elips

Polar ayrisim A = 5Q; simetrik carp1 46m17
ortogonal

En onemli parca En biiyiik 0’1 rank-1 parca  50m42
(PCA habercisi)

13.18 ML Baglantilari Ozeti

A = UXVT = her agirlik/veri matrisine uygulanir; PCA, sikistirma, pseudoinverse.

o? = eig(ATA) — PCA’nin 06zii; kovaryans 6zdegerleri = tekil deger kareleri.

Av = ou (ortogonal — ortogonal) — V girdi eksenleri, U ¢ikt1 eksenleri, o kazang.

AT A’dan kacin — sayisal kararlilik; least squares’te QR/SVD, normal denklem degil.

*#§ _1 = $ spektral norm** — Lipschitz sabiti; spektral normalizasyon (GAN, saglamlik).

Polar A = S() — en yakin ortogonal matris; Procrustes, poz kestirimi, ortogonal diizenlilestirme.
En biiyiik o rank-1 parca — diisiik-rank sikistirma, PCA, LoRA, giiriiltii giderme.

Nk wn =

! Tek bir sey alip gideceksen

SVD her matrisi A = UX V7T olarak ¢ozer — V7 ile dondiir, ¥ ile ger, U ile yeniden dondiir. V ve
U, AT A ve AAT nin ortonormal 6zvektorleridir, o”lar da $ A{2} = $ 6zdeger iliskisinden gelir. En
biiyiik tekil degerli rank-1 pargalar verinin en 6nemli kismidir — bu yiizden SVD, PCA’dan LoRA’ya
tiim diislik-rank veri biliminin temel tagidir.
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14 Eckart-Young — En Yakin Rank-k Matris

Matris normlari, €1 seyreklik ve PCA

1 Boliim bilgisi

Video: Eckart-Young: The Closest Rank k Matrix to A - OCW: MIT 18.065 Lecture 7 - Okuma siiresi:
~36 dk - Egitmen: Gilbert Strang - f)nkogul: Ders 6 (SVD).

14.1 Bu Derste Ne Var?

Ders 6’da SVD’yi kurduk. Ders 7 onun en giiclii sonucunu veriyor: bir matrisin en 6nemli bilgisi en biiyiik
birkac tekil degerdedir, ve Eckart-Young teoremi bunu kesinlestirir. Yaninda matris normlar1 ve PCA
geliyor.

Uc temel fikir:

1. Eckart-Young — SVD’nin ilk k parcast (A;,), A’ya en yakin rank-k matristir; her baska rank-k matris
daha uzaktir.

2. Matris normlar1 — spekiral (o), Frobenius (/) ), niikleer (}_ 0,); iicii de yalniz tekil degerlere
bagh ve Eckart-Young hepsinde gegerli.

3. PCA — veriyi merkezle, en iyi dogruyu bul; PCA least squares degildir (dik uzaklik, dikey degil).

“This lecture is about principal component analysis, PCA...” — Strang, 0:25

Sekil 14.1 bu dersin haritasini veriyor: merkezde Eckart-Young, ondan normlara, €1 seyreklige, niikleer norm
ile matris tamamlamaya, PCA’ya ve ortogonal degismezlige uzanan dallar.

@ Builder Notu — Sikistirmanin Kalbi

* Eckart-Young = sikistirmanin garantisi: ilk k tekil parcay1 tutmak en iyi rank-k yaklasimdir —
goriintii sikistirma, model budama, LoRA, giiriiltii giderme.

* 1 normu — seyreklik: Lasso, compressed sensing, 6znitelik se¢imi — €1 minimizasyonu ¢cogu
bileseni sifir yapar (yorumlanabilirlik).

* Niikleer norm — matris tamamlama: Netflix yarigmasi, oneri sistemleri, eksik MRI verisi —
diisiik-rank tamamlama.

* PCA — boyut indirgeme: merkezlenmis verinin SVD’si; ana bilesenler en yiiksek varyans
yonleridir.
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Eckart-Young (en iyi rank-k)

matris normlar

PCA (merkez + kovaryans)

(spektral/Frobenius/niikleer)

niikleer — matris

&1 — seyreklik (Lasso) tamamlama (Netflix)

Sekil 14.1: Ders 7 kavram haritas1: Eckart-Young (en iyi rank-k) merkezinden matris normlarina (spektral/Fro-
benius/niikleer), €1 seyrekligine (Lasso), niikleer norm ile matris tamamlamaya (Netflix), PCA’ya
ve ortogonal degismezlige uzanan dallar.

Tek climle: SVD’nin ilk k pargas1 (Eckart-Young) bir matrisin en iyi diislik-rank 6zetidir — ve bu,
sikistirmadan oneri sistemlerine, PCA’dan LoRA’ya tiim veri biliminin temel hamlesidir.

14.2 1. PCA ve En Onemli k Parca

SVD, A’y1r tane rank-1 pargaya ayirir (her parga o;u ¥, U ve V ortonormal). Ama biiyiik bir matriste tiim

171
bilgi degil, onemli bilgi gerekir.
“This lecture is about principal component analysis, PCA...” — Strang, 0:25

Strang’in vurgusu: makine 6grenmesinde tiim egitim verisini ezberlemek “6grenmek” degildir. Onemli olan
en biiyiik k tekil degerdeki bilgidir. Rank binlerce olabilir ama ilk 100 parca ¢ogu zaman yeter.

@ Builder Notu — Onemli Bilgiyi Tut

“Onemli bilgi = en biiyiik tekil degerler” ilkesi, derin grenmenin sikistirma yoniinii tanimlar: paramet-
releri ezberlemek yerine diigiik-rank yapiy1 yakalamak. LoRA, model budama ve damitma (distillation)
hep bu sezgidir.

14.3 2. Eckart-Young Teoremi

Dersin tek teoremi: SVD’nin ilk k parcasi (4;,), A’ya en yakin rank-k matristir.

K
_ T
Ay = E 0;U;V;
i=1

“...is the best approximation to A of rank k.” — Strang, 2:33
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14.4 3. Vektor Normlari (€1, €2, €0)

Resmi ifade: rank’1 k olan herhangi baska bir B matrisi igin, hata A, ’nin hatasindan kiiciik olamaz:

|A—B|| > |A— Al (rank(B) < k)
“...1t’s often called the Eckart-Young Theorem.” — Strang, 3:36

Bu, SVD’nin neden “miikemmel” oldugunu soyler: en iyi diigiik-rank 6zeti dogrudan ilk k tekil parcadan gelir,
ayrica aramaya gerek yok.

Eckart-Young: rank-k hata lic normda da k arttikca diiser

Tekil degerler

4.0 10 - —e— spektral
35 —&— Frobenius
: 8- =0 nlkleer

o

IN

o

4.00
3.00
3.0 -
2.5- .
2.00
2.0 -
1.5 -
1.00
1.0 - 2-
05 _ -
0.0 - g g g g 0
ol a2 a3 o4

Sekil 14.2: Eckart-Young, ii¢ matris normunda da gegerlidir. Solda A = diag(4, 3, 2, 1) matrisinin tekil

rank k

degerleri. Sagda rank-k yaklasimin hatasi: spektral hata = o, ;, Frobenius hatas1 = /2:2,> A 01.2,

niikleer hata = ZD L i Ucii de k arttikca monoton diiser ve k = 4’te (tam rank) sifira iner —
en iyi rank-k yaklagimi her normda ilk % tekil deger pargasidir.

Sekil 14.2 bunu somutlastirir: A = diag(4, 3,2, 1) i¢in her ii¢ norm da rank k arttikga monoton diiger ve tam
rankta sifira iner.

@ Builder Notu — En lyisi Garanti

Eckart-Young, sikistirmanin optimallik garantisidir: ilk k parcay1 tutmak, tiim rank-k matrisler arasinda
en iyisidir. GOriintii sikistirma, giiriiltii giderme ve diisiik-rank katman yaklagimlar1 bu teoreme dayanir
— “en bilyiigii tut” hamlesi kanitli en iyidir.

14.4 3. Vektoér Normlar (21, £2, £00)

Teoremdeki ¢ift gubuk | - || bir norm — matrisin/vektdriin biiyiikliigiiniin Sl¢iisii.
“...the norm of the matrix.” — Strang, 4:13

Once vektor normlari. Ug temel norm:
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[olo = /ol + 40k, ol = lo+ -+ ol ol = max]y;]

2 aligilmis uzunluk (Pythagoras hipoteniisii), €1 mutlak degerlerin toplamu, €oo en biiyiik bilesen. indeks (1,
2, 00) hangi kuvvetin alinip kok edildigini sdyler.

Birim toplar: 1 elmas (koseli), L2 cember, [~ kare

{1 (elmas) 12 (cember) L (kare)
1.0- 1.0 - 1.0-
0.5 - 0.5 - 0.5 -
0.0 - 0.0 - 0.0 -
-0.5- -0.5- -0.5-
-1.0- -1.0 - -1.0-
-10 -05 00 05 1.0 ~10 -05 00 05 1.0 -10 -05 00 05 1.0

Sekil 14.3: Ug vektor normunun birim topu (|v],, < 1 kiimesi). Soldan saga: ¢, topu bir elmastir — sinir1
eksenler lizerindeki koselerde sivridir, bu koseli geometri en seyrek (sparse) ¢oziimii iiretir (Lasso).
{4 topu bir cemberdir — her yone piiriizsiiz ve simetriktir, ksesi yoktur. £_ topu bir karedir —
bilesenlerin en biiyiigii 1’i gecemez. Uc top da aym uclardan (+1 eksenlerde) gecer ama aradaki
siskinlik farki, hangi normu sectigimizin neden 6nemli oldugunu gosterir.

Sekil 14.3 li¢ birim topu yan yana koyar: €1 elmas (koseli), €2 ¢ember (piiriizsiiz), Loo kare. Kdselerin yeri bir
sonraki boliimiin anahtari.

@ Builder Notu — Ug Uzunluk Olgiisii

Bu ii¢ norm ML’de farkli isler goriir: €2 (ridge, agirlik zayiflatma), €1 (Lasso, seyreklik), oo (en kotii
durum, saglamlik/adversarial). Norm sec¢imi ¢oziimiin karakterini belirler.

14.5 4. £1 ve Seyreklik

€1 normu son yillarda ¢cok 6nemli hale geldi ¢iinkii onunla minimize edildiginde kazanan vektor seyrek ¢ikar
— ¢ogu bilegeni sifir.

“...the minimizing vector turns out to be sparse.” — Strang, 8:16

€2 (Gauss’un least squares’i) kiigiik ama ¢ok sayida sifirdan-farkli bilesen verir (kareler kiigiikleri cezalan-
dirmaz). €1 ise birkag sifirdan-farkli bilesen verir — bu da yorumlanabilirdir: hangi bilesenlerin gergcekten
onemli oldugunu goriirsiin.

Sekil 18.3 geometriyi gosterir: €2 topu dogruya eksen-dig1 bir noktada teget (yogun ¢6ziim), ¢1 elmasi ise bir
kosede deger — bu kose seyrek ¢oziimii Uiretir.
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14.6 5. Matris Normlart (Spektral, Frobenius, Niikleer)

21 seyreklik uretir (kosede), £2 liretmez (yogun)

£2 (ridge): yogun ¢o6ziim £1 (Lasso): seyrek ¢6ziim
2.0- 2.0-
1.5- RS 1.5-
\\\\
~
1.0 - o —— 1.0 -
(0.4, 0.8) ikisi de =0
~
0.5 - SN ol 0.5 -
\\
\\
~

0.0 - S 0.0 -
-0.5 - -0.5 -
-1.0- -1.0-
-1.5- -1.5-
—=2.0- == kisit: x+2y=2 —=2.0- == kisit: x+2y=2

l l l l l l l l l l l l l l l l l l
-2.0 -15 -1.0 -0.5 0.0 0.5 1.0 1.5 2.0 -2.0 -15 -1.0 -0.5 0.0 0.5 1.0 1.5 2.0

Sekil 14.4: €1 ve €2 minimizasyonun geometrisi. Gri kesik kisit dogrusu x+2y=2 her panelde aynm. Solda
02 (ridge) cemberleri biiyiiyerek dogruya teget olur; teget noktas: eksen digidir (0.4, 0.8) ve iki
bilesen de sifirdan farkli — yogun ¢6ziim. Sagda €1 (Lasso) elmaslar1 biiyliyerek dogruya deger;
ilk dokunug bir kogede (0, 1) gerceklesir ve bir bilesen sifir olur — seyrek ¢oziim. Koseli €1 topu
seyrekligi liretir, yuvarlak €2 topu iiretmez.

@ Builder Notu — Sifirlarin Giicii

€1 — seyreklik, modern ML’in temel tagidir: Lasso regresyonu (6znitelik secimi), compressed sensing
(az olglimle sinyal kurtarma), seyrek kodlama. “€1 seyreklik iiretir” ger¢egi, yorumlanabilir ve verimli
modellerin matematiksel sebebidir.

14.6 5. Matris Normlari (Spektral, Frobenius, Niikleer)

Vektor normlar1 matrise li¢ sekilde taginir — ve iicii de tekil degerlerle hesaplanir:

14l = v, Alp = [ a% = /ol + 402 JAly =01+ +o,
4,

Spektral norm (€2) en biiyiik tekil deger o, ’dir. Frobenius normu tiim girdilerin karelerinin toplaminin
karekokiidiir (= tekil degerlerin karelerinin toplaminin karekokii). Niikleer norm tekil degerlerin toplamidir.

“...named after Frobenius.” — Strang, 11:54

“It’s called the nuclear norm.” — Strang, 13:05
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14 Eckart-Young — En Yakin Rank-k Matris

Matris normlari: ucu de yalniz o funksiyonu
3.00

3.0 -
spektral ||A|]|]2 =01 =3
2.5 - Frobenius ||A||F = VZo2 = V10 = 3.16

nukleer ||A||IN =20 =4
2.0 -

1.5-

1.00

1.0 -

0.5 -

00 - 1
ol

Sekil 14.5: Matris normlari: spektral, Frobenius ve nukleer norm — ucu de yalniz tekil degerlerin (o) bir
fonksiyonu, bu yuzden Eckart-Young her ucunde gecerli.
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14.7 6. U¢ Norm da Yalniz Tekil Degerlere Bagli

Normlarin ortak 6zellikleri: homojenlik (||cA| = |c| - | Al|) ve ticgen esitsizligi (| A + B| < | A| + | BI).

Sekil 14.5 ii¢ normu M = diag(3, 1) iizerinde sayisallagtirir: spektral = 3, Frobenius = /10 ~ 3.16,
niikleer = 4 — hepsi yalniz tekil degerlerden.

@ Builder Notu — o’nun Ug Dili

Ug norm ii¢ rol oynar: spektral norm = Lipschitz sabiti (kararlilik, GAN); Frobenius = en yaygin
matris “biiyiikliigii” (agirhk zayiflatma, trace(A” A)); niikleer = rankin disbiikey gevsemesi (diisiik-rank
optimizasyon, matris tamamlama).

14.7 6. U¢c Norm da Yalniz Tekil Degerlere Bagli

Eckart-Young teoremi tam olarak bu ii¢ norm i¢in dogrudur. Sebep: licii de yalnizca tekil degerlere baghdir.
“These norms depend only on the singular values.” — Strang, 15:56

Spektral = o, Frobenius = /) U?, niikleer = > | 0, — hepsi yalniz o”’larin fonksiyonu. Bu yiizden “en
biiylik k 0’y1 tut” hamlesi her iiclinde de en iyi sonucu verir; baska (0’ya bagli olmayan) bir norm uydurulsa
Eckart-Young ¢aligsmayabilirdi.

@ Builder Notu — Neden SVD Cozer

“Tekil degere bagli norm” sinif1 (unitarily invariant norms), diisiik-rank optimizasyonun matematiksel
zeminidir. Bir kayip bu siniftaysa, ¢oziimii SVD ile bulunur — matris tamamlama ve robust PCA bu
ozelligi kullanir.

14.8 7. Niukleer Norm: Netflix, Matris Tamamlama, MRI

Niikleer norm () ), €1’in matris kargiligidir ve eksik veriyi tamamlamada parlar. Klasik 6rnek Netflix
yarismasi: kullanici x film puan matrisi, ¢ogu girdisi eksik (herkes her filmi izlemedi). Eksik girdileri
doldurmak = matris tamamlama.

“It’s called the nuclear norm.” — Strang, 13:05

Niikleer normu minimize eden tamamlama, diisiik-rank bir matris bulur (az sayida gizli begeni faktorii)
— Oneri sisteminin ta kendisi. Ayn1 yontem MRI’da kullanilir: ¢cocuk uzun siire durmadiginda eksik kalan
goriintii verisi, niikleer norm ile tamamlanir.

@ Builder Notu — Eksigi Tamamla

Niikleer norm = rankin digbiikey gevsemesi: rank’1 dogrudan minimize etmek NP-zor, ama niikleer
norm disbiikeydir ve diisiik-rank ¢oziimler iiretir. Oneri sistemleri, robust PCA (giiriiltii + diisiik-rank
ayrigtirma) ve goriintii onartmi bunu kullanir.
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14 Eckart-Young — En Yakin Rank-k Matris

14.9 8. Ornek ve Ortogonal Degismezlik

Kosegen ornek: A = diag(4, 3, 2, 1), rank 4. En iyi rank-2 yaklagim en biiyiik iki degeri tutar:

A = diag(4,3,2,1) = A, = diag(4,3,0,0)

“Kosegende daha yakin” bir B (6rn. 3.5’ler) denemek cazip ama diisiik rank icin 6denen kdsegen-dist bedel
onu daha uzaga atar. Peki kosegen 6rnek 6zel mi? Hayir: A = UX V7 ile her iki yana ortogonal matris
carpsan bile tekil degerler degismez (4, 3, 2, 1 kalir).

“...my whole problem is orthogonally invariant.” — Strang, 27:11

Ciinkii Q ortogonal ise QA’min SVD’si (QU )XV T dir; QU yine ortogonal, ¥ ayni. Normlar da degismez
(|Qu| = |v| gibi). Yani kosegen 6rnek tiim matrisleri temsil eder. Bu monoton diisiisiin {i¢ norm igin sayisal
kanitin1 yukarida Sekil 14.2°da gormiistiik.

@ Builder Notu — Tabandan Bagimsiz

Ortogonal degismezlik, normlarin ve Eckart-Young’un neden taban seciminden bagimsiz oldugunu
soyler. Veriyi dondiirmek (ortonormal doniisiim) bilgisini degistirmez — whitening, PCA eksenleri ve
ortonormal gomiilerin matematiksel giivencesi.

14.10 9. PCA: Veriyi Merkezle

PCA, veri matrisindeki en iyi dogrusal iligkiyi bulur. Ornek: her siitun bir kisi, satir 1 boy, satir 2 yas. ik
adim istatistik¢inin yaptigidir: her satirdan ortalamasini ¢ikarip mean = ( yap (veriyi merkezle).

A

merkesti = A — (satir ortalamalari)

Merkezlenince noktalar orijin etrafinda toplanir (kiiclik yaslar negatif, biiyiikler pozitif olur). Artik en iyi
dogru orijinden gecer ve aranan sey, bu bulutun ana yoniidiir.

Sekil 14.6 merkezlenmig bulutu ve onun ana eksenlerini gosterir: en uzun ok birinci ana bilegen (en biiyiik
varyans yonii), kisa ok ona dik.

@ Builder Notu — Sifira Cek

Merkezleme, PCA'nin zorunlu 6n adimidir: kovaryans, merkezlenmis veriden hesaplanir. Sinir aglarinda
girdi normalizasyonu (mean ¢ikarma, 6lcekleme) ayni sezgidir — optimizasyonu kolaylastirir, kaseyi
merkezler (Ders 5).
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14.10 9. PCA: Veriyi Merkezle

PCA: merkezli verinin ana eksenleri = kovaryans (AAt/(N-1)) 6zvektorleri

2_

=2 -1 0 1 2

Sekil 14.6: PCA: merkezlenmis verinin ana eksenleri, kovaryans matrisinin (AAt/(N-1)) ozvektorleridir. En
uzun ok (1. ana bilesen) en buyuk varyans yonunu, ikinci ok ona dik yonu gosterir.
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14 Eckart-Young — En Yakin Rank-k Matris

14.11 10. PCA # Least Squares

“En iyi dogru” deyince akla least squares gelir ama PCA farklidir. Fark, hatanin nasil él¢iildiigii:
“...in PCA, you're measuring perpendicular to the line.” — Strang, 38:17

Least squares dikey hatay1 (b — Ax) dlger ve normal denklemleri ¢ozer:

AT AZ = ATb  (least squares, dikey hata)

PCA ise her noktanin dogruya dik uzakligim 6l¢iip kareler toplamini minimize eder. iki farkli problem, iki
farkli dogru — ve PCA’nin cevab1 SVD’den (tekil vektorlerden) gelir, normal denklemlerden degil.

PCA dik uzakhgi, Least Squares dikey uzakligi minimize eder - farkh dogrular

3 - = Least Squares (dikey hata)
= PCA (dik hata)

N
N

Sekil 14.7: PCA ve Least Squares aym veri bulutuna farkli dogrular uydurur. Least Squares (turuncu) her
noktanin dogruya dikey (y-yoniindeki) uzakligin1 minimize eder; bu, y’yi ’in fonksiyonu olarak
modellemenin dogal secimidir. PCA (lacivert) ise her noktanin dogruya dik (ortogonal) uzakligini
minimize eder ve dogru, merkezlenmis verinin birinci ana bileseni (kovaryansin baskin 6zvektorii)
yoniindedir. Kesik cizgiler birkac¢ nokta icin iki uzaklik tiiriinii gosterir. Iki 6lciit farkli seyleri
cezalandirdig1 i¢in egimler de farkli cikar — bu yiizden iki dogru cakigmaz.
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14.12 11. Kovaryans Matrisi ve En Iyi Yon

Sekil 14.7 ayn1 buluta iki dogru uydurur: PCA (lacivert) dik uzakli1, Least Squares (turuncu) dikey uzaklig
minimize eder — farkli dl¢iit, farkli dogru.

@ Builder Notu — Dik mi Dikey mi

PCA (dik mesafe, simetrik) ile regresyon (dikey mesafe, y’yi x’ten tahmin) farkli sorulardir: regresyon
tahmin icin, PCA yapi/boyut indirgeme igin. ikisini karisirmak yaygin bir hatadir; PCA bir tahmin
modeli degil, verinin ana eksenlerini bulan bir aractir.

14.12 11. Kovaryans Matrisi ve En lyi Yén

Merkezlenmis veriden sonra istatistikci varyansa bakar. Iki ol¢iit (boy, yas) oldugundan kovaryans matrisi
2x2’dir ve aralarindaki bagi icerir (burada A merkezlenmis veridir):

1
C=——AAT
N -1
“...covariance matrix, and it will be 2 by 2.” — Strang, 42:06
Kosegen girdiler boy ve yasin ayr1 varyanslari, kosegen-dist ise aralarindaki kovaryans (birlikte degisim).

En iyi dogrunun yonii, bu kovaryans matrisinin (yani AA” *nin) en biiyiik 6zvektorii = A’nin birinci tekil
vektoriidiir. Boylece PCA SVD’ye baglanir.

@ Builder Notu — Verinin Ana Yonii

Kovaryans = ﬁAAT ve PCA = onun 6zvektorleri, istatistigin ML ile bulugtugu yerdir. Birinci ana
bilegen en yiiksek varyans yonii; boyut indirgeme ilk birkag bilegeni tutar. Ayni matris LDA, Gauss
modelleri ve beyazlatmada goriiniir.

14.13 Bu Dersin Ozeti

PCA — bir veri matrisinin en 6nemli bilgisini en biiyiik tekil degerlerden ¢ikarma.
Eckart-Young — A, (ilk k SVD parcas1) en iyi rank-k yaklagimdir.

Vektor normlar1 — ¢2 (uzunluk), €1 (mutlak toplam, seyreklik), oo (maksimum).
£1 — seyreklik — Lasso, compressed sensing; ¢ogu bilegen sifir.

Matris normlar1 — spektral o, Frobenius /) o7, niikleer Y o;.

Uc norm da yalmz ¢’ya bagh — Eckart-Young hepsinde gecerli.

Niikleer norm — Netflix, matris tamamlama, MRI (diigiik-rank).

Ortogonal degismezlik — UX V7' tekil degerleri ve normlar degistirmez.

PCA = least squares — dik uzaklik, dikey degil.

Kovaryans AAT /(N — 1) — en iyi yon = birinci tekil vektor.

PO XTI E W=

—

121



14 Eckart-Young — En Yakin Rank-k Matris

! Tek Bir Ciimle

Eckart-Young teoremi, SVD’nin ilk k parcasinin bir matrisin en iyi rank-k 6zeti oldugunu (spektral,
Frobenius ve niikleer normlarin iiciinde de) sdyler; PCA bunu merkezlenmis veriye uygular ve en biiyiik
tekil vektor verinin ana eksenini verir.

14.14 Kontrol Sorulari

1 Soru 1: A = diag(5, 2) i¢in en iyi rank-1 yaklagim1 ve hatasini (spektral norm) bul.

Cevap: Tekil deZerler 5 ve 2. En iyi rank-1 = en biiyiigii tut: A; = diag(5,0). Hata A— A, = diag(0, 2),
spektral normu o, = 2. Eckart-Young: basgka hicbir rank-1 matris 2’den yakin olamaz.

1 Soru 2: Tekil degerleri o = 3, 1 olan bir A icin spektral, Frobenius ve niikleer normlar1 hesapla.

Cevap: Spektral: |A|, = o, = 3. Frobenius: |A|p = /o7 +02 = vV9+1 = V10 ~ 3.16.
Niikleer: | A||y = oy + 05 = 4. Ugii de yalniz tekil degerlerin fonksiyonu — bu yiizden Eckart-Young
ticiinde de gecerli.

1 Soru 3: PCA ile least squares neden farkli dogrular bulur?

Cevap: Least squares dikey hatay1 (y yoniinde, b — Ax) minimize eder — y’yi x’ten tahmin etme
problemi, asimetrik. PCA ise noktalarin dogruya dik uzakligin1 minimize eder — simetrik, x ve y’ye
esit davranir. Farkli hata 6l¢iisti — farkli dogru. PCA’nin cevabr SVD’nin birinci tekil vektorii; least
squares’inki AT Az = ATb.

1 Soru 4: ¢1 minimizasyonu neden seyrek ¢oziim verir, €2 neden vermez? (Geometrik sezgi.)

Cevap: (1 “topu” bir elmas (koseleri eksenlerde); bir kisit dogrusuna degdiginde genelde bir kosede
deger — bazi bilesenler tam sifir (seyrek). €2 topu bir cember (kosesiz); kisita teget noktasi eksende
olmak zorunda degildir — tiim bilesenler kii¢iik ama sifirdan farkl.

Bu yiizden Lasso (£1) 6znitelik secer (sifirlar iiretir), ridge (¢2) ise tiim agirliklar kiiciiltiir ama sifirlamaz.
Seyreklik isteniyorsa €1.

14.15 Egzersizler

Cevapsiz problemler. C6z, sonra numpy ile kontrol et.

Egzersiz 1. A = diag(6, 4, 1) icin en iyi rank-1 ve rank-2 yaklagimlarini yaz. Her birinin hatasin1 (spektral
norm) bul.

Egzersiz 2. Asagidaki matrisin spektral, Frobenius ve niikleer normlarini hesapla.
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14.16 Sonraki Ders Icin Hazirlik

3 0
()
Egzersiz 3. Simetrik pozitif tanimli bir S i¢in niikleer normun trace’e esit oldugunu goster (| S|y = > 0, =

>\, = trace S). Neden bu yalmz PD matrisler i¢in dogru?

Egzersiz 4. Python ile diisiik-rank yaklagimi kesfet:
import numpy as np

A = np.diag([4.0, 3.0, 2.0, 1.90])
U, s, Vt = np.linalg.svd(A)

k =2
Ak = U[:, :k] @ np.diag(s[:k]) @ Vt[:k, :]
print("A_2 =\n", Ak)

print("hata (spektral) =", np.linalg.norm(A - Ak, 2)) # = o {k+1} = 2
print("hata (Frobenius) =", np.linalg.norm(A - Ak, 'fro')) # = V(03%+04?)
print("3 norm:", s[@], np.sqrt((s**2).sum()), s.sum()) # spektral, Frob, niikleer

Egzersiz 5. (Ders 8 habercisi.) Ders 8 normlari derinlestirir. Asagidaki matrisin spektral normunu (en biiyiik
tekil deger) A7 A’nin en biiyiik 6zdegerinin karekokii olarak bul.

20
=(1)
14.16 Sonraki Ders icin Hazirlik

Ders 8: Vektor ve Matris Normlari

Ders 7°de ii¢ normu tanittik (Eckart-Young icin). Ders 8 normlar1 sistematik olarak ele alir.

* ¢p normlar1 ve birim toplar (geometri)

* Matris normlar1: operatdr (indiiklenmis) normlar vs Frobenius

» Spektral norm = en biiyiik tekil deger; niikleer norm = rankin digbiikey gevsemesi
* Norm se¢iminin optimizasyon ve seyreklikteki rolii

Ders 8 Oncesi Yapilacak

* Bu dersin egzersizlerini ¢z, 6zellikle Egzersiz 5°i (spektral norm).
* Python’da np.1linalg.norm ile farkli ord degerlerini (2, ‘fro’, ‘nuc’, 1, np.inf) dene.
* Ana ciimleyi tekrar oku: “Eckart-Young — SVD’nin ilk k parc¢asi en iyi rank-k ozettir.”
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14 Eckart-Young — En Yakin Rank-k Matris

14.17 Anahtar Kavramlar (Cheat Sheet)

Kavram Tamm Strang’de

PCA En biiyiik tekil degerlerde =~ Om25
onemli bilgi

Eckart-Young A, (ilk k SVD pargasi) = 2m33
en iyi rank-k yaklagim

Matris normu Matrisin biiyiikliigiiniin 4m13
olgiisii | A

Spektral norm (£2) En biiyiik tekil deger o, 5ml8

£1 — seyreklik Minimize eden vektor 8m16
seyrek (¢ogu sifir)

Frobenius normu \/2oas; =Y 07 en 11m54
yaygin biiyiikliik

Niikleer norm Z 0,;; matris tamamlama, 13m05
rankin gevsemesi

Uc norm o’ya bagh Eckart-Young iiciinde de 15m56
gecerli

Ortogonal degismezlik UXVT tekil degerlerive ~ 27ml1
normlari korur

PCA = least squares Dik uzaklik (PCA) vs dikey 38m17
(LS)

Kovaryans AAT /(N — 1) En iyi yon = birinci tekil 42m06
vektor

14.18 ML Baglantilari Ozeti

Eckart-Young — goriintii/model sikistirma, LoRA, budama; “en biiyiigii tut” kanitli en iyi.

€1 — seyreklik — Lasso, compressed sensing, 6znitelik se¢imi.

Spektral norm (o) — Lipschitz sabiti; spektral normalizasyon (GAN, saglamlik).
Frobenius — agirlik zayiflatma, trace(ATA); en yaygin matris diizenlilestirmesi.

Niikleer norm — matris tamamlama (Netflix, oneri), robust PCA, MRI onarima.

PCA — boyut indirgeme, gorsellestirme, giiriiltii giderme; kovaryansin 6zvektorleri.
Ortogonal degismezlik — whitening, ortonormal gomiiler; taban se¢imi bilgisini degistirmez.

NoWwnk WD~

! Eger Bu Dersten Tek Bir Sey Alip Gidersen

Eckart-Young teoremi, SVD’nin ilk k parcasimin (en biiyiik k tekil deger) bir matrisin en iyi
rank-k yaklasimi oldugunu soyler — spektral, Frobenius ve niikleer normlarm iiciinde de. PCA
bunu merkezlenmis veriye uygular: en biiyiik tekil vektor verinin ana eksenidir. Sikistirmadan
oneri sistemlerine, Lasso’dan LoRA’ya tiim diisiik-rank veri bilimi bu teoremin iistiinde durur.
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15 Vektor ve Matris Normlari

¢p ailesi, birim toplarin geometrisi, konvekslik ve ii¢ matris normu

1 Boliim bilgisi

Video: Norms of Vectors and Matrices - OCW: MIT 18.065 Lecture 8 - Okuma siiresi: ~36 dk -
Egitmen: Gilbert Strang - Onkosul: Ders 7 (Eckart-Young, matris normlarina giris).

15.1 Bu Derste Ne Var?

Ders 7°de ti¢ normu Eckart-Young icin tanittik. Ders 8 normlari sistematik igliyor: ¢7 ailesi, birim toplarin
geometrisi, konvekslik ve matris normlari1. (Strang dersi eglenceli bir olasilik gézlemiyle aciyor — “probability
matching”: insanlar yanl bir parada bile %75 tura tahmin eder; bu kursun konusu degil ama hog bir kenar
not.)

Uc temel fikir:

1. ¢? normlar1 ve birim toplar — /2 cember, /! elmas, £>° kare; konvekslik normun anahtaridir (£° ve
p < 1 norm degildir).

2. /' — seyreklik — kisith minimizasyonda ¢! kazanani bir kosede oturur (en ¢ok sifir); /2 (ridge)
yaymaz.

3. Matris normlar1 — spektral | A, = o (en biiyiik biiyiitme carpani), Frobenius 1/ o2, niikleer

2.0

Asagidaki kavram haritas1 dersin parcalarini nasil bagladigini gosterir (Sekil 15.1).

Norm (buyukluk olcusu)

matris: lAl2=01 / norm secimi =

2p ailesi (€1/€2/8=) konvekslik (p>1) £0 seyreklik (norm degil)

S-i (Mahalanobis eli
norm (Mahalanobis elips) Frobenius / nukleer duzenlilestirme

Sekil 15.1: Ders 8 kavram haritasi: ‘Norm (biiylikliik dl¢iisii)’ merkezinden ¢p ailesine (£1/€2/€c0), kon-
vekslige (p=1), €0 seyrekligine (norm degil), agirlikli S-normuna (Mahalanobis elipsi), li¢ matris
normuna (spektral=01 / Frobenius / niikleer) ve norm seciminin diizenlilestirme demek oldugu
sonucuna uzanan dallar.
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15 Vektor ve Matris Normlart

@ Builder Notu — Biiyiikliigiin Dili

* Birim top geometrisi — diizenlilestirme secimi: /' elmasin koseleri eksenlerde (Lasso, seyrek-
lik); ¢? cemberi yayar (ridge); £°° kutusu en kotii durum (adversarial).

* Matris 2-normu = o, = Lipschitz sabiti: bir katmanin maksimum biiyiitme ¢arpani; spektral
normalizasyon bunu sinirlar (GAN, saglamlik).

* Niikleer norm — diisiik-rank: Srebro varsayimi — gradient descent fazla-parametreli aglarda
niikleer normu kiiciik ¢6zlimii secer (implicit regularization).

* Konvekslik — norm = konveks birim top; optimizasyonun tek-minimum garantisi (Ders 5 kase).

Tek ciimle: norm bir vektor/matrisin bityiikliik 6l¢iisiidiir; hangi normu sectigin (¢! seyrek, ¢2 diizgiin,
niikleer diislik-rank) ¢6zlimiin karakterini belirler.

15.2 1. Norm Nedir: Bilyiikligiin Olciisii

Norm, bir vektoriin, matrisin, tensoriin ya da fonksiyonun biiyiikliigiinii 6l¢cen bir aragtir.
“...a norm is a way to measure the size of a vector or the size of a matrix...” — Strang, 4:41

Ug temel kural: pozitiflik (|| > 0, sifir yalniz v = 0°da), homojenlik (||cv| = |¢| - |v]| — vektorii iki katina
¢ikarirsan norm da iki katina ¢ikar) ve iiggen esitsizligi (||v + w| < ||v| 4+ |w]]). Bu ti¢ kurali saglayan her
Olcii bir normdur.

@ Builder Notu — Ug Kural

Norm, ML'de “ne kadar biiylik/uzak™ sorusunun cevabidir: kayip (tahmin — hedef normu), diizenli-
lestirme (agirlik normu), yakinsama (gradyan normu). Hangi normu sectigin problemin karakterini
belirler.

15.3 2. &p Normlarn (p =1, 2, o0)
Bir ailenin tiyeleri: /7 normu, p. kuvvetlerin toplaminin p. kokiidiir:

[oll, = ([1 [P 4 [va]P + - + [0, [P) /7

Ug 6nemli iiye:

loly = /2207, ol =X lvil, vl = max; Jv,]

¢? alisiimis uzunluk, £ mutlak degerlerin toplamu, /°° (p — oo limiti) en biiyiik bileseni seger. ¢! 6zellikle
Onemlidir:

“...it plays a very significant part now in compressed sensing.” — Strang, 5:58
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15.4 3. 40 ve Seyreklik

Birim toplarin tek bir eksende iist iiste ¢izimi p’nin geometriyi nasil degistirdigini gosterir (Sekil 15.2): p
arttikca birim top elmastan cembere, oradan kareye “siser”.

Ip birim toplari: p artarken elmas—-cember—-kare; p<1 ice ¢cokuk
1.5 -

p=0.5 konveks degil

— /1 elmas
— (2 cember
- —— p=4
1.0 m— oo kare
0.5 -
0.0 -
—-0.5 -
—1.0 -
_15 | 1 1 1 1 1 1
-1.5 -1.0 -0.5 0.0 0.5 1.0 1.5

Sekil 15.2: €p birim toplarinin tek eksende {ist iiste ¢izimi. p arttik¢a birim top elmastan (¢1) cembere (£2),
oradan kareye (£o00) doniisiir; p<1 oldugunda kenarlar ice ¢coker ve birim top konveksligini yitirir
(norm degildir).

@ Builder Notu — ¢p Ailesi

(P ailesi ML de farkl: diizenlilestiriciler: /2 (ridge, agirlik zayiflatma — diizgiin kiiciiltiir), ¢! (Lasso —
seyreklestirir), £°° (en kotii-durum, adversarial saglamlik). p se¢imi ¢6ziimiin geometrisini belirler.

15.4 3. £0 ve Seyreklik

Seyreklikte asil istenen, sifirdan-farkli bilesen sayisidir:

127



15 Vektor ve Matris Normlart

|vlp =#{i:v, #0}
“...the number of non-zero components.” — Strang, 7:50

Ama bu bir norm degildir: homojenlik kuralini ¢igner. 2v’nin sifirdan-farkl bilesen sayis1 v ile aynidir, yani
I120]o = [[v]o # 2|v]o- Bu yiizden seyreklik problemleri pratikte ¢* ile (en yakin gergek norm) ¢oziiliir —
¢°°1 dogrudan minimize etmek NP-zordur.

@ Builder Notu — Sayilamayan Ideal

0 “tam seyreklik” idealdir ama hesaplanamaz (kombinatoryal). £*, ¢°’1n disbiikey gevsemesidir ve ayni
seyrek ¢Oziimii cogu zaman verir — compressed sensing ve Lasso’nun teorik temeli. “Norm degil ama
hedef” olan ¢°, ¢ ile yaklasilir.

15.5 4. Birim Toplar Geometrisi

Bir normu anlamanin en iyi yolu, |v| = 1 olan vektorleri ¢izmektir (birim top). 2B’de:

o (2: gember, v + v2 = 1.
o (': elmas (koseleri eksenlerde: (+1,0), (0, 1)), [vy| + |vy] = 1.
o (°°: Kkare, max(|v, [, |vy|) = 1.

“It’s a diamond.” — Strang, 11:26

p arttikca sekil elmastan (p = 1) cembere (p = 2) oradan kareye (p = oc0) dogru “siser” (Sekil 15.2).
Koselerin yeri kritiktir: £ elmasinin koseleri eksenlerdedir — bu, seyrekligin geometrik kaynagidir.

@ Builder Notu — Koseler Konusur

Birim top geometrisi, diizenlilestirmenin neden ise yaradigim gosterir: £ elmasinin sivri koseleri
eksenleri “yakalar” (baz1 bilesenler tam sifir), £? cemberinin kosesizligi yaymaya yol agar. Bu basit
resim, Lasso ile ridge’in farkini tek bakigta verir.

15.6 5. Konvekslik: Normun Anahtari

Cember, elmas ve karenin ortak 6zelligi nedir? Konvekslik (digbiikeylik) — iki nokta arasindaki dogru pargasi
seklin icinde kalir.

“...This is a true norm as the convex unit [ball].” — Strang, 17:09

p < 1igin (6rnegin p = 1/2) birim top i¢e ¢oker — konveks degildir, ve ii¢gen esitsizligi bozulur, yani
gercek bir norm olmaz. ° ise tamamen eksenlere biiziiliir (konveks degil). Demek ki “gercek norm” ile
“konveks birim top” ayni seydir; gecerli aralik p > 1°dir.

Sekil 15.3 bunu yan yana gosterir: £ elmasinin icinde kalan dogru parcgasi karsisinda p = 0.5 yildizinin
digina tagan dogru parcasi.
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15.7 6. Agirlikli S-Normu

Gercek norm = konveks birim top (p=1); p<1 licgen esitsizligini bozar

£1 (p=1): KONVEKS

1.0 -

0.5 -

0.0 -

_05 -

_10 -
= = dogru pargasl iceride

-1.0 -0.5 0.0 0.5

1.0

1.0 -

0.5 -

0.0 -

_05 -

—-1.0 -

p=0.5: KONVEKS DEGIL (norm degil)

Q

dogru parcasi disari tasar

-1.0 -0.5 0.0 0.5 1.0

Sekil 15.3: Bir normun birim topunun konveks olmasi zorunludur. Solda ¢; (p=1) elmas1: kenar iizerindeki
iki noktay1 birlestiren dogru pargasi (gri kesik) tamamen topun i¢inde kalir — kiime konvekstir,
ticgen esitsizligi saglanir. Sagda p=0.5 ile ¢izilen yildiz (astroid): eksenler iizerindeki iki kdseyi
birlestiren dogru parcasi (turuncu) topun digina tasar; bu kiime konveks degildir, dolayisiyla p<1
icin |[v], 5 bir norm degildir (iicgen esitsizligi bozulur).

@ Builder Notu — Konveks Cennet

konveks bir problemle elde etmek.

Konvekslik, optimizasyonun cennetidir: konveks bir norm-cezasi, tek bir kiiresel minimum garanti eder
(Ders 5 kasesi). Bu yiizden ML 0 (konveks degil, NP-zor) yerine ¢ 1 (konveks) kullanir — seyrekligi

15.7 6. Agirlikh S-Normu

Pozitif taniml1 bir .S matrisi yeni bir norm tanimlar — enerjinin karekokiidiir:

[ols = VoTSu

“...The energy. That’s the energy in the vector v.” — Strang, 18:53

S = I alinca £? normuna doner (cember). Farkl1 bir S (6rnegin diag(2, 3)) birim topu bir elipse doniistiiriir:
20? + 3v3 = 1. Biiyiik agirlik (3) o eksende daha az ilerlemene izin verir. Bu “agirlikli norm”, probleme
uygun Olcekler segmeni saglar (Sekil 15.4).
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15 Vektor ve Matris Normlart

Agirlikli S-norm |v|_S=V(v'Sv): birim top elipse doner (Mahalanobis)

S=Il: cember (£2)

1.5- = S=diag(2,3): elips

1.0 -

0.5 -

0.0 -

—0.5 -

-1.0 -

-1.5-

-1.5 -1.0 -0.5 0.0 0.5 1.0 1.5

Sekil 15.4: Agirlikli S-norm || v _S=\(v"Sv): birim top elipse doner (Mahalanobis).
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15.8 7. Kisitl Minimizasyon: €1 vs €2

@ Builder Notu — Probleme Gore Olg

S-normu (Mahalanobis uzaklig1), istatistik ve ML'de her yerde: kovaryansin tersiyle olgeklenmis uzaklik,
anormallik tespiti, beyazlatma. Hessian’1 S olarak almak (ikinci-derece yontemler) kiseyi ¢embere
cevirir — Newton/dogal gradyanin sezgisi.

15.8 7. Kisith Minimizasyon: £1 vs £2

Temel problem: Az = b kisiti altinda ||z|’i minimize et. Norm se¢imi sonucu kokten degistirir. ¢?°de buna
ridge regresyon, ¢1’de basis pursuit denir.

“...it has a famous name, basis pursuit.” — Strang, 24:02

Geometrik resim: ¢oziimler bir dogru iizerinde. Normu (birim topu) orijinden sisir, dogruya ilk degdigi nokta
kazanir. #2 cemberi dogruya en yakin noktada deger (dik ayak). /! elmasi ise sivri kosesiyle deger — ve kose
eksende oldugundan kazanan bir bileseni sifir olan seyrek vektordiir (Sekil 15.5).

“The winner has the most zeros.” — Strang, 28:58

@ Builder Notu — Lasso vs Ridge

Bu resim Lasso (/1) ile ridge (¢?) farkinin tamamudir: ¢! kosesi eksene deger — Oznitelik se¢imi
(seyreklik); /2 tegeti — tiim agirliklar kiiciik ama sifirdan farkli. Seyreklik/yorumlanabilirlik istiyorsan
01, diizgiin kiigiiltme istiyorsan £2.

15.9 8. Matris 2-Normu = o1

Matris normu, vektor normundan tiiretilir: A’nin bir vektorii ne kadar “biiyiitebildigi” (biiyiitme ¢arpani):

| Az|
|A], = max
2#0 ||z
“...the answer will be the maximum blow-up.” — Strang, 34:34

En biiyiik bilylitme ¢arpant o dir ve onu saglayan x birinci sag tekil vektor v, dir (6zvektor degil — A
simetrik olmayabilir).

“...the x that has the biggest blow-up factor...” — Strang, 36:14
Yerine koy: x = v, iken Av; = oqyuq, ||v;]| = |u,| = 1, yani oran = o, (Sekil 15.6):
[Avy | lloyu|
1Al = = = 111 =01
Jos
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15 Vektor ve Matris Normlart

Basis pursuit: /1 kosede (seyrek, bir bilesen=0), /2 dik ayakta (yogun)

2.0 - kisit: asx =b

© f2:yogun
@ /1:seyrek

1.5-
1.0-
0.5 -
0.0 -
—0.5 -
-1.0 -
-1.5-

—-2.0-

-20 -15 -1.0 -05 0.0 0.5 1.0 1.5 2.0

Sekil 15.5: Basis pursuit: ayn1 kisit dogrusu (a-x = b) iizerinde €1 ve €2 normunu minimize etmek. Biiyiiyen
¢1 elmasi dogruya bir kosesinden deger — ¢oziim eksende (bir bilesen sifir = seyrek). Biiyiiyen €2
cemberi dogruya teget deger — ¢6ziim eksen dig1 dik ayakta (yogun). Seyreklik €1’in kogelerinden
gelir.
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15.9 8. Matris 2-Normu = ol

3 A2 = max |JAx|/|Ix]]| = o1 = en buyuk buyutme (Lipschitz)

birim cember
= A-cember (elips)

ol = ||Al|2 = 2.5616 (birim ¢emberi en ¢ok blyUlten yon v1)

_3-I I I I I I 1

-3 =2 -1 0 1 2 3

eki .6: =max |Ax||/||x| = o,: birim cember A altinda bir elipse doner; en bliyiik bliyiitme yonii v1,

kil 15.6: [|A]l, TAX|/1Ix b cember A altinda bir elipse d biiyiik biiy y 1
goriintiisii Avl = ol-ul elipsin en uzun yari-eksenidir. 01 = [|A]|2 = 2.5616, katmanin Lipschitz
sabiti.
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15 Vektor ve Matris Normlart

@ Builder Notu — Katmanin Lipschitz’i

| Alls = o bir katmanin Lipschitz sabiti — girdideki degisimi en fazla kag kat biiyiitebilecegi. Spektral
normalizasyon o ’i 1’e sabitler; GAN kararlili§1, adversarial saglamlik ve gradyan patlamasin kontrol
etmenin dogrudan yolu.

15.10 9. Frobenius Normu

Ikinci matris normu, matrisi uzun bir vektor gibi diisiiniip tiim girdilerin karelerinin toplaminin karekokiidiir
— ve bu, tekil degerlerin karelerinin toplamina esittir:

Al =[S = \fot v i+ o
%,

“...the square root of the sum of the squares of all the sigmas.” — Strang, 40:58

Neden esit? SVD’de A = UXV'T'; ortogonal U ve V Frobenius normunu degistirmez (uzunluk korur), geriye
kosegen X kalir, onun girdileri de o’lardir. U¢ matris normunun ayn1 o vektériinden geldigi Sekil 15.7°da
goriiliir.

@ Builder Notu — Ucuz Biiyiikliik

Frobenius en yaygin matris “biiyiikliigii”diir: agihk zayiflatma (|W|% cezasi), gradyan normu,
|A||% = trace(AT A). Hesaplamasi ucuz (SVD gerekmez), bu yiizden derin 6grenmede varsayilan
matris diizenlilegtiricisidir.

15.11 10. Nukleer Norm ve Srebro Varsayimi

Ugiincii matris normu, tekil degerlerin toplamidir — matrisin ¢! normu gibidir:

|Aly =0y + 0y + -+ 0,

Hos bir 6riintii: ii¢ matris normu, o vektoriiniin ti¢ normudur — spektral = max o (£°°), Frobenius = /> _ 02
(£%), niikleer = >_ o (¢1). Indeksler matrise gecince yer degistirir (Sekil 15.7).

Srebro’nun (derin 6grenme teorisyeni) varsayimi: fazla-parametreli aglarda (agirlik > 6rnek) bircok minimum
vardir; gradient descent bunlardan niikleer normu en kiiciik olan1 secer.

“...picks out the weights that minimize the nuclear norm.” — Strang, 46:00

@ Builder Notu — Gizli Diizenlilestirme

Niikleer norm = diisiik-rank tesviki (rankin digbiikey gevsemesi): matris tamamlama (Netflix), robust
PCA. Srebro varsayimi implicit regularization’in ¢ekirdegidir: GD acikc¢a diizenlilestirme olmadan

134



15.12 Bu Dersin Ozeti

Uc matris normu = o vektorunun uc normu (indeks yer degistirir)

o vektoru
5.00
5 <
4 <
3.00 spektral [|Al2 =maxo =5 (o)
3 -
Frobenius |A|F = V202 = V34 = 5.83 (0 [?)

27 nukleer |A|N =Zo0 =8 (o)

1 <

0 - I d

ol 02

ekil 15.7: U¢ matris normu = o vektoriiniin ii¢c normu: spektral | A, = max o (¢oo), Frobenius |A]_F =
¢ ¢ p 2
VXo? (€2), niikleer | A||_N = Xo (¢'). indeks p yer degistirir.

bile diisiik-rank/kii¢iik-norm c¢oziimlere yonelir — derin 6grenmenin neden genellestigine dair 6nemli
bir ipucu.

15.12 Bu Dersin Ozeti

Norm — biiytikliik ol¢iisii; pozitiflik + homojenlik + ticgen esitsizligi.

¢P normlar1 — /¢ (toplam), 2 (uzunluk), /> (maksimum).

0% — sifirdan-farkl1 sayisi; norm degil (homojenlik cignenir); seyreklik hedefi.
Birim toplar — /2 ¢ember, /! elmas, /°° kare.

Konvekslik — gercek norm = konveks birim top; p < 1 norm degildir.
S-normu — v/ vT' Sv; agirlikly, elips (Mahalanobis).

Kisith min — ¢! seyrek kose (basis pursuit), £2 ridge.

|Alls = 04 — maksimum biiyiitme ¢arpani (Lipschitz).

Frobenius — /> 0?2 = /> a?j; en yaygin.

Niikleer —  _ 0,; diigiik-rank, Srebro varsayimi.

D A AR e

H
e

! Tek Bir Ciimle

Norm bir vektor/matrisin biiyiikliik 6lciisiidiir; birim topunun geometrisi (¢! elmas seyrek koseli, £2
cember diizgiin, niikleer diisiik-rank) hangi ¢6ziimiin kazanacagini belirler — bu yiizden norm se¢imi
ML de diizenlilestirme kararinin ta kendisidir.
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15 Vektor ve Matris Normlart

15.13 Kontrol Sorulari

1 Soru 1: v = (3, —4) vektoriiniin €1, €2 ve €oco normlarini hesapla.

02 = /32 +42 = /25 = 5 (aligilmus uzunluk). /! = |3] + | — 4| = 7 (mutlak toplam). £>° =
max(3,4) = 4 (en biiyiik bilesen). Her zaman ¢/>° < ¢ < /! (burada4 <5 < 7).

1 Soru 2: Tekil degerleri o = 5, 3 olan bir A icin spektral, Frobenius ve niikleer normlar1 hesapla. o
vektoriiniin hangi normlarina denk?

Spektral |All, = o = 5 (o vektériiniin £°°°u). Frobenius = /25 + 9 = /34 ~ 5.83 (¢”nin £?’si).
Niikleer = 5 + 3 = 8 (¢’ nin £1°1). U¢ matris normu = o = (5, 3) vektoriiniin £°°, £2, £* normlart —
indeksler yer degistirmis.

1 Soru 3: €0 neden norm degildir? p = 1/2 neden gercek bir norm vermez?

9 (stfirdan-farkli sayis1) homojenligi gigner: |2v], = [v], # 2|v], (6lgeklemek sifir sayisini
degistirmez). p = 1/2nin birim topu konveks degildir (ice ¢oker), bu yiizden ii¢gen esitsizligi bozulur
— norm olmaz. Ger¢ek norm araligi p > 1’dir (konveks birim top).

1 Soru 4: Seyrek 6znitelik segimi icin hangi norm cezasii secersin? Geometrik nedenini acikla.

¢! (Lasso). Sebep geometrik: kisit kiimesi #! elmasinin sivri kdsesine deger, koseler eksenlerde oldugun-
dan bazi bilesenler tam sifir olur (seyrek). £? cemberi kisesiz oldugundan teget noktast genelde eksende
degildir — tiim bilesenler kiiciik ama sifirdan farkli (ridge). Ideal seyreklik £°°dir ama hesaplanamaz;
¢! onun disbiikey, ¢oziilebilir vekilidir.

15.14 Egzersizler

Cevapsiz problemler. C6z, sonra numpy ile kontrol et.
Egzersiz 1. v = (1,—2,2) igin ¢!, £? ve £°° normlarini hesapla. />° < ¢2 < ¢! oldugunu dogrula.

Egzersiz 2. Asagidaki rank-1 matrisin spektral, Frobenius ve niikleer normlarimi bul. (Ipucu: tek bir tekil

deger var.)
3 4
=)

Egzersiz 3. 2B de /1, £2, (> birim toplarini ¢iz. Hangisi digerini igerir? (Ipucu: ayni yaricapta £* C (2 C (>
mi, tersi mi?) Konveks olmayan bir “birim top” 6rnegi ver (p < 1).

Egzersiz 4. Python ile normlart kegfet:
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15.15 Sonraki Ders I¢cin Hazirlik

import numpy as np

v = np.array([1.0, -2.0, 2.0])
print("21:", np.linalg.norm(v, 1), " £2:", np.linalg.norm(v, 2), " £oc0:", np.linalg.norm(v, np.inf

A = np.array([[3.0, 4.0], [0.0, 0.0]])

print("spektral:", np.linalg.norm(A, 2)) # ol
print("Frobenius:", np.linalg.norm(A, 'fro'))
print("nikleer:", np.linalg.norm(A, 'nuc')) # 3o

print("o:", np.linalg.svd(A, compute_uv=False))

Egzersiz 5. (Ders 9 habercisi.) Ders 9 least squares’in dort ¢6ziim yolunu isler. Asagidaki tutarsiz sistem
icin (3 denklem, 1 bilinmeyen) normal denklem A7 AZ = AT'b’yi kurup i bul. Bu, £? (en kiigiik kareler)

¢Oziimiidiir.
1 1
A=|1], b=]2
1 3

15.15 Sonraki Ders icin Hazirhk

Ders 9: En Kiiciik Kareleri Cozmenin Dort Yolu

Ders 8’de normlari tamamladik. Ders 9, Ax = b’nin ¢6ziimii olmadiginda “en iyi” x’i bulmanin (least
squares) dort farkli yolunu isler.

 Normal denklemler (AT Az = ATb)

* QR ile (sayisal kararlilik)

* SVD / pseudoinverse ile (en genel)

* Gram-Schmidt ve dogrudan geometri (projeksiyon)

Ders 9 Oncesi Yapilacak

* Bu dersin egzersizlerini ¢oz, 6zellikle Egzersiz 5’1 (normal denklem).
» Python’da np.linalg.1stsq ile birkag tutarsiz sistemi ¢oz; £ hatasim gozlemle.
* Ana ciimleyi tekrar oku: “Norm secimi (¢! seyrek, ¢? diizgiin) ¢oziimiin karakterini belirler.”

15.16 Anahtar Kavramlar (Cheat Sheet)

Kavram Tanim Strang’de
Norm Biiyiikliik ol¢iisti; pozitiflik 4m41

+ homojenlik + licgen
(P normlari (S|, [P)MPs €r, 02, 4 5m58
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15 Vektor ve Matris Normlart

Kavram Tanim Strang’de

0 Sifirdan-farkli sayisi; norm  7m50
degil (homojenlik)

Birim toplar ¢? cember, /! elmas, (> 11m26
kare

Konvekslik Gercek norm = konveks 17m09
birim top; p > 1

S-normu VT Sv; agirhikly, elips 18m53
(Mahalanobis)

Kisith min /1 Basis pursuit; kazanan 24m02
seyrek (kose)

Matris 2-normu Maksimum biiyiitme 36ml4
carpan1 = o (Lipschitz)

Frobenius \/2oai; =+/> 07;en  40m58
yaygin

Niikleer norm > 0;; diigiik-rank, Srebro ~ 46m00

varsayimi

15.17 ML Baglantilar Ozeti

Nk WD -

¢' — seyreklik — Lasso, compressed sensing, 6znitelik secimi (elmas kosesi).

02 — ridge — agirlik zayiflatma; diizgiin kiiciiltiir, sifirlamaz.

{>° — en kotii-durum, adversarial saglamlik (kare birim top).

| Ally = o1 — Lipschitz sabiti; spektral normalizasyon (GAN, saglamlik).

Frobenius — agirlik zayiflatma cezasi, gradyan normu; en yaygin matris diizenlilestirmesi.
Niikleer norm — matris tamamlama, robust PCA; implicit regularization (Srebro).
Konvekslik — norm cezalar1 konveks problem verir; tek kiiresel minimum.

¥ Eger bu dersten tek bir sey alip gidersen

Norm bir vektor/matrisin biiyiikliik Slgiisiidiir, ama asil gii¢ birim topunun geometrisindedir: £ elmasinin
koseleri seyreklik iiretir (Lasso), ¢? cemberi diizgiin kiigiiltiir (ridge), /°° kutusu en kotii durumu olger.
Matris tarafinda || A|, = o (Lipschitz), Frobenius = /) 0, niikleer = > o, (diisiik-rank). Hangi
normu sectigin, ML'de diizenlilestirme kararinin ta kendisidir.
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16 En Kucuk Kareleri C6zmenin D6rt Yolu

Pseudoinverse, normal denklemler, QR ve iteratif yontemler — hepsi ayn1 projeksiyonda bulusur

1 Boliim bilgisi

Video: Four Ways to Solve Least Squares Problems - OCW: MIT 18.065 Lecture 9 - Okuma siiresi:
~36 dk - Egitmen: Gilbert Strang - Onkosul: Ders 8 (vektor ve matris normlart).

16.1 Bu Derste Ne Var?

Ax = b ¢ogu zaman ¢oziilemez — Ol¢iimler giiriiltiilii, denklem sayis1 bilinmeyenden ¢ok. Least squares en
iyi Z’i bulur. Ders 9 bunun dort yolunu igliyor; hepsi SVD ve dort temel alt-uzay iizerinde bulusuyor.

Ug temel fikir:

1. Pseudoinverse At = VX TUT — SVD’den; satir/kolon uzayinda gercek ters, null uzaylarinda sifir.
Her matris i¢in tanimli.

2. Normal denklemler A7 A7 = ATbh — Gauss’un least squares’i; A’nin kolonlar1 bagimsizsa calisir;
geometrik olarak b’nin kolon uzayina projeksiyonu.

3. Dort yol — pseudoinverse (SVD), normal denklemler, QR/Gram-Schmidt, ve biiyiik/seyrek sistemler
i¢in iteratif yontemler.

Bu dort yolun nasil birbirine baglandigin1 Sekil 16.1 6zetliyor: hepsi tek bir least squares probleminden
dallanir ve ayni dik izdiistimde bulugur.

Least Squares (min
IIAx-bll2)

pseudoinverse A*=VZ-UT normal denklemler . e e projeksiyon: hata L kolon
(SVD) ATAX " =ATb QR (kararli) iteratif (biiyiik/seyrek) oy

Sekil 16.1: Ders 9 kavram haritasi: Least Squares (min || Ax-b]| %) merkezinden pseudoinverse (SVD), normal
denklemler, QR (kararli), iteratif (biiyiik/seyrek) ve projeksiyon (hata | kolon uzay1) ilkesine
uzanan dort ¢6ziim yolu.

“...what are these four ways...” — Strang, 5:21

139


https://www.youtube.com/watch?v=ZUU57Q3CFOU

16 En Kiiciik Kareleri Cozmenin Dort Yolu

@ Builder Notu — Regresyonun Cekirdegi

* Least squares = regresyonun cekirdegi: lineer regresyon, en kiiciik kareler kaybi; ML’in en
temel uyum problemi.

* Pseudoinverse A" — rank-eksik ve dikdortgen durumlarda “en iyi ters”’; minimum-norm ¢dziim
verir (Ders 11).

o AT Az = ATb — pratikte en yaygin; ama A” A kurmak kondisyonu kareler (Ders 6), o yiizden
QR/SVD tercih edilir.

* Projeksiyon geometrisi — b’yi kolon uzayina diisiir; hata b — AZ kolon uzayina diktir (ortogo-
nallik ilkesi).

Tek ciimle: ¢oziilemeyen Az = b igin least squares, b’yi A’nin kolon uzayina projekte eder; bu
projeksiyonu pseudoinverse, normal denklemler veya QR ile bulursun — hepsi ayn1 Z’e varir.

16.2 1. Least Squares Problemi

En kiigiik kareler problemi basittir: Az = b denklemin ¢oziimii yoktur (A dikdortgen veya b kolon uzayinda
degil). Tipik durum: ¢ok sayida giiriiltiilii 6l¢lim, az sayida bilinmeyen.

“...the least squares problem is simply, you have an equation, Ax equals b.” — Strang, 23:05

Coziim olmayinca ne yapariz? Gauss’un yolunu izleriz: hatanin ¢? normunun karesini minimize et.

min |Az —b|? = (Ax — b)T (Az —b)

Bu, ¢oziilebilir bir problem verir ve Strang bunun dort ¢oziim yolunu isler.

“...what are these four ways...” — Strang, 5:21

@ Builder Notu — En lyiyi Bul

Least squares, lineer regresyonun ve en temel uyum probleminin ¢ekirdegidir. 2 kayb1 (kareli hata),
derin 6grenmedeki MSE’nin atasidir; “¢c6ziimii yok — en iyiyi bul” yaklagimi tiim optimizasyonun
zeminidir.

16.3 2. Pseudoinverse A*

[lk arag pseudoinverse’tir (sdzde-ters). m x n bir A igin A™ matrisi n x m’dir ve A™ A’y1 miimkiin oldugunca
birim matrise yaklastirir.

“...I'm going to get as near to the identity as I can. That’s the idea... of the pseudo inverse.” —
Strang, 5:55
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16.4 3. A* =VXtUT (SVD ile)

A tersinirse AY = A~! olur. Ama A dikdortgense veya null uzayi varsa (kolonlar bagimli), tam ters yoktur.
Dért temel alt-uzay resmiyle: A, satir uzaymi kolon uzayna tersinir bicimde génderir (iist yar1); A™ bunu
geri getirir. Null uzayindaki vektorler 0’a gider — geri getirilemez, A" onlar1 0’a gonderir.

Bu haritay1 Sekil 16.2 gosteriyor: A satir uzayim kolon uzayima gonderir, A™ geri tasir, null uzay: sifira
coker.

A satir uzayini kolon uzayina gonderir; A" geri getirir, null - 0

R" R™

satir uzayi kolon uzayi
C(AT) C(A)

null uzayi
N(A)

Sekil 16.2: Dort temel alt-uzay ve A/ A" haritasi. Sol tarafta girdi uzay1 R”: satir uzay1 C'(AT) (navy) ile
null uzay1 N (A) (steel) dik tiimleyenler. Sag tarafta ¢ikt1 uzayr R™: kolon uzay1 C'(A) (navy) ile
sol null uzay1 N (AT) (steel). A satir uzayin1 kolon uzayina gonderir (navy ok); pseudoinverse
A kolon uzayindan satir uzayina geri tagir (turuncu ok); null uzayz sifira ¢oker (Az = 0).

@ Builder Notu — Tersi Olmayanin Tersi

AT, “tersi olmayan matrisin en iyi tersi’dir. ML'de rank-eksik tasarim matrisleri, eksik-belirlenmis
sistemler ve minimum-norm ¢6ziimlerde (Ders 11) kullanilir — regresyonun en genel hali.

16.4 3. A* = V=*UT (SVD ile)

Pseudoinverse i¢in temiz formiil SVD’den gelir, ¢linkii SVD her matris icin vardir.
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16 En Kiiciik Kareleri Cozmenin Dort Yolu
“...start with the SVD. Because the SVD works for any matrix.” — Strang, 14:34
A = UXV7 ise, ii¢ carpan1 tersine cevir (ortogonal U, V icin ters = transpoz):
At =vytuT

Buradaki X7, sifirdan-farkli tekil degerleri ters gevirir, sifirlart sifir birakir:

»t = diag(o_il, 2,0, ,0)

Y'Y carpimy, ilk 7 kdsegende 1, gerisi 0 olan bir projeksiyondur — yapabilecegimizin en iyisi. Bu tersleme
kuralin1 Sekil 16.3 gosteriyor.

z+: sifirdan-farkli o degerlerini tersler (1/o), sifirt birakir -» A+ = VZ+UT

Z2(2x3):0=3,2 Z+(3x2):1/0 =1/3, 1/2

ekil 16.3: Pseudoinverse’in kalbi: X* kosegen matrisi, X’ mn sifirdan-farkli her o degerini tersler (0 — 1/0),
seg &
sifirlar1 oldugu gibi birakir. Burada ¥ (2x3) i¢in 0 = 3, 2 iken X* (3x2) i¢in 1/3, 1/2 olur. Bu
yiizden A* = VEZ*UT her matris icin tanimlidir.

@ Builder Notu — SVD Her Zaman Var

AT = VX*TUT, np.linalg.pinv’in tam olarak hesapladigidir. Kiiciik tekil degerleri (giiriiltii) esikle-
yip atmak (truncated SVD), diizenlilestirilmis bir pseudoinverse verir — ters problemlerde ve giiriiltiilii
regresyonda kararlilik saglar.

16.5 4. Yol 1: X = A"b

En genel ¢6ziim dogrudan pseudoinverse ile gelir:
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16.6 5. Yol 2: Normal Denklemler

T=Ab=VXtUTh

Bu yol her durumda ¢alisir — A dikdortgen, rank-eksik, null uzayl olsa bile. Null uzay1 varsa bu, sonsuz
¢oziim arasindan minimum-norm olani secer (Ders 11). Diger ii¢ yol, A’nin bagimsiz kolonlu olmasini
gerektirir; pseudoinverse bu kosula ihtiya¢ duymaz.

@ Builder Notu — En Giivenli Céziim

Z = A"b,np.linalg.1lstsg/pinv’in dondiirdiigii en giivenli ¢dziimdiir: rank-eksik durumlarda bile
patlamaz, minimum-norm cevabi verir. Ters problemler, az-6rnekli regresyon ve eksik-belirlenmis
sistemler icin varsayilan.

16.6 5. Yol 2: Normal Denklemler

fkinci yol, A’min bagimsiz kolonlari varsa en yaygin olamdir. | Az — b||* minimize edilince tiirev sifirlanir ve
normal denklemler cikar:

“We follow Gauss’s advice to get the best we can.” — Strang, 30:20
ATAz =ATb
“A transpose A is going to come from there...” — Strang, 31:58

A’nin bagimsiz kolonlart varsa AT A tersinirdir ve ¢oziim Z = (AT A)~* ATb olur.
“If A has independent columns...” — Strang, 37:58

Bu, istatistikteki lineer regresyondur; ¢cogu pratik problemde matrisi kurup dogrudan ¢ozersin. Ama bu
basitligin bir bedeli var: A7 A kurmak kondisyon sayisin1 karelendiriyor, ki bunu Sekil 16.4 net bigimde
gosteriyor.

@ Builder Notu — Gauss’un Yolu

Normal denklemler basit ama A” A kondisyon sayisini kareler (Ders 6) — sayisal olarak riskli. Bu
ylizden ciddi problemlerde QR (Yol 3) veya SVD (Yol 1) tercih edilir; 1stsq arka planda normal
denklem kurmaz, QR/SVD kullanir.

16.7 6. Geometri: Kolon Uzayina Projeksiyon

Normal denklemlerin geometrisi nettir. b genelde A’nin kolon uzayinda degildir (o yiizden ¢dziim yok). En
iyi Az, b’nin kolon uzayina dik izdiisiimiidiir:

“...It’s the projection.” — Strang, 35:41
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16 En Kiiciik Kareleri Cozmenin Dort Yolu

Normal denklem riski: Kk(ATA) = k(A)? (kondisyon karelenir -> QR/SVD tercih)

< ==== K(A) (referans)
f N K(A)2
@ k(ATA)
102 §
5
i)
[}
©
X
10! -
10!
K(A)
Sekil 16.4: Normal denklemler A" A7 = A”b kuruldugunda matrisin kondisyon sayis1 karelenir:

k(AT A) = k(A)2. Sekil, artan kondisyonlu birkag kosegen matris A = diag(1, ¢) icin 6l-
ciilen I{(ATA> degerlerini (turuncu) x(A)? teorik egrisiyle (celik) kiyaslar; noktalar tam egri
tizerine oturur. Lacivert kesik ¢izgi k(A) referansidir. Log-log eksende ikisi paralel kayik dog-
rulardir — bu yiizden biiyiik kondisyonlu problemlerde A” A kurmak sayisal hatay katlar ve

QR/SVD tercih edilir.
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16.7 6. Geometri: Kolon Uzayina Projeksiyon

Az = projC(A)(b), (b—Az) L C(A)

Hata vektorii b — AZ, kolon uzayma diktir — bu da AT (b — AZ) = 0, yani AT A7 = ATb demektir.
Geometri (diklik) ile cebir (normal denklem) ayni1 seyi sdyler. Bu ortogonallik ilkesi, least squares’in kalbidir.
Sekil 16.5 bu izdiisiimii ii¢ boyutta gosteriyor: b diizlemin diginda, AZ diizlemin iizerinde, hata vektorii

diizleme dik.
b'nin kolon uzayina dik izdisimii: hata r=b-Ax L C(A)

m— [
m— AX (proj)
+ hata r L C(A)

6

"4

2

"~ 0

Ax(proj) -5
-4

Sekil 16.5: b’nin kolon uzay1 C'(A)’ya dik izdiigiimii. Turuncu vektor gozlem b = (6,0, 0)’1, lacivert vektor
izdiisim Az = (5,2, —1)"i gosterir; bu nokta diizlemin iizerinde yatar. Teal kesik ¢izgi artik
r=b— Az = (1,—2,1)dir ve C(A)’ya diktir (r L. C'(A), yani r her iki kolona ortogonaldir).
Least squares ¢oziimii £ = (5, —3) tam olarak bu dik izdiisiimii veren z’tir: |b — AZ| en kiigiik

olur ¢iinkii 7 diizleme dik diiger.
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16 En Kiiciik Kareleri Cozmenin Dort Yolu

@ Builder Notu — Diklik ilkesi

“Hata, kolon uzayina diktir” ilkesi her yerde: Kalman filtresi (yenilik artig1 1 ge¢mis), Gauss-Markov
teoremi, ve sinir ag1 son katmaninin lineer ¢oziimii. Projeksiyon = en iyi tahmin = ortogonallik kogsulu.

16.8 7. Dogru Uydurma Ornegi

Least squares’in iinlii 6rnegi: giiriiltiilii noktalara en iyi dogruyu (C' + Dx) uydurmak.
“...the famous example of least squares is fit a straight line to the b’s.” — Strang, 25:02

Her 6l¢iim z; noktasinda bir b; degeri var; bilinmeyenler C' ve D (iki siitun — rank 2). Sistem:

1 z b
1
(7))
. . D b
1 =z, m

m Ol¢iim, 2 bilinmeyen — ¢ok fazla denklem, ¢6ziim yok. Noktalar tam dogru iistiindeyse ¢oziim vardir;
giiriiltii varsa (gergek hayat) yoktur — en iyi C, D’yi least squares ile bul. Sekil 16.6 bunu gosteriyor: noktalar
sacili, en iyi dogru dikey hatalarin karelerini minimize ediyor.

@ Builder Notu — i1k Model

Bu, ML’deki en basit modeldir: tek 6zellikli lineer regresyon. Cok 6zellikli hali (A’nin ¢ok siitunu) ayni
normal denklemle ¢oziiliir. Polinom uydurma, trend kestirimi ve baseline modeller hep bu yapidir.

16.9 8. Yol 3: QR / Gram-Schmidt

Ugiincii yol, normal denklemin sayisal sorununu asar: énce A’nin kolonlarini ortonormal yap (Gram-Schmidt),

yani A = QR.
“...Gram-Schmidt is a way... to get [orthogonal] columns.” — Strang, 47:11

A = QR yerine koyunca ATA = RTQTQR = RT R olur (¢iinkii Q7 Q = I), ve normal denklem
sadelegir:

A=QR = Ri=QTb

R iist iicgensel oldugundan geri yerine koymayla ¢oziiliir; A7 A hi¢ kurulmaz, kondisyon karelenmez. Bu,
pratik least squares’in standart yoludur.
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16.9 8. Yol 3: QR / Gram-Schmidt

Least squares dogru uydurma: dikey hatalarin karesi min (C+Dx)

3.00 - veri noktalari
== en iyi dogru C+Dx
2.75- ... dikey artik (hata)

o 2.00 -
1.75 -
1.50 -

1.25 -

1.00 -

0.0 0.5 1.0 1.5 2.0 2.5 3.0 3.5 4.0

Sekil 16.6: Least squares dogru uydurma: dikey hatalarin karesi minimize edilir (C+Dx).
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16 En Kiiciik Kareleri Cozmenin Dort Yolu

@ Builder Notu — Sayisal Giivenlik

QR, numpy.linalg.1lstsq’in (ve LAPACK’in) varsayilan yoludur: kararl, AT A’dan kacinir. House-
holder yansimalar1 (Ders 3) QR’1 kararli iiretir. Ortonormallik = sayisal giivenlik.

16.10 9. Pseudoinverse = Normal Denklem (Bagimsiz Kolonlarda)

Dért yol ayni Z’e varir. A’nin bagimsiz kolonlari varsa (null uzay yok), pseudoinverse tam olarak normal
denklem ¢6ziimiine esittir:

At = (ATA)7LAT  (left inverse)

Bu A", A’y1 soldan tersler (AT A = I) ama sagdan terslemez (AA" # I — kolon uzayina projeksiyon).
SVD formiilii AT = VXTU7 ise higbir kosul gerektirmez ve rank-eksikte de gecerlidir; bagimsiz kolonlarda
ikisi ¢akigir. Dort yolun da aym z’e vardigini Sekil 16.7 sayisal olarak dogruluyor.

Dort yol - AYNI X = (5, —3)

6 - Il pseudoinverse
I normal
BN QR
3 Istsq
4 -
=
5 2-
9]
°
C
9]
3
= 0-
m
—2-
—4 -

x[0] x[1]
pseudoinverse = normal = QR = Istsq

Sekil 16.7: Dort yol — aymi X = (5, —=3): pseudoinverse, normal denklemler, QR ve Istsq 6zdes ¢oziimii verir.

@ Builder Notu — Sol Ters

“Sol ters var ama sag ters yok” durumu, ince-uzun (tall) tasarim matrislerinin tipik halidir: cok ornek, az
parametre. AT A = I (parametreler kurtarilir) ama AA™ projeksiyon (veri tam kurtarilamaz, giiriiltii
diiser) — regresyonun matematiksel imzasi.
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16.11 10. Yol 4: Biiyiik Sistemler Icin Iteratif

16.11 10. Yol 4: Bilyiik Sistemler icin iteratif

Dérdiincti yol, A ¢ok biiyiik veya seyrek oldugunda devreye girer (Strang bu dersin sonunda zamana yetisemedi,
ileri derslerde islenir). Dogrudan A7 A veya QR ¢6zmek pahali/imkénsizsa, iteratif yontemler (conjugate
gradient ve benzeri) ¢oziimii adim adim yaklagir.

Devasa/seyrek A — iteratif (conjugate gradient)

Bu yontemler matrisi hi¢ agik¢a kurmaz; yalnizca A ile ¢arpim (matrix-vector product) kullanir — milyon-
boyutlu sistemlerde tek pratik secenek.

@ Builder Notu — Devasa Sistemler

Iteratif ¢oziiciiler (conjugate gradient, LSQR), biiyiik-6lcek ML ve bilimsel hesabin belkemigidir:
yalnizca Ax carpimi gerektirdiklerinden seyrek/yapisal matrislerde bellege sigar. Gradient descent
(Ders 21-23) bu ailenin optimizasyon akrabasidir.

16.12 Bu Dersin Ozeti

Least squares — ¢oziilemeyen Az = b igin | Az — b|*’yi minimize et.
Pseudoinverse A" — satir/kolon uzayinda ters, null uzaylarinda 0; her matris icin.
At = VStUT — SVD’den; X1 sifirdan-farkli o”’lari tersler, sifirlart birakr.

Yol 1: = A"b — en genel; rank-eksikte minimum-norm ¢oziim.

Yol 2: AT Az = ATbh — normal denklemler; bagimsiz kolonlar gerekir.
Geometri — AZ = b’nin kolon uzayina projeksiyonu; hata | kolon uzay1.

Dogru uydurma — C' + Dzx; m 6l¢iim, 2 bilinmeyen.

Yol 3: QR — A = QR, Rz = QT'b; AT A’dan kacinir, kararl.

AT = (AT A)~1 AT — bagimsiz kolonlarda pseudoinverse = normal denklem.
Yol 4: iteratif — biiyiik/seyrek icin conjugate gradient.

H
Y RXNTNNhE WD =

I Tek Bir Ciimle

Coziilemeyen Ax = b i¢in least squares, b’yi A’nin kolon uzayina dik olarak projekte eder (hata |
kolon uzay1); bu z’i pseudoinverse (SVD), normal denklemler veya QR ile bulursun — hepsi ayni en-iyi
¢Ozime varir.
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16 En Kiiciik Kareleri Cozmenin Dort Yolu

16.13 Kontrol Sorulari

1 Soru 1: (1,1), (2,2), (3,2) noktalarina en iyi dogruyu (C + Dx) normal denklemlerle uydur.

11 1
A=1|1 2], b=1|2
1 3 2
J 6) ATb = (5,11). Normal denklem: 3C + 6D = 5, 6C + 14D = 11.

AT A —
Cevap: A* A = 6 14)

Coziim: D = 1/2,C' = 2/3. En iyi dogru: y = 2/3 + (1/2)x. (Noktalar tam dogru iistinde degil, bu
en kiiciik kareler uyumu.)

1 Soru2: A =[[1, 2], [2, 4]] (rank 1) icin pseudoinverse A*’1 bul.

1 2
=)
Cevap: A = cc’', ¢ = (1,2). Tek tekil deger o, = |c|?> = 5, tekil vektér u = v = ¢//5.
At = (1/o))vul = (1/25)cct = A/25:

1 (1 2
+ =
4 _25<2 4)

Kontrol: A™ A satir uzayina projeksiyon (birim degil, ¢iinkii rank 1).

1 Soru 3: Least squares ¢oziimiinde hata vektorii b — AR neden kolon uzayima diktir?

Cevap: Az, b’nin kolon uzayina en yakin noktasidir (projeksiyon). En yakin nokta, hatanin uzaya dik
oldugu noktadir (Pythagoras: dik olmayan her yon daha uzun hata verir). Diklik: kolon uzayinin her
vektorii Ay igin (Ay)T (b — AZ) = 0 — AT(b— AZ) = 0 — AT AZ = ATb. Yani ortogonallik
ilkesi dogrudan normal denklemleri verir.

1 Soru 4: Ne zaman pseudoinverse (A*), ne zaman normal denklem (ATA) kullanirsin?

Cevap: Normal denklem / QR: A’nin bagimsiz kolonlar1 varsa (tall, full-rank). QR sayisal olarak
daha kararli, pratik secim. Pseudoinverse (SVD): A rank-eksik veya ¢ok kotii kosullu ise — null uzay1
varken sonsuz ¢dziim arasindan minimum-norm olani secer, patlamaz. Cok biiyiik/seyrek A igin ise
iteratif yontemler (Yol 4). Pratikte np.1linalg.1lstsq bu karar1 senin i¢in verir (QR/SVD tabanli).

16.14 Egzersizler
Cevapsiz problemler. C6z, sonra numpy ile kontrol et.

Egzersiz 1. (0,6), (1,0), (2,0) noktalarma en iyi dogruyu (C' + Dx) normal denklemlerle uydur. Hata
vektoriinii ve onun kolon uzayina dik oldugunu dogrula.

150



16.15 Sonraki Ders Icin Hazirlik

Egzersiz 2. Asagidaki matrisin pseudoinverse’ini SVD ile bul. A" A ve AA™’y1 hesapla; hangisi birim,

hangisi projeksiyon?
10
A=10 1
0 0

Egzersiz 3. A bagimsiz kolonluysa A* = (AT A)~* AT oldugunu goster. At A = I (sol ters)ama AAT # T
(projeksiyon) oldugunu acikla.

Egzersiz 4. Python ile dort yolu kargilastir:

import numpy as np

A = np.array([[1.0, ©.0], [1.0, 1.0], [1.0, 2.0]])

b = np.array([6.0, 0.0, 0.0])

x_normal = np.linalg.solve(A.T @ A, A.T @ b) # Yol 2
X_pinv = np.linalg.pinv(A) @ b # Yol 1

x_1stsq = np.linalg.lstsq(A, b, rcond=None)[@] # QR/SVD
print("normal:", x_normal, " pinv:", x_pinv, " lstsq:", x_lstsq) # ayni

# Hata kolon uzayina dik mi?
r=>b - A@ x_1stsq
print("AT(b - AX) =", A.T@r) # =0

Egzersiz 5. (Ders 10 habercisi.) Ders 10 Az = b’nin tiim zorluklarim tarar (kare/dikdortgen, tam/eksik
rank, iyi/kotii kosullu). Asagidaki lic matris i¢in hangi durumda oldugunu sdyle: tersinir mi, least squares mi,
minimum-norm mu gerekir?

16.15 Sonraki Ders icin Hazirlik

Ders 10: Ax = b’nin Zorluklarina Genel Bakis

Ders 9°da least squares’i ve dort yolu isledik. Ders 10, Az = b’nin tiim olas1 durumlarini sistematik tarar —
hangi durumda hangi yontemin gerektigini.

» Kare/dikdortgen, tam/eksik rank kombinasyonlar1
* Tersinir, least squares, minimum-norm, her ikisi

» lyi vs kotii kosullu sistemler

* Gram-Schmidt ve sayisal yontemlere koprii
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16 En Kiiciik Kareleri Cozmenin Dort Yolu

Ders 10 Oncesi Yapilacak

* Bu dersin egzersizlerini ¢z, 6zellikle Egzersiz 5°i (durum siniflandirma).
* Python’da np.linalg.matrix_rank ile birka¢c matrisin rankini ve durumunu incele.

* Ana ciimleyi tekrar oku: “Least squares = b’yi kolon uzayina projekte etmek; hata | kolon uzay1.’

16.16 Anahtar Kavramlar (Cheat Sheet)

]

Kavram Tamm Strang’de

Least squares Coziilemeyen Ax = bigin  23m05
min | Az — b|?

Pseudoinverse A" En iyi ters; satir/kolon 5m55
uzayinda, null — 0

At =vytut SVD’den; &* 14m34
sifirdan-farkli o’lan tersler

Gauss least squares ¢? hatasin1 minimize et 30m20

Normal denklemler AT Az = ATh; bagimsiz~ 31m58
kolonlar

Projeksiyon AZ = b’nin kolon uzayma  35m41
izdiisiimii; hata |

Dogru uydurma C + Dx; m dlgiim, 2 25m02
bilinmeyen

Bagimsiz kolon AT A tersinir, Gauss ¢alisir  37m58

Yol 3: QR A=QR, Rz =Q"b; 47ml11
AT A’dan kaginir

Dort yol AT, normal denklem, QR,  5m21

iteratif

16.17 ML Baglantilari Ozeti

Nk WD -

Least squares — lineer regresyonun ¢ekirdegi; MSE kaybinin atasi.

Pseudoinverse A" — rank-eksik/dikdortgen regresyon; minimum-norm ¢oziim.

Normal denklemler — klasik regresyon; ama A” A kondisyonu kareler (dikkat).

QR — kararli least squares; 1stsq’in varsayilani; ortonormal giivenlik.

Projeksiyon / ortogonallik — Kalman filtresi, Gauss-Markov, son katman lineer ¢oziimii.
Truncated SVD A" — giiriiltiilii/ters problemlerde diizenlilestirilmig ¢oziim.

iteratif (conjugate gradient) — biiyiik/seyrek sistemler; yalnz Az ¢arpim gerektirir.

I Eger bu dersten tek bir sey alip gidersen

Coziimii olmayan Az = b igin least squares, b’yi A’nin kolon uzayina dik olarak projekte eder — hata
vektorii kolon uzayina diktir (ortogonallik ilkesi), ki bu dogrudan normal denklemleri (AT Az = ATb)
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16.17 ML Baglantlar: Ozeti

verir. Ayni en-iyi z’e dort yoldan varilir: pseudoinverse (SVD, en genel), normal denklemler, QR
(kararl1) ve biiyiik sistemler i¢in iteratif.
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17 Ax = b’nin Zorluklarina Genel Bakis

Bir lineer denklem doktoru — boyut, rank ve kondisyon sayist hangi aleti sececegini soyler

1 Boliim bilgisi

Video: Survey of Difficulties with Ax = b - OCW: MIT 18.065 Lecture 10 - Okuma siiresi: ~36 dk -
Egitmen: Gilbert Strang - Onkosul: Ders 9 (least squares, pseudoinverse ve dort ¢oziim yolu).

17.1 Bu Derste Ne Var?

Bir lineer denklem doktoru: Ders 10, Ax = b’nin tiim olasi durumlarim (boyut, rank, kogullanma) sistematik
tarar ve her birinde ne yapilacagini recete eder. Bu, 6nceki dokuz dersi tek bir haritada birlestiren bir 6zet.

Uc temel fikir:

1. Durum haritas1 — kare/iyi kosullu (eliminasyon), fazla denklem (least squares), eksik denklem
(minimum norm), neredeyse tekil (diizenlilestirme), ¢cok biiyiik (iteratif/randomized).

2. Kondisyon sayis1 k = 0, /o, — bir matrisin “ne kadar zor” oldugunun 6l¢iisii; biiyiikse tehlike.

3. Diizenlilestirme — pseudoinverse — ceza terimi 62|z ekle; § — 0 limitinde ¢6ziim tam pseudoin-
verse’e gider.

Biitiin bu durumlarin tek bir merkezden nasil dallandigini Sekil 17.1 6zetliyor: Az = b tek bir problem degil,
her biri kendi aletini isteyen bir problemler ailesidir.

eksik denklem — minimum q devasa —
squares norm (derin grenme) iteratif/rastlantisal

Sekil 17.1: Ders 10 kavram haritasi: Ax = b durumlar1 merkezinden ¢6ziim yollarina dallar — iyi kosullu kare
(eliminasyon), fazla denklem (least squares), eksik denklem (minimum norm, derin 6grenme),
kotii kolon (QR), neredeyse tekil (ridge 8%1), devasa (iteratif/rastlantisal); ayrica kondisyon sayis1
k=0,/0, zorlugun olg¢iisii.

“...the subject of today’s class, it’s Ax = b.” — Strang, 0:25

155


https://www.youtube.com/watch?v=Z_5uLqcwDgM

17 Ax = b’nin Zorluklarina Genel Bakig

@ Builder Notu — Lineer Denklem Doktoru

* Durum haritasi = pratik karar agaci: problemin boyut/rank/kosuluna gore dogru aletle (backs-
lash, Istsq, pinv, conjugate gradient) eslestir.

* Eksik-belirlenmis = derin 6grenme: agirlik > 6rnek; sonsuz ¢oziim, hangisini sectigin (implicit
bias) genellemeyi belirler.

+ Ridge diizenlilestirme — 62 I eklemek matrisi tersinir kilar; § — 0’da pseudoinverse, istatistikte
ridge regresyon/Tikhonov.

+ Olcege gore alet: kiiciik (dogrudan), biiyiik (iteratif/Krylov), devasa (rastlantisal LA — &rnek-
leme).

Tek climle: Ax = b’nin zorlugu boyut, rank ve kondisyon sayisiyla belirlenir; her durumun kendi ¢6ziim
aleti vardir ve diizenlilestirme (62 1) neredeyse tekil problemleri pseudoinverse’e dogru yumusatr.

17.2 1. Ax = b S6zligu: Durumlar Haritasi

Strang bu dersi bir tant kilavuzu gibi kuruyor: Ax = b farkli boyut, rank ve kosullarda ¢ok farkli problemlerdir
— her biri farkli bir ¢oziim ister.

“...the subject of today’s class, it’s Ax = b.” — Strang, 0:25

Kolaydan zora dogru durumlar: (0) pseudoinverse her zaman bir cevap verir; (1) iyi kosullu kare; (2) fazla
denklem; (3) eksik denklem; (4) kotii kolonlar; (5) neredeyse tekil; (6) ¢ok biiyiik; (7) devasa. Bu ders,
semptoma gore receteyi eslestiren bir sozliiktiir.

Matrisin sekli ve ranki dogru aleti nasil sectiriyor, Sekil 17.2 bu tam akigin1 gosteriyor: kare tam-rank —
eliminasyon, tall — least squares, wide — minimum norm, neredeyse tekil — ridge.

@ Builder Notu — Tani Kilavuzu

Bu harita pratik bir karar agacidir: problemin boyut/rank/kosuluna bakip dogru aleti se¢ — solve
(backslash), 1stsq, pinv, conjugate gradient. ML miihendisliginde “hangi ¢6ziicli” karar1 sessizce
buradan gelir.

17.3 2. Durum 0-1: Pseudoinverse ve iyi Kosullu Kare

Durum 0: Pseudoinverse (Ders 9) her durumda bir cevap verir — sifir tekil degerlerin tersini sifir alir. Her
zaman ¢alisir ama bazen “kolaycilik™.

Durum 1 (iyi durum): A kare, makul boyutlu ve iyi kosullu. Siradan eliminasyon (Matlab’de backslash)
calisir. “Iyi kosullu” demek kondisyon sayis1 makul demek:

01

k= a (Umax/gmin)

“...the condition number... sigma I over sigma n.” — Strang, 2:27
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17.3 2. Durum 0-1: Pseudoinverse ve Iyi Kosullu Kare

Durum haritasi: sekil + rank + kondisyon - dogru alet

Kare m =n (tam-rank) Tall m>n
eliminasyon / solve least squares (QR)
Wide m<n Neredeyse tekil (kucuk o)
minimum norm (pinv) ridge 621

Sekil 17.2: Durum haritasi: Ax = b probleminin ¢éziimii matrisin sekline, rankina ve kondisyonuna gore
dogru alete yonlendirir. Kare m = n tam-rank — eliminasyon / solve; tall m > n (fazla denklem)
— least squares (QR); wide m < n (eksik denklem) — minimum norm (pseudoinverse); neredeyse
tekil (kiigiik o) — ridge 921 ile diizenlilestirme. Merkezdeki Ax = b diigiimiinden her duruma
ait alete giden oklar bu tan1 akigini gosterir.
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17 Ax = b’nin Zorluklarina Genel Bakig

Kk biiylikse (6rnegin > 1000) matris zordur; kiiciikse rahat ¢oziiliir.

Birim ¢emberin bir matris altinda nasil bir elipse doniistiigiinii Sekil 17.3 gosteriyor: iyi kosullu matris gemberi
neredeyse koruyor, kotii kosullu matris onu yassi1 bir elipse eziyor.

Kondisyon k=0l1/on: yassi elips = kotu kosullu = zor problem

iyi kosullu (x = 1.1) kotiu kosullu (k = 10)
3- 3-
2 2
1 1-
0 0o R
-1 -1
-2 -2
-3 -3
3 2 -1 o 1 2 3 3 2 -1 o 1 2 3

ekil 17.3: Kondisyon sayis1 k=01/on. Birim ¢ember (acik gri) bir matrisle carpilinca elipse doniisiir. Iyi
M y ¢ CIK 8 carp p sur. 1y
kogullu matris (sol, k=1.1) cemberi neredeyse ayni tutar; kotii kosullu matris (sag, k=10) onu ¢ok

yasst bir elipse ezer — kii¢iik bir hata yoniinde devasa biiyiir.

@ Builder Notu — Zorluk Gostergesi

Kondisyon sayis1 k = o4 /0,,, sayisal her seyin “zorluk gostergesi”dir: biiyiik x — yuvarlama hatasi
patlar, gradient descent yavaslar (Ders 5 dar vadi). Normalizasyon, 6n-kosullama ve batch norm hep
K’y1 kiigiik tutmak icindir.

17.4 3. Durum 2: Fazla Denklem (Least Squares)

m > n: denklem say1s1 bilinmeyenden ¢ok (overdetermined). Istatistikte siirekli karsilagilir — ¢6ziim yok, en
iyiyi bul (least squares):

AT Az = ATh

A makul boyutluysa AT A tersinirdir ve backslash dikdortgen A icin bile bu ¢oziimii verir (kare matris sart
degil). Ders 9°da gordiiglimiiz normal denklemin ta kendisi.
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17.5 4. Durum 3: Eksik Denklem (Derin Ogrenme)

@ Builder Notu — Klasik Regresyon

Bu, gozetimli 6grenmenin en yaygin hali: ¢ok ornek (1m), az parametre (n) — least squares regresyon.
Tahmin modellerinin, baseline’larin ve son-katman lineer ¢6ziimlerin standart durumu; agiri-belirlenmis
ve iyi davranigl.

17.5 4. Durum 3: Eksik Denklem (Derin Ogrenme)

m < n: yeterli denklem yok (underdetermined). Sonsuz ¢6ziim var; birini segmek gerekir. Bu, derin 6gren-
menin tipik durumudur — agda 6rnek sayisindan cok daha fazla agirlik vardir.

“...that’s typical of deep learning.” — Strang, 4:34

Hangi ¢6ziimii secersin? Minimum-norm (¢2, en kisa ¢6ziim) ya da ¢! (seyrek). Strang’in heyecanlandig1 acik
soru: stokastik gradient descent (Ders 25) hangi ¢oziime gider — minimum ¢!’e mi? Bu, derin 6grenmenin
neden calistiginin kalbindeki sorudur.

Sonsuz ¢6ziim dogrusunun iizerinde minimum-norm ¢6ziimiin nasil orijine en yakin nokta oldugunu Sekil 17.4
gosteriyor: gradyan inigi ortiik yanlilikla ayni (1, 1) noktasini seger.

@ Builder Notu — Derin Ogrenmenin Hali

Eksik-belirlenmis = fazla-parametreli (overparametrized) modern aglar. Sonsuz sifir-kayip ¢oziimii
vardir; algoritmanin hangisini sectigi (implicit bias) genellemeyi belitler. “Parametre > veri ama yine de
calisiyor” paradoksunun matematiksel zemini budur.

17.6 5. Durum 4: Kétii Kolonlar (Gram-Schmidt / QR)

Kolonlar neredeyse bagimliysa (kotii kosullu taban) matris hala tersinirdir ama tersi devasadir. Coziim:
kolonlar1 ortogonallestir.

“...You orthogonalize columns.” — Strang, 7:06

Verilen kolonlar yerine kolon uzayinda ortonormal bir taban (Q); ... @,,) bul; ikisi iist iggensel R ile baglidir
—bu A = QR’dir (Gram-Schmidt). Sayisal kararlilik icin kolon pivotlama eklenir (kolonlari daha iyi sirada
al, tipk1 eliminasyondaki satir degisimi gibi).

A=QR (Q : ortonormal, R : upper triangular)

@ Builder Notu — Koétii Tabani Diizelt

QR + kolon pivotlama, rank-a¢iga-¢ikaran faktorizasyonun temelidir: hangi kolonlarin ger¢ekten bagim-
s1z oldugunu bulur. Ozellik secimi, kotii-kosullu tasarim matrislerini diizeltme ve sayisal kararlilikta
kritik (LAPACK’in geqp3).
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17 Ax=0b’

nin Zorluklarina Genel Bakis

Eksik-bel?i’rlenmis: sonsuz ¢6ziim (dogru), minimum-norm secilir (implicit bias)

Sekil 17.4:

160

¢6zim dogrusu x+y=2
O baska céziimler
@ minimum norm (1,1)

|
w
4

Eksik-belirlenmis Ax=b: ¢oziim dogrusu x+y=2 iizerindeki sonsuz ¢6ziimden orijine en yakin
olan (1,1) minimum-norm ¢6ziimiidiir. Gradyan inisi bu ortiik yanlilikla ayn1 noktay1 secer.



17.7 6. Durum 5: Neredeyse Tekil — Diizenlilestirme

17.7 6. Durum 5: Neredeyse Tekil — Diizenlilestirme

En ilging durum: matris neredeyse tekil (sifira cok yakin tekil degerler). Tersi mantiksiz biiyiikliikte; yuvarlama
hatasi her seyi yok eder. Klasik kaynak: ters problemler (bir sistemin ¢iktisindan parametrelerini geri bulmak
— Ornegin devre elemanlarini 6l¢iimlerden kestirmek). Care: bir ceza terimi ekle.

“...adding a penalty term.” — Strang, 14:49

Pseudoinverse “kolaycilik” sayilir; gercek ¢oziim probleme diizenlilestirme katmaktir. 62| x||? cezasi matrisi
tersinir ve iyi kosullu yapar.

@ Builder Notu — Giiriiltiiye Karst

Neredeyse tekil = kii¢iik o’lar = k devasa. Ters problemler (tomografi, deconvolution, sistem kimliklen-
dirme) bu siniftadir; ham pseudoinverse giiriiltiiyii patlatir. Diizenlilestirme (sonraki boliim) bilgiyle
giiriiltii arasinda denge kurar.

17.8 7. Ceza Terimi: (ATA + 82l)x = ATb

Diizenlilestirme, least squares’e bir ceza ekler: ¢oziimiin hem veriye uymasi1 hem kiigiik kalmasi istenir.
min Az — b|? + §2||z|?
x
Bunu minimize edince diizeltilmis normal denklem ¢ikar — kdsegene 42 eklenir:

(ATA+6%1) % = ATb

§ > 0 oldugu siirece A7 A + 621 pozitif tamimlidir (Ders 5) — her zaman tersinir, A ne kadar kétii olursa
olsun. ¢ biiyiidiik¢e problem daha iyi kosullu olur ama veriden uzaklasir. Bu, istatistikte ridge regresyon,
miihendislikte Tikhonov diizenlilestirmesidir.

Kotii-kosullu bir matriste ridge ¢6ziimiiniin §’ya gore nasil yol aldigimi Sekil 17.5 gosteriyor: ¢ kiigiildiikge
¢oziim pseudoinverse’e yakinsar, § biiyiikken kararli kalir.

@ Builder Notu — Agirlik Zayiflatma

52 Ha:”2 cezast = (2 agirlik zayiflatma (weight decay): derin 6grenmede agiri-uyumu onleyen en yaygin
diizenlilestirici. Kosegene 32 eklemek hem sayisal kararlilik (tersinirlik) hem genelleme (kiigiik agirlik)
verir — tek hamlede iki kazanc.
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17 Ax = b’nin Zorluklarina Genel Bakig

Ridge yolu: & kuculdukce cozum pseudoinverse'e yakinsar;
6 buyukken kararh

10 —

0.8 -
c
)
3
= 0.6 -
o] —— X1
:g —— X2
O pseudoinverse ¢éziim (=1)
o 0.4-
(@)}
S

0.2 -

0.0 -

1074 1073 1072 1071 100 10!
6 (log)

Sekil 17.5: Ridge yolu: é kiiciildiikge ¢6ziim pseudoinverse’e yakinsar; 6 biiyiikken kararli (kotii-kogullu A).
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17.9 8. 8§ = 0 Limiti = Pseudoinverse

17.9 8. 8§ — 0 Limiti = Pseudoinverse

0’y1 sifira gotiiriince ne olur? 1 x 1 6rnek (A = o) her seyi gosterir. Coziim:

$202+62 50 0 oc=0

o, {1/0 >0

o > 0ise 1/0’ya (gergek ters), o = 0 ise 0’a gider — tam olarak pseudoinverse’in yaptig1! Genel matriste
de ayn1:

(ATA 4 621)1AT —— A+
6—0

“...approaches the pseudo inverse, sigma plus.” — Strang, 46:41

Bu siireksiz, hassas bir limittir: o biiyiidiikge 1/0 patlar ama o = 0’da birden 0’a diiser. Istatistikgiler
pseudoinverse’i bu yoldan (ceza ekleyerek) bagimsiz kesfetti.

Her tekil deger o igin ridge ¢oziimiiniin § — 0 limitinde nasil 1/o pseudoinverse egrisine yakinsadigini
Sekil 17.6 gosteriyor: o > 0 yonlerinde 1/0”ya gider, o = 0 yoniinde 0 kalir.

Ridge 6-0 - pseudoinverse: 0>0 ise 1/0, 0=0 ise 0

5 -
— 5=1.0
— §5=0.5
5=0.1
47 1/0 (6-0)
5
+
©3-
S
€
He )
N
:0
< 2 - 1
(0] X,
@ .
S N\
1- .
0 - I I I I I I I I I
0.0 0.5 1.0 1.5 2.0 2.5 3.0 3.5 4.0
tekil deger o

Sekil 17.6: Ridge §—0 limiti: her tekil deger o icin ridge ¢oziimii 0/(c>+82), § kiigiildiikge 0>0 olan yonlerde
1/0 pseudoinverse egrisine yakinsar; 0=0 yoniinde O kalr.
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17 Ax = b’nin Zorluklarina Genel Bakis

@ Builder Notu — Ridge’in Sirri

“Ridge — pseudoinverse” kopriisii, diizenlilestirmenin neden ise yaradigini aciklar: ¢ kiiciik tekil
degerlerin patlamasini engeller, yalnizca giivenilir (biiylik o) yonleri kullanir. Truncated SVD ve erken
durdurma (early stopping) ayn1 sezginin akrabalaridur.

17.10 9. Durum 6-7: iteratif ve Rastlantisal

Durum 6 (¢ok biiyiik): Matris biiyiikse dogrudan ¢oziim (A7 A, QR) pahalidir. Iteratif yontemler ¢oziime
adim adim yaklasir — kahramani conjugate gradient.

“...like conjugate gradients, you get pretty close, pretty fast.” — Strang, 18:05 “...that name [
erased is Krylov...” — Strang, 17:37

Bu yontemler (Krylov ailesi) matrisi agik¢a kurmaz, yalnizca A ile ¢arpim kullanir. Durum 7 (devasa):
Matris bellege bile sigmiyorsa rastlantisal lineer cebir devreye girer — matrisi olasilikla 6rnekle, 6rnekten
cevap cikar.

“So randomized linear algebra has popped up...” — Strang, 18:46

Rastgele x’lerle Ax almak kolon uzayinda rastgele vektorler verir; az sayida 6rnek cogu zaman kolon uzayini
yeterince yakalar (Ders 13).

Olgek biiyiidiikce aletin nasil degistigini Sekil 17.7 gosteriyor: kiiciik — dogrudan, biiyiik/seyrek — iteratif,

devasa — rastlantisal.

Olcege gore alet: dogrudan - iteratif » rastlantisal

. Devasa
Kiiciik Buyuk / seyrek

dogrudan . iteratif . rastlantisal
(solve, QR) (conjugate gradient, (sketching,
Krylov) ornekleme)

Sekil 17.7: Olgege gore alet secimi. Kiigiik sistemler dogrudan yontemlerle ¢oziiliir (solve, QR). Biiyiik ya da
seyrek matrislerde iteratif yontemler (conjugate gradient, Krylov) tercih edilir. Devasa boyutlarda
ise rastlantisal yontemler (sketching, 6rnekleme) devreye girer. Matris biiyiidiik¢e (turuncu oklar)
alet de degisir.
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17.11 10. Derin Ogrenmede Implicit Bias

@ Builder Notu — Olcege Gore Alet

Olgek arttikga alet degisir: kiiciik — dogrudan, biiyiik/seyrek — iteratif (conjugate gradient, Krylov),
devasa — rastlantisal (sketching). Biiyiik-6lcek ML ve bilimsel hesap bu {i¢iiniin iistiinde durur; gradient
descent (Ders 21-23) iteratif ailenin optimizasyon akrabasidir.

17.11 10. Derin Ogrenmede Implicit Bias

Eksik-belirlenmis derin 6grenmede sonsuz ¢oziim vardir — hepsi egitim verisine tam uyar. Soru: hangisi test
verisinde de iyi ¢aligir (genellesir)?

“...At’s called implicit bias. How does that algorithm bias a solution toward a solution that
generalizes...” — Strang, 23:02

Kritik goézlem: bir algoritma (6rnegin gradient descent) ¢ozlimleri sessizce belli bir yone yatirir — buna
implicit bias denir. Iyi algoritmalar genellesen ¢oziimlere; kotiileri test verisinde ¢uvallayan ¢oziimlere gider.
Bu, 2018’in a¢ik matematik sorusudur ve kursun varis noktasidir.

@ Builder Notu — Neden Genellesir

Implicit bias, modern derin 6grenme teorisinin merkezidir: acik diizenlilestirme olmadan bile GD kiigiik-
norm/basit cozlimlere yonelir (Srebro varsayimi, Ders 8). Fazla-parametreli aglarin neden ezberlemeyip
genellestiginin cevabi buradadir — algoritmanin sectigi ¢6ziim, ¢ozliim uzayindan daha 6nemlidir.

17.12 Bu Dersin Ozeti

Ax = b sozliigii — boyut/rank/kosula gére durum haritasi, her birine regete.
Durum 0-1 — pseudoinverse (her zaman); iyi kosullu kare — eliminasyon (backslash).
Kondisyon sayis1 k = 0, /o,, — zorluk gostergesi; biiyiikse tehlike.
Durum 2 — fazla denklem — least squares (AT Az = ATb).

Durum 3 — eksik denklem — minimum norm / £*; derin grenme.

Durum 4 — koétii kolonlar — Gram-Schmidt/QR + pivotlama.

Durum 5 — neredeyse tekil — diizenlilestirme (621); ters problemler.

Ceza terimi — (AT A + 621)z = ATb; ridge/Tikhonov.

d — 0 = pseudoinverse — ceza, o > 0’da 1/0’ya, 0 = 0’da 0’a gider.
Durum 6-7 — ¢ok biiylik — iteratif (Krylov/CG); devasa — rastlantisal LA.
Implicit bias — hangi ¢6zlimiin genellestigi; GD’nin gizli tercihi.

—_
SO0 XN R W

[a—

I Tek Bir Ciimle

Az = b’nin zorlugu boyut, rank ve kondisyon sayisi K = o4 /o, ile belirlenir; her durumun kendi aleti
vardir (eliminasyon, least squares, minimum norm, QR, iteratif, rastlantisal) ve § 2T diizenlilestirmesi
neredeyse tekil problemleri pseudoinverse’e dogru yumusatir.
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17 Ax = b’nin Zorluklarina Genel Bakig

17.13 Kontrol Sorulari

1 Soru 1: Asagidaki ii¢ sistem hangi durumdadir? Hangi yontemi kullanirsin?

2 1 :
A1:<1 2>= Az:(i)a Ag=(1 1 1)

Cevap: A;: kare, tersinir (det = 3), iyi kosullu — dogrudan ¢6ziim (backslash/eliminasyon). A,: 3 X 1,
fazla denklem (overdetermined) — least squares (A7 Az = ATb), tek bilinmeyen. A;: 1 x 3, eksik
denklem (underdetermined) — sonsuz ¢6ziim, minimum-norm ¢6ziimii se¢ (pseudoinverse).

1 Soru 2: A = diag(100, 1) matrisinin kondisyon sayisin1 bul. Neden bu matris terslemede risklidir?

Cevap: Tekil degerler 100 ve 1 — k = o, /o, = 100/1 = 100. Ters A~! = diag(0.01, 1); kiiciik
yon (o0 = 1) terste 1’e, biiyiik yon 0.01°e gider. K = 100 orta diizeyde kotii; girdideki kiiciik hata,
coziimde 100 kata kadar biiyiiyebilir. K — oo (o,, — 0) olunca matris terslenemez héle gelir.

1 Soru 3: Ridge ¢oziimii (ATA + 8’I)''ATb, § — 0°da 0 = 0 ve 0 > 0 icin neye gider?

Cevap: 1 x 1’de ¢oziim o/ (0% + §2). 0 > Oise § — 0’da 1/0’ya (gergek ters) gider. ¢ = 0 ise her
¢ i¢in 0, limitte de 0. Bu siireksiz davranig tam olarak pseudoinverse’tir: sifir olmayan tekil degerleri
tersler, sifir olanlar1 sifir birakir. Ceza terimi, 0 = 0 olsa bile son ana kadar problemi ¢oziilebilir tutar.

1 Soru 4: Fazla-parametreli (underdetermined) bir ag sonsuz ¢oziime sahipken neden genellesebilir?

Cevap: Coziim uzay1 sonsuz olsa da, egitim algoritmasi (gradient descent) hepsini esit secmez —
implicit bias ile belli ¢oziimlere (genelde minimum-norm/basit) yonelir. Bu ¢oziimler test verisinde
de iyi caligir. Yani genelleme, ¢6ziim uzayinin kendisinden degil, algoritmanin o uzaydan hangi-
sini sectiginden gelir. Bu, modern derin 6grenme teorisinin merkezi sorusudur (Srebro varsayimu ile
baglantil).

17.14 Egzersizler

Cevapsiz problemler. C6z, sonra numpy ile kontrol et.

Egzersiz 1. Asagidaki sistemleri durum haritasinda sinifla (tersinir / least squares / minimum-norm) ve uygun
yontemi soyle: (a) 4 x 4 tersinir A; (b) 1000 x 3 A; (¢) 3 x 1000 A; (d) o degerleri 1, 0.001 olan 2 x 2 A.

3

. _ 0
Egzersiz 2. A = (0 0.01

) icin kondisyon sayisin1 hesapla. A~'’i yaz; kiiciik yondeki biiyiitmeyi yo-
rumla.

Egzersiz 3. A = (2) (1 x 1) ve b = 6 igin ridge ¢6ziimii = /(0% 4+ §%) - b’yi 6 = 1,0.1,0.01 igin
hesapla; 6 — 0’da 1/0 - b = 3’e yaklagtigim goster.

Egzersiz 4. Python ile diizenlilestirmeyi kegfet:
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17.15 Sonraki Ders Icin Hazirlik

import numpy as np

A = np.array([[3.0, ©.0], [0.0, 0.001]])
print("kondisyon:", np.linalg.cond(A)) # o0l/on = 3000

b = np.array([3.0, 0.001])
for delta in [1.0, 0.1, 0.01, 0.0]:

if delta > o:

X = np.linalg.solve(A.T @ A + delta**2 * np.eye(2), A.T @ b)
else:

X = np.linalg.pinv(A) @ b # 6 > 0 limiti

print(f"6={delta}: x={x}")

Egzersiz 5. (Ders 11 habercisi.) Ders 11, eksik-belirlenmis sistemde (m < n) |z|’i minimize eden ¢6ziimii
islerr A= (1 1 1),b=3igin Az = b’yi saglayan minimum ¢? norm ¢oziimiinii bul (pseudoinverse
veya Lagrange ile). Cevabin (1,1, 1) olmasini bekle — neden?

17.15 Sonraki Ders i¢in Hazirlik

Ders 11: Az = b Kosuluyla ||z||’i Minimize Etmek

Ders 10°da durum haritasini ¢ikardik; eksik-belirlenmis durumda “hangi ¢6ziim?” sorusunu agtik. Ders 11
bunu derinlegtirir: kisit altinda minimum-norm ¢o6ziimii.

* Minimum ¢? norm ¢éziimii (pseudoinverse’in verdigi)
 Minimum ¢! norm (seyrek ¢Oziim)

* Lagrange carpanlari ile kisitli minimizasyon

* Derin 6grenmede ¢6ziim secimiyle bag

Ders 11 Oncesi Yapilacak

* Bu dersin egzersizlerini ¢6z, 6zellikle Egzersiz 5’1 (minimum-norm).

* Python’da np.linalg.pinv ile eksik-belirlenmis sistemlerin minimum-norm ¢oziimiinii incele.

* Ana ciimleyi tekrar oku: “Az = b’nin zorlugu k = o, /0,,; diizenlilestirme pseudoinverse’e
yumusatir.”

17.16 Anahtar Kavramlar (Cheat Sheet)

Kavram Tanim Strang’de

Ax = b sozliigi Durum haritasi; her duruma  Om25
ayr1 regete

Kondisyon sayisi Kk = 0, /0,,; zorluk 2m27
gostergesi
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17 Ax = b’nin Zorluklarina Genel Bakig

Kavram Tanim Strang’de

Durum 3: eksik m < n; minimum norm / 4m34
¢1; derin 6grenme

Gram-Schmidt / QR Kotii kolonlar — 7m06
ortonormal taban
(A=QR)

Ceza / diizenlilestirme 62| z|? ekle; 14m49
(ATA + 52]):1? =ATp

6 — 0 = pseudoinverse Ridge/Tikhonov limiti; 46m41
c>0—1/0,
c=0—0

Iteratif (conjugate gradient)  Cok biiyiik; Krylov ailesi, 18m05
yalniz Az ¢arpimi

Krylov Iteratif yontemlerin ad 17m37
(detay Ders 12)

Rastlantisal LA Devasa matris; ornekleme 18m46
(Ders 13)

Implicit bias Algoritmanin hangi 23m02

¢Oziimii sectigi; genelleme

17.17 ML Baglantilari Ozeti

Kondisyon sayis1 x — egitim zorlugu; normalizasyon/on-kosullama x’y1 kiigtiltiir.
Eksik-belirlenmis = derin 6grenme — fazla-parametre, sonsuz ¢6ziim; secim 6nemli.
Minimum norm / ¢! — diizenlilestirme; /! seyrek, £? diizgiin.

Gram-Schmidt/QR — koétii-kosullu tasarim matrislerini diizeltme; kararli least squares.
Ridge (621) — pseudoinverse — weight decay, Tikhonov; sayisal kararlilik + genelleme.
iteratif/rastlantisal — biiyiik-6lgek ML; conjugate gradient, randomized SVD, sketching.
Implicit bias — fazla-parametreli aglarin neden genellestigi; GD’nin gizli diizenlilegtirmesi.

Nk WD =

I Eger bu dersten tek bir sey alip gidersen

Ax = b tek bir problem degil, bir problemler ailesidir — boyut, rank ve kondisyon sayisi K =
0, /0,, hangisi oldugunu sdyler. Iyi kosulluda eliminasyon, fazla denklemde least squares, eksikte
minimum norm, kotii kolonda QR, neredeyse tekilde diizenlilestirme (& 2] - pseudoinverse), devasada
iteratif/rastlantisal. Dogru tani, dogru aleti sectirir — ve eksik-belirlenmig derin 6grenmede asil soru,
algoritmanin sonsuz ¢6ziimden hangisini (implicit bias) sectigidir.

ETAP 2 kapanisi (Ders 2-10): Bu on ders, lineer cebirin “highlights” turunu (faktorizasyonlar,
ortogonallik, 6zdeger/SVD, normlar) tamamlay1p veri bilimine (Eckart-Young, PCA, least squares,
diizenlilestirme) ve derin 6grenmenin kapisina (gradient descent, implicit bias) bagladi. Sirada
optimizasyon ve sinir aglar1 var.
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18 Ax = b’nin Kosuluyla ||x]’i Minimize Etmek

Gram-Schmidt A = QR ve Krylov uzay1

1 Boliim bilgisi

Video: Minimizing || x| Subject to Ax =b - OCW: MIT 18.065 Lecture 11 - Okuma siiresi: ~38 dk -
Egitmen: Gilbert Strang - Onkosul: Ders 10 (Ax = b durum haritas1, kondisyon say1s1, kotii kolonlar).

18.1 Bu Derste Ne Var?

Bu ders ii¢ pargadan olugur. Baglik kisa agiligi (|| minimizasyonu) yansitir ama dersin gévdesi Gram-
Schmidt ve Krylov’dur. (Not: docx ders11 = OCW Lec 11; OCW baslig1 acilis recap’ini vurgular, video asil
olarak Gram-Schmidt/QR + iteratif yontemleri isler.)

Uc temel fikir:

1. |z| minimizasyonu (recap) — Az = b kisit1 altinda en kiiciik normlu z: £* (elmas) seyrek, ¢2
(cember) dik ayak, ¢°° (kare) esit bilegen.

2. Gram-Schmidt: A = QR — bagimsiz (belki kotii kosullu) kolonlar1 ortonormal (Q’ya ¢gevir; R =
Q™ A; kolon pivotlama sayisal kararlilik icin.

3. Krylov + Arnoldi/Lanczos — biiyiik seyrek A icin iteratif ¢oziim; Krylov uzay1 {b, Ab, A%b, ...},
conjugate gradient, ve baz1 ortonormallestirme.

“Now, I'm coming to the topic of the day, which is Gram-Schmidt.” — Strang, 9:20

Dersin ii¢ dalim ve aralarindaki bagi Sekil 18.1 6zetliyor: merkezdeki Ax = b ¢oziimiinden norm minimizas-
yonu, Gram-Schmidt A = QR ve Krylov uzayina uzanan ii¢ kol, hepsi ortonormal kolonlarin sagladig1 i¢
carpim kolayliginda (¢ = Q7 x) bulusur.

@ Builder Notu — Sayisal Cebrin Omurgasi

* Gram-Schmidt / QR — koétii kosullu tasarim matrislerini ortonormal tabana cevirir; least squ-
ares’in kararli ¢oziimii, 6zdeger algoritmasinin (Ders 12) temeli.

* Kolon pivotlama — rank-aciga-cikaran QR; en bilgilendirici kolonu seger (6znitelik se¢imi,
sayisal kararlilik).

* Krylov + conjugate gradient — biiyiik seyrek sistemlerin belkemigi; yalniz Az ¢arpimi kullanur,
matrisi agik kurmaz (biiyiik-6l¢ek ML/bilimsel hesap).

* Ortonormal baz — ¢ = Q7' z — katsayilar tek bir transpozla; projeksiyon ve ¢oziimiin ucuz
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18 Ax = b’nin Kosuluyla || x| ’i Minimize Etmek

Ax = b ¢ozlimi

ortonormal — ¢ = QTx (i¢
carpim)

norm min (6zet) Gram-Schmidt A = QR Krylov span{b, Ab, A2b}

Sekil 18.1: Ders 11 kavram haritasi: Ax = b ¢ozlimii merkezinden li¢ ana dal — norm minimizasyonu ozeti
(1 seyrek / €2 dik ayak / oo esit bilesen), Gram-Schmidt A = QR (bileseni ¢ikar + normalize
— modified GS — kolon pivotlama) ve Krylov uzay1 span{b, Ab, A%b} (conjugate gradient —
Arnoldi/Lanczos); ayrica ortonormal kolonlardan i¢ carpimla katsayilar ¢ = Q'x diigiimii.

oldugu yer.

Tek ciimle: koti kosullu kolonlart Gram-Schmidt ile ortonormallestirmek (A = Q) R) sayisal lineer
cebirin omurgasidir; biiyiik sistemlerde ayni ortonormallestirme Krylov/Arnoldi/Lanczos olarak iteratif
¢Oziimii miimkiin kilar.

18.2 1. Once Hatirlatma: ||x|| Minimizasyonu

Strang dersi, Ders 8’deki “kisit altinda norm minimizasyonu” resmini sayilarla somutlagtirarak agiyor. Kisit
tek bir dogru: 3z, + 4x, = 1. Bu dogru iizerinde hangi nokta en kii¢iik normludur — norma gore degisir.

“Do you remember the day that we minimized different norms?” — Strang, 2:27

3y + 4z, =1 (constraint)

* (2: cember dogruya dik ayakta deger — kazanan (3/25,4/25).
s (': elmas — kazanan (0, 1/4).
e (>°: kare — kazanan (1/7,1/7).

Ayni dogru iizerinde ii¢ norm topunun farkli kazananlara degdigini Sekil 18.2 gosteriyor: £? cemberi dik
ayakta, /' elmasi kosesiyle eksen iistiinde (seyrek), £°° karesi esit bilesende deger.

@ Builder Notu — Norm Secimi = Coziim Secimi

Bu ii¢ kazanan, ayni1 kisitta {i¢ farkli diizenlilestirmenin (ridge, Lasso, max-norm) sececegi li¢ farkli
¢Oziimdiir. Norm secimi = ¢Oziim secimi: aym veri, farkli geometri, farkli sonug.
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18.2 1. Once Hatirlatma: | x| Minimizasyonu

3x1+4x2=1 dogrusunda en kiiciik norm: £2 dik ayak, /1 kose (seyrek), [x esit bilesen

0.4 -
0.3 -
/1

0.2 -
22

0.1-

0.0 -

-0.1-

—0.2 -
—0.3 -

-0.4 -
m— 3x14+4x2=1

-04 -03 -0.2 -0.1 0.0 0.1 0.2 0.3 0.4

Sekil 18.2: 3z, + 4z, = 1 dogrusu iizerinde ayni kisit1 saglayan sonsuz ¢éziimden hangisini sececegimizi
norm belirler. U¢ norm topunu, dogruya degecek sekilde biiyiitiiriiz: ilk degdigi nokta o normun
kazananidir. £, gemberi dogruya teget oldugu yerde deger — bu dik ayak (0.12, 0.16), iki bilegen
de sifirdan farkli. ¢, elmast ise sivri kisesiyle deger — kose eksenin iistiinde oldugu i¢in x; = 0
cikar, yani seyrek ¢oziim (Lasso’nun nedeni). ¢ karesi kosesiyle deger ama koseleri kosegende
oldugundan iki bilesen esit olur (0.143, 0.143). Ayni dogru, ii¢ farkli kazanan.
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18 Ax = b’nin Kosuluyla || x| ’i Minimize Etmek
18.3 2. /! Seyrekligi

¢! kazanani neden 6zel? Ciinkii elmasin kosesi eksende oturur — bir bileseni tam sifir olur.
“A diamond, right. A diamond. So the diamond that first touches the line is here.” — Strang, 5:02

3z, + 44 = 1 dogrusunda ¢* kazanam (0,1/4): x; = 0 (seyrek!). p arttik¢a (1 — 2 — 00) kazanan
koseden (seyrek) koseye dogru kayar; cember ve karede seyreklik kaybolur. Yiiksek boyutta bu, £!”in neden
seyrek ¢ozlim verdiginin kaynagidir.

Iki normun ayn1 dogrudaki kazananini yan yana koyan Sekil 18.3, elmasin koseli geometrisinin neden sifir
bilesen iirettigini gosteriyor: £2 cemberi iki bileseni de sifirdan farkli birakir, ¢! elmasi ise tam z; =0
Verir.

11 seyrekligi: elmasin késesi ekseni keser - bir bilesen tam sifir (Lasso'nun sebebi)

O1!‘%_((;ember): dik ayak, iki bilesen sifirdan farkh o4 _21 (elmas): kose eksende - x1=0 (seyrek)
0.3~ 0.3 - x1=0 (seyrek)
0.2 - 0.2 -
0.1- 0.1-
0.0 - 0.0 -
-0.1- —-0.1-
-0.2 - —-0.2-
-0.3 - -0.3 -
-0.4 4 i i | i —0.4 1 I i I !
-0.4 -0.2 0.0 0.2 0.4 -0.4 -0.2 0.0 0.2 0.4

Sekil 18.3: €1 seyrekligi: ayn1 3z, + 42, = 1 dogrusunda iki normun en kiiciik ¢6ziimii. Solda €2 cemberi
dogruya dik ayaginda (0.12, 0.16) deger — iki bilesen de sifirdan farkli (yogun). Sagda €1 elmasi
dogruya bir kosesinde, tam y ekseninde (0, 0.25) deger — x; = 0 olur (seyrek). Elmasin koseli
geometrisi seyrekligi liretir; Lasso’nun calisma sebebi budur.

@ Builder Notu — Sifirin Geometrisi

“Elmas kosesi = sifir bilegen geometrisi Lasso’nun, compressed sensing’in ve seyrek modellerin
matematiksel sebebidir. Kac sifir gelecegi boyuta ve kisit sayisina baglidir — Strang’in “ilging proje”
dedigi acik soru.

18.4 3. Gram-Schmidt: A = QR

Dersin asil konusu: kotii kosullu (neredeyse bagimli) kolonlart ortonormal bir tabana ¢evirmek.
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18.5 4. R = QT A (I¢ Carpimlar)

“Now, I'm coming to the topic of the day, which is Gram-Schmidt.” — Strang, 9:20
Bagimsiz ama belki barely-bagimsiz kolonlu A’dan, ortonormal kolonlu @) iiretilir; ikisi iist tiggensel R ile

baghdir:

A=QR

R, @Q’nun kolonlarindan A’nin kolonlarina gegis regetesidir. LU da ileri gidip U’ya variriz; burada ileri gidip
Q’ya variriz, sonra A ile Q’yu baglayan R’yi yazariz.

“...the Matlab command is exactly QR.” — Strang, 12:15

A = @R ayrisiminin ii¢ matrisini Sekil 18.4 1s1 haritasiyla yan yana koyuyor: soldaki A Gram-Schmidt’le
ortada ortonormal kolonlu (’ya gecer, sagda R = Q7 A’min kosegen-alt1 tam sifir (iist ticgen).

A = QR: kolonlar ortonormal Q'ya, R = Q~T A ust iicgen (R_ij = q_i . a_j)
A Q (ortonormal kolon) R = Q~T A (iist Gicgen)

Sekil 18.4: A = QR ayrigiminin iiclii 1s1 haritasi. Soldaki A matrisinin kolonlar1 Gram-Schmidt ile ortonor-
mallestirilerek ortadaki Q (her kolonu birim boyda ve birbirine dik) elde edilir; sagdaki R = QTA
iist icgendir ve kosegen-alt1 girdileri tam sifirdir (R_ij = q_i" a_j, i > j icin stfir). Ust iicgen yapu, j.
kolonun yalnizca kendinden 6nceki q vektorlerine bileseni oldugunu gosterir.

@ Builder Notu — Giiniin Konusu

A = @R, least squares’in kararli ¢6ziim yoludur (Ders 9-10) ve 6zdeger algoritmasinin (Ders 12
QR iterasyonu) ¢ekirdegidir. numpy.linalg.qr bunu verir; LU yerine QR, ortonormallik sayesinde
kondisyonu karelemez.

18.5 4. R = Q" A (i¢ Carpimlar)

R gizemli goriiniir ama basittir. A = QR’de Q ortogonal oldugundan Q! = Q7; iki tarafi soldan Q7 ile
carp:

R=QTA

173



18 Ax = b’nin Kosuluyla || x| ’i Minimize Etmek
“...this mysterious R is Q transpose A.” — Strang, 13:13

R’nin (i, j) girdisi, g; satir1 ¢arp1 a ; kolonu — yani basitge bir i¢ carpim:

_ T
R =a; a;

Demek ki R, Q’larin A’larla nokta ¢arpimlarindan ibarettir. Gizem yok: ortonormallik R’yi bu temiz forma
indirir. (Yukaridaki Sekil 18.4 aym zamanda bu i¢-carpim yapisini gorsellestirir: sagdaki R = Q7 A paneli.)

@ Builder Notu — I¢ Carpim Yeter

R = QT A olmas1, ortonormal bir tabanda koordinat bulmanin i¢ carpimdan ibaret oldugunu gosterir
(Boliim 11). Bu, Fourier katsayilari, projeksiyon ve dikkat (attention) skorlarinin da temelidir: dik
tabanlarda her sey i¢ ¢carpimla okunur.

18.6 5. Gram-Schmidt’in Cift Adimi

Tiim Gram-Schmidt iki adimin tekraridir. ik kolon kolaydir — sadece normalize et: ¢; = ay/|aq|. Asil fikir
g5 de:

“The whole idea of Gram-Schmidt is in g2.” — Strang, 16:05

a5’ nin g; yoniindeki bilesenini ¢ikar (ortogonal yap), sonra normalize et:

A
A2 = Qg — (agql) qy, 4o = ”A2”
2

Cikarilan parga (a2 q; )q,; geriye kalan A,, ¢, e diktir (kontrol: ¢f Ay = al'q; — (al'q;)(¢¥ q;) = 0). Bu
“cikar + normalize” ¢ifti tlim algoritmanin kalbidir.

Bu iki adimi somut sayilarla (a; = (1,1), a5 = (2,0)) Sekil 18.5 gésteriyor: a, nin ¢, tizerindeki pro-
jeksiyonu ¢ikarilir, dik kalan A, normalize edilince ¢, elde edilir ve kokteki kesik kare ¢; L ¢, dikligini
isaretler.

@ Builder Notu — Cikar ve Normalize

“Onceki yonlerin bilesenini ¢ikar, kalan1 normalize et” — bu, dik bir taban kurmanin evrensel regetesidir.
Ortonormal RNN agirliklari, dik gomiiler ve PCA sonrasi dik eksenler ayn1 islemi kullanir.
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18.6 5. Gram-Schmidt’in Cift Adim

Gram-Schmidt'in kalbi: a2'nin ql bilesenini CIKAR (proj),
kalan A2'yi NORMALIZE et - q2 (ql'e dik)

2 -
1- - (a2.ql)ql
4
4
l'q]_
0- A2 = a2 - proj
q2
-1 -
_2 .
-2 -1 0 1 2

Sekil 18.5: Gram-Schmidt’in iki adimi, a; = (1,1) ve ay = (2,0) iizerinde. Agik ¢elik renkli a,, a,
baglangi¢ (dik olmayan) kolonlari. ik kolon dogrudan normalize edilir: ¢; = a;/|a;| (koyu
lacivert). Ikinci adimin kalbi: a5’nin ¢, yoniindeki bileseni (a2 ¢;)q; = (1,1) hesaplanir (mor
kesik ok) ve CIKARILIR; geriye ¢, e dik kalan Ay = ay — (ad'q;)q; = (1, —1) kalir (turuncu,
projeksiyon ucundan ¢izili). Bu kalani normalize edince g, = A, /|| A5 | (mavi) elde edilir. Kokteki
kesik kare q; _L g5 dikligini gosterir: ¢ikar-ve-normalize ¢cevrimi ortonormal tabani iiretir.
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18.7 6. Modified Gram-Schmidt
Uglincii vektorde iki bilesen gikarilir (q; ve go):

A3
A3 = a3 — (agq1> qy — (a?;QZ> g2, 43 = “A “
3

Iki ¢ikarmay1 ayr ayr (6nce g, sonra ¢,) yapmak sayisal olarak daha kararlidir — buna modified Gram-
Schmidt denir.

“It’s called modified Gram-Schmidt.” — Strang, 20:43

Klasik (hepsini bir kerede ¢ikar) ile modified (sirayla ¢ikar) matematiksel olarak ayni1 sonucu verir ama
yuvarlama hatasina kars1 modified daha dayaniklidir.

@ Builder Notu — Kiitiiphanenin Tercihi

Modified Gram-Schmidt, kiitiiphanelerin tercih ettigi siirlimdiir: ayn1 islem sayisi, daha iyi sayisal
kararlilik. Householder QR (Ders 3) ise daha da kararlidir; biiylik problemlerde LAPACK Householder
kullanir.

18.8 7. Kolon Pivotlama (Daha lyi Gram-Schmidt)

Standart Gram-Schmidt kolonlar1 geldigi sirada alir — risklidir. Eger a neredeyse a, yoniindeyse, ¢ikardiktan
sonra geriye minik bir par¢a kalir; ona bolmek yuvarlama hatasini patlatir (tipki eliminasyonda kiiciik pivot
gibi). Cozlim: her adimda kalan kolonlarin hepsinden ¢; (ve sonraki ¢’lar) bilesenini ¢ikar, en biiyugiinii
seg.

“...I'm going to take the largest.” — Strang, 30:49

Bu, eliminasyondaki satir degisiminin (en biiylik pivot) kolon karsiligidir — kolon pivotlama. Strang’in
vurgusu: ekstra is yok, ciinkii bu ¢ikarmalar1 zaten yapacaktin; sadece siray1 en biiyiik-kalan-kolon olarak
seciyorsun.

@ Builder Notu — En Biiyiigii Se¢

Kolon pivotlu QR = rank-aciga-¢ikaran faktorizasyon: hangi kolonlarin gercekten bagimsiz/bilgilendirici
oldugunu bulur. Ozellik secimi, kotii-kosullu matris diizeltme ve sayisal kararlilikta standart (LAPACK

geqp3).
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18.9 8. Krylov Uzayt

18.9 8. Krylov Uzayi

Dersin son pargasi: A ¢ok biiyiik ve seyrekse Ax = b’yi nasil ¢ozeriz? Biiyiik seyrek matrisle ucuz yapabile-
cegin tek sey matris-vektor carpimi (Ax). O zaman b’den baglayip ardigik ¢arpimlar iiret:

_ 2 i—1
X ; = span{ b, Ab, A%b, ..., A77'b}
“...it’s called the Krylov space.” — Strang, 37:35

Bu vektérlerin kombinasyonlart Krylov uzayidir (boyut 5). Onemli: A? hicbir zaman acik¢a kurulmaz —
A - (A-b) olarak ardigik carpimla hesaplanir. Seyrek A igin her ¢arpim ucuzdur.

Krylov vektorlerinin neden “kétii bir taban” oldugunu Sekil 18.6 gosteriyor: ardisik A*b vektorleri giderek
baskin 6zvektor yoniine doner, birbirine neredeyse bagimli hale gelir — Arnoldi/Lanczos’un ortogonallestirme
ihtiyacinin gorsel sebebi.

@ Builder Notu — Yalniz Ax Carpimi

Krylov uzayi, biiyiik-0l¢ek sayisal cebrin kalbidir: matrisi bellege agmadan, yalmz Ax ¢carpimiyla galisir.
Conjugate gradient, GMRES, Lanczos hepsi Krylov tabanlidir — devasa seyrek sistemler (PDE, ag
Laplacian’lari, oneri sistemleri) i¢in tek pratik yol.

18.10 9. Conjugate Gradient

Krylov uzayinda Az = b’yi tam ¢dzmeyiz; o uzaydaki en iyi (en yakin) ¢6ziimii buluruz.
“...xj will be the best vector, or the closest vector [in the Krylov space].” — Strang, 39:19

7 biiyiidiikce Krylov uzay1 genisler ve ¢oziim gercek cevaba yakinsar. Bu yaklagimin kahramani conjugate
gradient’tir: simetrik pozitif tanimli sistemlerde Krylov uzayinda hizla en iyi ¢oziime iner. Tam ¢dziim yerine
“yeterince yakin, yeterince hizli”.

Conjugate gradient’in gradient descent’e kiyasla ne kadar hizli yakinsadigini1 Sekil 18.7 gosteriyor: ayn1 SPD
sistemde CG, 20 adimda residual normunu ~1073 diizeyine (sonlu-aritmetikte makine sifirina ~27 adimda)
indirirken, sabit-adim gradient descent cok daha yavas ilerler ve ayni diizeye yaklasamaz.

@ Builder Notu — Akilli Akraba

Conjugate gradient, gradient descent’in (Ders 21-23) akilli akrabasidir: SPD sistemlerde gradient
descent’ten cok daha hizli yakinsar (kondisyon sayisinin karekokii kadar adim). Biiyiik lineer sistemleri
ve ikinci-derece optimizasyonu ¢6zmenin standart araci; yalmz Ax gerektirir.
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18 Ax = b’nin Kosuluyla || x| ’i Minimize Etmek

Krylov {b, Ab, A2b, ...}: vektorler baskin 6zvektore doner
(neredeyse bagimli) =» Arnoldi/Lanczos ortogonallestirir

1.0 -
v baskin ozvektor
‘ A3b
0.5 -
A2b
0.0 -
Ab
—-0.5 -
—1.0 -
-1.0 -0.5 0.0 0.5 1.0

1 2

(1,1)/+/2 (A = 3); her yeni A*b bu yone daha cok yaslanir, dolayisiyla vektérler neredeyse
dogrusal bagimli (kotii bir taban) hale gelir. Arnoldi/Lanczos bu vektorleri adim adim ortogonal-
lestirerek iyi bir taban kurar.

Sekil 18.6: Krylov vektorleri {b, Ab, A%b, A3b} baskin 6zvektore doner. A = [2 1] icin baskin 6zvektor
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18.10 9. Conjugate Gradient

Conjugate gradient vs gradient descent: CG Krylov uzayinda
cok daha hizli yakinsar (SPD sistem)

—e— conjugate gradient
—— gradient descent

10° -

1071 E

residual norm (log)

1072 E

0 10 20 30 40 50 60 70 80
iterasyon

Sekil 18.7: Conjugate gradient vs gradient descent: ayn1 SPD sistemde (20 x 20, S = BBT 4-0.51, kondisyon
~ 129) artik (residual) normunun logaritmik diisiisii. Conjugate gradient Krylov uzayinda ¢ok
daha hizli yakinsar — 20 adimda residual’1 ~10~2 diizeyine, ~27 adimda makine sifirina indirir;
gradient descent ise sabit adimla 80 iterasyonda hala bu diizeye ulasamaz. Aradaki fark kondisyon
say1sinin karekokiinden gelir.
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18.11 10. Arnoldi ve Lanczos

Krylov uzayimin dogal bazi {b, Ab, A?b, ...} biiyiik bir sorun tagir: bu vektdrler genelde neredeyse bagimhidir
(hepsi baskin 6zvektor yoniine doner). Kotii bir tabandir. Coziim: bu bazi ortogonallestir.

“...that’s where Arnoldi comes in. And there’s also a Hungarian guy named Lanczos.” — Strang,
41:15

Arnoldi genel matrisler icin, Lanczos simetrik matrisler i¢in Krylov bazim1 ortonormallestirir (Gram-
Schmidt’in Krylov uzayima uygulanmasi). Ortonormal baz elde edilince, o uzaya projeksiyon (en iyi ¢oziimii
bulma) kolaylagir.

@ Builder Notu — Ug-Terimli Rekiirans

Arnoldi/Lanczos, biiyiik seyrek matrislerin birka¢ baskin 6zdegerini/6zvektoriinii bulmanin standart
yoludur (tam SVD yerine) — PCA, spektral kiimeleme (NYU DL'deki spektral GCN), ve dev sistemlerin
¢oziimiinde kullanilir. Lanczos = simetrik durumda Arnoldi’nin ucuz hali (li¢-terimli rekiirans).

18.12 11. Ortonormal Bazin Giici

Neden ortonormal baz bu kadar degerli? Bir x vektoriinii baz vektorleriyle yazmak istersen (z = Qc¢),
katsayilar1 bulmak normalde Q 'z ¢ozmek demektir. Ama Q ortonormalse @~ = Q7 yani katsayilar
bedava:

“...Q inverse is Q transpose. That’s the payoff.” — Strang, 43:32

r=Qc = c=QTz, ci:qiTzlz

Her katsay1 tek bir i¢ carpimdir (¢; = qiT ) — clinkii ql-T ;=00 =+ 7) diger terimleri siler. Denklem ¢6zmek
yok; sadece nokta ¢arpimlari. Tiim Gram-Schmidt/Krylov ¢abasi bu kolaylik icindir.

@ Builder Notu — Bedava Katsayilar

“c = QT 2” — ortonormal tabanda projeksiyon = i¢ ¢arpim. Fourier doniisiimii, dalgacik katsayilari,
PCA bilesenleri ve dikkat skorlari hep bu ucuzluktan yararlanir. Ortonormallik, hesabi O(n?) ¢6zmeden
O(n) i¢ carpima indirir.

18.13 Bu Dersin Ozeti

1. ||| minimizasyonu (recap) — Az = b kisitinda £! (elmas, seyrek), £2 (cember, dik ayak), £>° (kare).
2. ¢! seyrekligi — elmas kosesi eksende — bilesen sifir.

3. A = QR — Gram-Schmidt: kotii kosullu kolonlari ortonormal (Q’ya gevir.

4. R=QTA— R;; = qiTaj; i¢c carpimlar.

5. Cift adim — bilegeni ¢ikar, normalize et (Gram-Schmidt’in kalbi).
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18.14 Kontrol Sorulari

Modified GS — cikarmalar1 sirayla yap; sayisal kararlilik.

Kolon pivotlama — en biiyiik kalan kolonu sec; rank-agiga-gikaran.
Krylov uzayr — span{b, Ab, ..., A7 'b}; yalmz Ax ¢arpimu.

Conjugate gradient — Krylov uzayinda en iyi/en yakin ¢oziim.
Arnoldi/Lanczos — Krylov bazini ortonormallestir; ¢ = Q7  ucuzlugu.

© 0

! Tek Bir Ciimle

Kotii kogullu kolonlart Gram-Schmidt ile ortonormallestirmek (A = @ R) sayisal lineer cebirin omur-
gasidir; biiyiik seyrek sistemlerde ayni ortonormallestirme (Krylov + Arnoldi/Lanczos) yalniz Az
carpimuyla iteratif ¢6zliimii miimkiin kilar — ve ortonormal tabanda her katsayi tek bir i¢ carpimdir

(c=QTx).

18.14 Kontrol Sorulari

i Soru 1: a; =(1, 1), a, = (2, 0) kolonlarina Gram-Schmidt uygula; q,, q,’yi bul.

Cevap: ¢; = ay/a;]| = (1,1)/V2. Cikar: a3 ¢, = 2/V2 = V2, Ay = ay — V2 - ¢ = (2,0) —
(1,1) = (1, —1). Normalize: ¢, = (1,—1)/v/2.

50 w5 ()

1 Soru 2: Soru 1°deki A = [a, a,] i¢in R = QT A matrisini bul. Ust iicgensel mi?

qf g5 = 0 v (ortonormal).

Cevap: Ry, = |a;| = V2, Ry = qfay = V2, Ryy = ¢l a; = 0, Ryy = | Ay = V2

(3 )

Ust iiggensel v’ (Ry; = 0, ¢iinkii ¢, sonradan kuruldu ve a,’e dik). A = QR dogrular.

1 Soru 3: Standart Gram-Schmidt kolonlari sirayla alur. a, neredeyse a, yoniindeyse risk nedir? Kolon
pivotlama nasil ¢ozer?

Cevap: a, ~ a, ise, ¢; bilesenini ¢ikardiktan sonra A, ¢ok kiigiik olur; ¢, = A, /| A,|’de minik
sayiya bolmek yuvarlama hatasini patlatir (eliminasyondaki kiiciik pivot gibi). Kolon pivotlama: her
adimda kalan tiim kolonlardan mevcut g’larin bilesenini ¢ikar, en biiyiik kalan1 se¢ — minik sayiya
bolmekten kaginir, sayisal kararlilik.
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1 Soru 4: A 10%x10° seyrek bir matris. Neden dogrudan QR/ters yerine Krylov + conjugate gradient
kullanirsin?

Cevap: Bu boyutta A’y1 agikca tersine cevirmek/QR yapmak imkéansizdir (bellek ve O(n?) maliyet).
Seyrek A ile ucuz olan tek islem matris-vektor garpimudir (Az). Krylov uzay {b, Ab, A%b, ...} sadece
ardisik Az ¢arpimlartyla kurulur; conjugate gradient bu uzayda hizla en iyi ¢oziime yakinsar (matrisi
hic agmadan). Biiyiik seyrek sistemler (PDE, ag Laplacian, oneri) icin tek pratik yol.

18.15 Egzersizler

Cevapsiz problemler. C6z, sonra numpy ile kontrol et.

Egzersiz 1. a; = (1,0,0), a5 = (1,1,0), a3 = (1,1, 1) kolonlarina Gram-Schmidt uygula. q;, 5, g3’
bul ve ortonormal olduklarini dogrula.

Egzersiz 2. 3r; + 41, = 1 dogrusunda (2, ¢!, {>° kazananlarimi (sirasiyla (3/25,4/25), (0,1/4),
(1/7,1/7)) sagla — her birinin kisiti gercekten sagladigini ve neden o normda en kiigiik oldugunu agikla.

Egzersiz 3. A = diag(2,3,0,0) ve b = (1,1,1,1) igin Krylov vektorlerini b, Ab, A%b yaz. Bu Krylov
uzayimin boyutu kactir? (Ipucu: sifir 5zdegerler hangi bilesenleri 61diiriir?)

Egzersiz 4. Python ile Gram-Schmidt ve QR:

import numpy as np

A = np.array([[1.0, 1.0, 1.0],

[0.0, 1.0, 1.0],

[0.0, 0.0, 1.0]])
Q, R = np.linalg.qr(A)
print("Q =\n", Q)
print("R =\n", R) # st Uggensel
print("Q'Q = I ?", np.allclose(Q.T @ Q, np.eye(3)))
print("QR = A ?", np.allclose(Q @ R, A))

# Krylov uzayi:

M = np.array([[2.0, 1.0], [1.0, 2.0]]); b = np.array([1.0, ©.0])
K = np.column_stack([b, M@ b, M@ (M @ b)])

print("Krylov rank:", np.linalg.matrix_rank(K))

Egzersiz 5. (Ders 12 habercisi.) Ders 12, QR’1 6zdeger hesabina uygular: A, = QR, sonra A; = RQ

2
1 2
oldugunu dogrula (benzerlik).

(ters sirada), tekrarla. A = 1) icin A; = RQ’yu hesapla; A, in 6zdegerlerinin A’ninkiyle (3, 1) aym
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18.16 Sonraki Ders icin Hazirhk

Ders 12: Ozdeger ve Tekil Degerleri Hesaplamak

18.16 Sonraki Ders Icin Hazirlik

Ders 11°de Gram-Schmidt/QR ve Krylov’u kurduk. Ders 12 QR’1 beklenmedik bir yere uygular: 6zdeger

hesabi.

* QR iterasyonu: A = QR — A; = R(Q) — tekrarla; kbsegene yakinsar

* Neden calisir: her adim benzerlik (6zdegerler degismez)

¢ Hizlandirma (shift) ve simetrik durumda Lanczos

Ders 12 Oncesi Yapilacak

Tekil degerlerin hesab1 (A7 A degil, dogrudan)

* Bu dersin egzersizlerini ¢z, 6zellikle Egzersiz 5°i (QR iterasyonu).

* Python’da np.linalg.qr ile birka¢ matrise A — R() adimini birka¢ kez uygula; kdsegenin
ozdegerlere yakinsamasini gozlemle.

* Ana ciimleyi tekrar oku: “A = @R ortonormallestirir; Krylov + CG biiyiik sistemleri Ax

carpimiyla ¢ozer.”

18.17 Anahtar Kavramlar (Cheat Sheet)

Kavram Tanim Strang’de

|| minimizasyonu Kisit altinda en kiigiik 2m27
norm; ¢! /02 /(> farki

¢! seyreklik Elmas kosesi eksende — 5m02
sifir bilesen

Gram-Schmidt A = QR Kétii kosullu kolonlari 9m20
ortonormal (Q’ya ¢evir

R=QTA R;; = qiTaj; i¢c carpimlar ~ 13ml3

GS cift adim Bileseni ¢ikar, sonra 16m05
normalize et

Modified GS Cikarmalan sirayla yap; 20m43
sayisal kararlilik

Kolon pivotlama En biiyiik kalan kolonu se¢; 30m49
rank-aciga-cikaran

Krylov uzay1 span{b, Ab, A®), ...}; 37m35
yalniz Az garpimi

Conjugate gradient Krylov uzayinda en iyi/en =~ 39m19
yakin ¢ozim

Arnoldi / Lanczos Krylov bazini 41m15

ortonormallestir; ¢ = QT x
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18.18 ML Baglantilari Ozeti

1.

AN

A = QR - least squares’in kararli ¢6ziimii; ortonormal agirlik baslatmasi; 6zdeger algoritmasi (Ders
12).

R = QT A/c= Q"x — ortonormal tabanda projeksiyon = i¢ carpim; Fourier, dikkat skorlari, PCA.
¢! seyreklik — Lasso, compressed sensing; elmas kosesi.

Kolon pivotlama — rank-agi3a-cikaran QR; 6znitelik secimi, kotii-kogullu diizeltme.

Krylov + conjugate gradient — biiyiik seyrek sistemler; yalniz Ax; PDE, ag Laplacian, oneri.
Arnoldi/Lanczos — baskin 6zdeger/6zvektor (tam SVD yerine); PCA, spektral GCN, spektral kiime-
leme.

Ortonormallik — O(n?) ¢ézmeden O(n) ig carpim; whitening, dik gomiiler, hiz.

I Eger bu dersten tek bir sey alip gidersen

Kotii kosullu kolonlart Gram-Schmidt ile ortonormallestirmek (A = ) R) sayisal lineer cebirin omur-
gasidir — least squares’i kararl ¢ozer, 6zdeger algoritmasini besler, ve ortonormal tabanda her katsay1
tek bir i¢ carpima (¢ = Q7 z) iner. Biiyiik seyrek sistemlerde ayni ortonormallestirme Krylov uzay1 +
conjugate gradient + Arnoldi/Lanczos olarak yalniz Ax ¢arpimiyla iteratif ¢oziimii miimkiin kilar.
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19 Ozdeger ve Tekil Degerleri Hesaplamak

QR iterasyonu, shift, Hessenberg ve bidiagonal

1 Boliim bilgisi

Video: Computing Eigenvalues and Singular Values - OCW: MIT 18.065 Lecture 12 - Okuma siiresi:
~36 dk - Egitmen: Gilbert Strang - Onkosul: Ders 11 (QR faktorizasyonu, Gram-Schmidt ve ortonormal
tabanlar).

19.1 Bu Derste Ne Var?

eig ve svd perde arkasinda ne yapar? Ders 11’in QR’1 beklenmedik bir yere uygulanir: 6zdeger hesabu.
Strang QR iterasyonunu, shift’i ve Hessenberg/tridiagonal 6n-iglemeyi anlatir.

Uc temel fikir:

1. QRiterasyonu — A = QR — A, = RQ — tekrarla; A; = Q' AQ benzerdir (6zdeger korunur),
kosegen-alt1 soner, 6zdegerler kdsegende belirir.

2. On-isleme — 6nce Hessenberg (simetrikte tridiagonal) forma indir; QR’1 ¢ok hizlandirir. Iteratif olmak
zorunda (Abel: 5. derece denklemin formiilii ¢6ziimii yok).

3. Tekil degerler — A” A KURMA (kondisyon karelenir), determinant KULLANMA; iki-yonlii ortogonal
(Q,AQ,) o’lart korur — bidiagonal forma indir.

Biitiin bu fikirlerin tek bir merkezden nasil dallandigini Sekil 19.1 6zetliyor: 6zdeger/tekil deger hesabinin
kalbinde QR iterasyonu, ¢evresinde benzerlik, shift, Abel sinir1 ve 6n-isleme vardir.

Ozdeger / tekil deger

_ hesabi

LAPACK eig / svd

késegen-alti soner (kiibik) ' Abel: 5. derece+ formiil Gn-isleme: Hessenberg / SVD: ATA KURMA —
: shift A - sl — hizlandinr . e o
— Gzdegerler kosegende Yok — iteratif simetrik — tridiagonal bidiagonal

Sekil 19.1: Ders 12 kavram haritas1: 6zdeger / tekil deger hesab1 merkezinden ana fikirlere dallar — QR
iterasyonu (A = QR — A, = RQ — tekrarla), benzerlik (A = Q' AQ 6zdegeri korur), kosegen-
altinin kiibik sonmesi (6zdegerler kosegende), shift (A — sl yakinsamay1 hizlandirir), Abel sinirt
(5. derece+ kapali formiil yok — iteratif), 6n-igleme (Hessenberg, simetrikte tridiagonal) ve SVD
(ATA KURMA — bidiagonal); ayrica her seyi calistiran LAPACK eig/svd diigiimii.

“It’s called the QR method because you start by factoring your matrix into QR.” — Strang, 2:12
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@ Builder Notu — eig’in Motoru

* QR iterasyonu = eig’in motoru: numpy.linalg.eig/eigh arka planda Hessenberg/tridiagonal
+ shift’li QR (LAPACK) calistirir; dogrudan ¢agirirsin, kiitiiphane optimize eder.

» Benzerlik = 6zdeger korur — her QR adimi1 A; = Q1 AQ); spektral yontemlerin (PCA, GCN)

hesap temeli.

ATA’dan kacin — tekil deger icin A7 A kurmak kondisyonu kareler (Ders 6); SVD dogrudan A

tizerinde bidiagonallestirme + QR ile bulunur.

* Abel stmir1 — 6zdeger/tekil deger kesin formiilii yok (5. derece+); sadece iteratif yaklagim, e-yakin
cevap.

Tek climle: 6zdeger/tekil deger hesabinin motoru QR iterasyonudur — benzerlik doniistimleriyle kbsegen-
altin1 sondiiriir; Hessenberg/tridiagonal/bidiagonal 6n-isleme ve shift onu pratik kilar.

19.2 1. QR Yontemi: A = QR - RQ

Ozdegerleri hesaplamak icin QR faktorizasyonu (Ders 11) beklenmedik bicimde anahtar olur. Matrisi QR’a
ay1r, sonra carpanlari ters sirada carp — yeni matris bu:

Ay = Qo Ry, A} = RyQq
“It’s called the QR method because you start by factoring your matrix into QR.” — Strang, 2:12

Sonra A, ’i tekrar QR’a ayur, ters sirada carp, A, iiret — tekrar tekrar. Umut: 6zdegerler degismesin ve matris
kosegene yakinsasin.

QR iterasyonunun bir simetrik matriste kdgegeni adim adim 6zdegerlere nasil tasidigint Sekil 19.2 gosteriyor:
kosegen-alt1 sonerken kosegen degerleri kesik cizgilerle isaretli gercek 6zdegerlere oturuyor.

@ Builder Notu — Ters Sirada Carp

QR iterasyonu, numpy.linalg.eig/eigh’in (LAPACK) motorudur. “A = QR sonra RQ” dongiisii,
1960’larda 6zdeger hesabini kokten degistirdi — Onceki tiim yontemleri silip siipiirdii. Sen eig ¢agirirsin,
arka planda bu doner.

19.3 2. Neden Ozdegerler Korunur (Benzerlik)

A;’in 6zdegerleri A,’la aym m? Iki matrisin ayni 6zdegere sahip oldugunu gostermenin en iyi yolu: benzer
olduklarin1 géstermek (Ders 4).

“They’re similar, that’s right.” — Strang, 4:29

A, = RyQo. QuRy = A, oldugundan R, = Q' A,; yerine koy:

A} = RyQp = Q" (QuRy)Qp = Qp ' ApQy
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19.3 2. Neden Ozdegerler Korunur (Benzerlik)

QR iterasyonu: késegen degerleri 6zdegerlere yakinsar (A=QR - RQ tekrarla)

—e— kosegen 1 2
4.5 - —e— kosegen 2

—e— kobsegen 3
40- ¢

3.5 -

3.0 - S ~——, °

2.5 -

késegen degerleri

2.0 -

1.5 -

0 5 10 15 20 25
QR iterasyon adimi

Sekil 19.2: QR iterasyonu (A = QR — A; = RQ tekrarla): bir simetrik A’nin kosegen girdileri adim

adim 6zdegerlere (kesik ¢izgiler) yakinsar — kdsegen-alt sifira sonerken kosegende 6zdegerler
beliriyor.
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Bu tam bir benzerlik doniisiimiidiir - A, ve A, ayn1 6zdegerlere sahiptir. Her QR adimu 6zdegerleri korur;
yalnizca temsili degistirir.

@ Builder Notu — Benzerlik Giivencesi

“Her adim Q' AQ benzerligi” giivencesi, iterasyonun 6zdegerleri bozmadan matrisi sadelestirmesini
saglar. Ayni benzerlik fikri (taban degisimi 6zdegeri korur) PCA, spektral kiimeleme ve ag reparametri-
zasyonunun ortak ilkesidir.

19.4 3. Kdsegen-alti Séner —» Ozdegerler

Mucize: ¢ogu matriste QR adimlari kosegen-alt1 girdileri giderek kiiciiltiir. A, — A; — A, ... kdsegen-alti
epsilonlara iner ve kosegende 6zdegerler belirir.

“...the eigenvalues pop up on the diagonal.” — Strang, 17:36

2x2 ornekte kosegen-disi girdi her adimda kiipii alinir (sin @ — sin® 6 — sin® § — ...), yani ¢ok hizl1 0’a
gider:

“...cubic convergence...” — Strang, 9:29

Kosegen-alt1 kiiclik epsilonlar 6zdegerleri pek degistirmez (benzerlik korur), o yiizden kosegen degerleri
ozdegerlere yakinsar — en alttaki 6nce.

Kosegen-alt1 girdinin log eksende ne kadar dik diistiiglinti Sekil 19.3 gosteriyor: birkag adimda sifira ¢coken
bu egri, kiibik yakinsamanin imzasidir.

@ Builder Notu — Kiibik Hiz

Kiibik yakinsama, QR iterasyonunu pratik kilan seydir: birka¢ adimda makine hassasiyetine ulagir. Bu
hiz, eig’in milisaniyelerde ¢alismasinin sebebi; biiyiik matrislerde ise yalniz baskin 6zdegerleri arayan
yontemler (Lanczos, Ders 11) devreye girer.

19.5 4. Shift (Kaydirma) ile Hizlandirma

Numerik analistler daha hizlisini istedi ve shift (kaydirma) bulundu. Birim matrisin bir katin ¢ikar, QR yap,
ters sirada garp, kaydirmayi geri ekle:

“...the idea of introducing a shift...” — Strang, 10:27
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19.6 5. Tam Coziim Imkénsiz (Abel)

Kosegen-alti girdi her adimda hizla soner (- 0): 6zdegerler kosegende beliriyor

10° - —e— alt-kdsegen |girdi|

-1 _
= 10
kel
%
é 10—2 4
C
]
(@)
]
_lh'
2 1073 -
e
©
1074 -

0 2 4 6 8 10 12
QR iterasyon adimi

Sekil 19.3: Kosegen-alt1 girdi her QR adiminda hizla séner (— 0): A=QR — RQ tekrarlandik¢a 6zdegerler
kosegende beliriyor. Log eksende dik diisiis, kiibik yakinsamanin imzasidir.

sI ile kaydirmak 6zvektorleri degistirmez, 6zdegerleri s kadar kaydirir (A — X\ — s). Iyi secilmis bir shift
yakinsamay1 ¢ok hizlandirir. Ve benzerlik korunur: R(()) hesabinda R, ile Ry ! sadelesir, ¢ikarilan s/ ile
eklenen s/ birbirini gétiiriir — A; hala A, a benzerdir.

Shift’in yakinsamay1 ne kadar dramatik hizlandirdigin1 Sekil 19.4 gosteriyor: saf QR sekiz adimda ancak
ilerlerken Wilkinson shift’li QR tek adimda makine hassasiyetine ¢oker.

@ Builder Notu — Akilli Kaydirma

Shift, QR iterasyonunu pratikte kullanilabilir kilan hizlandirmadir (6zellikle son 6zdegere yakin shift
secmek). Aym “kaydir-coz-geri kaydir” fikri ters iterasyon (inverse iteration) ve onkosullamada da
goriiliir; bilinen bir 6zdeger tahminine yakinsamay1 hizlandirir.

19.6 5. Tam Coziim imkansiz (Abel)

Neden tam ¢oziim yok, neden iterasyon? Eliminasyonda Ax = b’yi sonlu adimda tam ¢6zeriz. Ama 6zdegerler
n. dereceden bir denklemin kokleridir ve Abel bir asir 6nce kanitladi: 5. derece ve istii denklemin kokleri
icin kapal formiil yoktur.

“5th degree, yeah.” — Strang, 21:36
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19 Ozdeger ve Tekil Degerleri Hesaplamak

Shift (A-sl) yakinsamayi ucurur: Wilkinson shift birkac adimda makine hassasiyeti

—— shift yok

1071 - —e— Wilkinson shift

10—3 -
1075 -
1077 -
1079 -

10—11 i

alt-késegen |qgirdi| (log)

10—13 |

10—15 i

adim

Sekil 19.4: Shift (A — sI) yakinsamay1 ugurur. Ayn1 2x2 simetrik A icin alt-kdsegen girdisinin biiyiikliigii (log
Olcek): turuncu kareler saf QR iterasyonu (shift yok) — her adimda yalnizca geometrik olarak
kiigiiliir ve 8 adimda hala 103 diizeyinde. Navy daireler Wilkinson shift’li QR — tek adimda
makine hassasiyetine (=1071®) coker. Shift, 6zdegeri kosegene firlatarak yakinsamay dramatik
bicimde hizlandirir.
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19.7 6. Hessenberg Formu (On-Isleme)

Yani 6zdegerleri (ve tekil degerleri) sonlu, kesin adimlarla bulmak matematiksel olarak imk&nsizdir — yalmzca
QR iterasyonuyla istedigimiz kadar (¢) yaklasabiliriz. Ozdeger problemi, Az = b’den bir zorluk seviyesi
yukaridadir.

@ Builder Notu — Abel’in Duvari

Abel simir1, neden eig’in “kesin” degil “c-yakin” oldugunu agiklar: ~n® adimda makine hassasiyetine
ulagir ama prensipte sonsuz adim gerekir. Bu, sayisal lineer cebir ile cebirin temel ayrimi — ML’'de
0zdeger/SVD hep yaklagik (ama pratikte yeterince kesin).

19.7 6. Hessenberg Formu (On-isleme)

Is nerede? QR faktorizasyonunda. Onu hizlandirmak icin matrisi énce ¢ok sifirl1 bir forma indir. Tam iicgensel
yapamayi1z (6zdegerleri bulmus olurduk, Abel yasak), ama kogsegenin bir altina kadar sifirlayabiliriz —
Hessenberg formu.

“Upper Hessenberg.” — Strang, 22:56

Hessenberg matris = iist iicgensel + bir alt kosegen, gerisi sifir (zyar1 n? sifir). Bu sifirflar QR adimlarinda
sifir kalir, boylece her QR cok daha ucuz. Tam yontem: (1) A’y1 benzerlikle Hessenberg’e indir, (2) shift’li
QR uygula.

Dolu bir simetrik matrisin on-iglemeyle nasil tridiagonal yapiya indigini Sekil 19.5 gosteriyor: 16 dolu girdi
yalniz ana kdgegen + bir alt/iist kosegene (~2n say1) iniyor.

On-isleme: simetrik A - tridiagonal (benzerlik, 6zdeger korunur); QR adimlari O(n) cok hizh

simetrik A (dolu) tridiagonal (~2n sayi)

Sekil 19.5: On-isleme: simetrik bir matris A, benzerlik doniisiimleriyle tridiagonal forma indirilir. Sol panelde
dolu simetrik A’nin 16 girdisi, sag panelde tridiagonal yapinin yalnizca ana kdsegen ile bir alt/iist
kosegeni (~2n say1) doludur. Ozdegerler korunur, sonraki QR adimlari O(n) ¢ok hizli ¢alisir.
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@ Builder Notu — Yart Yol Sifir

Hessenberg on-isleme, eig’in iki asamal1 yapisinin ilk yarisidir (LAPACK). Benzerlik doniigiimiiyle
(Householder) yapildigindan 6zdegerleri korur ve sonraki QR adimlarinin maliyetini O(n?)’den ¢ok
asag1 ceker — pratik 6zdeger hesabinin sirri.

19.8 7. Simetrik — Tridiagonal

Matris simetrikse daha da iyi. QR adimlari simetriyi korur (A, simetrik — A; simetrik). Simetrik + Hessen-
berg = tridiagonal: yalniz ana kdsegen + bir list + bir alt kosegen.

“...tridiagonal matrix.” — Strang, 27:09

Tridiagonal matriste yalnizca ~2n say1 vardir (iist ve alt kosegen simetriden esit). QR adimlar tridiagonalligi
korur, bdylece her adim O(n?) yerine O(n) — “bomba gibi” hizli. Simetrik eigh bu yiizden ¢ok hizlidr.

@ Builder Notu — iki Kosegen Yeter

Simetrik — tridiagonal indirgeme, kovaryans/Gram/Hessian gibi ML matrislerinin 6zdegerlerini hesap-
lamanin hizli yoludur (numpy.linalg.eigh). PCA, kernel yontemleri ve spektral kiimeleme bu rutinin
hizina dayanir.

19.9 8. eig(A): Hessenberg + Shift’li QR

Tam algoritma iki adimdir: (1) A’y1 Hessenberg (simetrikse tridiagonal) forma indir, (2) shift’li QR uygula.
eig(A) perde arkasinda bunu yapar — ama Matlab/NumPy kendi kodunu degil, profesyonel LAPACK
rutinlerini cagirir.

LAPACK, on yazarli, onyillarca emek verilmis sayisal lineer cebir “Incili”dir; 6zdeger kodlar1 indirilebilir ve
her ciddi sistem ona dayanir. Yani sen eig/eigh/svd cagirirsin, diinyanin en iyi sayisal analistlerinin kodu
caligir.

@ Builder Notu — LAPACK’i Cagir

“Kendin yazma, LAPACK cagir” — sayisal ML nin altin kurali. Ozdeger/SVD rutinleri (geev, syev,
gesdd) onlarca yillik kararlilik ¢aligmasinin iiriinii; elle QR yazmak hem yavag hem riskli. NumPy/Py-
Torch/SciPy hepsi LAPACK e kopriidiir.

19.10 9. Tekil Degerler: ATA ve Determinant’tan KACIN

Tekil degerler AT A’nin 6zdegerlerinin karekokleridir — ama bu yolla hesaplanmaz.

“...You would never form A transpose A.” — Strang, 28:43
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19.11 10. Degismezlik: Benzerlik vs Iki-Yonlii Ortogonal

AT A kurmak kondisyon sayisini kareler (Ders 6): kiiciik tekil degerlerin bilgisi yuvarlama hatasinda kaybolur.
iki “asla yapma™: (1) AT A kurma; (2) 6zdegerleri determinant denkleminden (det(A — AI) = 0) bulma —
hem ¢ok yavas hem umutsuzca kétii-kosullu (n? bilgi n katsayiya sikisir). Bunun yerine SVD dogrudan A
lizerinde galisir.

Kondisyon sayisimin A7 A kurmakla nasil karelendigini Sekil 19.6 gosteriyor: k(AT A) = k(A)? egrisi
k(A)’nin ¢ok iistiine firlar, kiiciik tekil deZerleri yutar.

ATA kondisyonu KARELER: kiicuk tekil degerler kaybolur
- SVD A’A kurmadan calisir

—o— Kk(ATA) P
2 Vg o
rrrrr K ( A ) “/ Vg
103 - K(A) (y=x) y
I'//‘
'
s pd
2 102 - e
-8 31 P 04‘
9 e
d‘/
4‘/
4“
107 - ~
4'//‘
(-4
10!
K(A)

Sekil 19.6: ATA kondisyonu KARELER: k(ATA) = k(A)? (navy noktalar turuncu k(A)? egrisiyle ¢akisir),
oysa k(A) (steel kesikli, y=x) yar1 egimde kalir. Kiiciik tekil degerler ATA’da kaybolur — bu
yiizden SVD, ATA’y1 kurmadan A iizerinden bidiagonal yolla caligir.

@ Builder Notu — ATA’yl Asla Kurma

“ATA kurma, determinant kullanma” — iki yaygin hatay1 yasaklar. np.1linalg.svd dogrudan A’y1
bidiagonallestirir (A7 A’s1z); en kiigiik tekil degerlerin dogrulugunu korur. Ters problemler, diisiik-rank
yaklagim ve PCA bu kararlilifa baglidir.

19.11 10. Degismezlik: Benzerlik vs iki-Yénlii Ortogonal

Ozdeger ve tekil deger icin “neyi serbestce degistirebilirim” sorulari farkli cevap verir. Ozdeger, benzerlik
altinda degismez (her iki yan ayn1 matris ve tersi):
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Q'AQ = same eigenvalues

Tekil deger ise iki ayr1 ortogonal matris altinda degismez (SVD’de A = UXVT; her iki yana farkli ortogonal
carpabilirim):

Q,AQ, = same singular values

Ciinkii QU ve VTQQ yine ortogonaldir, ortadaki 3. degismez. Eigenvalue’da tek bir () ile simirliyken
(tridiagonal’a iner), singular value’da iki serbestlik var — daha cok sadelegtirme.

iki ortogonal serbestligin neye yol agtigin1 ve B” B’nin tridiagonal ¢ikisini Sekil 19.7 gosteriyor: Q,AQ,
tekil degeri korudugundan A bidiagonal’e iner, B” B ise eigenvalue diinyasimn tridiagonal’1dur.

Degismezlik: Q1 A Q2 tekil degeri korur -> A bidiagonal'e iner; B~ T B tridiagonal (A~T A kurmadan)
A -> bidiagonal (SVD on-isleme) B~T B = tridiagonal (6zdeger diinyasi)

Sekil 19.7: Degismezlik ve bidiagonal indirgeme: ortogonal Q); AQ), tekil degerleri korur, boylece A iist-
bidiagonal forma iner (SVD 6n-isleme). BT B ise tridiagonaldir — 6zdeger diinyasia A" A’y1 hi¢
kurmadan gegilir.

@ Builder Notu — Hangi Déniisiim Neyi Korur

“Hangi doniisiim neyi korur” ayrimi temeldir: benzerlik (taban degisimi) 6zdegeri, iki-yonlii ortogo-
nal tekil degeri korur. Bu, PCA’nin (kovaryans benzerligi) ve SVD-tabanli sikistirmanin (ortogonal
degismezlik) neden taban seciminden bagimsiz oldugunu aciklar.
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19.12 11. Bidiagonal Form (SVD I¢in)

19.12 11. Bidiagonal Form (SVD igin)
Iki ortogonal serbestlik sayesinde SVD 6n-islemesi tridiagonal’dan daha ileri gider: bidiagonal form (ana
kosegen + bir iist kosegen, gerisi sifir).

“...reduce it even further from tridiagonal to bidiagonal.” — Strang, 38:11

Algoritma yine iki asamali: (1) A’y1 iki-yonlii ortogonal ile bidiagonal’e indir (o’ lar korunur), (2) QR-tipi
yontemle o’lar1 bul. Bidiagonal A icin AT A tridiagonaldir — eigenvalue diinyasiyla tam ortiisiir. Boylece
SVD, AT A’y1 hig acikca kurmadan hesaplanir.

@ Builder Notu — Bidiagonal’e in

Bidiagonallestirme + ortiik QR, np.1linalg.svd’nin (LAPACK gesdd/gesvd) yaptigidir: A7 A’s1z,
sayisal kararl1 SVD. Diisiik-rank yaklagim, PCA, pseudoinverse ve giiriiltii gidermenin giivenilir temeli.

19.13 Bu Dersin Ozeti

QR iterasyonu — A = QR — A, = R(Q) — tekrarla; 6zdegerler kosegende belirir.
Benzerlik — A; = Q! AQ); 6zdegerler korunur.

Kogegen-alt1 soner — kiibik yakinsama; kdsegen — 6zdegerler.

Shift — A — s[ ile hizlandir; benzerlik korunur, A — A\ — s.

Abel sinir1 — 5. derece+ kapali formiilii yok; iterasyon zorunlu (e-yakin).
Hessenberg — bir alt kdsegen + sifirlar; 6n-igleme QR’1 hizlandirir.

Simetrik — tridiagonal — ~2n say1; O(n) adim, ¢ok hizli.

eig(A) — Hessenberg + shift’li QR; LAPACK.

ATA ve determinant’tan KACIN — kondisyon karelenir / kétii-kosullu.
Degismezlik — Q! AQ o6zdegeri, Q, AQ, tekil degeri korur; SVD — bidiagonal.

C PO RXTNUNA BN =

[a—

! Tek Bir Ciimle

Ozdeger/tekil deger hesabinin motoru QR iterasyonudur: A = QR — R(Q doéngiisii her adimda
Q' AQ benzerligiyle 6zdegerleri korur ve kosegen-altim sondiiriir; Hessenberg/tridiagonal/bidiagonal
On-igleme ve shift bunu pratik kilar — ama Abel yiiziinden hep iteratif (e-yakin), asla kesin.

19.14 Kontrol Sorulari

1 Soru 1: QR iterasyonunda A, = RQ’nun A, = QR ile aym 6zdegerlere sahip oldugunu goster.
Cevap: A, = QR oldugundan R = Q' A,. Yerine koy:

Bu bir benzerlik doniisimii (M = @ ile M _1A0 M). Benzer matrisler ayn1 6zdegerlere sahiptir (Ders
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4). Q ortogonal oldugundan Q! = Q7 hesap kararli. Demek ki tim A, A, Ay, ... aym 6zdegerlere
sahiptir; kosegende beliren degerler gercek 6zdegerlerdir.

1 Soru 2: A — sl kaydirmas1 6zdegerleri ve 6zvektorleri nasil etkiler? Neden yakinsamay1 hizlandirir?

Cevap: Ajv = \vise (Ay—sl)v = (A—s)v: dzvektorler aym, 6zdegerler s kadar kayar (A — A —s).
Eger s bir 6zdegere (6rnegin en kiigiigiine) yakinsa, o 6zdeger 0’a yaklasir ve QR adiminda kdgegen-alt
o satirda gok hizli soner. Iyi shift secimi kiibik yakinsamay1 daha da hizlandirir. Kaydirma geri eklenince
(A; = RQ + sI) benzerlik korunur.

1 Soru 3: Neden A’y1 basit adimlarla tam iist iicgensel (6zdegerler kosegende) yapamayiz, sadece
Hessenberg’e indirebiliriz?

Cevap: Tam liggensel yapabilseydik 6zdegerleri kosegende kesin okurduk — sonlu adimda. Ama
ozdegerler n. dereceden bir denklemin kokleridir ve Abel kanitladi: 5. derece+ i¢in kapali formiil yoktur.
Sonlu kesin adimlarla ¢ozmek bu teoremi ¢ignerdi. Bu ylizden en fazla Hessenberg’e (bir alt kdsegen
kalir) inebiliriz; gerisi iteratif QR ile e-yakin bulunur.

1 Soru 4: Tekil degerleri bulmak icin neden ATA’y1 acik¢a kurmazsin?

Cevap: 0 = /), (AT A) (yani o, AT A’min bir 6zdegerinin karekokiidiir) matematiksel olarak dogru
ama AT A kurmak kondisyon sayisim kareler (v — «2). Kiiciik tekil degerlerin bilgisi yuvarlama
hatasinda kaybolur (6rnegin o = 10~ % ise 0 = 108 makine epsilon’una gomiiliir). Bunun yerine SVD
dogrudan A’y1 bidiagonallestirir (A7 A’s1z) ve en kiiciik o’larin dogrulugunu korur. Ters problemler ve
diisiik-rank yaklagimda bu kritiktir.

19.15 Egzersizler
Cevapsiz problemler. C6z, sonra numpy ile kontrol et.

1
1 2
kosegeninin 6zdegerlere (3, 1) yaklastigini gézlemle.

Egzersiz1. A = (2 ) icin bir QR iterasyon adimi yap: A = QR bul, sonra A; = R(Q hesapla. A;’in

0 ; i¢in s = 2 shift uygula: (A —21) = QR, A; = RQ + 2I. A, in 6zdegerlerinin
hala 5 ve 2 oldugunu dogrula.

Egzersiz 2. A = (5

Egzersiz 3. Asagidaki simetrik matris zaten tridiagonal mi? QR iterasyonunda tridiagonal kalir m1? Kag
bagimsiz say1 igerir (n = 4)?

2100
1210
A_0121
0 01 2

Egzersiz 4. Python ile QR iterasyonunu elle yap:
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19.16 Sonraki Ders Icin Hazirlik

import numpy as np

A = np.array([[2.0, 1.0], [1.0, 2.0]])
for k in range(5):
Q, R = np.linalg.qr(A)
A=R@Q # QR iterasyon adimi
print(f"adim {k+1}, kosegen:", np.diag(A)) # 3, 1'e yakinsar
print("eig(A@):", np.linalg.eigvalsh([[2.0, 1.0], [1.0, 2.0]]))

Egzersiz 5. (Ders 13 habercisi.) Ders 13 rastlantisal matris carpimina gecer: dev A B ¢arpimini tiim kolonlar
yerine orneklenmis kolon/satir ¢iftleriyle yaklagik hesaplamak. AB = » (A’nin kolonu)(B’nin satiri)
ifadesini hatirla (Ders 1); neden bazi terimleri olasilikla 6rneklemek tiim toplanmu yaklagik verebilir? Bir terim
se¢me olasiligini ne ile orantilt alirdin?

19.16 Sonraki Ders icin Hazirlik

Ders 13: Rastlantisal Matris Carpimm

Ders 12’de kesin 6zdeger/SVD’yi gordiik. Ders 13 dev matrisler i¢in olasiliga doner: 6rnekleme ile yaklagik
hesap.

* Rastlantisal matris carpimi: kolon/satir ¢iftlerini 6rnekle
* Norm-kare 6rnekleme olasilig1 (6nemli terimleri sec)

* Beklenen deger ve varyans (Stat 110 kopriisii)

* Randomized SVD’ye giris; biiylik-6lcek ML

Ders 13 Oncesi Yapilacak

* Bu dersin egzersizlerini ¢z, 6zellikle Egzersiz 5°i (6rnekleme sezgisi).

* Python’da bir AB carpimini az sayida kolon/satir ¢iftiyle yaklasik hesaplamay1 dene; hatay1
gozlemle.

* Ana ciimleyi tekrar oku: “QR iterasyonu 6zdegerleri benzerlikle kdgegene tagir; Abel yiiziinden
hep iteratif.”

19.17 Anahtar Kavramlar (Cheat Sheet)

Kavram Tanim Strang’de

QR iterasyonu A=QR — A = 2mli2
R() — tekrarla

Benzerlik A, = Q1AQ; dzdegerler  4m29
korunur

Kiibik yakinsama Kosegen-dist her adimda 9m29

kiipt alinir
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19 Ozdeger ve Tekil Degerleri Hesaplamak

Kavram Tanim Strang’de

Ozdegerler kosegende Iterasyon limiti; kosegen —  17m36
A

Shift A—sl; A — \—s, 10m27
hizlandirir

Abel simir1 5. derece+ kapali formiil 21m36
yok; iterasyon zorunlu

Hessenberg Bir alt kogegen + sifirlar; 22m56
On-isleme

Simetrik — tridiagonal ~2n say1; O(n) adim, ok~ 27m09
hizli

ATA’dan kacin Kondisyon karelenir; SVD ~ 28m43
dogrudan A’da

Bidiagonal (SVD) Iki-yonlii ortogonal; o’lar ~ 38ml1

i¢cin On-igleme

19.18 ML Baglantilar Ozeti

Nk wn -

QR iterasyonu — eig/eigh/svd’nin motoru (LAPACK); PCA, spektral yontemler.
Benzerlik (Q ! AQ) — 6zdeger korur; taban degisiminin ML 'deki giivencesi.

Shift — ters iterasyon, 6nkosullama; bilinen tahmine hizli yakinsama.

Simetrik — tridiagonal — kovaryans/Gram/Hessian 6zdegerlerini hizli hesaplama.
ATA’dan kacin — SVD’nin sayisal kararlihigr; kiiciik o’larin korunmast.

Abel simir1 — 6zdeger/SVD hep yaklasik (e-yakin); ML’ de “yeterince kesin”.
LAPACK c¢agir — elle yazma; onyillarca kararlilik calismasinin iiriinii.

¥ Eger bu dersten tek bir sey alip gidersen

eig ve svd’nin motoru QR iterasyonudur: A = QR — R(Q dongiisii her adimda Q! AQ benzerligiyle
0zdegerleri korur ve kdsegen-altini kiibik hizla sondiiriir. Hessenberg (simetrikte tridiagonal) 6n-isleme
ve shift bunu pratik kilar; SVD ise AT A’y1 hi¢ kurmadan bidiagonal forma indirger. Abel yiiziinden
hep iteratif (e-yakin) — ama LAPACK bunu milisaniyelerde, giivenilir bicimde yapar.
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20 Rastlantisal Matris Carpimi

Mean, variance, norm-kare ornekleme — SGD’nin atasi

1 Boliim bilgisi

Video: MIT 18.065 — Randomized Matrix Multiplication - OCW: Lecture 13 - Okuma siiresi: =38
dk - Egitmen: Gilbert Strang - Onkosul: Ders 12 (biiyiik matrisler, iteratif yontemler).

20.1 Bu Derste Ne Var?

Dev matrisler i¢in AB’yi tiim terimlerle degil, 6rnekleyerek yaklasik hesaplamak. Bu, kursun istatistik/olasi-
likla ilk bulugsmas1 — mean, variance ve norm-kare ornekleme.

Ucg temel fikir:

1. AB =) dig carpimi 6rnekle — AB = Zj aijT (Ders 1); tiim terimler yerine olasilikla secilen
birkagini al, ortalamas1 A B’ye yakin.

2. Mean dogru, variance sifir degil — tahmin edici yansizdir (ortalama = AB) ama her 6rnek yanlis;
is, variance’1 kiiciiltmek.

3. Norm-kare 6rnekleme — olasilig1 p; o [a,] [|b; segmek variance’t minimize eder (Lagrange ile);
biiylik kolonlar daha sik.

Asagidaki kavram haritast bu dersin merkezindeki rastlantisal carpimdan ana fikirlere uzanan dallari, ve ayni
kalib1 tekrarlayan SGD diigiimiinii gosterir (Sekil 20.1).

SGD = aym kalip (mini-
batch)

_ —
AB =3 ajbT — rank-1 olasilikla &rnekle — mean DOGRU (yansiz) ama : " norm-kare drnekleme p o Lagrange — norm-kare
yansiz tahmin: olasiliga bl
parcalar (Ders 1)

Rastlantisal matris carpim

yaklasik AB

variance var llaflibil — variance min optimal

Sekil 20.1: Ders 13 kavram haritasi: rastlantisal matris ¢arpimi merkezinden ana fikirlere dallar — AB =
by ajbjT rank-1 pargalarinin toplam1 (Ders 1), pargalar1 olasilikla 6rnekle — yaklagik AB, mean
DOGRU (yansiz) ama variance var, yansiz tahmin i¢in her terimi olasiligina bol, norm-kare
ornekleme p o | 3 Il bj | variance’1 en aza indirir (0nemli terimleri sik sec) ve Lagrange ¢arpani
bu norm-kare olasiligin1 optimal kilar; ayrica aynmi kalib1 tekrarlayan SGD = mini-batch diigiimii.

“...the mean value of the random AB is correct AB. But there will be a variance.” — Strang, 2:28
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20 Rastlantisal Matris Carpumni

@ Builder Notu — SGD’nin Atasi

* Yansiz tahmin + variance — stokastik gradient descent’in (Ders 25) tam mantig1: mini-batch
gradyan1 gercegin yansiz tahminidir, variance batch boyutuyla diiger.

* Norm-kare 6rnekleme — 6nemli (biiyiik) terimleri daha sik secmek = importance sampling;
randomized SVD ve biiylik-0l¢ek carpimin temeli.

e AB =) rank-1 — Ders 1’in dig-¢arpim goriisii; her 6rnek bir rank-1 parga, toplami AB.

* Mean/variance — Stat 110 kopriisii; bu kursun ilk olasilik dersi, ileride olasilik boliimiinde
derinlesir.

Tek ciimle: dev A B’yi rank-1 pargalarini olasilikla 6rnekleyerek yaklagik hesaplariz; dogru tahmin edici
(yansiz) mean’i AB yapar, norm-kare 6rnekleme ise variance’t minimize eder — SGD’nin atasi.

20.2 Rastlantisal LA: Neden

Matris ¢ok ¢ok biiylikse (Ders 10’daki “devasa” durum) tam hesap imkansizdir. Coziim: olasilikla drnekle.
“...randomized matrix multiplication. It’s a pretty cool idea...” — Strang, 0:33

Plan: AB ¢arpiminda A’nin kolonlarini ve B’nin karsilik gelen satirlarini 6rnekle.
“...sample the columns of A and sample [the rows of B]...” — Strang, 0:53

Hepsini degil, olasilikla secilen birkacini al, topla — sonug A B’ye yakin olsun.

@ Builder Notu — Devasaya Tek Care

Rastlantisal LA, dev veri matrislerinin (10°+) tek pratik yoludur: tam ¢arpim/SVD imkansizken
ornekleme makul bir yaklasim verir. Randomized SVD, sketching ve stokastik gradient descent (Ders
25) hep bu sezgiye dayanir.

20.3 AB = ) Dis Garpimi Ornekle

Ders 1’in anahtar1: matris ¢arpimi, dig carpimlarin (rank-1 pargalarin) toplamidir.
AB =} _a;bj
J

Burada a; = A’nin j. kolonu, b;‘-r = B’nin j. satir. Tm r terimi toplamak yerine, terimleri olasilikla 6rnek-
leriz — her 6rnek bir rank-1 parca. Tek 6rnek A B’den ¢ok uzaktir (sadece rank-1), ama dogru olasiliklarla

ortalama A B’ye varir.

Asagidaki figiir carpimi rank-1 pargalarina ayirir: ilk iki terim ve toplamlart A B’nin yapisini goriiniir kilar
(Sekil 20.2).
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20.4 Mean ve Variance (Istatistik Girigi)

AB = toplam a_j b_j"~T: carpim rank-1 parcalarin toplami (Ders 1) -> bazilarini érnekle

AB al b1~T a2 b2~T ilk 2 terim toplami
-0.52-0.64-0.41 5 5 .084 5 5 - 0.063.0520.09¢

-0.57 -2.6 -0.4 5 - - .034 0.2 0.39

-1.6 - 5 -1. - 0.35
-1.5 5 5 0.077-0.2-0.02 5 -
-2.5 o o -0.11 -0. o o

Sekil 20.2: AB ¢arpimi rank-1 parcalarin (ajbf) toplamuidir; rastlantisal carpim bu parcalardan bazilarini
ornekler.

@ Builder Notu — Rank-1 Parcalar

“Carpim =rank-1 parcalarin toplam1” goriisii, orneklemeyi miimkiin kilar: her terim bagimsiz bir katkidr,
bazilarini se¢ip Olgekleyerek toplami kestirebilirsin. Ayni yap1t SGD’de (gradyan = 6rnek gradyanlarin
toplami, mini-batch ornekle) ve Monte Carlo’da goriiliir.

20.4 Mean ve Variance (istatistik Girisi)

Bu, kursun istatistikle ilk ciddi bulugmast. Iki kavram: mean (ortalama, beklenen deger) ve variance (yayilim).
Olasiliklar 1’e toplanir; rastgele AB’nin mean’inin dogru A B olmasini umariz.

“...the mean value of the random AB is correct AB. But there will be a variance.” — Strang, 2:28

Ama variance sifir degildir: hicbir tek 6rnek dogru degil, sadece ortalamada dogru. Is, olasiliklar: variance’1
minimize edecek sekilde se¢mek (sonunda Lagrange ¢arpanlariyla).

“...choose the probabilities that minimize the variance.” — Strang, 3:38

“...Lagrange multipliers will come in near the end.” — Strang, 4:32

@ Builder Notu — Mean ve Variance

Mean (yansizlik) + variance (giiriiltil) ayrimi, stokastik optimizasyonun kalbidir: SGD’de gradyan
tahmini yansizdir (mean = gercek gradyan) ama variance vardir; 6grenme hizi ve batch boyutu bu
variance’1 yonetir. Bu ders, Stat 110’un mean/variance’1n1 matrise tagir.

20.5 Pratik Ornek: 1x2 Matris, Mean Dogru

Strang basit bir 6rnekle 1sintyor: matris [a b] (1x2). iki kolon var; her drnekte birini 1/2-1/2 olasilikla sec,
s = 2 6rnek al, ortalamasini ¢ikar. Ornekler (a, 0) veya (0, b). Mean’i hesapla:
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20 Rastlantisal Matris Carpumni

p=2-%(ab)=(a,b)
Her 6rnegin mean’i (1/2)(a, b); iki 6rnekle ¢arpinca (a, b) — tam dogru.
“Mean is correct.” — Strang, 8:24

Siire¢ diizgiin kuruldugu icin (olasilik x dl¢ekleme) mean kesinlikle dogru ¢ikar. Asagidaki figiir tek-6rnek
tahminlerin gercekten uzakta oldugunu ama ortalamalarinin hedefe yakinsadigini gosterir (Sekil 20.3).

Mean DOGRU ama her ornek YANLIS: tek érnekler uzakta (gri), ortalamalan gercege (yildiz) yakinsiyor

tek ornekler (1/p 6lgekli)
gergek (2,6)
) 60 ornek ortalamasi

10 -

—10 -

-10 =5 0 5 10

Sekil 20.3: Mean DOGRU ama her 6rnek YANLIS: tek ornekler (4,0) ve (0,12) uzakta, 60 6rnegin ortalamasi
gercege (2,6) yakinsiyor (yansiz tahmin).

@ Builder Notu — Yansizligin Giivencesi

Yansiz tahmin edici (mean = ger¢ek deger), Monte Carlo ve SGD’nin temel giivencesidir: yeterince
ornek alirsan ortalama dogruya gider. Ama “mean dogru” tek basina yetmez — variance da kiiciik
olmal1 (sonraki boliimler).

20.6 Variance # 0 (Her Ornek Yanhs)

Mean dogru ama her 6rnek yanlistir. (a, 0) drnegi gergek (a, b)’den uzaktir; (0, b) de dyle. Higbir tek drnek
dogru degil — sadece ortalamada dogru.

Strang’in vurgusu: mean’in dogru olmasi, iyi cevap aldigin anlamina gelmez. —100 ile +100’{in ortalamas1
0 olabilir (dogru mean) ama her 6rnek 100 birim uzakta. Variance bu uzaklig1 6lger: dogru mean + biiyiik
variance = ise yaramaz tahminler. O yiizden asil is variance’1 kii¢tiltmektir.
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20.7 Iki Variance Formiilii

@ Builder Notu — Dogru Mean Yetmez

“Dogru mean, biiyiik variance” tuzagi ML'de her yerde: yansiz ama yiiksek-varyansh gradyan tah-
mini (kiigiik batch) egitimi giiriiltiilii yapar. Bias-variance dengesi, batch boyutu, momentum — hepsi
variance’1 yonetmek i¢in. Yansizlik gerekli ama yeterli degil.

20.7 iki Variance Formiilii

Variance’1n iki esdeger formiilii vardir. Birincisi mean’den uzakligin karesi:
2 _ 2
0" = E pi (; — )
i

Ikincisi mean’i sona birakir (cebirle ayni):

o2 =) pa?—p?
7

“...the second formula for the same quantity...” — Strang, 19:34

Tlk formiil her ¢iktidan mean’i ¢ikarir; ikincisi tiim karelerin ortalamasindan z2’yi cikarir. Hangisi kolaysa
onu kullan — sonug ayni. Asagidaki figiir her iki formiiliin 6zdes variance verdigini dogrular (Sekil 20.4).

Iki variance formulu ayni sonucu verir (mu=4, var=4): ikincisi tek-gecisli (streaming istatistik)

variance

0 - 1 1
toplam p(x-mu)”~2 toplam p x*~2 - mu”~2

ekil 20.4: Variance’1n iki formiili ayni1 sonucu verir: 0 = »  p.(x;, — ilec? =Y p.x?—p?. ikincisi
kil 20.4: Variance’1n iki formiilii ay ir: o2 pi(x;—p)?ile o i — P ik
tek gecislidir (streaming): mean ve variance’1 ayni taramada hesaplar.
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20 Rastlantisal Matris Carpumni

@ Builder Notu — Tek Gegiste Variance

Tkinci formiil (E[22] — (E[z])?) pratikte daha kullamghdir: tek geciste hem Y x hem Y x? biriktirip
variance’t hesaplarsin (online/streaming istatistik). Batch normalizasyonu ve running statistics bu
formiilii kullanar.

20.8 Norm-Kare Ornekleme

Esit olasilik (1/2-1/2) en iyisi degil. Eger bir kolon digerinden ¢ok biiyiikse, onu daha sik se¢mek variance’1
diigiirtir. Optimal secim norm-kare olasiliktir: bir terimin olasilig1, kolon ve satirinin biiyiikliigiiyle orantili.

“...norm squared probability.” — Strang, 18:02

a1 110

pi o< lagll gl py == e= ) llagl bl
k

“...proportional to norm squared.” — Strang, 23:31

Bolii ile bolmek (c = toplam) olastliklari 1’e toplar. Bir terimin ||a ]| [|b; biiyiikligi digerinin iki katiysa,
onu orantili olarak (iki kat) daha sik secersin. Biiyiik (6nemli) terimler daha sik 6rneklenir. (“Norm-kare”
adi Strang’in sozlii ifadesinden gelir; optimal olasilik ise norm ¢arpiminin birinci kuvvetiyle orantilidir —
Drineas-Kannan-Mahoney.) Asagidaki figiir (FLAGSHIP) norm-kare 6rneklemenin uniform drneklemeye
kiyasla bagil hatay1 her 6rnek sayisinda diisiirdiigiinii gosterir (Sekil 20.5).

Norm-kare 6rnekleme variance'l dusiirir: biuyuk (6nemli) terimleri daha sik secer (importance sampling)

—@— norm-kare 6rnekleme

100 - . ..
] uniform érnekleme

bagdil hata (log)

1071 4

5 10 15 20 25 30
ornek sayisi s

Sekil 20.5: Norm-kare Grnekleme variance’1 diisiiriir: olasiliklart p; oc [l [[b;] alarak biiyiik (6nemli)
terimleri daha sik secer (importance sampling). Bir kolon 10 kat biiyiik 6l¢eklendiginde, norm-
kare 6rnekleme (navi) her 6rnek sayis1 s i¢in uniform orneklemeden (turuncu) belirgin daha diisiik
bagil hata verir.
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20.9 Yansiz Tahmin Edici

@ Builder Notu — Onemliyi Sik Sec

Norm-kare 6rnekleme = importance sampling: 6nemli (biiyiik katkil1) terimleri daha sik se¢. Randomized
SVD, Monte Carlo integrasyonu ve 6nemli-ornekleme tabanli SGD aymni ilkeyi kullanir — variance’1,
onemli olan1 vurgulayarak diigiir.

20.9 Yansiz Tahmin Edici
Her 6rnegi, secim olasiligina bolerek dlcekleriz — bu, tahmini yansiz (unbiased) yapar. s drnekle:

—— 1<aa bt
AB = - _Ji Ji
>

-1 Py,

Mean’i hesapla: bir ornek j, p; olasilikla segilir ve (ajb;r) /(s p;) katki verir; p,’ler sadelesir:

asb) T — AB
SP; _;aj I

mean = S - g P
J

p;’lerin sadelesmesi tam da yansizhig1 verir — hangi olasili1 secersen se¢, mean daima AB. Olasilik se¢imi
yalnizca variance’1 etkiler, mean’i degil. Asagidaki figiir 6rnek sayisi arttikga kosan ortalamanin AB’ye
yakinsadigini (~ 1/4/s) gosterir (Sekil 20.6).

@ Builder Notu — Olasiliga Bol

“Olasiliga bdl — yansiz” hilesi (importance weighting), off-policy RL, onem-ornekleme ve diizeltilmis
Monte Carlo’nun temelidir: nadir segilen terimleri biiyiik agirlikla telafi et, boylece beklenen deger
dogru kalir. SGD’de mini-batch ortalamasi ayni1 yansizlig1 saglar.

20.10 Variance’i Minimize Et (Lagrange —» Norm-Kare)

Mean her olasilikla dogru oldugundan, asil optimizasyon variance’1 kii¢iiltmektir. Variance formiilii p;’lere
baglidir; “olasiliklar 1’e toplanir” kisit1 altinda variance’t minimize etmek bir Lagrange carpani problemidir.
Coziim: p; o< [la;| [b;] — yani norm-kare 6rnekleme optimaldir.

ngn a%(p) st ij =1 = p; < |ab;l
J

Variance, ancak A B rank-1 ise sifir olur (tek terim, hep dogru); genelde pozitiftir ama norm-kare secimle en
kiiciige iner.
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20 Rastlantisal Matris Carpumni

Yansiz tahmin: ornek sayisi arttikca kosan ortalama AB ye yakinsar (~1/vs)

109 —— kosan ortalama bagil hata
] ~1/Vs trend

1071 -

bagil hata (log)

10° 10t 102
ornek sayisi (log)

Sekil 20.6: Yansiz tahmin: ornek sayist arttikca kosan ortalama AB’ye yakinsar (~1/s); tek-Grnek tahminler
yanlig olsa da kogan ortalamalar1 gercek ¢arpima yaklasir.
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20.11 SGD’ye Koprii ve Biiyiik Resim

@ Builder Notu — Lagrange Optimali

Kisit altinda minimizasyon (Lagrange) — optimal ornekleme dagilimi: bu kalip, varyans-azaltma
tekniklerinin (control variates, stratified sampling) ve optimal importance sampling’in c¢ekirdegidir.
“Onemliyi daha sik 6rnekle” sezgisinin matematiksel kanitr.

20.11 SGD’ye Képrii ve Bliyliik Resim

Bu dersin kalib1 — yansiz tahmin + variance azaltma — derin 6grenmenin merkezi algoritmasinin (Ders
25, stokastik gradient descent) tam mantigidir. SGD’de gercek gradyan tiim verinin toplamidir; biz bunu bir
mini-batch 6rnekleyerek yaklasik hesaplariz. Mini-batch gradyani yansizdir (mean = gercek gradyan) ama
variance tagir; batch boyutu biiyiidiik¢e variance diiger.

Aynt fikir randomized SVD’de (matrisi rastgele projeksiyonla kiiciilt), Monte Carlo’da ve dnem-o6rneklemede
calisir. Bu ders, “dev hesab1 ornekleyerek yaklasik yap, mean’i koru, variance’t yonet” felsefesinin lineer
cebir versiyonudur. Asagidaki figiir (FLAGSHIP) mini-batch gradyan variance’inin batch boyutuyla 1/B
diistiiglinii dogrular (Sekil 20.7).

SGD kopriusi: mini-batch gradyan variance'l 1/B ile diiser (bu dersin kalibi optimizasyonda)

0
10 T e —e— mini-batch gradyan variance
""" 1/B trend

=)
o
$ 1071 -
o ]
© ]
©
>

1072 -

100 10!

batch boyutu B (log)

Sekil 20.7: SGD kopriisii: mini-batch gradyan tahmininin variance’1 batch boyutu B ile 1/B oraninda diiser;
bu dersin rastlantisal ornekleme kalib1 dogrudan optimizasyondaki mini-batch SGD’ye karsilik
gelir.

@ Builder Notu — Mini-Batch’in Kalbi

SGD = bu dersin matris ¢arpimina uyguladig1 6rnekleme fikrinin optimizasyona taginmig hali: tam
gradyan yerine 0rnek gradyan (yansiz), variance’1 batch/6grenme hiziyla yonet. Norm-kare drnekleme
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20 Rastlantisal Matris Carpumni

bile SGD’de karsiligin1 bulur (importance sampling SGD — biiyiik gradyanl 6rnekleri daha sik sec).

20.12 Bu Dersin Ozeti

Rastlantisal LA — dev matrisler i¢in 6rnekleme tabanli yaklagik hesap.
AB=>a ijT ornekle — rank-1 parcalar1 olasilikla sec, topla.

Mean ve variance — kursun ilk istatistik kavramlari.

Pratik 6rnek — 1x2’de mean = (a, b) dogru ¢ikar.

Variance = 0 — her ornek yanlis; dogru mean yetmez, variance da kiigiik olmali.
Iki variance formiili — > p;(z; — ©)? = > bi 2 — .

Norm-kare drnekleme — p; oc |a;| [[b;]; biiyiik terimler daha sik.

Yansiz tahmin edici — (ajb;-F) /(sp;); p; sadelesir — mean = AB.

Variance’1 minimize — Lagrange — norm-kare optimal.

SGD kopriisii — yansiz tahmin + variance azaltma = stokastik optimizasyon.

C YR NN E LN =

—_—

I Tek Bir Ciimle

Dev AB’yi, rank-1 parcalarini olasilikla 6rnekleyerek yaklasik hesaplariz; olasiliga bolen yansiz tahmin
edici mean’i daima A B yapar (se¢cimden bagimsiz), norm-kare 6rnekleme ise variance’t minimize eder
— ve bu “yansiz tahmin + variance azaltma” kalib1 stokastik gradient descent’in ta kendisidir.

20.13 Kontrol Sorulari

1 Soru 1: 1x2 matriste mean

[2 6] matrisini kolonlar1 1/2-1/2 olasilikla, 2 rnekle drnekle. Tahmin edicinin mean’ini hesapla.
Cevap: Ornekler (2,0) veya (0, 6), her biri 1/2. Yansiz tahmin edici drnegi olasiliga béler: (2,0)/(s- 1)
gibi. Bir 6rnegin mean’i (%)(2, 6); s = 2 ornekle ¢arp — mean = (2,6) = orijinal matris. Yansiz:
mean tam dogru, secimden bagimsiz.

i Soru 2: iki formiille variance

[2 6] 6rneginde (esit olasilik) variance’1 iki formiille de hesapla; ayni ¢iktigini gor.

Cevap: Ciktilar (her bileseni mean’den uzaklik): (2,0) ve (0,6), mean (1,3). Formiil 1: 02 =
1(2,0) — (1,3)]> + £](0,6) — (1,3)]> = (1 +9) + (1 +9) = 10. Formiil 2: 0% =
21(2,0)% + 1(0,6)[* — [|(1,3)]]* = 5 - 4 + 5 - 36 — 10 = 20 — 10 = 10. Ikisi de 10 v".

(3 .
1 Soru 3: Variance ne zaman sifir

Rastlantisal matris ¢carpiminda variance ne zaman tam sifir olur?
Cevap: AB rank-1 oldugunda. O zaman segilecek tek bir ajb;‘-r terimi vardir; her 6rnek ayni (dogru)
sonucu verir, sapma yok — variance = 0. Rank > 1 ise her ornek farkli bir rank-1 parca secer (hepsi tek
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20.14 Egzersizler

bagina yanlis), ortalamada dogru ama variance pozitif. Yani variance, A B’nin “kag¢ bagimsiz par¢adan
olustugunu” yansitir.

1 Soru 4: SGD baglantist

Bu dersin “yansiz tahmin + variance azaltma” kalib1 SGD ile nasil baglantil1?

Cevap: SGD’de gergek gradyan = tiim orneklerin gradyan toplami (dev). Mini-batch gradyani bunun
orneklemesidir: yansiz (mean = gercek gradyan) ama variance tasir. Batch boyutu T — variance | (tipki
s ornek T — variance |). Norm-kare 6rnekleme bile karsilik bulur: biiyiik-gradyanli 6rnekleri daha sik
secmek (importance sampling SGD) variance’1 diisiiriir. Ayn1 matematik, optimizasyona taginmis hali.

20.14 Egzersizler

Cevapsiz problemler. C6z, sonra numpy ile kontrol et.

Egzersiz 1. [3 9] (1x2) matrisini kolonlar1 p;, p, olasilikla 6rnekle. Yansiz tahmin edicinin mean’inin her
zaman (3, 9) oldugunu (olasiliklardan bagimsiz) goster.

Egzersiz 2. A (mx2) ve B (2xp) i¢in norm-Kare olasiliklari yaz: p; o< ||| |61 ], po o [las| [|bs]- [laq [[[61] =
1 ve |as||bs| = 3 ise normallestirilmis p; , p, nedir?

Egzersiz 3. AB hangi durumda rank-1"dir ve bu neden variance = 0 verir? (Ipucu: A’nin tek kolonu veya
B’nin tek satir1 sifirdan farkliysa ne olur?)

Egzersiz 4. Python ile rastlantisal matris ¢arpimt:

import numpy as np
rng = np.random.default_rng(®@)

A = rng.standard_normal( (100, 50))
B = rng.standard_normal( (50, 80))
AB =A@B

# norm-kare olasiliklar

w = np.linalg.norm(A, axis=@) * np.linalg.norm(B, axis=1)
p=w/ w.sum()
s = 20 # ornek sayisi

est = np.zeros_like(AB)
for _ in range(s):
j = rng.choice(50, p=p)
est += np.outer(A[:, j1, B[j, :1) / (s * p[]j])
print("bagil hata:", np.linalg.norm(est - AB) / np.linalg.norm(AB))

Egzersiz 5. (Ders 14 habercisi.) Ders 14 diigiik-rank degisimleri isler: A tersini biliyorsan, A’ya rank-1 bir
degisim (A + uv”) eklediginde yeni tersi bastan hesaplamadan bulabilir misin? Bu, Sherman-Morrison
formiiliidiir. 2x2 bir A ve u = v = (1,0)7 i¢in (A + uv™)’yi yaz.
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20 Rastlantisal Matris Carpumni

20.15 Sonraki Ders i¢in Hazirlik

Ders 14: A ve Tersinde Diisiik-Rank Degisimler

Ders 13’te 6rnekleme ve rank-1 parcalar1 gordiik. Ders 14, A’ya rank-1 (veya diisiik-rank) bir degisim
eklendiginde tersinin nasil ucuzca giincellendigini isler.

* Sherman-Morrison: (A + uv®)~! formiilii

* Sherman-Morrison-Woodbury: diisiik-rank genelleme

* Neden kritik: Kalman filtresi, ardisik giincellemeler, online 6grenme
* Matris determinant lemmasi

Ders 14 Oncesi Yapilacak

* Bu dersin egzersizlerini ¢6z, 6zellikle Egzersiz 5’1 (rank-1 degisim).

» Python’da bir matrise rank-1 ekleyip tersini dogrudan vs Sherman-Morrison ile hesapla, kargilagtir.

* Ana ciimleyi tekrar oku: “Yansiz tahmin + variance azaltma; norm-kare 6érnekleme = importance
sampling = SGD’nin atas1.”

20.16 Anahtar Kavramlar (Cheat Sheet)

Kavram Tanim Strang’de

Rastlantisal LA Dev matris icin 6rnekleme  Om33
tabanli yaklasik hesap

AB =) dig carpim ornekle Rank-1 pargalari Om53
(kolonxsatir) olasilikla se¢

Mean ve variance Mean dogru olmali ama 2m28
variance da var

Mean dogru (yansiz) Her olasilikla mean = AB; 8m24
secimden bagimsiz

iki variance formiilii Sple —p)? = 19m34
Spa? —p’

Norm-kare olasihk Onemli (biiyiik) terimleri 18m02
daha sik se¢

pj o< [la | [b;] Norm-kare rnekleme; 23m31
optimal olasilik

Variance minimize Lagrange kisitli min — 3m38
norm-kare optimal

Lagrange carpani Zj p; = 1 kisiti altinda 4m32

variance minimizasyonu
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20.17 ML Baglantilar: Ozeti

20.17 ML Baglantilari Ozeti

1. Yansiz tahmin + variance — stokastik gradient descent (Ders 25); mini-batch gradyani yansiz, variance
batch’le diiser.

AB =) rank-1 érnekle — randomized SVD, sketching; dev ¢arpimi ucuzlatma.

Norm-kare ornekleme — importance sampling; 6nemli terimleri/6rnekleri vurgula.

iki variance formiilii (E[22] — ;?) — online/streaming istatistik, batch normalizasyon.

Yansiz tahmin edici (olasiha b6l) — importance weighting, off-policy RL.

Lagrange ile optimal 6rnekleme — varyans-azaltma; control variates, stratified sampling.

Mean <« variance ayrimi — bias-variance dengesi; egitim giiriiltiisii yonetimi.

NownkwD

I Tek Sey

Eger bu dersten tek bir sey alip gidersen: Dev bir A B ¢arpimini, rank-1 parcalarim (a ] b;‘-r) olasilikla
ornekleyip olcekleyerek yaklasik hesaplarsin. Olasiliga bolen tahmin edici yansizdir — mean
daima A B, secilen olasiliktan bagimsiz; olasilik secimi yalmz variance’1 etkiler ve norm-kare
ornekleme (biiyiik terimleri daha sik) onu minimize eder. Bu ‘‘yansiz tahmin + variance azaltma”
kaliby, stokastik gradient descent ve tiim biiyiik-6lcek rastlantisal yontemlerin temelidir.
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21 A ve Tersinde Duslik-Rank Degisimler

Sherman-Morrison-Woodbury, recursive least squares, Kalman filtresi

1 Boliim bilgisi

Video: MIT 18.065 — Low Rank Changes in A and Its Inverse - OCW: Lecture 14 - Okuma siiresi:
=35 dk - Egitmen: Gilbert Strang - Onkosul: Ders 13 (rastlantisal carpim, rank-1 parcalar).

21.1 Bu Derste Ne Var?

Diigiik-rank matrisler boliimii bagliyor. Bir matrise rank-1 (veya rank-k) bir degisim eklersen, tersini bastan
hesaplamadan ucuza giincelleyebilirsin — Sherman-Morrison-Woodbury formiilii.

Uc temel fikir:
1. Rank-1 degisim — rank-1 ters degisimi: (I — uv?)™t = I + 11‘5%; n X n ters, 1 x 1 tersle
hesaplanir.
2. Sherman-Morrison-Woodbury — rank-k genelleme: n x n ters, k x k tersle; A + UV T igin genel
formiil.

3. Recursive least squares + Kalman filtresi — yeni 6l¢iim geldiginde A7 A rank-1 degisir; her seyi
yeniden hesaplama, giincelle.

Asagidaki kavram haritas1 bu dersin merkezindeki diisiik-rank degisimden ana fikirlere uzanan dallari, ve ayr1
bir diigiim olarak Kalman filtresinin tahmin et / 6l¢ / diizelt dongiisiinii gosterir (Sekil 21.1).

Kalman filtresi: tahmin et
/ ol¢ / diizelt

Diisiik-rank degisim

Sherman-Morrison-
Woodbury: rank-k — nxn (A +UVT)"" genel formiil
ters kxK'ya iner

(I=uvT)y =1 +uvT/(1 -
vTu): nxn ters — 1x1 skaler

yeni dlclim: ATA — ATA + recursive least squares:
WwT (rank-1) bastan degil giincelle

T)—l —

Sekil 21.1: Ders 14 kavram haritasi: diisiik-rank degigsim merkezinden ana fikirlere dallar — (I — uv
I +uv'/(1 - vTu) ile nxn ters 1x1 skalere iner, Sherman-Morrison-Woodbury bunu rank-k’ya
genelleyip nxn tersi kxk terse indirir, (A + UVT)! genel formiilii A’mn kiiciik degisimini A™!’in
kiiciik degisimine baglar, yeni 6l¢iim ATA — ATA + vvT (rank-1) biiyiitiir ve recursive least
squares bastan hesaplamak yerine ¢oziimii giinceller; ayri diigiim Kalman filtresi tahmin et / 6l¢ /
diizelt dongiisiinii gosterir.
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21 A ve Tersinde Diisiik-Rank Degisimler

“today starts a new chapter about low-rank matrices.” — Strang, 0:27

@ Builder Notu — Bir Kez Kur Sonra Giincelle

* SMW = online giincelleme: yeni veri geldikce modeli sifirdan egitme; ters/coziimii rank-1
giincelle — recursive least squares, online 6grenme.

+ Kalman filtresi — dinamik least squares; kovaryans matrisi + durum denklemi; navigasyon,
takip, sensor filizyonu.

e nxn — k x k indirgeme — biiyiik tersi kii¢iik tersle hesapla; Gauss siireclerinde ve diisiik-rank
kovaryans giincellemelerinde kritik.

« Rank-1 = uv” (kolonxsatir) — Ders 1’in dis-carpim goriisii; “kiiciik” demek sayilar kiigiik
degil, rank kiiclik demek.

Tek ciimle: A’ya diisiik-rank bir degisim eklemek tersini de diisiik-rank degistirir; Sherman-Morrison-
Woodbury bu giincellemeyi biiyiik tersi yeniden hesaplamadan verir — recursive least squares ve
Kalman filtresinin temeli.

21.2 Disuk-Rank Matrisler (Yeni B6liim)

Yeni bir boliim: diisiik-rank matrisler. Iki tiir: gercekten diisiik-rank (uv” gibi, rank 1) ve yaklasik diisiik-rank
(tekil degerleri hizla diisen — Ders 17).

“today starts a new chapter about low-rank matrices.” — Strang, 0:27

Dikkat: “kiigiik” demek girdiler kiiciik demek degil — uv” tiimii-milyonlar matrisi bile olabilir. Onemli olan
rankin kiiciik olmasidir. Bu derste soru: A’ya rank-1 bir degisim eklersem tersi nasil degisir?

Asagidaki figiir bu ayrinu gorsellestirir: girdileri biiyiik olan bir uv” matrisinin yine de rank1 1°dir, ¢iinkii
tekil degerlerden sadece biri sifirdan farklidir (Sekil 21.2).

@ Builder Notu — Rank Kiiciik Girdiler Degil

“Rank kiiciik, girdiler degil” ayrim1 ML de kritik: bir agirlik matrisi biiyiik degerler icerse de diisiik-rank
olabilir (LoRA tam bunu kullanir — AW diigiik-rank). Diisiik-rank yapi, az parametreyle ¢ok bilgi tasir.

21.3 Identity’nin Rank-1 Perturbasyonu

En basit durum: birim matrise rank-1 ekle, tersini bul. Unlii formiil (sinyal islemede “matris ters ¢evirme
formiili” de denir):

“I do a rank 1 perturbation. And I want to know, what’s the inverse?” — Strang, 3:00
T
uv
I—w)y =T+ —r
( ) + 1—0vTu
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21.4 Rank-1 Degisim — Rank-1 Ters

Diusiik-rank: uv~T girdileri biiyluk olabilir ama RANK = 1 (tek tekil deger sifirdan farkli)
uv”~T (girdiler buyiik) tekil degerler (sadece biri sifirdan farklh)

300 100 200 857.3 0.0 0.0

0.0 0.0 0.0

150 50 100 0.0 0.0 0.0

Sekil 21.2: Diisiik-rank yapi: dis carpim uv' girdileri biiyiik olabilir, ama matrisin ranki 1°dir — tekil deger-
lerden sadece biri sifirdan farklidir.

u, v kolon vektorler; uv” bir rank-1 matris (kolonxsatir). Sag tarafta vTu bir sayidir (1 x 1). Yani bu formiil,
n X n bir matrisin tersini 1 X 1 bir tersle (say1yla bolme) verir.

“It’s computing an n by n inverse in terms of a 1 by I inverse.” — Strang, 6:12

@ Builder Notu — nxn’i Bolmeye Indir

n x n tersi 1 x 1’e indirgemek devasa tasarruf: O(n?) yerine O(n?). Gauss siirecleri, online regresyon
ve Kalman filtreleri her yeni veri i¢in bu formiille giincellenir — bagtan ters almazlar.

21.4 Rank-1 Degisim — Rank-1 Ters

Formiiliin giizelligi: hem girig (I — uvT) hem ¢ikis (I + uv? /say1) rank-1 degisimdir. Genel kural:
“I change [a matrix] by rank 1, I change its inverse by rank 1.” — Strang, 5:20

Bir matrisi rank-1 degistirirsen, tersi de tam olarak rank-1 degisir — hi¢ bariz degil ama formiil bunu kanitlar.
Bu kural identity i¢in dogru; birazdan herhangi bir A i¢in de gegerli olacak (Sherman-Morrison-Woodbury).

@ Builder Notu — Kiiciik Degisim Kiiciik Ters

“Rank-1 degisim — rank-1 ters degisimi” giivencesi, artiml1 (incremental) algoritmalarin temelidir: her
giincelleme kiiciik (rank-1) oldugundan tersi de kiiciik giincellenir. Bu, milyonlarca giincelleme yapan
online sistemlerde (Oneri, takip) hesab1 uygulanabilir kilar.
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21 A ve Tersinde Diisiik-Rank Degisimler
21.5 Formiilii Dogrulama

Inanmiyorsan garp: (I — uvT) ile (I + uv? /(1 — vT'u)) carpimu I vermeli.

T T T, T
uv uv uv’ uv
I—uwl) [ [+ —— | = —— —u? — ————
( )( +1—vTu> 1—vTu 1—vTu
Kilit nokta: v* u bir skaler, yani uv?uv? = u(vTu)v? = (v'u) - uv®. Terimleri toplayinca uv” pay

(1 — vT'u) ile sadelesir ve geriye I kalir. Skalerleri vektorlerin arasindan ¢ekip cikarabilmek tiim ispatin
anahtart.

Asagidaki figiir formiilii sayisal olarak dogrular: I — uv? ile kapali-form ters carpilinca tam olarak birim
matrisi ¢ikar — ortadaki v” u bir skaler oldugundan ters 1 x 1’e iner (Sekil 21.3).

Formul dogrulama: (I - uv”T)(l + uv”~T/(1 - v~"Tu)) =1; v°T u bir SKALER (1 x 1 ters)

l-uv™T I +uv”T/(1-v"Tu) (I - uv™T) carpi formul = 1|
0
1
0 1

Sekil 21.3: (I —uv?)™t = I +uv? /(1 —vTu) formiiliiniin dogrulanmast: soldaki I —uv” matrisi, ortadaki
kapali-form ters ile carpilinca (sagda) tam olarak birim matrisi verir. Burada v u bir SKALER
oldugundan n X n ters problemi 1 X 1 tersine iner.

@ Builder Notu — Skaleri Disar1 Cek

“v* u skalerdir, digar1 ¢ekebilirsin” hamlesi, Ders 1’in kolonxsatir (uvT) vs satirxkolon (v”w) ayriminin
dogrudan meyvesi. Dig-carpim matris, i¢-carpim say1 — bu ayrimu i¢sellestirmek bu dersin tiim cebirini
seffaflagtirir.

21.6 Rank-k Genelleme: Sherman-Morrison-Woodbury
Simdi u, v yerine n x k matrisler U, V. (I — UV bir rank-k degisim. Ters:

(I-UVD)y =14+ UI,—VTU) W7

Biiyiik fark: ortadaki (1, — VTU) artik k x k bir matris (say1 degil). Yani n X n bir tersi, k x k bir tersle
hesapliyoruz. k kiiciikse (6rn. £ = 1,2, 10) bu devasa tasarruf. Bu, tinlii ii¢ ismin formiilii:
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21.7 Genel A icin: (A + UVT)!

“...Sherman, Morrison, Woodbury...” — Strang, 14:03

Sherman ve Morrison rank-1 durumunu, Woodbury rank-k genellemesini verdi; literatiirde ti¢ii birlikte anilir.

Asagidaki flagship figiir neden 6nemli oldugunu gosterir: tam ters O(n?’) Olceklenirken SMW giincellemesi
O(n?%k) kalir; n biiyiidiikge iki maliyet egrisi arasindaki ugurum acilir (Sekil 21.4).

Sherman-Morrison-Woodbury: n x n tersi k x k terse indirir -
her guncelleme O(n3) yerine O(nzk)

10° - tam ters O(n3)

. —@— SMW guncelleme O(n%k), k=1
108 E
107 E

10° E

10° 3

islem maliyeti (log)

10t 107 103
matris boyutu n (log)

Sekil 21.4: Sherman-Morrison-Woodbury maliyet karsilagtirmast (log-log): tam matris tersi O(n3) dlgeklenir
(turuncu, egim 3), diisiik-rank SMW giincellemesi ise yalmzca O(n?k)’dir (lacivert, k = 1, egim
2). n biiylidiik¢e iki egri arasindaki ucurum acgilir — n X n matrisin tersini bagtan hesaplamak
yerine SMW giincellemenin maliyeti kii¢iik k£ X k tersine iner. Bu, recursive least squares ve
Kalman filtresinin neden her yeni 6lctimde sifirdan ¢ozmeden giincelleyebildigini aciklar.

@ Builder Notu — kxk’ya Indirge

SMW’nin ML'deki en biiyiik miisterisi Gauss siirecleri ve kernel yontemleri: n veri noktas1 igin n X n
kernel tersini, diisiik-rank (k bilegenli) bir yaklasimla k& x k terse indirger. Nystrém yontemi tam bu
mantik. Biiyiik kovaryans matrislerini tersini almadan yonetmenin standart yolu.

21.7 Genel A igin: (A + UVT)™!

Identity yerine herhangi bir tersinir A: A’ya rank-k bir degisim eklenince ters sdyle giincellenir:
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21 A ve Tersinde Diisiik-Rank Degisimler

(A+UVT)y " = A — AU+ VTATU) VT AT

A~1i bir kez hesaplanmugsan (veya A’yla ¢ozmek ucuzsa), her rank-k giincelleme igin bastan ters almazsin:
sadece k x k bir ters ekstra. Iste tiim pratik giiciin kaynag1 bu.

@ Builder Notu — Genel A’ya Gegis

Bu formiil online sistemlerin kalbi: A~! bir kez kurulur, sonra her yeni veri (UV 1) geldiginde ters
O(n?k) ile giincellenir — O(n?3) degil. Recommendation sistemleri, adaptive filtreler, recursive least
squares ve Kalman filtresinin hepsi bu giincellemeyi dongii icinde milyonlarca kez cagirir.

21.8 Kullanim 1: Degismis Sistemi C6zmek

flk pratik kullanim: (A — uv?)2z = b denklemini, A~"’i (veya A ile ¢c6zmeyi) zaten biliyorken ¢6z. Yeni
sistemi bastan kurmazsin:

A7ty (vT A1)
1—vTA 1y

r=(A—wl)thb=A"1b+

Tki “eski” ¢oziim yeter: A ile b’yi ¢6z (A~1b) ve A ile u’yu ¢6z (A~ u). Gerisi skalerle carpma. Yani bir LU
ayrigtirmasi elindeyse, rank-1 degisen sistemi neredeyse bedavaya ¢ozersin.

@ Builder Notu — Eski Coziimii Kullan

“A’y1 bir kez ayristir, sonra rank-1 degisimleri ucuza ¢6z” Phase 1 18.06 Ders 4’iin (A = LU) dogrudan
devami: LU pahali (O(n?)) ama bir kez yapilir; her yeni sag-taraf veya rank-1 perturbasyon O(n?). Bu,
simiilasyon ve optimizasyonda matris tekrar tekrar kiigiik degisirken kullanilir.

21.9 Kullanim 2: Recursive Least Squares (Yeni Ol¢iim)

En giizel kullamim: least squares yaparken yeni bir veri noktasi gelir. Tim A7 A’y1 bastan kurup tersini
almak yerine, ¢oziimii giincelle:

“...a new measurement...” — Strang, 19:31

Yeni 6l¢iim = A’ya yeni bir satir eklemek. Bu, A7 A’y rank-1 degistirir (birazdan §9). SMW devreye girer ve
eski ¢oziimii diizeltme terimi ile giincelleriz. Buna recursive least squares denir:

“This is really recursive least squares.” — Strang, 28:22
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21.10 ATA’da Rank-1 Degisim

Recursive least squares: her yeni olciimde tahmin gercek ¢coziime yakinsar
(bastan hesaplamadan guncelle)
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Sekil 21.5: Recursive least squares (RLS): satir satir gelen dl¢iimlerle tahmin, bastan hesaplamadan rank-1
giincellemeyle gercek ¢oziime yakinsar. Hata logaritmik eksende hizla diiser.

Her yeni veride sifirdan baglamazsin; mevcut tahmini yeni 6l¢iimle diizeltirsin. Online 6grenmenin tam
tanimai.

Asagidaki figiir bunu canlandirir: satir satir gelen dl¢timlerle RLS tahmini, bastan hesaplamadan rank-1
giincellemeyle gergek ¢oziime yakinsar; hata logaritmik eksende hizla diiger (Sekil 21.5).

@ Builder Notu — Yeni Ol¢iim Geldi

Recursive least squares = SGD’nin atasi. Modern ML’de her mini-batch agirlig1 giinceller (eski agirlik
+ diizeltme); RLS de her 6l¢timde tahmini giinceller. Fark: RLS kapali-form optimal diizeltme verir
(ikinci dereceden bilgiyle), SGD birinci-derece adim atar. Adaptive filtreler (giiriiltii engelleme, eko
iptali) hala RLS kullanir.

21.10 ATA’da Rank-1 Degisim

Neden least squares’e yeni satir eklemek “rank-1 degisim”? A’nn altina yeni bir satir v* eklersen, normal
denklemin matrisi AT A soyle degisir:

AL A = AT A+ vl

new

v bir rank-1 matris (kolonxsatir, Ders 1). Yani yeni 6l¢iim, A7 A’y1 tam olarak rank-1 biiyiitiir:
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21 A ve Tersinde Diisiik-Rank Degisimler
“It’s a rank 1 change in A transpose A.” — Strang, 26:06

Iste SMW’nin neden least squares’in dogal ortag1 oldugu buradan: A” A rank-1 degisiyor — tersi rank-1
giincelleniyor — ¢6ziim ucuza diizeltiliyor.

Asagidaki figiir giincellemeyi parcalarma ayirr: A7 A, eklenen vo” (rank-1) ve toplamlari olan yeni A7 A +
vol’ (Sekil 21.6).

Yeni olcum = A ya satir ekle -> A~T A rank-1 buyur (A™T A + vv”~T) -> SMW ile cozum guncellenir

A~TA vv”T (rank-1) A”~T A + vw”T (yeni olcum)
0.87
-0.65
0.5 0.5 0.25 0.87 -0.65 4.5

Sekil 21.6: Yeni 6lgiim = A’ya satir ekle — ATA rank-1 biiyiir (ATA + vvT) — SMW ile ¢oziim giincellenir.

@ Builder Notu — ATA Rank-1 Biiyiir

AT A+vuT giincellemesi Phase 1 18.06 Ders 16 nin (en kiiciik kareler, normal denklem A7 Az = AT'b)
dinamik versiyonu. Statik least squares tliim veriyi bir kerede goriir; recursive versiyon veriyi akis (stream)
olarak igler. Biiyiik veri / ger¢ek zamanli sistemlerde veri bellege sigmadiginda tek secenek budur.

21.11 Kalman Filtresi: Dinamik Least Squares

Recursive least squares’i bir adim ileri tasi: olciilen sey de zamanla hareket ediyorsa (ucak ucuyor, fiyat
degisiyor). Iste Kalman filtresi:

“...the Kalman filter...” — Strang, 27:58

Kalman filtresi iki seyi birden yonetir: (1) yeni 6l¢iimle tahmini diizeltmek (recursive least squares), (2)
bir durum denklemi ile sistemin nasil ilerledigini 6ngérmek. Iki ek malzeme: dlgiimlerin giivenilirligini
tartan bir kovaryans matrisi ve durumun nasil evrildigini sdyleyen dinamik denklem. Cekirdekte yine SMW:
kovaryans matrisi her adimda diisiik-rank giincellenir.

Asagidaki flagship figiir calisan bir Kalman filtresini gosterir: giiriiltiilii 6l¢iimlerden (gri) gercek konumu
(navy) takip eder (turuncu) — tahmin et / 6l¢ / diizelt dongiisii (Sekil 21.7).
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21.12 Bu Dersin Ozeti

Kalman filtresi: guraltalt 6lcimlerden (gri) gercek konumu (navy) takip eder (turuncu): tahmin et / 6l¢ / dlzelt
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Sekil 21.7: Kalman filtresi: giirtiltiilii 6l¢iimlerden (gri) gercek konumu (navy) takip eder (turuncu) — tahmin
et/ ol¢ / diizelt.

@ Builder Notu — Tahmin Et C)lg Diizelt

Kalman filtresi GPS, otopilot, robot navigasyonu ve sensor flizyonunun temelidir — “tahmin et, dl¢,
diizelt” dongiisii. ML kopriisii: Kalman = Gauss varsayimi altinda optimal Bayesgi giincelleme; derin
ogrenmedeki belirsizlik tahmini (uncertainty estimation) ve durum-uzay modelleri (S4, Mamba) bu
fikrin dogrudan torunlart. SMW olmadan kovaryans giincellemesi her adimda O(n3) olur — Kalman’1
gercek zamanli yapan tam da bu rank-k indirgemesidir.

21.12 Bu Dersin Ozeti

1. Diisiik-rank degisim — diisiik-rank ters degisimi. A’y1 rank-1 (rank-k) degistirirsen tersi de rank-1
(rank-k) degisir.

2. Rank-1 formiilii: (1 — uv?)™' =T +uv® /(1 —vTu); n x nters, 1 x 1 (skaler) tersle.

3. Sherman-Morrison-Woodbury: (I —UVT)™ = I+ U (I, —VTU) VT, n x nters, k x k tersle.
Genel A: (A+UVT)y 1 =A"1 - AlUT+VTA U tvT AL

4. fspatin anahtari: v” u skalerdir, vektorlerin arasindan disart cekilir (ig-carpim sayl1, dig-carpim matris
— Ders 1).

5. Kullanmm 1: rank-1 degismis sistemi (A — uv” )z = b, A ¢oziimii elindeyken ucuza ¢oz.

6. Kullamm 2 (recursive least squares): yeni 6l¢iim A7 A’y1 vv? ile rank-1 biiyiitiir; ¢oziimii bastan
degil, diizeltme ile giincelle.

7. Kalman filtresi: dinamik least squares; durum denklemi + kovaryans matrisi; her adimda SMW ile
diisiik-rank giincelleme.
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21 A ve Tersinde Diisiik-Rank Degisimler

! Tek Bir Ciimle

A’ya diisiik-rank bir degisim eklemek tersini de diisiik-rank degistirir; Sherman-Morrison-Woodbury
bu giincellemeyi biiyiik tersi yeniden hesaplamadan verir ve recursive least squares ile Kalman filtresini
gercek zamanlh kilar.

21.13 Kontrol Sorulari

1 Soru 1: Paydadaki 1 - viu

(I — uvT)_l formiiliinde paydadaki 1 — v” u neyi temsil eder ve neden bir sayidir?
Cevap: v”u bir ic-carpimdir (satir vektor x kolon vektdr = 1 x 1), yani bir skalerdir. Payda 1 — v7 u
bu skalerin 1’den farki. Eger v7u = 1 olursa payda sifir olur — bu durumda I — uv” tersinir degildir
(tekildir). Formiiliin skaler payda ile calismasi, n X n tersi tek bir bolmeye indirgemenin tiim giiciidiir.

1 Soru 2: SMW neye indirger

Sherman-Morrison-Woodbury n X n bir tersi neye indirger ve bu neden 6nemli?

Cevap: n x n tersi k x k bir terse indirger (k = degisimin rank1). Onemli, ¢iinkii k& genelde ¢ok kiigiiktiir
(1,2, birkag on); k x k ters almak O(k3), n x n ters almak O(n3). n = 105, k = 1 ise fark astronomik.
Online sistemler bu sayede her giincellemede bastan ters almaz.

1 Soru 3: Yeni 6l¢iim neden rank-1 degisim

Least squares’e yeni bir 6lciim eklemek neden A” A’da rank-1 degisimdir?
Cevap: Yeni 6lgiim = A’ya yeni bir satir v7 eklemek. A, = [A;vT]olunca AL A . = AT A+uvoT

olur. vu™' bir dig-¢arpim (kolon x satir) oldugundan rank tam olarak 1’dir. Dolayisiyla normal denklem
matrisi rank-1 biiylir ve SMW ile ¢6ziim ucuza giincellenir — recursive least squares.

i Soru 4: Kalman’n iki ek bilegeni

Kalman filtresini siradan recursive least squares’ten ayiran iki ek bilesen nedir?

Cevap: (1) Bir durum denklemi — 6l¢iilen sistemin zamanla nasil evrildigini (6rn. hareket modeli)
tamimlar; statik RLS’te durum sabittir, Kalman’da hareket eder. (2) Bir kovaryans matrisi — her
Ol¢ciimiin ve tahminin belirsizligini/giivenilirligini tartar, boylece giincelleme giiriiltiilii 6l¢iime az,
giivenilir 6l¢iime ¢ok agirlik verir. Cekirdek matematik yine SMW dir.

21.14 Egzersizler

Cevapsiz problemler. C6z, sonra numpy ile kontrol et.
Egzersiz 1. Sayisal dogrulama. u = [1,2]7, v = [1,0]7 al. (I — uv”) matrisini yaz, dogrudan tersini
hesapla. Sonra formiille (I + uv” /(1 — UTu)) hesapla ve aym1 sonucu buldugunu goster. v” u kag ¢ikti?
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21.15 Sonraki Ders Icin Hazirlik

Egzersiz 2. Tekillik simr. Hangi v seciminde 1 — v = 0 olur (u sabit)? O durumda I — uv” matrisinin

neden tersinir olmadigini, bir vektorii sifira gotiirdiigiinii (¢ekirdek) gostererek acikla.

Egzersiz 3. Coziimii giincelleme. A = I, b = [3,1]7, u = [1,0]7, v = [0,1]7. §7 formiiliiyle (4 —
wvl)x = b ¢oziimiinii, A~'b’den baslayarak adim adim bul.

Egzersiz 4. ATA giincellemesi. A 3 x 2 bir matris. Altina yeni satir v7' = [1, 1] ekliyorsun. AT A+ vv™ deki

vu’ matrisini acikca yaz; rankinin 1 oldugunu (tiim satirlar1 orantili) goster.

Egzersiz 5. (Ders 15 habercisi) Bu derste matris sabit kalip rank-1 degisti. Ya matris bir ¢ parametresine
bagliysa, A(t)? Tiirevi dA/dt ne anlama gelir, 6zdegerleri t degisince nasil kayar? Bir tahmin yaz — Ders

15 bunu yanitliyor.

21.15 Sonraki Ders i¢in Hazirlhk

Ders 15: A(t) Matrisleri — Tiirev dA/dt ve Ozdeger Degisimi

Bu derste degisim ayrikti (rank-1 sigrama); Ders 15°te degisim siirekli olacak: matris bir parametreyle
piiriizsiiz degisirken 6zdegerleri, tekil degerleri ve tersi nasil tiirevlenir? Karpathy’nin backprop’unun matris

versiyonuna ilk adim.

Ders 15 Oncesi Yapilacak

* Bu dersin egzersizlerini ¢oz, ozellikle Egzersiz 1°i (sayisal dogrulama) ve Egzersiz 4’ii (AT A +

UUT).

» Python’da bir matrise rank-1 ekleyip tersini dogrudan vs Sherman-Morrison ile hesapla, karsilagtir.
* Ana climleyi tekrar oku: “Diisiik-rank degisim — diisiik-rank ters degisimi; SMW n X n tersi
k x k terse indirir.”

21.16 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Strang (dk)

Yeni boliim Diigiik-rank matrisler: rank kiiciik, girdiler O0m27
degil

Rank-1 (I —wh) ™t =T+ uT /(1 —vTu) 3m00

perturbasyon

Rank-1 — rank-1 matris rank-1 degisir — tersi rank-1 degisir =~ 5m20

ters

nxn — 1x1 vTu skalerdir; biiyiik ters, bolmeye iner 6m12

Sherman-Morrison- ([ —UVT)"L =14+ U(I, —VTU)"'VT;, 14m03

Woodbury nxn—kxk

Yeni ol¢iim least squares’e satir ekle — A7 A rank-1 19m31
biiyiir

ATA rank-1 degisim A7 A 4 voT (kolonxsatir dis-carpim) 26m06

Kalman filtresi dinamik least squares: durum denklemi + 27m58

kovaryans
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21 A ve Tersinde Diisiik-Rank Degisimler

Kavram Formiil / Fikir Strang (dk)
Recursive least yeni veride sifirdan degil, diizeltme ile 28m?22
squares giincelle

21.17 ML Baglantilar1 Ozeti

o

. Online 6grenme / recursive least squares — veri akig halinde gelir, model her 6rnekte giincellenir;

SGD’nin kapali-form atasi. Adaptive filtreler (eko/giiriiltii iptali) hala RLS kullanir.

. Kalman filtresi — GPS, otopilot, robot navigasyonu, sensor fiizyonu; ML kopriisii = durum-uzay

modelleri (S4, Mamba) ve Bayesci belirsizlik tahmini.

. Gauss siirecleri & kernel yontemleri — n x n kernel tersini diigiik-rank (Nystrom) yaklagimla k& X k

terse indirgemek tam SMW’dir.

Diisiik-rank yap1 - LoRA nin AW ’si, diisiik-rank kovaryans giincellemeleri; “rank kiigiik, girdiler
degil” fikrinin iiretim karsilig1.

n X n — k X k indirgeme — biiyiik tersi/c6ziimii kiiciik tersle giincelle; gergek zamanli sistemler.
AT A + vvT — normal denklemin akis (stream) versiyonu; bellek sigmayan veride tek yol.

. Geriye koprii — Ders 1 (uv” dig-carpim), Phase 1 18.06 Ders 4 (A = LU bir kez ayristir), normal

denklem AT Az = ATb.

I Tek Sey

Eger bu dersten tek bir sey alip gidersen: A’ya diisiik-rank bir degisim eklemek tersini de diisiik-rank
degistirir — (1 — uv?)™! = I + uv? /(1 — vTu) bir n x n tersi tek bir skaler bolmeye indirger,
Sherman-Morrison-Woodbury ise bunu rank-k’ya (n x n ters — k x k ters) genellestirir. Bu,
yeni olciim geldiginde A” A’min rank-1 biiyiimesini (4”7 A + vvT) ucuza giincelleyen recursive
least squares ile her adimda kovaryansi diisiik-rank giincelleyen Kalman filtresinin matematiksel
temelidir — biiyiik matrisleri ‘bir kez kur, sonra ucuza giincelle” diliyle yonetmek.
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22 t’ye Bagh Matrisler A(t) — Turev dA/dt

Tersin tiirevi, 6zdeger tiirevi ve interlacing esitsizlikleri

1 Boliim bilgisi

Video: MIT 18.065 — Matrices A(t) Depending on t, Derivative = dA/dt - OCW: Lecture 15 - Okuma
siiresi: =35 dk - Egitmen: Gilbert Strang - Onkosul: Ders 14 (tersin sonlu/diisiik-rank degigimi).

22.1 Bu Derste Ne Var?

Gecen ders (Ders 14) A degisince tersinin nasil degistigini sordu — sonlu, diisiik-rank degisim. Bu ders ayni
soruyu 0zdegerler ve tekil degerler icin sorar, ve bu kez kalkiiliis devreye girer: matris siirekli (tye bagli)
degisirse tiirevler ne olur?

Ucg sonug:

1. Tersin tiirevi: d(A™')/dt = ~A"' (dA/dt) A" — Ders 14’iin kalkiiliis tamamlamas1; 1x1 hali d(1/t)/dt =
-1/2.

2. Ozdeger tiirevi (giiniin yildizi): d)/dt = y* (dA/dt) x — sag ve sol 6zvektor arasina degisim hizini
koy. Ozvektoriin tiirevini igermez — giizelligi bu.

3. Sonlu rank-1 degisim: kesin formiil YOK ama esitsizlikler VAR. S + uu! 6zdegerleri yukari iter;
interlacing (icice gecme) yeni 6zdegerlerin eskileri gegmemesini garanti eder.

“This time is about changes in eigenvalues and changes in singular values when A change.” —
Strang, 1:01

Asagidaki kavram haritasi dersin merkezini (A(t) tiirevleri) ana fikirlere baglar: tersin tiirevi, 1x1 saglama,
giiniin y1ldiz1 6zdeger tiirevi, li¢ gercek ve sonlu rank-1 degisimden interlacing zincirine, Cauchy alt-matrisine
ve biiyiik itme gizemine uzanan dallar (Sekil 22.1).

@ Builder Notu — Hareket Eden Matrisin Kalkiiliisii

* Perturbasyon teorisi: “A biraz degisirse A ne kadar degisir?”” sorusu ML’de her yerde — egitim
sirasinda Hessian 6zdegerleri, PCA’da veri giincellemesi, kararlilik analizi.

+ da/dt = y'(dA/dt)x — backprop’un (Ders 27) 6zdeger versiyonu: bir ¢iktinin (1) bir girdiye (A)
duyarlili1; carpim kurali + iptal.

* Interlacing — rank-1 giincelleme 6zdegerleri “kontrollii” oynatir; 6neri sistemleri, online PCA,
grafik Laplacian spektrumu (Ders 19, 35) buna dayanr.
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22 t've Bagh Matrisler A(t) — Tiirev dA/dt

interlacing: lambda1 >=
gamma1 >= lambda2 >= ...
(disli)

biiyiik itme gizemi: u =

A(t) tiirevleri » .
ozvektor

Cauchy alt-matris
interlacing

li¢ gergek: Ax = lambda x;
y"T A=lambda y"T; y"T x
=1

ozdeger tiirevi (gliniin
yildiz1): dlambda/dt = y*T
(dA/dt) x

tersin tiirevi: d(A"-1)/dt = -
A"-1 (dA/dt) A™-1

1x1 saglama: d(1/t)/dt =
-1/t"2

sonlu rank-1: S + uu™T ->
odzdegerler yukarn

Sekil 22.1: Ders 15 kavram haritasi: A(t) tiirevleri merkezinden ana fikirlere dallar — tersin tiirevi d(A Yy/dt =
—A"! (dA/dt) A™!, bunun 1x1 saglamast lise kalkiiliisiinden d(1/t)/dt = —1/t2, giiniin y1ldiz1 6zdeger
tiirevi dA/dt = yT (dA/dt) x ii¢ gergege dayamir (Ax = Ax; yTA = AyT; y'x = 1) ve sonlu rank-1
degisim S + uu’ 6zdegerleri yukari iter; ayr1 diigiimler disli gibi igice gegen interlacing zinciri X,
>, 2 A, 2 ---, alt-matrise inen Cauchy interlacing ve u tam 6zvektorse yalniz onun 6zdegerinin
firladig1 biiyiik itme gizemini gosterir.

* Geriye koprii: Ders 14 (tersin degisimi), Ders 4 (6zdeger/6zvektor), Calculus (tiirev = limit,
carpim kural1).

Tek ciimle: Matris t ile degisirken tersi, 6zdegerleri ve tekil degerleri de degisir; sonsuz-kiiciik degisim icin
temiz tiirev formiilleri (d\/dt = yT(dA/dt)x), sonlu degisim icin ise interlacing esitsizlikleri vardir.

22.2 Blyuk Resim: Matrisler Hareket Eder

Matrisler sabit durmaz — bir t parametresine (zaman, adim, ayar) bagh olabilirler: A(t). Matris hareket edince
tersi, 6zdegerleri ve tekil degerleri de hareket eder. Bu dersin sorusu: nasil?

“This time is about changes in eigenvalues and changes in singular values when A change.” —
Strang, 1:01

Iki paralel soru var. Biri sonsuz-kiiciik degisim (dA — tiirev, kalkiiliis); digeri sonlu degisim (gercek bir
vektor eklemek, rank-1).

“What is the derivative when the change is infinitesimal?” — Strang, 2:37

Tiirev tarafinda kesin formiiller elde edecegiz. Sonlu tarafta 6zdegerler icin kesin formiil yok — ama giiclii
esitsizlikler (interlacing) var.

@ Builder Notu — Iki Rejim Tek Soru

“Sonsuz-kiiciik (tiirev) vs sonlu (gercek adim)” ayrimi optimizasyonun kalbi: gradient descent sonsuz-
kiiciik yon (gradyan) hesaplar ama sonlu adim atar (learning rate). Bu dersin iki yarisi, tam bu iki rejimin
lineer cebir karsiligidir.

22.3 Tersin Tiirevi: d(A™)/dt

Ders 14 tersin sonlu degisimini verdi; simdi sonsuz-kiigiik halini tamamliyoruz. Isaret noktasi bir 6zdeslik:
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22.4 Ix1 Saglamast: Lise Kalkiiliisti

“So here’s a handy identity.” — Strang, 5:43

Bl—Al=pB(A-—B)A!

Dogrula: B'(A-B)A!' =B 'AA!' =B 'BA! =B! — A"!. v/ Simdi B = A + AA al, yani A - B = ~AA. Her
iki tarafi At'ye bol ve At — 0 limitini al (kalkiiliis): AA/At — dA/dt, B — A. Sonug:

d(A™Y) dA
— _Afl it Afl
dt dt

Eksi isaret kritik; iki tarafta da A™! var. Bu, herkesin bilmesi gereken temiz bir formiil.

Asagidaki figiir formiilii sayisal olarak dogrular: kapali-form sandvi¢ —A™'(dA/dt)A™! ile merkez-fark say1sal
tiirevi birebir ortiisiir; aradaki fark yalnizca yuvarlama giiriiltiisiidiir (maxdiff = 4x107!!, Sekil 22.2).

Tersin turevi: d(A"-1)/dt = -A"-1 (dA/dt) A~-1 — formul ile sayisal turev birebir (maxdiff ~ 4e-11)
formul: -A~-1 (dA/dt) A~-1 sayisal: merkez fark fark ~ le-11

-8e-12

-0.41

-0.28 -0.41

-0.28 LDNNAN 2e-11 3e-11

-0.33 -0.36 -0.33 -0.36 DA 2e-11 2e-11

Sekil 22.2: Tersin tiirevi d(’g—:) = A"t % A~ soldaki kapali-form sandvic ile ortadaki merkez-fark
sayisal tiirevi ayn1 matrisi verir; sagdaki fark paneli yalnizca yuvarlama giiriiltiisii tagir (maxdiff
~ 4 x 107!, Burada A(t) = Pdiag(5 + sint, 2 + t2, —1 + 0.5t) P! ailesi t, = 0.3
noktasinda degerlendirilmistir.

@ Builder Notu — SMW’nin Tiirev Kardesi

d(A"y/dt = —A '(dA/dt)A™! formiilii Ders 14’iin SMW’sinin sonsuz-kiiciik kardesidir: SMW sonlu
rank-k degisimi, bu ise tiirev. ML'de Newton yontemi ve ikinci-derece optimizasyonda Hessian’1n tersi
stirekli giincellenir — bu tiirev o giincellemenin teorik temeli.

22.4 1x1 Saglamasi: Lise Kalkiiltisii

Formiiliin dogru oldugunu gérmenin en hizli yolu: A’y1 1x1 al, yani sadece bir say1 t. O zaman A™! = 1/t ve
formiil d(1/t)/dt olmali:

“If A is just t, then the derivative of 1 over t with respect to t is minus I over t squared.” — Strang,
12:00
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22 t've Bagh Matrisler A(t) — Tiirev dA/dt

d (1) 1
dt \t) ¢
Matris formiiliiyle karsilastir: —A N (dA/dHATT = 1x1°de —(1/t)(1)(1/t) = —=1/t>. Birebir ayni. Kalkdiliisiin 1x1

halini biliyorduk; ders bunu nxn’e tagidi.

Asagidaki figiir saglamay1 gorsellestirir: 1x1 matris formiiliiniin alt1 noktadaki degeri (teal), lise kalkiiliisiiniin
—-1/£2 egrisinin (turuncu) tam {istline oturur (Sekil 22.3).

1x1 saglama: matris formulu -A~-1(dA/dt)A"~-1
lise kalkulusu d(1/t)/dt = -1/t~ 2 ile birebir

2 - — A™-1 =1/t
= d(1/t)/dt = -1/t"2
1 - ® matris formulu (1x1)
O -
_1 -
_2 -
_3 -
_4 -
0.5 1.0 1.5 2.0 2.5 3.0
t

Sekil 22.3: 1x1 saglama: matris formiilii —~A™' (dA/dt)A™" ile lise kalkiiliisiiniin d(1/t)/dt = —1/¢* tiirevi birebir
ortiigtir. Teal noktalar (matris formiilii) turuncu egrinin tam {istiine oturur.

@ Builder Notu — Skalere Indir Hatay1 Yakala

“Formiilii 1x1’e indir, bildigin lise sonucuyla kargilagtir” Strang’1n tekrar tekrar kullandig1 saglama
teknigi (Ders 14’te de v'u skaleriyle yapt1). Bir matris formiiliinden emin degilsen, skaler haline
indirgemek en hizli hata yakalama yontemidir — kod testinde de aynz1: en kiiciik boyutta dogrula.

22.5 Ozdeger Tiirevine Hazirlik: U¢ Gercek

Asil y1ldiz: 6zdeger A ile degisirken dA/dt nedir? Once ii¢ bilineni topla. (1) Sag 6zvektdr denklemi, hepsi
t'ye bagli:
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22.6 Formiil 1: /. = y"Ax

At) z(t) = \(t) z(t)

(2) AT’nin 6zdegerleri A ile aymdir ama 6zvektorleri farkli. AT nin 6zvektoriinii y (satir vektor) yazip
denklemi sol-6zvektor biciminde tut:

(3) Bir normalizasyon gerek — sag ve sol 6zvektorii birbirine kenetle:

yh(t)a(t) =1

Simetrik durumda y = x = q (birim 6zvektor); o zaman y'x = 1, q'q = 1 demek. Bu ii¢ gergek tiim tiiretimin
malzemesi.

@ Builder Notu — Sag ve Sol Kenetlenir

Sag 6zvektor (x) ve sol 6zvektor (y) ayrimi simetrik-olmayan matrislerde kritik: A = AT oldugunda
iki ayr1 6zvektor ailesi vardir, ama 6zdegerler ortaktir (Ders 4). y'x = 1 normalizasyonu, birazdan iki
terimin “1’in tiirevi = 0” diye iptal olmasin1 saglayacak — formiiliin zarafetinin tohumu burada.

22.6 Formiil 1: A = y'Ax
Ax = Ax denklemini soldan yT ile ¢arp: y'Ax = A y'x. Ama y'x = 1 (normalizasyon), yani:

At) =y" () A(t) z(t)

Ozdegeri, ii¢ t-bagimli parcanin carpimi olarak yazdik. Bu, Ders 4’iin % = x ' Ax kosegenlestirmesinin sol-sag
0zvektor versiyonu. Artik tlirevini almaya haziriz.

@ Builder Notu — Sandvi¢ Yaz Tiirev Al

A = yT Ax bir “Rayleigh-tipi” ifadedir (Ders 19’da Rayleigh boliimii tam bunu genelleyecek). Bir skaleri
(M) vektor-matris-vektor sandvigi olarak yazmak, tiirevini almay1 kolaylastirir — ¢linkii carpim kuralt
uygulanabilir héle gelir.

22.7 dA/dt = y"(dA/dt)x — iptalin Zarafeti

Simdi A = y' Ax’in tiirevini al. Ug t-bagimli garpan var:
“...That’ll be the formula for the derivative of an eigenvalue.” — Strang, 21:38

“So I'm going to use the product rule.” — Strang, 22:56
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22 t've Bagh Matrisler A(t) — Tiirev dA/dt

dx dy” dA dx
27 4 T TA—
gt ar RV oty Ay

Orta terim cevabimiz. Diger ikisi sifira gider: Ax = Ax ve y' A = Ay" kullan, A skalerini disar1 cek:

dy” dx dy™ dx d(y’x)
——A TAZ— =)\ =— T/ =
T T A(dt%Ly i) =

Parantez i¢i tam olarak y'x ¢arpiminin tiirevi. Ama y'x = 1 (sabit), tiirevi 0:
“The derivative of the y transpose x.” — Strang, 28:34

Geriye sade ve gliclii formiil kalir:

d\ . dA
- — —x
a7 at

“The derivative of the eigenvalue is this formula. It’s the rate at which the matrix is changing
times the eigenvectors on right and left.” — Strang, 29:04

Dikkat: formiil 6zvektoriin tiirevini (dx/dt) icermez — sadece matrisin degisim hizini1 ve mevcut 6zvektorleri
ister. Iste giizelligi bu.

Asagidaki flagship figiir formiiliin gorsel kanitimi verir: solda S(t) ailesinin ii¢ 6zdeger egrisi, t,=0.2’de
formiiliin verdigi egimle cizilen tegetlere birebir yapisir; sagda formiil yT(dA/dt)x ile sayisal merkez fark
karsilastirmast y=x dogrusunda oturur (Sekil 22.4).

Gunun yildizi dlambda/dt = y~T (dA/dt) x: tegetler ozdeger egrilerine yapisir; formul = sayisal turev
ozdeger egrileri + formul tegetleri formul = sayisal turev

= |ambda_1(t) y
m—— |ambda_2(t) [ )
4 - lambda_3(t) 1.0 -

e

[
x

0.5 -

0.0 -

-0.5-

ozdegerler lambda(t)
o
sayisal merkez fark

~1.0- L4

-1.00 -0.75 -0.50 -0.25 0.00 0.25 0.50 0.75 1.00 -1.0 -0.5 0.0 0.5 1.0
t formul: y~T (dA/dt) x

Sekil 22.4: Giiniin yildiz1 dA/dt = yT(dA/dt)x gorsel kaniti. Sol: S(t) simetrik ailesinin ii¢ 6zdeger egrisi A;(t);

.....

ayn1 noktada formiil y* (dA/dt)x ile sayisal merkez fark karsilastirmasi — noktalar y=x dogrusunda
oturur (formiil = sayisal tiirev).
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22.8 Sonlu Rank-1 Degisim: Ozdegerler Yukart

@ Builder Notu — Tasarimla Gelen 1pta1

Iki terimin “1’in tiirevi = 0” diye yok olmas1, normalizasyon y'x = 1 seciminin meyvesi — tasarim
geregi iptal. ML kopriisii: bu formiil perturbasyon teorisinin birinci-derece sonucu; bir 6zdegerin (6rn.
Hessian’in en biiyiik 6zdegeri = en dik yon) parametre degisimine duyarliligin1 dx/dt hesaplamadan
verir. Tam da backprop’un (Ders 27) “ciktinin girdiye duyarliligr” mantig:.

22.8 Sonlu Rank-1 Degisim: Ozdegerler Yukari

Simdi tiirevi birak, gergek bir degisime gec: simetrik S’ye rank-1 simetrik bir parca ekle, S + uu’. Bu kalkiiliis
degil (degisim sonsuz-kiiciik degil), kesin formiil de yok — ama bilinen giizel gercekler var. Once uu™ ne tiir
bir matris? Rank-1, simetrik ve pozitif yari-tanimh (tek sifirdan farkli 6zdegeri u™u > 0, 6zvektorii u). Yani
S’ye “pozitif bir sey” ekliyoruz. Sonug:

“They’ll be more positive. They’ll go up. This is a positive thing.” — Strang, 36:05

S’nin 6zdegerlerine y (zamma), S + uu’ nin 6zdegerlerine A diyelim (ikisi de azalan sirada). Her A kargilik
gelen y’dan biiytik:

“Lambdas are bigger than gammas.” — Strang, 37:51

A=y, Gllj)

Asagidaki figiir bu akigt izler: S + c-uu”’deki dort 6zdeger de monoton yukari akar, ama A,(c) egrisi y, =
4.38 yatayini asla gecemez — interlacing her egriyi bir komsu 7y bandina kilitler (Sekil 22.5).

@ Builder Notu — Pozitif Ekleme Yukar iter

Pozitif yari-tanimli bir parca eklemek 6zdegerleri asla diisiirmez — “17 eklemek gibi, yukar1 tagir”
(Strang). ML kopriisii: ridge regiilarizasyonu (Ders 10) tam bunu yapar — ATA + AI, yani I yoniinde
pozitif ekleme, tiim 6zdegerleri A kadar yukar1 kaydirip matrisi iyi-kosullu kilar.

22.9 Interlacing (icice Gecme) Teoremi

Ozdegerler yukari gider — ama ne kadar? Siirpriz: kontrollii. Yeni A,, eski v,’i gegemez. Tam ifade:

A ZMZ2A 272 A3 =

“And that’s called interlacing.” — Strang, 39:13
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22 t've Bagh Matrisler A(t) — Tiirev dA/dt

Rank-1 pozitif ekleme: 6zdegerler yukari akar ama A:
asla y1 = 4.38 i gecmez (interlacing)

9
9]
o)
Q A
ke
S y (S 6zdegerleri) .

2- — = y1=4.38 (st sinir)

. _/

-2 -
0.0 0.5 1.0 1.5 2.0 2.5 3.0

c (S+ cuum)

Sekil 22.5: Rank-1 pozitif ekleme S + c-uu’: dért 6zdeger de monoton yukari akar, ama A, (c) asla vy, = 4.38
yatayini gecemez. Interlacing esitsizligi A, >y, > A, > 7, > --- her c i¢in her egriyi bir komsu

bandina kilitler (A, maksimumu 2.36 < vy, = 4.38).

interlacing iki yiizii: rank-1 ekleme (sol) ve alt-matris (sag) — disli yerlesim

rank-1 ekleme: disli gibi icice alt-matris (son satir+situn at): Cauchy

2.62 0.87 1.59 5.66 2.68 0.27 1.03 4.38
A(S+uun) - @ ( I J o AS) - @ e O ®
v(s)- @ | | || i (alt-matris) - M ] |
2.68 0.27 1.03 4.38 -2.32 1.00 4.32
1 1 1 1 1 1 1 1 1 1 1 1 1
-2 0 2 4 6 -3 -2 -1 o0 1 2 3 4

Sekil 22.6: Interlacing’in iki yiizii. Sol: rank-1 ekleme S + uu’ — yeni 6zdegerler A = 5.66, 1.59, 0.87, —2.62
(iist sira, navy yuvarlak) eski y = 4.38, 1.03, 0.27, —2.68 (alt sira, ¢elik kare) degerlerinin arasina
disli gibi oturur (A; 2y, 2 A, 27y, ---). Sa8: son satir + siitun atilarak kiiciiltiilen 3x3 alt-matrisin
Cauchy 6zdegerleri p = 4.32, 1.00, —2.32 (alt sira) tam tam ardigik A’larin arasinda kalir (A, > p,;

> Ay 2 [, = Ay 2 |13 2 )y). Iki teorem de aymi disli yerlesimin 6rnekleri.
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22.10 Rank-2 ve Alt-matris: Aynmi Tema

Yani rank-1 pozitif degisimde her 6zdeger yukar ¢ikar, ama yeni degerler eski degerlerin arasina “digli gibi”
gecer — A, eski birinci 6zdegeri (7y,) asamaz, A, ikinciyi (7,) asamaz. Kalbi mutlu eden teoremlerden.

Asagidaki figiiriin sol paneli bu disli yerlesimi say1 dogrusu iizerinde gosterir: yeni 6zdegerler A = 5.66, 1.59,
0.87, —2.62 (iist sira) eski y =4.38, 1.03, 0.27, —2.68 (alt sira) degerlerinin tam aralarina oturur (Sekil 22.6).

@ Builder Notu — Disli Gibi Icice

Interlacing, online/artimli PCA’nin garantisidir: yeni bir veri noktasi (rank-1 giincelleme) ana bilesenleri
yukar1 oynatir ama siralamayi ¢igirindan ¢ikarmaz — birinci bilesen yine birinci kalir, sadece komsu
siirlar iginde kayar. Bu, spektral kiimeleme (Ders 35) ve graf Laplacian 6zdeger analizinde de (Ders
19) temel aractir.

22.10 Rank-2 ve Alt-matris: Ayni Tema

fki uzant1. (1) Rank-2 degisim S + uu™ + ww': 6zdegerler (a diyelim) daha ok yukari ¢ikabilir — o, artik
A1 gegebilir, ama o4 eski 7y, i hala gecemez. Genel kural: rank-r degisim, interlacing’i r adim “gevsetir”.

“Let me give you another example of interlacing.” — Strang, 45:50

(2) Alt-matris interlacing (Cauchy): nxn simetrik S’den son satir+siitunu at, (n—1)x(n—1) matris S_{n-1}
kalsin. Ozdegerleri interlace eder:

Sebep ayni: bir satir+siitun atmak x, = 0 kisit1 koymak demek — bir serbestlik derecesi azalir, 6zdegerler
diiser ama interlace ederek. Yukaridaki figiiriin sag paneli tam bunu gosterir: 3x3 alt-matrisin p 6zdegerleri
ardisik A degerlerinin arasinda kalir (Sekil 22.6).

@ Builder Notu — Kisit Ekle Serbestlik Azalt

Alt-matris interlacing, 6zellik secimi (feature selection) ve graf budamada (pruning) ise yarar: bir
diiglim/6zellik atildiginda spektrum nasil degisir dnceden sinirlanir. “Bir kisit eklemek = bir serbestlik
derecesi azaltmak™ enerji goriisii (Ders 5’in xTSx kasesi) buraya dogrudan baglanr.

22.11 Son Gizem: Bir Ozvektor Yoniinde Biiyiik itme

Strang dersi bir bilmeceyle bitirir. Diyelim u tam olarak S’nin ikinci 6zvektorii, yani Su = y,u. Simdi biiyiik
bir itme yap: S + 20uu’.

“...suppose it’s actually the second eigenvector of S.” — Strang, 48:06
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22 t've Bagh Matrisler A(t) — Tiirev dA/dt

O zaman (S + 20uu’)u = y,u + 20u = (7, + 20)u. Yani bu dzvektdriin 6zdegeri v, den 7y, + 20’ye firladi —
cok yukar1. Gorliniiste interlacing’i bozuyor (%,, v,’i ge¢mis gibi). Strang bunu bilerek acik birakir: celigki
gercek mi, yoksa 6zdegerlerin yeniden etiketlenmesi (7y,+20 artik yeni A; olabilir) bunu kurtarir m1? Cevap
sonraki derste.

Asagidaki flagship figiir gizemi canlandirir: u tam ikinci 6zvektor olunca dort 6zdegerden sadece biri (y,+c)
dogrusal firlar, diger ticti (y,=4.381, y;=0.270, v,=-2.678) hi¢ kipirdamadan sabit kalir; firlayan deger
c=3.35"te 7y, ’i kesip A, etiketini kapar (Sekil 22.7).

Buyuk itme gizemi: u tam ozvektorse SADECE onun ozdegeri firlar,
digerleri sabit — interlacing yeniden-etiketlemeyle kurtulur

sabit: 4.381

257 sabit: 0.270
- Sabit: -2.678
=== firlayan: gamma_2 + c
20 - :
E) 15 -
—
9]
g 2+c artik lambda 1
I: gamma
S 10 - g E =
o
5- . —
0 -

0 5 10 15 20 25
c (S + cuu”~T, u = ikinci ozvektor)

Sekil 22.7: Biiyiik itme gizemi (son gizem). u = S’nin ikinci 6zvektorii alimip S + cuu? kuruldugunda,

@ Builder Notu - Sira Korumur Kimlik‘Degil kipirdamadan SABIT kalir. ’C = 20’de yeni spektrum
21 028 4381 0270 —2 6781 olur: firlavan deser v~ 4 20 = 21 .028 basa oecin \. eti




22.12 Bu Dersin Ozeti

22.12 Bu Dersin Ozeti

« Tersin tiirevi: d(A™")/dt = —~A™'(dA/d)A™"; 1x1°de d(1/t)/dt = —1/t*. Ders 14’iin sonsuz-kiigiik tamam-
lamasi.

« Uc gercek: Ax = Ax (sag 6zvektor), y'A = Ay (sol 6zvektor), y'x = 1 (normalizasyon).

* Formiil 1: A = yTAx (Ax’i soldan yT ile vur).

o Ozdeger tiirevi (yildiz): d)/dt = yT(dA/dt)x. Carpim kural + iki terim “1’in tiirevi = 0" diye iptal.
Ozvektor tiirevi icermez.

* Sonlu rank-1 degisim: S + uu” (pozitif yari-tanimli) 6zdegerleri yukari iter; A 2 Y

* Interlacing: A, >y, 2 A, >y, 2 ---; yeni 6zdegerler eskilerin arasina gecer. Rank-r degisim r adim
gevsetir; alt-matris (Cauchy) interlacing’i de ayni.

* Acik gizem: u = ikinci 6zvektor + biiyiik itme — 6zdeger firlar; celigki mi? (Sonraki ders.)

! Tek Bir Ciimle

Matris t ile degisirken 6zdegerin tiirevi dA/dt = yT(dA/dt)x tir (sade, 6zvektor tiirevi gerektirmez); sonlu
rank-1 degisimde ise kesin formiil yerine interlacing esitsizlikleri 6zdegerlerin nasil kayacagini sinirlar.

22.13 Kontrol Sorulari

1 Soru I: 1x1’e indirgeme

d(AY/dt = -A'(dA/dt)A™! formiiliinii 1x1 durumda hangi lise sonucuna indirgersin?

Cevap: A’y1 1x1 al, yani bir say1 t. A' = 1/t, dA/dt = 1. Formiil —=(1/t)(1)(1/t) = =1/t* verir — bu tam
olarak d(1/t)/dt = —1/t>, lise kalkiiliisiinden bilinen sonug. Matris formiiliinii skalere indirip bilinenle
karsilagtirmak en hizli saglamadir.

i Soru 2: iki terim neden sifir

dx/dt = yT(dA/db)x tiiretiminde ¢arpim kuralinim iki terimi neden sifir olur?

Cevap: ) = y' AX’in tiirevinde ii¢ terim cikar; bas ve son terim (dy’/dt)Ax + yTA(dx/dt). Ax = Ax ve
yTA = AyT kullanip A skalerini disar1 ¢ekince A-((dy/dt)x + y*(dx/dt)) = A-d(y"x)/dt olur. Ama y™x =
1 sabit, tiirevi 0. Dolayistyla bu iki terim yok olur, geriye sadece orta terim y' (dA/dt)x kalir.

i Soru 3: S +uu’ ozdegerleri

S simetrik, u bir vektor. S + uu®’nin 6zdegerleri S’ninkilere gore nasil konumlanir?

Cevap: uu' pozitif yari-tanimh (tek 6zdegeri u'u > 0) oldugundan tiim 6zdegerler yukari gider: Ay 2
Ama keyfi degil — interlacing gecerli: A, >y, > A, >y, 2 ---. Yani her yeni 6zdeger eski karsiligindan
biiytiktiir, fakat bir sonraki eski 6zdegeri agamaz.
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22 t've Bagh Matrisler A(t) — Tiirev dA/dt

[d .
1 Soru 4: Son satir+siitun atinca

Simetrik nxn matristen son satir+siitunu atinca 6zdegerler nasil davranir?

Cevap: Cauchy interlacing: (n—1)x(n-1) alt-matrisin 6zdegerleri p, orijinalin 6zdegerleri A ile igice
geger: Ay 2 Ly 2 Ay 2 L, 2 -+ 2 A, Sebep: bir satir+siitun atmak x, = 0 kisit1 koymak, yani bir serbestlik
derecesini kaldirmaktir; bu 6zdegerleri diisiiriir ama interlace ederek (kontrollii).

22.14 Egzersizler

Cevapsiz problemler. C6z, sonra numpy ile kontrol et.

Egzersiz 1. Tersin tiirevi, somut. A(t) = [[t, 0], [0, t*]]. A"'(t)’yi yaz, dogrudan tiirevini al. Sonra
—~A"'(dA/dt)A"! formiiliiyle hesapla; ayn1 sonucu buldugunu goster.

Egzersiz 2. Ozdeger tiirevi. A(t) = [[2, t], [t, 2]] simetrik. t = 0’da dzdegerler 2, 2. dA/dt = [[0,1],[1,0]]. t =
0°daki bir 6zvektor x = [1,1]7A/2 i¢in da/dt = yT(dA/dt)x’i hesapla (simetrik oldugundan y = x).

Egzersiz 3. Iptali kamitla. y"x = 1 yerine y"x = ¢ (sabit) olsaydi, carpim kuralinin iki terimi yine sifir olur
muydu? Neden? (Ipucu: d(c)/dt.)

Egzersiz 4. Interlacing testi. S = diag(3, 1) (6zdegerler y =3, 1). u =11, 0]". S + uu"’nin Ozdegerlerini bul
(M). Ay 2y, 2 A, interlacing’ini dogrula.

Egzersiz 5. (Ders 16 habercisi) Bu derste 6zdeger tiirevini bulduk: dA/dt = yT(dA/dt)x. Aym fikri tekil deger
icin kurmaya ¢alis: o degisirken do/dt ne olur? ATA ve tekil vektorler nasil girer? Bir tahmin yaz — Ders 16
bunu (ve tersin/tekil degerlerin tiirevlerini) isliyor.

22.15 Sonraki Ders icin Hazirlik

Ders 16: Ters ve Tekil Degerlerin Tiirevleri. Bu dersin 6zdeger tiirevi formiiliinii (dA/dt = yT(dA/dt)x) tekil
degerlere tastyacagiz: do/dt = uT (dA/dt)v (sol/sag tekil vektorler). Ayrica interlacing’in tekil deger versiyonu
ve perturbasyon sinirlar1 gelir — PCA ve diisiik-rank yaklagimin kararliliginin teorik temeli.

Ders 16 Oncesi Yapilacak

* Bu dersin egzersizlerini ¢oz, 6zellikle Egzersiz 2’yi (6zdeger tiirevi) ve Egzersiz 4’1 (interlacing
testi).

* Python’da bir A(t) ailesi kur, dA/dt = yT(dA/dt)x formiiliinii say1sal merkez fark tiireviyle karsilastir.

* Ana ciimleyi tekrar oku: “Ozdeger tiirevi d)/dt = yT(dA/dt)x 6zvektor tiirevi gerektirmez; sonlu
degisimde interlacing 6zdegerleri sinirlar.”

22.16 Anahtar Kavramlar (Cheat Sheet)
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22.17 ML Baglantlar: Ozeti

Kavram Formiil / Fikir Strang (dk)
Biiyiik resim A degisince ters, 0zdeger, tekil deger degisir 1mO1
Tersin tiirevi d(AY/dt = -A" (dA/dt) A 5m43
1x1 saglama d(1/t)/dt = =1/t 12m00
Uc gercek Ax=2x;yTA = Ayl yTx =1 14m26
Formiil 1 X =yTAX 20m43
Ozdeger tiirevi da/dt =y (dA/dt) x 29m04
iptal iki terim = A - d(y'x)/dt= A - 0 28m34
Rank-1 degisim S +uu' (psd) — dzdegerler T, A2, 36m05
Interlacing A2y Zhy 2y, 2 39m13
Alt-matris (Cauchy) son satir+siitun at — 6zdegerler interlace 45m50
Acik gizem u = 2. 6zvektor, S + 20uu’ — ozdeger firlar  48m06

22.17 ML Baglantilari Ozeti

Perturbasyon teorisi: d)/dt = yT(dA/dt)x — bir 6zdegerin parametre degisimine birinci-derece duyar-
l1l1g1; Hessian’1n en biiyiik 6zdegeri (en dik yon) egitimde nasil kayar sorusuna dogrudan cevap.
ikinci-derece optimizasyon: d(A')/dt = —A"!(dA/dt)A"" — Newton yontemi ve dogal gradyanin
Hessian-tersi giincellemelerinin temeli.

. Online/artimh PCA: rank-1 giincelleme + interlacing — ana bilesenler kontrollii kayar, siralama

bozulmaz.

Regiilarizasyon: S + Al (ridge) pozitif yari-tanimli ekleme — tiim 6zdegerler yukari, iyi-kogullu (Ders
10 bagy).

Spektral yontemler: graf Laplacian 6zdeger analizi (Ders 19 maxmin, Ders 35 kiimeleme) interlacing’e
dayanir.

. Geriye koprii: Ders 14 (tersin sonlu degisimi — buradaki tiirev), Ders 4 (6zdeger/6zvektor, sag-sol

ayrimi), Ders 5 (psd, enerji kasesi), Calculus (tiirev = limit, ¢carpim kurali).

I Tek Sey

“This time is about changes in eigenvalues and changes in singular values when A change.”
— Strang, 1:01 — Matrisler hareket eder; bu ders onlarin 6zdegerlerinin nasil hareket
ettigini, hem sonsuz-kiigiik (tiirev) hem sonlu (interlacing) rejimde okumay1 ogretir.
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23 Ters ve Tekil Degerlerin Turevleri

Tekil deger tiirevi, Weyl esitsizligi ve nuclear norm ile matris tamamlama

1 Boliim bilgisi

Video: MIT 18.065 — Derivatives of Inverse and Singular Values - OCW: Lecture 16 - Okuma siiresi:
=32 dk - Egitmen: Gilbert Strang - Onkosul: Ders 15 (6zdeger tiirevi ve interlacing).

23.1 Bu Derste Ne Var?

Ders 15’i tamamliyoruz. Orada 6zdeger tiirevini (dA/dt = yT(dA/dt)x) bulduk; bu ders ayni hikayeyi tekil
deger icin yazar ve sonlu degisim esitsizliklerini (interlacing — Weyl) genellestirir.

Dort sonug:

1. Komiitasyon tuzag:: d(A2)/dt = A(dA/dt) + (dA/dt)A — 2A(dA/dt) DEGIL, ciinkii matrisler degismeli
(commute) degil.

2. Tekil deger tiirevi: do/dt = u” (dA/dt) v — sol tekil vektor u, sag tekil vektor v. Ozdeger formiiliiniin
tam ikizi.

3. Ders 15 gizemi ¢oziildii: biiylik itmede p, A,’i “gecince” artik p,; olarak yeniden etiketlenir — celiski
yok.

4. Weyl esitsizligi: interlacing’in genel hali — herhangi rank degisim T i¢in A;,;_;(S+T) < A;(S) + ().
Sonda: nuclear norm + matris tamamlama (Netflix).

“Boy, you couldn’t ask for a nicer formula than that, right?” — Strang, 7:36 (tekil deger tiirevi

icin)
Asagidaki kavram haritas1 dersin merkezini (tekil deger tiirevleri + Weyl) ana fikirlere baglar: komiitasyon
tuzag, giiniin formiilii tekil deger tiirevi, 0 = uT Av ispat;, SVD’nin 6zdegere ne zaman esit oldugu, Ders

15’in gizemi ve ayr1 diigiimlerde Weyl esitsizligi ile nuclear norm — matris tamamlama (Netflix) dallar1
(Sekil 23.1).

@ Builder Notu — Tiirevden Netflix’e

* do/dt = u' (dA/dt)v — PCA’nin kararlilig1: veri biraz degisirse ana bilesenlerin “6nemi” (o) ne
kadar kayar; tekil vektor tiirevini gerektirmez.

* Komiitasyon tuzag — matris kalkiiliisiinde sira korunur; backprop’ta (Ders 27) Jacobian’larin
sirasi bu yiizden onemli.
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23 Ters ve Tekil Degerlerin Tiirevleri

Weyl: lambda_(i+j-1)(S+T) nuclear norm = sigma
Tekil deger turevleri + Weyl <= lambda_i(S) + toplami -> matris
lambda_j(T) tamamlama (Netflix)

komutasyon tuzagi:
d(A"2)/dt = A(dA/dt) +
(dA/dt)A (2A dA/dt DEGIL)

tekil deger turevi:
dsigma/dt = u"T (dA/dt) v

Sekil 23.1: Ders 16 kavram haritas:: tekil deger tiirevleri ve Weyl merkezinden ana fikirlere dallar — komii-
tasyon tuzag1 d(A?)/dt = A(dA/dt) + (dA/dt)A olur, 2A(dA/dt) DEGIL ¢iinkii matrisler genelde
degismeli (commute) degildir; giiniin formiilii tekil deger tiirevi do/dt = uT (dA/dt)v 6zdeger for-
miiliiniin ikizidir; ispat1 0 = uT Av yazip tiirev alinca iki yan terim (u” Av ve u’ Av) AYRI AYRI
sifirlanir; SVD 6zdegere ancak matris simetrik ve pozitif (yar1-)tanimliysa esittir; Ders 15’in bii-
yiik itme gizemi yeniden etiketleme ile ¢oziiliir; ayr1 diigiimler Weyl esitsizligi A_(i+j—1)(S+T) <
A_i(S) + A_j(T) ile nuclear norm = ¢ toplam1 — diiglik-rank matris tamamlama (Netflix) sonucunu
gosterir.

* Nuclear norm + matris tamamlama — Netflix Oneri problemi; eksik matris hiicrelerini dol-
durmak icin Y.0,’yi minimize et (diisiik-rank ¢dziim). ¢!’in seyreklik (sparsity) etkisinin matris
versiyonu.

* Geriye koprii: Ders 15 (6zdeger tiirevi paraleli), Ders 6 (SVD, Av=cu), Ders 7-8 (nuclear norm,
Eckart-Young).

Tek ciimle: Ozdeger tiirevi formiiliiniin tam ikizi tekil deger icin gegerlidir (do/dt = uT(dA/dt)v), ve sonlu
degisimlerde 6zdeger/tekil degerleri Weyl esitsizligi (interlacing’in genel hali) sinirlar.

23.2 Komiitasyon Tuzagi: d(A2)/dt

Isinma sorusu: A? nin tiirevi nedir? f¢giidii “2A(dA/dt)” der — ama YANLIS. Neden? Tiirevi tanimdan kur:
limit al.

d(A2) . (A+AA)2 — A2
= lim
dt At—0 At

(A + AA)? agilinca A% + AAA + AA-A + AA?. A? sadelesir, AA? ihmal edilir. Iki orta terim kalir — ve bunlar
aym degil:

“...one term is A delta A, and another term is delta A A.” — Strang, 5:01

d(A?)  dA dA
P i

2A(dA/dt) olmamasinin sebebi: matrisler genelde degismeli (commute) degildir, A-(dA/dt) = (dA/dt)-A.
Skalerde iki terim birlesip 2A olurdu; matriste sira korunur.

240



23.3 Tekil Deger Tiirevi: do/dt = u’ (dA/dt)v

Asagidaki dort panel bunu sayisal olarak gosterir: dogru formiil A % + % A ile merkez-fark d(A?)/dt
birebir ortiiglir (fark ~ 1e-10), oysa yanlis icgiidii ZA% sapar (maxdiff ~ 2.0) — ciinkii A(t) yolunda matrisler
commute etmez (Sekil 23.2).

Komutasyon tuzagi: dogru formul sayisalla birebir; 2A(dA/dt) sapar (maxdiff ~ 2.0) cunku matrisler commute etmez

A (dA/dt) + (dA/dt) A sayisal d(A"2)/dt fark ~ 1le-10 YANLIS 2A(dA/dt) sapmasi
4e-11 0.00 -0.10 2.00
4e-11 5e-11 -1.00 0.00 1.94

5e-11 5e-11 . -1.00 0.00

Sekil 23.2: Komiitasyon tuzagi: dogru formiil A A + A A sayisal d(A?)/dt ile birebir (fark ~ le-10); yanlis
icgiidii 2A A sapar (maxdiff ~ 2.0) ¢iinkii matrisler commute etmez.

@ Builder Notu — Sira Bozulmaz Ciinkii Commute Yok

“Matrisler commute etmez, sira korunur” matris kalkiiliisliniin birinci kurali. ML kopriisii: backprop’ta
(Ders 27) zincir kural1 Jacobian’lart belirli sirada carpar — siray1 bozmak yanlig gradyan verir. Carpim
kuralinin skaler sezgisine korii koriine giivenmek en sik matris-kalkiiliis hatasidir.

23.3 Tekil Deger Tiirevi: do/dt = u' (dA/dt)v

Ders 15 6zdeger tiirevini verdi: dA/dt = yT(dA/dt)x. Simdi ayn1 soruyu tekil deger igin sor: A degisirken o
nasil degisir? Cevap, 6zdeger formiiliiniin tam ikizi:

dt dt

Burada u sol tekil vektor, v sag tekil vektor (Ders 6’'nin A = ULVT ayrisimindan). Ozdeger formiiliinde sol/sag
0zvektor (y, x) vardi; burada sol/sag tekil vektor (u, v).

“Boy, you couldn’t ask for a nicer formula than that, right?” — Strang, 7:36
Soldaki panel A(t) yolu boyunca ii¢ 0,(t) egrisini cizer; t0=0.4’te her egriye ¢izilen tegetin egimi formiiliin

verdigi tiirevdir ve teget egriye yapisir. Sagdaki panel formiil degeri ile sayisal merkez farki y=x lizerinde
ortiigtiiriir (maxdiff ~ 6e-11) (Sekil 23.3).

@ Builder Notu — Ozdeger Formiiliiniin ikizi

do/dt = uT(dA/dt)v, PCA ve diisiik-rank yaklagimin kararlilik analizidir: veri matrisi biraz degisince ana
bilesenlerin “agirlig1” (o) ne kadar kayar — tekil vektor tiirevini hesaplamadan. Oneri sistemleri ve
gliiriiltli gidermede, kiiciik veri gilincellemelerinin siralamay1 bozup bozmadigini bu formiil soyler.
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23 Ters ve Tekil Degerlerin Tiirevleri

Ozdeger formiiliiniin ikizi do/dt = u~T (dA/dt) v: tegetler o egrilerine yapisir (maxdiff ~ 6e-11)

o egrileri + t0=0.4 tegetleri (egim = do/dt) formil = sayisal (maxdiff ~ 6e-11)
5.~ ol 20+ -"" y=x e
— 0y(t) ///.
o3(t) 1.5 - Prag
54l ¥ 5 -
5 Y= ///
= ¥ 1.0- e
9 ~ R
o 3 5 -
> € 05- 7
© © -
T 25 T— ) 7
] ® o 0.0- -
) ad
Lo ——— -o- -0.5 - st
--------- : 4
0.0 0.2 0.4 0.6 0.8 1.0 -0.5 0.0 0.5 1.0 1.5 2.0
t formal: u~T (dA/dt) v

Sekil 23.3: Ozdeger formiiliiniin ikizi: do/dt = uT(dA/dt)v. Solda ii¢ o,(t) egrisine t0=0.4"te gizilen tegetlerin
egimi formiiliin verdigi tiirevdir (tegetler egriye yapisir); sagda formiil degeri ile sayisal merkez
fark y=x lizerinde oOrtiisiir (maxdiff ~ 6e-11).

23.4 ispat: o = u' Av ve Ayri Ayn iptal

Once o icin bir formiil. SVD’den Av = ou (Ders 6). Soldan u” ile ¢arp:

“So I believe that sigma is u transpose times A times v.” — Strang, 8:25

Dogrula: uTAv = u'(ou) = o(u'u) = 6:1 = 0 v (giinkii u'u = 1). Simdi tiirevini al — ii¢ t-bagiml carpan,
carpim kurali:

do  du® dA dv
—="_A T~ T A=
TR T T

Orta terim cevap. Diger ikisi sifir — ama Ders 15°ten farkli olarak burada ayr1 ayr1 yok olurlar (6zdegerde
birbirini gotiiriiyorlardi). Birinci terim: Av = ou, yani (du'/dt)Av = o(du”/dt)u. Bu, uTu = 1’in tiirevinin yaris
— 0. Ugiincii terim: ATu = ov, yani uT A(dv/dt) = ovT(dv/dt). Bu da v'v = 1’in tiirevinden — 0.

“Now, they disappear separately, leaving the right answer.” — Strang, 16:19

Geriye sade formiil kalir: do/dt = uT(dA/dt)v.

@ Builder Notu — iki Kisit Tki Ayri iptal

Ozdeger durumunda iki terim birlikte (d(y*x)/dt = 0 ile) iptal oluyordu; tekil degerde ayr1 ayr1 (u'u =
1 ve vIv = 1 iki ayr1 kisit). Sebep: SVD’nin u ve v’si ayr1 ayr1 birim uzunlukta, oysa dzdegerin y ve x’i
sadece ciftlesik (y'x = 1). Bu fark, SVD’nin neden 6zdegerden daha “kararli” oldugunun ipucu.
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23.5 SVD ve Ozdeger Ne Zaman Aymi?

23.5 SVD ve Ozdeger Ne Zaman Ayni?

X =yTAx ve 0 = uT Av neredeyse aymi goriiniiyor. Ne zaman birebir cakisirlar (tekil degerler = 6zdegerler,
tekil vektorler = 6zvektorler)? Cevap Strang’in favori iki kelimesi:

“...write down positive definite in the answer to any question, because sigmas are by definition
positive.” — Strang, 11:13

Simetrik ve pozitif (yari-)tanimli matrisler. Ciinkii tekil degerler tanimi geregi > 0; 6zdegerlerle cakigmalari
icin 6zdegerlerin de > O (pozitif yari-taniml1) olmasi gerek. Simetrik ama isaretsiz bir matriste o = |A| olur
(negatif 6zdegerler mutlak degere doner).

Sol panel pozitif yari-tanimli bir S’de tekil degerlerin 6zdegerlere birebir oturdugunu (maxdiff ~ 4e-15)
gosterir; sag panel diag(2, —3) gibi belirsiz (indefinit) bir matriste A=[2, —3] iken 0=[3, 2] oldugunu — negatif
0zdegerin mutlaga katlandigini ve siranin da degistigini — gosterir (Sekil 23.4).

SVD = ozdeger ancak simetrik + pozitif (yari-)tanimli matriste

PSD: sigma = lambda (maxdiff ~ 4e-15) indefinit: sigma = |lambda| (sira da degisir)
- ) 31
5~ o 5
4- 1
o o

2 -1
1 -2 - A
O 1 -I -I _I _3 1 1

1 2 3 4 1 2

indeks i indeks i

Sekil 23.4: SVD o6zdeger ayristirmasina ne zaman esittir? Sol panel pozitif yari-tanimli bir matriste tekil
degerlerin 6zdegerlere birebir oturdugunu (maxdiff ~ 4e-15), sag panel ise belirsiz (indefinit) bir
matriste tekil degerlerin 6zdegerlerin mutlak degeri oldugunu ve siralamanin degistigini gosterir.

@ Builder Notu — Emin Degilsen Pozitif Taniml Yaz

“Soruda emin degilsen ‘pozitif tanimli” yaz” Strang’in esprili kurali ama derin: pozitif tanimlilik (Ders
5) SVD ile 6zdeger ayrigimini birlestiren kopriidiir. ML’de Gram matrisi ATA, kovaryans matrisi ve
kernel matrisleri hep pozitif yari-tanimlidir — bu yiizden onlarin SVD’si ve 6zdeger ayrisimi aynidir,
hesap tek seferde is goriir.

23.6 Ders 15’in Gizemi Cozullyor

Ders 15 bir bilmeceyle bitmisti: u = S’nin ikinci 6zvektorii ise, S + Quu’ o 6zvektoriin 6zdegerini A, + 0
yapar. 0 biiyiikse (20, 200, 2000) bu deger A, i gecer — interlacing’i bozar gibi goriiniir ()L, < A, olmalrydi).
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23 Ters ve Tekil Degerlerin Tiirevleri
Coziim:

“...if I increase theta beyond that, then this becomes not mu 2 any more, but mu 1.” — Strang,
25:20

Incelik su: &, + 0 degeri A, i gegtigi an, artik ikinci 6zdeger (j,) degildir — birinci 6zdeger () olur.
Ozdegerler azalan sirada etiketlenir; bir deger yukar1 tirmanip komsusunu gegince etiket de degisir. 1, tanim
geregi A, i asla gegcmez, ¢linkii gectigi anda ad1 p; olur. Celiski yok — sadece yeniden etiketleme.

Asagidaki figiir bu ¢oziimii etiket perspektifinden gosterir: 1, tanim geregi y,=4.38’i gecemez (0=3.35te
ona yapigir), 6 ardindan firlayan deger artik p, olarak devam eder. Ders 15’in fig-buyuk-itme’si KIMLIK
perspektifiydi (belirli 6zvektoriin 6zdegeri komsusunu geger, egriler kesisir); bu figiir ETIKET perspektifidir
(swralt p_i egrileri kesisMEZ, yapisir) (Sekil 23.5).

Ders 15 gizemi ¢ozuldii: u, tanim geregi y; =4.38 i GECEMEZ
— gecmeye kalkinca adi u; olur (yeniden etiketleme)

== [l7 (en blyuk)

25 -
—
— M3
20 _ Ha
5
< 15-
(0]
O
()
N
0 10 -
|
<
2
& . Vl = 438 L
0 -
etiket takasi
0 5 10 15 20 25

6 (S+6uu’, u = ikinci 6zvektor)

Sekil 23.5: Ders 15 gizemi ¢oziildii — etiket perspektifi. S + 6 uu” "nin SIRALI 6zdegerleri: 4o tanim geregi
v, = 4.38 i gegemez (0 &~ 3.35’te ona yapisir), 6* ardindan firlayan deger artik 4, olarak devam
eder. D15’in fig-buyuk-itme’si KIMLIK perspektifiydi (egriler kesisir); bu ETIKET perspektifi —
egriler kesismez, yapisir.

@ Builder Notu — Etiket Kayar Kimlik Kalir

“Siral1 esitsizlik etiket korur, kimlik degil” — interlacing bir 6zvektorii degil, sirali konumu izler. ML
kopriisii: online PCA’da bir bilesen bagka bir bileseni gecince “birinci ana bilesen” rolii el degistirir;
algoritmanin izledigi sey bilesen kimligi degil, varyans sirasidir. Bu, takip (tracking) problemlerinde
etiket karigmasinin (label switching) kaynagidir.
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23.7 Weyl Eyitsizligi: Interlacing’in Genel Hali
23.7 Weyl Esitsizligi: Interlacing’in Genel Hali

Interlacing rank-1 degisim i¢indi. Genel rank icin (S simetrik, T herhangi simetrik degisim) Weyl’in biiyiik
esitsizligi:

“...after the discoverer, Weyl’s inequality.” — Strang, 26:19

Aipjm1 (S +T) < N(S) + M(T)

Tiim interlacing buradan diiser. j = 1 al: A;(S+T) < A;(S) + A_max(T) — T pozitifse 6zdegerler yukari ¢ikar
ama en fazla T’nin en biiyiik 6zdegeri kadar. Farkli i, j secimleri komsu-olmayan 6zdegerler hakkinda da bilgi
verir. Weyl ayn1 zamanda tekil degerleri kesfeden isimlerden; esitsizligin tekil deger versiyonu da gecerli.

(S +T) < X(5) + A (T) (G=1)

Notlarda iki ispat var: standart Weyl yaklasimi ve Prof. Rao’nun grafik tabanli argiimani.

Asagidaki figiir j=1 halini gosterir: navy cubuklar S+T’nin sirali 6zdegerleri, turuncu yatay c¢izgiler
2A;(S)+A_max(T) iist sinir1 — her ¢cubuk kendi simiriin altinda kalir. Motor bunu 50 rastgele simetrik (S, T)
cifti iizerinde de tarar ve ihlal O sayar (Sekil 23.6).

Weyl (j=1): Ai(S+T) < Ai(S) + Anax(T)
her 6zdeger sinirin altinda (verify: 50 rastgele cifte ihlal 0)

e Ai(S) + Amax(T)
6 - . A (S+T)

Sekil 23.6: Weyl esitsizligi (j=1): S ayn1 motor matrisi, T rastgele simetrik. Navy cubuklar S+T nin siralt
Ozdegerleri, turuncu yatay cizgiler A;(S)+A_max(T) tist sinir1 — her ¢ubuk kendi sinirinin altinda.
Motor 50 rastgele simetrik (S,T) ¢ifti lizerinde ihlal O sayar.
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23 Ters ve Tekil Degerlerin Tiirevleri

@ Builder Notu — Giiriiltiiye Kars1 Spektral Sigorta

Weyl esitsizligi perturbasyon teorisinin temel tagi: bir matrise giiriiltii/degisim T eklenince 6zdegerlerin
ne kadar kayabilecegini kesin sinirlar. ML kopriisii: giiriiltiilii veride PCA’nin giivenilirligi, spektral
kiimelemenin (Ders 35) giiriiltiiye dayaniklilig1 ve diisiik-rank yaklagimin hata analizi hep Weyl-tipi
stnirlara dayanir. “Kiigiik degisim — kii¢lik 6zdeger kaymas1” giivencesi olmadan spektral yontemler
kirilgan olurdu.

23.8 Nuclear Norm ve Matris Tamamlama (Onizleme)

Tiirevler bitti; ders yeni bir boliime (compressed sensing) koprii kurar. Anahtar nesne nuclear norm:

“The nuclear norm a matrix is the sum of the singular values.” — Strang, 35:04

HAH* =0, + 09 +oe Oy

Bu, vektordeki ¢! normun matris karsiligidir (Ders 8). €!”in sihirli 6zelligi: bir kisit altinda minimize edilince
seyrek (sparse) ¢oziim verir. Nuclear norm da matrisler i¢in diisiik-rank ¢6ziim verir. Uygulamas1 matris
tamamlama:

“And I’ll remember the words Netflix, which made the problem famous.” — Strang, 36:26

Netflix problemi: kullanicixfilm matrisinin ¢ogu hiicresi bos (herkes her filmi izlemedi). Eksik hiicreleri nasil
doldurursun? Fikir: nuclear normu minimize eden dolgu, en diislik-rank (en “agiklayict”) matristir. Neden
nuclear norm? Ciinkii asil istedigimiz rank’i minimize etmek — ama rank bir norm degil (matrisi 2 ile
carpinca rank degismez). rank, vektordeki €° normun (sifir-olmayan eleman sayist) matris esi; ikisi de norm
degil. Konveks gevsetme: €° — ¢!, rank — nuclear norm.

“...gradient descent finds the solution to the minimum problem in the nuclear norm.” — Strang,

42:02

Acik bir conjecture: derin 6grenmedeki gradient descent’in (Ders 22+) dogal olarak minimum-nuclear-norm
(diisiik-rank) ¢oziimii buldugu diisiiniiliiyor — ama heniiz kanitlanmad: (implicit bias, Ders 10).

Asagidaki ii¢ panel demoyu gosterir: ger¢ek rank-2 matris M, yarisi bos gozlem (66/144 hiicre, %46) ve
diisiik-rank dolgu. Demo dolgusu rank-2 hard impute (doniisiimlii projeksiyon) kullanir — bu, nuclear-norm
hedefinin “sert” halidir; kii¢iik demoda kesin yontemdir. Prose’da anlatilan nuclear norm minimizasyonu bu
hedefin konveks gevsetmesidir. iki yontem ayni diisiik-rank ¢ziime gétiiriir: dolgu gizli hiicreleri 4.4e-08
hatayla TAM geri getirir ve nuclear norm esitligi | X[ = | M| * = 29.30 tutar (Sekil 23.7).

@ Builder Notu — Rankin Konveks Golgesi

rank — nuclear norm gevsetmesi modern ML’in temel hilesi: kombinatoryal (NP-zor) bir hedefi (rank
minimize) konveks (¢oziilebilir) bir hedefe cevirir. Netflix Prize bu yontemi iinlii etti. Koprii: LoORA
(diislik-rank adaptasyon) ayni diisiik-rank Onyargisini fine-tuning’e tasir; “gradient descent diisiik-rank
bulur” conjecture’r derin 6grenmenin neden genellestirdigini agiklama ¢abalarinin merkezinde.
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23.9 Bu Dersin Ozeti

Netflix: yarisi bos rank-2 matris dusuk-rank dolguyla TAM geri gelir — nuclear norm ayni hedefin konveks gevsetmesi (nuclear norm X = M = 29.30)

gercek M (rank-2) gozlenen (66/144 hucre) rank-2 dolgu (gizli hata 4e-08)

Sekil 23.7: Netflix: yaris1 bos rank-2 matris diisiik-rank dolguyla TAM geri gelir. Ortadaki dolgu rank-2 hard
impute (nuclear-norm hedefinin sert hali; kiiclik demoda kesin yontem) ile hesaplanir — nuclear
norm minimizasyonu ayni hedefin konveks gevsetmesidir (|| X[ = [|M|* = 29.30, gizli hata
4e-08).

23.9 Bu Dersin Ozeti

* Komiitasyon tuzagi: d(A?)/dt = A(dA/dt) + (dA/dHA, 2A(dA/dt) degil — matrisler degismeli degil.

+ Tekil deger tiirevi: do/dt = uT(dA/dt)v (sol tekil vektor u, sag tekil vektor v). Ozdeger formiiliiniin
ikizi.

« ispat: 0 = uTAv (Av = ou, uTu = 1). Carpim kurals; iki yan terim ayr1 ayr sifir WTu=1ve viv=1—
0zdegerdeki gibi birlikte degil).

* SVD = 6zdeger ne zaman: simetrik + pozitif (yari-)tanimli.

* Ders 15 gizemi: ., biiyliylip A,’i gecince artik 1, olarak yeniden etiketlenir — celiski yok, sadece
siralama etiketi kayar.

* Weyl esitsizligi: 1, +j-1(8+T) < 2,(S) + A;(T); interlacing’in genel hali (j=1 6zel durum). Tekil deZerler
icin de gecerli.

* Nuclear norm: | A|* = Xo; (matrisler igin ¢"). rank — nuclear norm konveks gevsetmesi; matris
tamamlama (Netflix), compressed sensing.

! Tek Bir Ciimle

Ozdeger tiirevinin tam ikizi tekil deger icin do/dt = uT(dA/dt)v’dir (iki yan terim ayr1 ayr1 iptal); sonlu
degisimleri Weyl esitsizligi sinirlar, ve nuclear norm minimizasyonu diisiik-rank matris tamamlamanin
(Netflix) anahtaridir.
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23 Ters ve Tekil Degerlerin Tiirevleri

23.10 Kontrol Sorulari

1 Soru 1: d(A?)/dt neden 2A(dA/dt) degil

d(A?)/dt neden 2A(dA/dt) degildir? Dogru formiil nedir?

Ciinkii matrisler genelde degismeli (commute) degildir: A-(dA/dt) = (dA/dt)-A. (A+AA)? aciliminda
iki orta terim AAA ve AA-A ayridir, birlesip 2AAA olmazlar. Dogru formiil: d(A?)/dt = A(dA/dt) +
(dA/dt)A. Sira korunmalidir.

1 Soru 2: iki yan terim nasil yok olur

do/dt = u" (dA/dt)v ispatinda iki yan terim 6zdeger durumundan farkh olarak nasil yok olur?

o = ul Av’in tiirevinde ii¢ terim ¢ikar. Birinci terim Av = ou kullanilinca o(du™/dt)u = (0/2)-d(uTu)/dt;
uTu = 1 sabit, tiirevi 0. Ugiincii terim ATu = ov ile ov'(dv/dt); vTv = 1, tiirevi 0. Yani iki terim ayr1 ayr
(iki bagimsiz birim-uzunluk kisitindan) sifir olur — 6zdegerde ise tek bir y'x = 1 kisitindan birlikte
gotiirtiyorlardi.

1 Soru 3: Interlacing neden bozulmaz

u = S’nin ikinci 6zvektorii ve S + 20uu’ ikinci 6zdegeri cok yukar itiyorsa, interlacing neden
bozulmaz?

Ay + 20 degeri A, i gectigi anda, azalan-sira etiketlemesi geregi artik ikinci 6zdeger (p,) degil, birinci
ozdeger (u,) olur. p, tanim geregi A,’i gecemez — ¢iinkii gectigi an ad1 ., e doner. Interlacing 6zvektor
kimligini degil, sirali konumu izler; celiski yoktur, sadece yeniden etiketleme vardir.

3 .
1 Soru 4: Neden rank yerine nuclear norm

Matris tamamlamada (Netflix) neden rank yerine nuclear norm minimize edilir?

Asil hedef en diisiik-rank dolguyu bulmak, ama rank bir norm degildir (matrisi 2 ile ¢arpinca rank
degismez) ve minimize etmesi NP-zordur. Nuclear norm (| A ||+ = X0;) rankin konveks gevsetmesidir —
vektordeki €0 — €' gecisinin matris karsilig1. Konveks oldugu icin verimli ¢oziiliir ve pratikte diisiik-rank
¢Oziim verir.

23.11 Egzersizler

1. Komiitasyon kontrolii. A(t) = [[t, 1], [0, t]]. Az’yi hesapla, tiirevini dogrudan al. Sonra A(dA/dt) +
(dA/dt)A formiiliiyle hesapla; esit oldugunu, ama 2A(dA/dt)’nin farkli ¢iktigini goster.

[motor notu] Bu ozel ailede dA/dt = I oldugundan ve I her matrisle degisir (commute), iki formiil ayni
ctkar — fark goriinmez. Farki gormek icin dA/dt’nin A ile degismedigi bir aile gerekir (Orn. motorun
al6_path’i: sapma ~2.0).

2. Tekil deger tiirevi. A(t) = [[t, 0], [0, 2]] (t > 0). 6, =2, 0, =t (t < 2 i¢in). dA/dt = [[1,0],[0,0]]. 0, =
t'nin tiirevi do,/dt = ul(dA/dt)v ile 1 ¢ikar m1? (ipucu: 0, tekil vektorleri e;.)
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23.12 Sonraki Ders Icin Hazirlik

3. U(;iincii terimi goster. do/dt ispatinda igiincii terim uT A(dv/dt)’nin ATu = ov kullanilarak ovT(dv/dt)
oldugunu ve v'v = 1’den sifirlandigin1 adim adim yaz.

4. Weyl — interlacing. Weyl esitsizliginde j = 1 ve T = Ouu” (rank-1, pozitif) al. A,(S+T) < A,(S) + 0] u||?
ciktigin ve bunun “6zdegerler en fazla 0| /u||? kadar yukar1” interlacing ifadesini verdigini goster.

5. (Ders 17 habercisi — konuk Townsend) Bu derste tekil degerlerin tiirevini gordiik. Peki tekil degerler
ne kadar hizh kiiciiliir? Baz1 matrislerde o, iistel hizla diiser (etkin rank ¢ok kiiciik). Hangi matrisler?
Neden 6nemli? Bir tahmin yaz — Ders 17’°de konuk Prof. Alex Townsend “hizla azalan tekil degerler”i
isliyor.

23.12 Sonraki Ders icin Hazirlik

Ders 17: Hizla Azalan Tekil Degerler (konuk: Alex Townsend). Strang’in bahsettigi gibi Prof. Townsend
§4.3’1 (kendi arastirma alan1) anlatir: hangi matrislerin tekil degerleri iistel hizla diiser, neden bu “sayisal
diiglik-rank” demektir ve Sylvester denklemleri/sinir deger problemleriyle bagi. Quote’lar konugmaciya
atfedilir (“— Townsend, X:XX™).

Ders 17 Oncesi Yapilacak

Ders 17 Strang’in degil, konuk Prof. Alex Townsend’in dersidir. Tekil deger kavrami (Ders 6) ve bu
dersteki do/dt tiirevi tazeyken gir; “hizla azalan tekil deger = sayisal diisiik-rank” fikrinin Eckart-Young
(Ders 7) ile bagini diislin. Townsend’in tiim alintilar1 ona atfedilecek (“— Townsend, X:XX”), Strang’a
degil.

23.13 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Strang (dk)

Komiitasyon tuzagi  d(A?)/dt = A(dA/dt) + (dA/db)A, 2A(dA/dt)  SmO1
degil

Tekil deger tiirevi do/dt = uT (dA/dt) v 7m36

o formiilii o=u'Av (Av=ou,ulu=1) 8m25

SVD = 6zdeger simetrik + pozitif (yari-)taniml 11m13

Ayr ayr iptal uTu=1vevTv=1 - iki yan terim 0 16m19

Gizem coziimii 1L, bliyliyiip A,’i ge¢ince i, olur (yeniden 25m20
etiket)

Weyl esitsizligi A +j_l(S+T) < M(S) + Xj (T) 26m19

Nuclear norm | All* = X0, (matrisler i¢in eh 35m04

Matris tamamlama  Netflix; nuclear norm min — diisiik-rank 36m26
dolgu

GD conjecture gradient descent diisiik-rank ¢6ziim bulur 42m02

(kanits1z)
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23 Ters ve Tekil Degerlerin Tiirevleri
23.14 ML Baglantilari Ozeti

 PCA kararhlig: do/dt = u(dA/dt)v — veri giincellemesinde ana bilesenlerin agirligi ne kadar kayar;
tekil vektor tiirevi gerekmez.

 Matris kalkiiliisii: komiitasyon tuzag1 (d(A?)/dt) — backprop’ta (Ders 27) Jacobian sirasinin neden
onemli oldugunun temeli.

* Matris tamamlama / 6neri: Netflix problemi; nuclear norm minimizasyonu eksik matrisleri diisiik-rank
ile doldurur.

+ Konveks gevsetme: rank — nuclear norm (€° — ¢! matris versiyonu); NP-zor hedefi ¢oziilebilir kilar.

* Implicit bias / LoRA: gradient descent’in diisiik-rank bulma conjecture’1 + diisiik-rank fine-tuning
(LoRA); derin 6grenmenin genelleme gizemiyle bagl.

* Perturbasyon simirlari: Weyl esitsizligi — giiriiltiilii veride spektral yontemlerin (PCA, kiimeleme)
giivenilirlik garantisi.

+ Geriye koprii: Ders 15 (6zdeger tiirevi paraleli + acik gizem), Ders 6 (SVD Av=ou), Ders 8 (nuclear/¢'
norm), Ders 5 (pozitif taniml1), Ders 10 (implicit bias).

I Tek Sey

“Boy, you couldn’t ask for a nicer formula than that, right?” — Strang, 7:36 — Tekil deger
tiirevi do/dt = uT(dA/dt)v, 6zdeger formiiliiniin ikizi; sonlu degisimleri Weyl sinirlar, ve
nuclear norm diigiik-rank diinyasinin kapisini agar.
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24 Hizla Azalan Tekil Degerler

Konuk ders, Alex Townsend: diisiik-rank diinyasi, sayisal rank ve Sylvester denklemleri

1 Boliim bilgisi

Video: MIT 18.065 — Rapidly Decreasing Singular Values (konuk: Alex Townsend) - OCW: Lecture
17 - Okuma siiresi: =35 dk - Konuk: Alex Townsend (Cornell) - Takdim: Gilbert Strang - Onkosul:
Ders 16 (tekil deger tiirevi).

Bu bir konuk dersidir. Cornell’den Prof. Alex Townsend (eskiden MIT de 18.06 hocast), kendi arastirma
alani olan §4.3’ii anlatir. Ana igerik Townsend’e atfedilir; yalniz agilig takdimi Strang’a.

24.1 Bu Derste Ne Var?

Biiyiik soru: neden diinyada bu kadar ¢ok diisiik-rank matris var? Townsend bu hikayeyi anlatir. Once
diisiik-rank’1n ne demek oldugunu (sikistirma), sonra sayisal rank kavramini ve son olarak iki derin agiklamay1
(“diinya piirilizsiiz” — “diinya Sylvester”) goriiriiz.

Beg sonug:

1. Diisiik-rank = sikistirma: rank-k matris n? yerine 2kn sayiyla gonderilir; k < n/2 ise diisiik-rank.

2. Hangi matrisler: 1zgaraya hizali (bayrak) veya simetrik (daire) olanlar diisiik-rank; kdsegen/iicgensel
desenler kotii.

3. Sayisal rank (rank_g): € toleransi i¢inde; tam-rank matrisler bile tekil degerleri hizla diisiiyorsa diisiik
sayisal rank’a sahip (Hilbert, Vandermonde).

4. “Diinya piiriizsiiz”: piiriizsiiz fonksiyon 6rneklemesi polinomla yaklagilabilir — diisiik sayisal rank
(Reade 1983) — ama Hilbert icin zayif (719 vs gercek 28).

5. “Diinya Sylvester”’: AX — XB = C denklemini saglayan matrisler; Zolotarev sayist sinir verir (Hilbert:
34).

“Today I want to tell you a little about why there [are] so many matrices that are low rank in the
world.” — Townsend, 1:15

Asagidaki kavram haritas1 dersin merkezini (‘“neden bu kadar ¢ok diislik-rank matris?”’) ana fikirlere baglar:
diisiik-rank = sikistirma, hizali/simetrik desenler iyi (kdsegen/iicgen kotii), sayisal rank, Eckart-Young, diinya-
nin piiriizsiizliigli (Reade gevsek) ve ayri diigiimlerde diinyanin Sylvester yapisi ile Zolotarev diisiigii — bir
diigiim de bunun bir konuk dersi oldugunu (Alex Townsend, Cornell) isaretler (Sekil 24.1).
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24 Hizla Azalan Tekil Degerler

Neden bu kadar cok dusuk-
rank matris?

dunya Sylvester: AX - XB =
C (C dusuk-rank)

Zolotarev: E,F ayrik -> konuk: Alex Townsend
hizli dusus (Cornell)

sayisal rank: epsilon Eckart-Young: sigma_(k+1) dunya puruzsuz (Reade
toleransiyla rank = en iyi rank-k hatasi 1983): gevsek

desenler: hizali (bayrak)
veya simetrik (daire) iyi;
kosegen/ucgen KOTU

dusuk-rank = sikistirma:
2kn < n*2 (k < n/2)

Sekil 24.1: Ders 17 kavram haritas1 (konuk: Alex Townsend, Cornell): “Neden bu kadar ¢ok diisiik-rank
matris?” sorusu merkezinden ana fikirlere dallar — diisiik-rank demek sikistirma demektir, ciinkii
rank-k matris yalmzca 2kn sayiyla saklanir ve bu n®’den kiiciik oldugunda (yani k < n/2) yer
kazanilir; hangi matrislerin diislik-rank oldugunu desen belirler: hizali desenler (bayraklar) veya
simetrik yapilar (daireler) iyi sikigir, ama kogegen ve iiggen desenler sikismaz; sayisal rank bir €
toleransinin iistiindeki tekil degerleri sayar, boylece tam rank biiyiik olsa bile etkin rank kiiciik
olabilir; Eckart-Young teoremi en iyi rank-k yaklasiminin hatasint o_(k+1)’e baglar; Townsend’in
gozlemi (Reade 1983) diinyanin cogu matrisinin piiriizsiiz fonksiyonlardan geldigi ve bu ylizden
diisiik-rank oldugu, ama bu sinirin gevsek kaldigidir; ayr1 diigtimler Hilbert matrisinin bir Sylvester
denklemi (AX — XB = C, C diisiik-rank) sagladigin1 ve Zolotarev sayilarinin E,F kiimeleri ayrik
oldugunda hizl tekil-deger diisiisiinii agikladigin1 gosterir.

@ Builder Notu — Sikistirilabilir Diinyanin Haritast

* Diisiik-rank = sikistirma — goriintii sikistirma (Ders 7 Eckart-Young), model sikistirma, LoRA:
hepsi “az parametreyle ¢ok bilgi” fikrini kullanir.

* Sayisal rank — gercek diinyada matrisler tam diisiik-rank degil, sayisal diisiik-rank; ML'de veri
matrisleri ve agirliklar neredeyse hep boyle.

* Sylvester denklemi — bir matrisin neden sikistirilabilir oldugunu 6nceden sdyler; sayisal lineer
cebirin derin araci.

* Geriye koprii: Ders 6 (SVD = Y.o,u,v;), Ders 7 (Eckart-Young, en iyi rank-k), Ders 16 (tekil
deger tiirevi).

Tek ciimle: Diinyada bu kadar ¢ok (sayisal) diislik-rank matris vardir ¢iinkii bunlar piiriizsiiz fonksiyonlardan
veya Sylvester denklemlerinden dogar; tekil degerlerin hizla diismesi (Zolotarev sayistyla sinirli) onlar
sikistirilabilir kilar.

24.2 Strang’in Takdimi

Strang konugu tanitir: Alex Townsend, MIT de 18.06 dersini bagariyla vermis, simdi Cornell’de. §4.3 tamamen
onun ¢aligmas1 — yaraticisindan dinleme firsati.

“And now you get to hear from the creator himself.” — Strang, 1:00

Buradan sonra ana icerik Townsend’e aittir; quote’lar “— Townsend” diye atfedilir.

@ Builder Notu — Yaraticisindan Birinci Agizdan

Konuk ders formati, bir konunun yaraticisindan birinci agizdan dinlemenin degerini gosterir. Town-
send’in acis1 pratik/hesaplamali: “neden gercek diinyada bu kadar ¢ok diisiik-rank matris var?” — teorem
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24.3 Neden Bu Kadar Cok Diisiik-Rank Matris Var?

degil, gozlem ve agiklama pesinde.

24.3 Neden Bu Kadar Cok Dusuik-Rank Matris Var?

Townsend’in motivasyonu: hesaplamali matematik¢iler her yerde diisiik-rank matrislerle karsilagir. Neden? X
bir nxn matris olsun. SVD’den (Ders 6) X’i rank-1 parcalarin toplamu olarak yaz; X rank-k ise k tane parca:

“Today I want to tell you a little about why there [are] so many matrices that are low rank in the
world.” — Townsend, 1:15

X = oyuvl + ogugvd + -+ opu vl

X rank-k demek: tekil deger dizisinde ¢ok sayida sifir var (0 k+1 =--- = 0), kolon uzay1 = satir uzayi boyutu
= k. Soru: hangi X’ler bu sifirlari iiretir?

@ Builder Notu — Rank-1 Parcalarin Ekonomisi

“Rank-k = k rank-1 parcanin toplami” Ders 6-7’nin tam tekrari, ama Townsend bunu veri sikigtirma
merceginden kullaniyor: az sayida parca = az bilgi. Bu, goriintii/sinyal sikistirma ve model kii¢liltmenin
temel sezgisi.

24.4 Dusuk-Rank = Sikistirma

Townsend’in diigiik-rank tanimi somut: X’i bir resim gibi diisiin (her eleman bir piksel). Arkadagsina iki tiirli
gonderebilirsin. Ya tiim elemanlart — n® say1. Ya da diisiik-rank formda u,,v,,...,u,v, vektorlerini — 2kn
say1 (her vektor n uzunlukta, k ¢ift).

“...a matrix is low rank if it’s more efficient to send x to our friend [in low-rank form].” —
Townsend, 6:33

2%kn < n? <= k<g

Kati tanim: rank, boyutun yarisindan kiigiikse matris diisiik-rank. Pratikte daha fazlasini isteriz — k, n’den
cok kiiciik olsun ki sikistirma kayda deger olsun.

@ Builder Notu — Gonder Bakalim Kag Sayi

“Gondermesi daha ucuzsa diisiik-rank” tanimi bilgi-teorik: sikistirma = ayn1 bilgiyi daha az bitle tagimak.
ML képriisii: LoRA bir agirlik giincellemesini AW = BAT (diisiik-rank) olarak saklar — milyonlarca
parametre yerine 2kn. JPEG, PCA, otokodlayicilar hep bu “2kn < n?” pazarligini yapar.
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24 Hizla Azalan Tekil Degerler

24.5 Bayraklar: Hangi Desenler Diisiik-Rank?

Townsend diinya bayraklarini 6rnek alir (her bayrak bir matris). Avusturya bayragi (iic yatay serit) rank-1 —
arkadagina sadece iki vektor (bir kolon, bir satir) gdnderirsin:

“For example, the Austria flag— if you want to send that to your friend, that matrix is of rank 1.”
— Townsend, 8:04

Ingiltere bayragi rank-2 (u,,v,,u,,v,). Japonya bayrag: (daire) diisiik-rank ama o kadar kiigiik degil — n=60
icin rank-11. Iskogya bayragi (¢apraz hag) ise rank-30 = n/2: tam burada 2kn = 2 - 30 - 60 = 3600 = n?
oldugundan diisiik-rank formda gondermenin sikistirma kazanci sifirdir. Gézlem: matris satir/siitunlarla
hizal ise diisiik-rank (Avusturya); kosegen/capraz desenler kotii.

Asagidaki figiir bayraklar1 matris olarak ve her birinin tekil deger profilini gosterir: Avusturya (1) ve Ingiltere
(2) neredeyse aninda sayisal sifira diiger, Japonya k=11’de ugurum yapar, Iskogya ise k=30’a kadar ~1 kalip
orada diiser — kosegen desenin sikigmaya direncini gozle gosterir (Sekil 24.2).

Bayraklar matris olarak: hizali desen dusuk-rank (1, 2), simetrik daire dusuk (11), capraz hac n/2 = 30 - sikistirma kazanci SIFIR (2kn = n"2)

Avusturya rank-1 Ingiltere rank-2 Japonya rank-11 Iskocya rank-30 = n/2

0 100 -
1077 - 107 5 1075 -

-3 4
10745 - 10731 - 10713 - 10
-6
L 10773 - L 10752 - 10721 - L 1071
§ 10 § s 10 s
& 107101 - & 10773 - & 10-29 - g 107 -
107129 - 10794 - 1037 - 10712 -
107157 - 10-115 - 10745 - 10715 -
0 20 40 0 20 40 0 20 40 0 20 40
k 3 3 3

Sekil 24.2: Bayraklar matris olarak: hizali (eksen-paralel) desenler en diisiik ranki verir — Avusturya’nin ii¢
yatay seridi rank-1, Ingiltere’nin haci rank-2. Simetrik daire (Japonya) diisiik ama daha yiiksek:
rank-11. Capraz hag (Iskogya saltire) ise rank-30 = n/2 — burada 2kn = 2-30-60 = 3600 = n>
oldugundan diisiik-rank formda gondermenin sikistirma kazanci SIFIR. Alt sira her bayragin
0, /o, profilini gdsterir: Avusturya ve Ingiltere neredeyse aminda sayisal sifira diiser, Japonya
k=11"de ugurum yapar, Iskogya ise k=30’a kadar ~1 kalip orada diiser — kosegen desenin stkismaya
direncini gozle gosterir.

@ Builder Notu — Bayragina Bak Rankim Soyle

“Izgaraya hizal1 — diisiik-rank”™ sezgisi pratik bir tarama: bir veri matrisinin yapis1 eksenlerle hizaliysa
(bloklar, seritler) sikistirilabilir. Ama Townsend birazdan bu sezginin yari-dogru oldugunu gosterecek
— daire (hizasiz) da diisiik-rank c¢ikar. Sezgiye korii koriine giivenme; tekil degerlere bak.
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24.6 Ucgen Bayrak: Kosegen Neden Kotii

24.6 Ucgen Bayrak: Késegen Neden Kétil

En kotii 6rnegi incele: kdsegen alti tamamen dolu (ones) licgen matris L. Bu matrisin tersi, birinci-mertebe
sonlu fark matrisine benzer; iki tersi carpilinca Strang’in favori —1, 2, —1 (ikinci fark) matrisi ¢ikar. Bu
matrisin tekil degerleri cok iyi bilinir (Ders 4: ATA’nin 6zdegerleri X’in tekil degerlerini verir). Sonug:

3
N | —

n=100 igin motor 0, = 63.98 (= 2n/ = 63.66) ve o, = 0.5001 (= %) verir; en kiigiik oran 0,/0, = 7.8x107 =
7t/(4n), yani diigmiiyor. Tiim tekil degerler biiylik — sifira yaklagsmiyorlar. Kosegen desenler diisiik-rank
icin felaket:

“So triangular patterns are extremely bad for low rank.” — Townsend, 14:27

Asagidaki figiir solda alt-licgen ones matrisini, sagda hi¢ diismeyen o profilini gosterir — higbir o sifira
yaklagsmadigindan sayisal rank tam 100 kalir (Sekil 24.3).

Ucgen desen felaket: 01 = 64.0 ~ 2n/m, on = 0.50 ~ 1/2 — hicbir o sifira yaklasmiyor (tam sayisal rank 100)

alt-licgen ones (cumsum operatorii) o profili: DUSMUYOR
100 -

0,=63.98

0 20 40 60 80 100

Sekil 24.3: Ucgen desen diisiik-rank icin felaket: alt-licgen ones (cumsum operatorii) matrisinin tekil degerleri
diigmiiyor. 0; = 63.98 ~ 2n/7 ve 0,59 = 0.50 &~ 1/2 — hicbir o sifira yaklasmiyor, tam
sayisal rank 100.

@ Builder Notu — Gegmisi Unutmayan Stkismaz

Uggen “ones” matrisinin tersinin sonlu farka, karesinin Strang’in —1,2,—1 matrisine baglanmasi, Phase
1 18.06’n1n koseyi tutan 6rnegidir — burada tekil deger analizini miimkiin kilan koprii. ML kopriisii:
kiimiilatif toplam (cumsum) operatorii tam bu iicgen matristir; tekil degerlerinin diismemesi, “gecmisi
unutmayan” islemlerin neden sikistirllamadigini aciklar (uzun-baglam dikkat mekanizmasinin maliyeti).
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24 Hizla Azalan Tekil Degerler

24.7 Daire ve Simetri: Hizasiz ama Duisiik-Rank

Japonya bayragi (ortada daire) 1zgaraya hizali degil — ama yine de diigiik-rank. Neden? Simetri. Townsend
daireyi parcalara boler: rank < (ortadaki rank-1 kare) + (i¢ bolge). I¢ bolgeyi simetriyle tekrar tekrar yariya
boler — kolonlarin solu saginda, satirlarin iistii altinda tekrarlandigindan kolon/satir uzay1 boyutu kiigiik kalir.
Yarigap r i¢in sinur:

rankS%r%—l

Yani daire, ¢izgi-1zgara hizasinin neredeyse zitt1 olmasina ragmen diisiik-rank. Ders: hizalama yeterli kosul
degil; simetri de diisiik-rank iiretir.

@ Builder Notu — Simetri de Stkigtirir

“Simetri — diislik-rank” gozlemi, sezginin (1zgara hizasi) tek agiklama olmadigini1 gosterir. ML kopriisii:
evrisimsel aglar (CNN, Ders 32) tam da uzaysal simetriyi (6teleme degismezligi) somiirerek parametre
paylasir — simetri, az parametreyle cok sey ifade etmenin bir bagka yoludur. Yap1 (hizalama veya
simetri) her zaman sikistirilabilirlige yol agar.

24.8 Sayisal Rank: € Kadar Esneklik

Gergek matrisler nadiren tam diisiik-rank’tir — ama sayisal diigiik-rank olurlar. Townsend sayisal rank’1
tanimlar: tam rank tanimina biraz “esneme pay1” (¢ toleransi) ekle.

“...we allow ourselves a little bit of wiggle room when we define it...” — Townsend, 19:58

rank_(X) =k << o0, <eco; <oy

Yani €’dan (goreli) kiiciik tekil degerleri “sifir say”. Pratikte bu daha 6nemli: arkadasina bayragi 16 hane
hassasiyetle gondermek yeter — gozii farki géremez. Bilgisayar zaten her say1y1 16 haneye yuvarlar; e = 10713
ise X ile rank-k yaklagimini ayirt edemez.

Asagidaki figiir somut bir 6rnek verir: o = (1, 0.1, 0.01, 0.001, 108, 10''2) ve & = 10°® igin ilk 4 tekil deger
esigin iistiinde kalir, son 2’si altina diiser — matris tam rank 6 olsa bile rank_e = 4 (Sekil 24.4).

@ Builder Notu — Epsilon Kadar Esneklik

Sayisal rank, teorik rank’tan ¢ok daha pratiktir: kayan-nokta aritmetiginde “tam sifir” diye bir sey yoktur,
sadece “e’dan kiiciik” vardir. ML kopriisii: bir sinir ag1 agirlik matrisinin etkin (effective) rank’1 tekil
degerlerin nereye diistiigiiyle ol¢iiliir; budama (pruning) ve diislik-rank sikistirma tam bu e-esigine
dayanir. Modelin “gergek boyutu” sayisal rank’tir, nominal boyut degil.
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24.9 Eckart-Young Kopriisti: Hizli Diisiis Yeter

Sayisal rank: epsilon ustunde 4 tekil deger -> rank_epsilon = 4 (tam rank 6 olsa bile)

L
1071 - [ ) rank, = 4

@
10—3 -

10—5 -

ok (log)

10—7 -

10—9 -

10—11 -

Sekil 24.4: Sayisal rank: € toleransiyla, €-0, esiginin Ustlinde kalan tekil deger sayis1. 0 = (1, 0.1, 0.01, 0.001,
108,107 12) ve € = 10°° icin ilk 4 tekil deger esigin iistiinde (navy + teal halka), son 2’si soluk
steel ile altinda — matris tam rank 6 olsa bile rank_e = 4.

24.9 Eckart-Young Kopriisi: Hizl Disus Yeter

Sayisal rank neden ise yarar? Ciinkii Eckart-Young (Ders 7): (k+1)’inci tekil deger, X in rank-k bir matrisle
ne kadar iyi yaklasilabilecegini soyler.

“...the singular values tell us how well we can approximate x by a low-rank matrix.” — Townsend,
21:58

in |[X—Y|=
L [ | = 041

Sonug carpict: bir matris tam rank olabilir (hicbir tekil degeri tam sifir degil) ama tekil degerleri hizla sifira
diisilyorsa diigiik sayisal rank’a sahiptir. € esnemesi sayesinde kiiciik tekil degerleri atariz ve devasa sikistirma
kazaniriz.

@ Builder Notu — Tam Rank Ama Sayisal Kiigiik

“Tam rank ama hizla diisen 0 — diisiik sayisal rank” bu dersin kalbidir. ML kopriisii: gercek veri
matrisleri (goriintii, metin gdmme, kullanici-iiriin) neredeyse hi¢ tam diisiik-rank degildir — ama o hizla
diistiigii icin diisiik sayisal rank’tirlar. Biitiin PCA/SVD sikistirma pratigi bu olguya dayanir; “intrinsic
dimension” (i¢sel boyut) kavrami budur.
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24 Hizla Azalan Tekil Degerler
24.10 Hilbert ve Vandermonde: Klasik Ornekler

Iki iinlii 6rnek. Hilbert matrisi H jk = 1/(j+k—1):

“...this is called the Hilbert matrix.” — Townsend, 24:38

1
k-1

1000x 1000 Hilbert matrisi tam rank’tir (tiim o pozitif), ama € = 10°!3 ile say1sal rank’1 sadece 28 — yani 15
haneyi feda ederek rank-28 ile yaklasilir.

“...by a rank 28 matrix and only give up [15 digits].” — Townsend, 35:13

Ikinci 6rnek Vandermonde matrisi V jk = x; (k-1) (polinom interpolasyonunda ¢ikar). O da diisiik say1sal
rank’tir — ama bu kotii haber: diisiik sayisal rank, tersini almay1 cok zorlastirir (kondisyon sayist Ders 10
patlar). n=20 equispaced [0,1] noktalarinda motor sayisal rank 19 (<20) ve kondisyon = 1.2x 10'¢ verir —
tersini almak felaket. Sayisal diisiik-rank her zaman lehine degildir.

Asagidaki figiir solda Hilbert(1000) o profilini (liggen “ones” ile kontrastli) gosterir: float64 giiriiltii tabanina
(e=10"1%) k=27°de ¢arpar — sagda ise sayisal rank n ile log-yavas biiyiir (10 — 19 — 27) (Sekil 24.5).

Hilbert: TAM rank ama o ustel diser (egim = -0.57 dekat/adim) - sayisal rank ~28; bliyiume log-yavas (10/19/27)

275 22
107! _
e i kS R 250
1073 )
10-5 egim =:-0.57 dekat/adim %“ 22.5
E 107 8 20.0- 19
g 10°° £175
S c
1071 B 15.0
10-13 sayisal ragk:~ 28 (float64: 27) ;,
n 12,5

_ === Hilbert 1000x1000
= = {icgen (dusmiyor)

0 20 40 60 80 100 T . 1.

n (log)

Sekil 24.5: Hilbert matrisi 1000x1000 olarak TAM rank tasir, ama tekil degerleri iistel hizla diiser (gercek-
diisiis bolgesi k=1..27 iizerinde motor linfit egimi = —0.57 dekat/adim); float64 giiriiltii tabanina
(e = le-15) k = 27°de carpar — sayisal rank ~28. Uggen ‘ones’ (turuncu kesik) ise hi¢ diismez:
kontrast belirgin. Sagda sayisal rank n ile log-yavas biiyiir: 10 —» 19 — 27.

@ Builder Notu — Iyi Sikisan Kotii Coziiliir

Hilbert ve Vandermonde, “diisiik sayisal rank iyi mi kotii mii?” ikiligini gosterir: sikistirma icin harika
(Hilbert), ama denklem cozme icin felaket (Vandermonde — neredeyse tekil, ters kararsiz). ML kopriisii:
polinom o6zellikleri (polynomial features) Vandermonde’dur — yiiksek dereceli polinom regresyonun

neden sayisal olarak kararsiz oldugunun ve neden ortogonal polinom/spline tercih edildiginin sebebi
budur.
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24.11 “Diinya Piiriizsiiz” — Reade’in Aciklamast (1983)

24.11 “Dinya Piiriizsiiz” — Reade’in Aciklamasi (1983)

Neden bu kadar ¢ok diisiik-rank matris var? Klasik cevap: diinya piiriizsiiz.

“...s0 many low-rank matrices is because the world is smooth, as people say.” — Townsend,
27:16

Reade’in (1983) fikri: matris piiriizsiiz bir fonksiyondan 6rnekleniyorsa, o fonksiyonu polinomla yaklasabiliriz;
iki degiskenli, her birinde derece m olan bir polinomu 6rneklemek en fazla m? rank verir (her terim bir
rank-1 katki). Piiriizsiiz fonksiyon = diisiik dereceli polinom — diisiik sayisal rank.

p(l’, ?J) = Z Cij xiyj = rank < m?2
i7~j

Sorun: Hilbert matrisi i¢cin Reade’in sinir1 719 ¢ikar — ama gergek sayisal rank 28. Aciklama “dogru ama
zayif”; 719, “diisiik sayisal rank” demek icin ¢ok biiyiik. Tatmin edici degil. (719 bir literatiir degeridir;
Townsend bunu Reade’e atifla aktarir, motor-tanikli 27-28 gercek degerin yaninda.)

@ Builder Notu — Piiriizsiiz Ama Gevsek

“Diinya piiriizsiiz” sezgisel ve cogu zaman dogru ama niceliksel olarak gevsek. ML kopriisii: ayni fikir
kernel yontemlerinde yasar — piiriizsiiz kernel’ler (RBF) diisiik sayisal rank Gram matrisleri iiretir, bu
yiizden Nystrom/rastlantisal 6zellikler (Ders 13) ise yarar. Ama “ne kadar diigiik?” sorusuna piiriizsiizliik
net cevap vermez — daha keskin bir ara¢ gerek.

24.12 “Diinya Sylvester” — Daha Keskin Aciklama

Townsend’in tercih ettigi bakis: diinya Sylvester.
“...the world is Sylvester.” — Townsend, 36:50
Anlami: bircok matris bir Sylvester denklemini saglar.

“...the matrices satisfy a certain type of equation called the Sylvester equation...” — Townsend,
37:10

AX—-XB=C

Is su: X icin 6yle A, B, C bul ki bu denklem saglansin ve C diisiik-rank olsun (6rneklerde rank 1). Hem
Hilbert hem Vandermonde matrisi bir Sylvester denklemi saglar — uygun kosegen A, B ve rank-1 C ile.
Denklemin yapisi, X’in tekil degerlerinin ne kadar hizli diigsecegini belirler.

Hilbert i¢in bunu somutlastir: A = diag(j — %) B = —diag(k — %) alimrsa AH — HB tam olarak tiim-birler
(rank-1) matrisine esit ¢cikar — motor n=5 ve n=8 i¢in maxdiff 1.1x 10°16 dogrular (Sekil 24.6).
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24 Hizla Azalan Tekil Degerler

Hilbert bir Sylvester denklemi saglar: A = diag(j-1/2), B = -diag(k-1/2) -> AH - HB = rank-1 ones (maxdiff 1e-16)

AH - HB C = tum-birler (rank-1) fark ~ 1le-16
1 1 1 1 1 1 1 1 1 1 Oe+0@Me+001le-1@e+0Me+00
1 1 1 1 1 1 1 1 1 1 Oe+0Me+0Me+0Me+0Me+00
1 1 1 1 1 1 1 1 1 1 -le-1@e+0Me+001le-161e-16
1 1 1 1 1 1 1 1 1 1 Oe+0Me+00le-1Me+0Me+00
1 1 1 1 1 1 1 1 1 1 Oe+0M@e+00le-1@Me+0Me+00

Sekil 24.6: Hilbert matrisi bir Sylvester denklemini saglar: A = diag(j — 1), B = — diag(k — }) alinirsa
AH — H B tiim-birler (rank-1) matrisine esit ¢ikar (maxdiff ~ 1.1 x 10716). C diisiik-rank
oldugu i¢cin H de hizli azalan tekil degerlere sahiptir.

@ Builder Notu — Denklemi Bul Sinir1 Al

Sylvester denklemi (AX — XB = C) kontrol teorisi, sinyal isleme ve sayisal lineer cebirin temel denk-
lemidir. Townsend’in i¢goriisii: “neden diisiik sayisal rank?” sorusunu “hangi Sylvester denklemini
sagliyor?” sorusuna cevirir — soyut ama giiclii, ¢linkii Sylvester denklemi hakkinda cok gey biliniyor.
ML kopriisii: Lyapunov denklemleri (Sylvester’in 6zel hali) durum-uzay modellerinde (S4/Mamba,
Ders 15 bag1) kovaryans ve kararlilik analizinde cikar.

24.13 Zolotarev Sayisi ve Sinir

Sylvester denklemini saglayan X icin (A, B normal; rank(C) = r), tekil degerler icin bir sinir kanitlanmigtir:

O14rk (X)
o1(X)

Burada r = rank(C) (6rneklerde 1), ve sagdaki “kotii gdriinlimlii” say1 Zolotarev sayisidir.

“This nasty guy here is called the Zolotarev number.” — Townsend, 44:55
E, A’nin 6zdegerlerini; F, B’nin 6zdegerlerini iceren kiimeler. Bu sinirin degeri, Zolotarev sayisinin 1870’ lerden
beri cok iyi calisilmis olmasi. Anahtar nokta: E ve F ayrik (separated) ise Zolotarev sayisi k ile ¢cok hizli
kiiciiliir — tekil degerler hizla diiser — diisiik sayisal rank.

“...the sets E and F are separated.” — Townsend, 46:41

Hilbert matrisi icin bu analiz sayisal rank sinirint 34 verir — 719 degil, gercek 28’e ¢ok daha yakin:

“...a world record bound. For the Hilbert matrix is 34...” — Townsend, 48:43
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24.13 Zolotarev Sayist ve Sinir

Renkli bir kapanis: Zolotarev ve Penzl, bu say1 iizerinde calisirken ikisi de 31 yaginda 6lmiis (biri tren kazasi,
digeri ¢18) — Townsend kendi 31’ine yaklasti§ini espriyle anar (“Zolotarev laneti”).

Asagidaki figiir ayrikligin etkisini gosterir: n=10, n=100 ve n=1000 Hilbert profilleri ayn iistel koridorda iner
— E,F ayriklig1 boyuttan bagimsiz hizli diisiis verir (Sekil 24.7). (34 ve 719 literatiir degerleridir, Townsend
anlatimi; motor-tanikli gercek sayisal rank ~28.)

Ayrik spektrum -> ustel dusus her boyutta:
Zolotarev siniri Hilbert icin 34 (Townsend; gercek ~28, Reade 719 gevsekti)

sigma_k/sigma_1 (log)

Sekil 24.7: Ayrik spektrum, iistel diisiis demek — her boyutta. n=10, n=100 ve n=1000 Hilbert matrislerinin
tekil deger profilleri ayni iistel koridorda iner: E ve F kiimelerinin ayrikligi boyuttan bagimsiz

i Motor NOP dusg verlfRZ tdlﬁ\ Sl[lil‘cllHllbelt icin 34’1 isaret eder (Townsend); motor-tanikli gercek
say1sal mnk ~28, Rcadc in LSkl 719 smur1 ¢ok gevsekti.

[motor notu] Townsend Hilbert(1000) i¢in sayisal rank 28 raporlar. Motor float64 SVD ile rank_g(10 15)
= 27 verir; ¢iinkii 0,4/0, = 6.7x1071%, esigin (10"!%) tam altinda ama giiriiltii tabaninin ~3 kat1. Esik
biraz gevsetilirse (€ = 5x107'%) sonug 28 olur. Bu bir sapma degil — say1sal rank kavraminin kendisi
e-duyarlidir, ve tam bu kenar durumda kavramin inceligi canli goriiniir: 27 ile 28 arasindaki fark, “kac
tekil deger giiriiltii tabaninin {istiinde sayilir?”” sorusunun € secimine bagli olmasidir. Bu dersin tam
konusu.
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24 Hizla Azalan Tekil Degerler

@ Builder Notu — Yiiz Elli Yillik Sinir

Zolotarev sayisi, “soyut bir probleme c¢evir, sonra zengin literatiirii kullan” stratejisinin giizel 6rnegi:
“tekil degerler ne kadar diiser?” sorusunu 150 yillik bir matematik nesnesine baglar. ML kopriisii: “ayrik
spektrum — hizli tekil deger diisiisli” ilkesi, iyi-kosullu vs kotii-kosullu problemleri ayirt etmenin derin
sebebidir; diisiik-rank yaklagimin ne zaman ise yarayacagini onceden soyler.

24.14 Bu Dersin Ozeti

+ Diisiik-rank = sikistirma: rank-k matris 2kn say1 (n” degil); k < n/2 ise diisiik-rank, pratikte k n

istenir.

* Hangi desenler: 1zgaraya hizali (bayrak, rank-1 Avusturya) veya simetrik (daire = Yar+1); kosegen/iicgen

kotii (0 diigmiiyor: 0,~2n/7, 6,=Y2).

 Sayisal rank: rank_e(X) = €’dan biiyiik tekil deger sayisi; tam-rank ama hizla diisen 0 — diisiik say1sal

rank (Eckart-Young: 0 k+1 = en iyi rank-k hatasi).

* Klasik ornekler: Hilbert H jk =1/(j+k—1) (1000x1000 — rank 28); Vandermonde (diisiik sayisal rank

— ters almak zor).

+ “Diinya piiriizsiiz” (Reade): piiriizsiiz fonksiyon — polinom yaklasim — rank < m?; Hilbert icin zay1f

(719).

* “Diinya Sylvester’’: AX — XB = C, C diisiik-rank; Zolotarev sayisi sinir1 (E, F ayrik — hizli diisiis;

Hilbert — 34).

I Tek Bir Ciimle

Diinyada bu kadar ¢ok sayisal diislik-rank matris vardir ¢iinkii onlar piiriizsiiz fonksiyonlardan veya
diisiik-rank C’li Sylvester denklemlerinden dogar; tekil degerlerin hizli diisiisii (Zolotarev sayisiyla
stnirlt) onlart sikistirilabilir kilar.

24.15 Kontrol Sorulari

1 Soru 1: Bir matris hangi kosulda diisiik-rank sayilir ve kag sayiyla gonderilir

rank-k bir nxn matris, k tane (u;, v,) ¢iftiyle, yani 2kn say1yla gonderilir (tiim elemanlar igin n? yerine).
Kat1 tamim: 2kn < n?, yani k < n/2 ise diisiik-rank — diisiik-rank formda gondermek daha verimli
oldugunda. Pratikte k’nin n’den ¢ok daha kii¢iik olmasi istenir.

1 Soru 2: Ucgen matris neden kotiiyken daire iyidir

Uggen matrisin tekil degerleri sifira diismez (0,~2n/n, 0,=%2 — hepsi bilyiik), ¢iinkii kdsegen deseni
hi¢bir simetri/hizalama sunmaz; sikistirilamaz. Daire 1zgaraya hizali olmasa da giiclii simetriye sahiptir;
satir/siitun uzaylari tekrar ettiginden rank = Yar+1 ile sinirlidir — sikigtirilabilir. Ders: hizalama veya
simetri, ikisi de diigiik-rank {iretir.
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24.16 Egzersizler

1 Soru 3: Bir matris tam rank oldugu halde nasil diisiik sayisal rank olabilir

Tiim tekil degerleri pozitif (tam rank) olsa bile, o degerleri hizla sifira diisliyorsa, € toleransinin altina
diisenleri atarak diisiik-rank bir matrisle ¢ok iyi yaklasilir. Eckart-Young’a gére o k+1 , en iyi rank-k
yaklagim hatasidir; o hizla diistiigiinde kiiciik bir k yeter. Hilbert matrisi 6rnek: 1000x1000 tam rank,
ama e=10"13 ile sayisal rank 28.

1 Soru 4: Diinya Sylvester agiklamasi diinya piiriizsiizden neden daha keskindir

“Diinya piiriizsiiz” (Reade) dogru ama gevsek bir sinir verir (Hilbert i¢in 719, gercek 28). “Diinya
Sylvester” matrisin AX — XB = C denklemini (C diisiik-rank) sagladigin1 kullanir; bu, tekil deger
diisiisiinii Zolotarev sayisina baglar. E (A’nin 6zdegerleri) ve F (B’nin 6zdegerleri) ayriksa Zolotarev
sayis1 hizla kiiciiliir ve Hilbert i¢in 34 gibi cok daha keskin (gercek 28’e yakin) bir sinir verir.

24.16 Egzersizler

1. Sikistirma hesabi. 1000x 1000 bir matris rank-5 ise, tam formda kac say1, diisiik-rank formda kac say1
gonderirsin? Sikistirma orani nedir? k < n/2 kat1 tantmini sagliyor mu? (Motor: 10° vs 10*, oran 100x;
k=5 500 =n/2 — fazlasiyla saglar.)

2. Rank-1 bayrak. Ug yatay seritli bir bayragi (Avusturya: iist kirmizi, orta beyaz, alt kirmizi) matris
olarak yaz. Bunun rank-1 = uv’ oldugunu, u ve v’yi agikca vererek goster.

3. Sayisal rank. Tekil degerleri o = (1, 0.1, 0.01, 0.001, 108, 10"!2) olan bir matrisin € = 10°® (goreli)
toleransindaki sayisal rank’1 kagtir? (Ipucu: 0,/0, > € kosulu. Cevap: 4.)

4. Sylvester kontrolii. Hilbert matrisi H jk = 1/(j+k-1) i¢in, kdsegen A = diag(j—¥2) ve B = diag(-(k-"2))
secimiyle AH — HB carpiminin her elemaninin (j—Y2)+(k—'2) = j+k-1 ile ¢arpildigini, dolayistyla
paydanin sadelesip C = (tiim-birler) rank-1 matrisi verdigini goster. (Motor: n=5 ve n=8 i¢in maxdiff
1.1x10716))

5. (Ders 18 habercisi) Bu derste diisiik-rank’1n “kac say1” gerektirdigini gordiik (2kn). Peki bir SVD, LU
veya QR ayrisimi toplam ka¢ bagimsiz parametre icerir? Serbestlik derecelerini saymak ne 6gretir?
Bir tahmin yaz — Ders 18 “SVD, LU, QR’da parametre sayimi’’ni1 igliyor.

24.17 Sonraki Ders icin Hazirlik

Ders 18: SVD, LU, QR ve Eyer Noktalarinda Parametre Saymmi. Townsend “2kn say1” diyerek parametre
saymaya basladi; Strang bunu sistematiklestirir: her matris ayristmi (SVD, LU, QR, kutupsal) ka¢ bagimsiz
parametre icerir? Serbestlik derecesi sayimi, ayrisimlarin “neden bu boyutta” oldugunu ve eyer noktalarinin
yapisini agiklar.
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Ders 18 Oncesi Yapilacak

Bu dersin “2kn say1” sayimini hatirla: rank-k bir nxn matris ka¢ bagimsiz say1 igerir? Ders 18 ayn1
soruyu SVD (UXV?), LU ve QR icin soracak — ULV T’de ortogonal U ve V kag serbestlik derecesi
tasir? Ortonormallik kisitlarinin (Ders 3) parametre sayisini nasil diistirdiigiinii diisiin.

24.18 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Konugmaci (dk)
Strang takdimi konuk Townsend: §4.3’iin yaraticisi Strang 1m00
Neden diigiik-rank X = Xo,u;v,T (k rank-1 parga) Townsend 1m15
Sikistirma 2kn < n? <=k < n/2 Townsend 6m33
Bayraklar Avusturya rank-1; Iskogya tam rank Townsend 8m04
Ucgen kétii 0, = 2n/m, 0, = ¥2 (diismez) Townsend 14m27
Sayisal rank rank_g = €-0, listiindeki 0 say1s1 Townsend 19m58
Eckart-Young 0 k+1 = en iyi rank-k yaklagim hatasi Townsend 21m58
Hilbert matrisi H jk = 1/G+k-1); 1000x1000 — rank 28 Townsend 24m38
Diinya piiriizsiiz Reade: polinom — rank < m? (719, zayif) Townsend 27m16
Diinya Sylvester AX - XB = C, C diiglik-rank Townsend 36m50
Zolotarev sayis1 E, F ayrik — hizl diisiis; Hilbert 34 Townsend 44m55

24.19 ML Baglantilan Ozeti

» Sikistirma / LoRA: diisiik-rank = 2kn parametre; LoRA (AW = BAT), gériintii stkistirma, otokodlay1-
cilar bu pazarlig1 yapar.

 Sayisal rank / etkin boyut: gercek veri matrisleri ve ag agirliklar1 tam degil sayisal diisiik-rank tir;
budama (pruning) ve SVD sikistirma buna dayanir.

» Simetri — diisiik-rank: CNN’ler (Ders 32) uzaysal simetriyle parametre paylasir — “az parametre,
cok bilgi”nin bagka yolu.

* Piiriizsiizliik — kernel: piiriizsiiz kernel’ler diisiik sayisal rank Gram matrisi verir; Nystrom/rastlantisal
ozellikler (Ders 13) bu yiizden caligr.

* Kondisyon uyarisi: Vandermonde gibi diisiik sayisal rank matrisler tersini almay1 zorlastirir (Ders 10);
polinom o6zellikleri kararsiz, ortogonal polinom/spline tercih edilir.

* Geriye koprii: Ders 6 (SVD = Yo,u,v;"), Ders 7 (Eckart-Young, en iyi rank-k), Ders 16 (tekil deger
tiirevi), Phase 1 18.06 (—1,2,—1 sonlu fark matrisi).

Cevap: piiriizsiizliik ve Sylvester yapisi tekil degerleri hizla diisiiriir; ger¢ek diinyanin matrisleri bu
yiizden sikigtirilabilir.

Townsend’in Sorusu, Townsend’in Cevabi

“Today I want to tell you a little about why there [are] so many matrices that are low rank
in the world.” — Townsend, 1:15
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25 SVD, LU, QR ve Eyer Noktalarinda Parametre Sayimi

Serbest parametre muhasebesi, KKT matrisleri ve Rayleigh boliimii

1 Boliim bilgisi

Video: MIT 18.065 — Counting Parameters in SVD, LU, QR, Saddle Points - OCW: Lecture 18 -
Okuma siiresi: =33 dk - Konusmaci: Gilbert Strang - Onkosul: Ders 17 (hizla azalan tekil degerler).
Bu ders lineer cebir blokunun kapamsidir. iki konu birlesir: her matris ayrigtminin kac serbest
parametre tasidig1 (muhasebe) ve eyer noktalarinin iki kaynagi (KKT + Rayleigh). Buradan sonra ders

19 ile maxmin/Courant-Fischer diinyasina gecilir.

25.1 Bu Derste Ne Var?

Lineer cebir bloku kapaniyor; iki konu. Tlk yar1: her matris ayrisimi (LU, QR, XAX!, QS, UXVT) kag serbest
parametre icerir? Hepsi A’nin parametre sayisina (n> veya mn) tam tamamlanir — ayrigim bilgi kaybetmez.
Ikinci yar1: eyer noktalan (saddle points) nereden gelir — iki kaynak.

Bes sonug:

1.

Yapa taslar: iicgensel L = ¥2n(n—1), U = Yan(n+1), kdsegen = n, ortogonal Q = ¥2n(n-1), simetrik S =
Vam(n+1).

. Kontroller: LU = QR = XAX! = QS = n?; SVD (tam rank m) = mn; rank-R matris = R(m+n-R).
. Eyer kaynag1 1 — Lagrange/KKT: kisith optimizasyon — blok matris [[S, AT],[A, 0]]; belirsiz

(indefinite), eyer noktast.

. Pivot isaretleri = 6zdeger isaretleri: n pozitif + m negatif pivot — eyer.
. Eyer kaynag1 2 — Rayleigh boliimii: R(x) = x" Sx/x"x; maks = A, min = A, aradaki 6zdegerler

eyer (Ders 19’a koprii).

“...the number of free parameters agrees with the number of parameters in A itself, like n squared.”
— Strang, 0:59

Asagidaki kavram haritasi dersin merkezini (‘“parametre sayimi + eyer noktalar1”) ana fikirlere baglar: yap1
taglarinin serbest parametre sayilari, her ayrigtmin n?’ye (SVD’nin mn’ye) oturmast, rank-R matrisin R(m+n-R)
parametreli bir manifold olusturmasi ve eyer noktalarinin iki kaynagi (KKT blogu + Rayleigh boliimii) ile
pivot/6zdeger isaret esitligi (Sekil 25.1).
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25 SVD, LU, OR ve Eyer Noktalarinda Parametre Sayimi

eyer kaynak 2: Rayleigh
Parametre sayimi + eyer eyer kaynak 1: KKT blok pivot isaretleri = ozdeger R)(,x) _ x{T Sx/ x”yT xg
noktalari [[S, AT, [A, 0]] (Lagrange) isaretleri (Sylvester atalet) .
aradaki ozdegerler eyer

yapi taslari: L = n(n-1)/2, kontroller: LU = QR =
U =n(n+1)/2, Q= n(n- XLX"-1 = QS = n"2 (bilgi
1)/2, S = n(n+1)/2 korunur)

SVD tam rank m: mn rank-R: R(m+n-R) --
parametre manifold, alt-uzay degil

Sekil 25.1: Ders 18 kavram haritasi: “Parametre sayim1 + eyer noktalar’” merkezinden ana fikirlere dallar —
her faktorizasyonun yapi taslari kag serbest parametre tuttugunu sayar (alt-ticgen L = n(n—1)/2,
iist-licgen U = n(n+1)/2, ortogonal/skew Q = n(n—1)/2, simetrik S = n(n+1)/2), ve bu sayim her
ayrisimda korunur ¢iinkii LU = QR = XAX"! = QS = n? hepsi tam n?’ye oturur (bilgi kaybolmaz);
tam rank m olan bir mxn SVD mn parametreyle sayilir, oysa rank-R matrisler R(m+n—-R) paramet-
reyle bir manifold olusturur — bir alt-uzay degil, egri bir yilizey (LoRA’nin az parametresi buradan
gelir); eyer noktalarinin iki ayr1 kaynagi vardir: birincisi Lagrange carpanli kisitli problemlerin
KKT blogu [[S, AT],[A, 0]] belirsizdir, ikincisi Rayleigh boliimii R(x) = xTSx / xTx birim kiirede
ararken en biiyiik ve en kiiciik 6zdegerler arasindaki 6zdegerler birer eyer noktasi verir; ayr1 bir
diigiim KKT matrisinin pivot isaretlerinin 6zdeger isaretleriyle ayni1 oldugunu (Sylvester atalet
yasas1) hatirlatir.

@ Builder Notu — Muhasebesi Tutan Cebir

’

* Serbest parametre = serbestlik derecesi — bir modelin “gercek” boyutu; Ders 17’ nin “2kn sayr’
saymaninin sistematik hali. Etkin parametre sayis1 ML'de kapasite ve agiri-6grenme analizinin
temeli.

* KKT matrisi — kisith optimizasyonun (SVM, esitlik kisitlar1) ¢ekirdek yapisi; eyer noktasi
¢ozmek = denge bulmak.

* Eyer noktalar1 — derin ag kayip yiizeylerinde minimumdan ¢ok eyer vardir; SGD’nin eyerlerden
kacmasi egitimin kalbi.

* Geriye koprii: Ders 2 (5 ayrisim), Ders 3 (ortogonal Q), Ders 5 (pozitif tanimli, pivot), Ders 6
(SVD), Ders 17 (parametre sayma).

Tek ciimle: Her matris ayrisimi orijinal matrisle ayn1 sayida serbest parametre tasir (bilgi korunur); eyer nok-
talar1 ise ya Lagrange kisitlarinin KKT blok matrisinden ya da Rayleigh boliimiiniin aradaki 6zdegerlerinden
dogar.

25.2 Fikir: Serbest Parametre Sayimi

Lineer cebir boliimiiniin kapanis jesti: Ders 2’nin bes ayrisrmimi (A = LU, QR, XAX!, QAQT, UL VT) bir
“muhasebe” testinden gecir. A genelde n? say1 icerir. Bir ayrisim hesaplandiktan sonra A’y1 atabilir miyiz?
Evet — bilgi ayrisimda. O halde ayrisimin pargalarindaki serbest parametre sayisi da n?’ye tamamlanmali:

“...the number of free parameters agrees with the number of parameters in A itself, like n squared.”
— Strang, 0:59

Bu, Strang’in “hicbir ders kitabinda gormedim” dedigi bir alistirma — ama tiim lineer cebiri tek satira
sikistirir.

266



25.3 Yapi Taslan: L, U, Kosegen, Q, S

@ Builder Notu — Bilgi Ayrisimda Sakli

“Serbest parametre = serbestlik derecesi” Ders 17 nin “2kn say1” sayiminin sistematik hali. ML kopriisii:
bir modelin etkin parametre sayisi, nominal parametre sayisindan az olabilir (kisitlar, simetriler, diisiik-
rank yap1). Kapasite, asiri-6grenme ve genelleme analizinin tamami “kag gercek serbestlik derecesi?”
sorusuna dayanir.

25.3 Yapi Taslari: L, U, Késegen, Q, S

Once parcalari say. Ucgensel matrisler:

L: in(n—1), U: sn(n+1)

L alt-licgensel, kosegeni hep 1 (serbest degil) — 1+2+---+(n—1) = Yan(n-1). U iist-licgensel, kosegende pivotlar
serbest — 142+---+n = Yan(n+1). Ikisi tam n kadar farkl1. Késegen matris: n. Ortogonal Q: ilk kolon birim
(n—1 serbest), ikinci kolon birim ve birinciye dik (n-2), ... toplam:

Q: (n—1)+(n—2)+-+0=3n(n—1)

Simetrik S: iist iicgen + kosegen serbest, alt yar1 belirli — Y2n(n+1).

Asagidaki figiir dort faktorizasyonun (LU, QR, XAX !, QS) serbest parametre muhasebesini n=6 igin gosterir;
her ¢ubuk iki parcaya ayrilir ve dordii de tam n>=36’da bulusur — sonraki boliimiin kontrol sonucunu 6nceden
gorsellestirir (Sekil 25.2).

@ Builder Notu — Kisit Parametre Yer

Ortogonal matrisin n? degil sadece Yan(n—1) serbestlik derecesi olmas1 (Ders 3) Gnemli: ortogonallik
kisitlar1 parametrelerin yarisim “yer”. ML kopriisii: ortogonal/iiniter agirlik katmanlari (gradyan patla-
masini Onler) bu yiizden daha az serbestlik tagir; Stiefel manifoldu iizerinde optimizasyon tam bu kisitlt
parametre uzayinda caligir.

25.4 Ozvektdr Matrisi: n? - n

Ozvektdr matrisi X kag serbest parametre icerir? Her 6zvektdr bir skalerle carpilabilir (x dzvektorse 2x de
0zvektor). Bir konvansiyonla her kolonun ilk bilesenini 1 yap — o zaman iist satirdaki n tane “1” sayilmaz:

X : n?—n, A:n, X1:0

X! serbest degil — X tarafindan belirlenir. Toplam: (n-n) + n + 0 = n?. Kosegenlestirme A = XAX! tam
n2’ye oturur.
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25 SVD, LU, OR ve Eyer Noktalarinda Parametre Sayumi

Dort ayrisim ayni hedefe oturur: LU = QR = XLX”*-1 = QS = n~2 = 36 (n=6) — ayrisim bilgi kaybetmez

40 -
n? =36

35-

30 -

25 -

20 -

15 -

serbest parametre

10 -

QR XAX-1 Qs

Sekil 25.2: Dért faktorizasyon (LU, QR, XAX"!, QS) icin serbest parametre muhasebesi (n=6). Her cubuk iki
parcaya ayrilir: navy alt parca birinci ¢arpan (L=15, Q=15, X=30, Q=15), steel iist parca ikinci
carpan (U=21, R=21, A=6, S=21). Dordii de turuncu kesik ¢izgide, tam n’=36’da bulusur —
ayrigim hangi bicimde olursa olsun ayn1 bilgiyi tasir, hi¢bir parametre kaybolmaz.

@ Builder Notu — Yo6n Var Uzunluk Yok

“Ozvektor dlceklenebilir — bir serbestlik derecesi diiser” gézlemi, 6zvektorlerin yon tasidigini, uzun-
luk tagimadigini hatirlatir. ML kopriisii: gomme (embedding) vektorlerinde de aym belirsizlik var —
Olcek/isaret cogu zaman serbest; normalize etmek (birim uzunluk) bu fazla serbestligi sabitler.

25.5 Faktorizasyon Kontrolleri: Hepsi n®

Yapi taglarini birlestir, hepsi n>’ye toplanmali:

in(n—1)+ 3n(n+1) = n?
L U

in(n—1)+in(n+1) =n?
0 R

LU’da eksi artiy1 gotiiriir; QR’da Q (ortogonal) + R (iist iicgensel) yine n?. Kosegenlestirme (n*~n)+n = n?.

Son olarak kutupsal ayrisim A = QS (ortogonal x simetrik):

“...That’s called the polar decomposition.” — Strang, 9:33
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25.6 SVD Parametre Sayumi: mn

gn(n—1)+zn(n+1) =n’
Q S

Kutupsal ayrisim SVD’ye ¢ok yakindir (Ders 6); bazi mithendisler SVD yerine QS hesaplamayi tercih eder.
Yukaridaki (Sekil 25.2) tam bu dort kontroliin — LU, QR, XAX"!, QS — hepsinin ayn1 n?’ye oturdugunu
gorsellestirir.

@ Builder Notu — Farkli Kilik Aymi Bilgi

Her ayristmin ayn1 n®’ye toplanmasi “ayrisim bilgi yaratmaz/yok etmez” ilkesinin niceliksel kanitidir —
A’daki bilgi, farkli kiliklarda (L+U, Q+R, Q+S) aynen korunur. ML képriisii: bir veriyi farkli bazlarda
temsil etmek (PCA, Fourier, dalgacik) boyut/bilgi miktarin1 degistirmez, sadece diizenini degistirir —
sikistirma ancak gercek diislik-rank/seyreklik varsa kazanilir (Ders 17).

25.6 SVD Parametre Sayimi: mn

Simdi dikdortgen A (m x n, m < n, tam rank m). SVD: A = ULVT, U (mxm ortogonal), £ (m tekil deger), VT
(nxn ama sadece ilk m kolonu 6nemli). Say:

im(m—1)+m+mn—tm(m+ 1) = mn

V’nin katkisi incelik ister: ilk m kolonu (sifirdan farkl tekil degerlere ait) 6nemli, geri kalan bos-uzaydan
gelir ve say1llmaz. Onemli kolonlar (n—1)+(n-2)+---+(n—m) = mn — ¥am(m+1). Hepsi toplaninca tam mn —
A’nin eleman sayisi.

@ Builder Notu — Bos Uzay Sayilmaz

SVD’nin tam mn parametreye oturmasi, “tam rank SVD bilgi kaybetmez” anlamina gelir. ML kopriisii:
bir mxn veri matrisinin gergek bilgi igerigi mn’dir; ama tekil degerler hizla diigiiyorsa (Ders 17), pratikte
¢ok daha az parametre yeter — iste sikistirmanin kazanci buradan, parametre sayimi bu {ist sinirt verir.

25.7 Rank-R Matris: Bir “Ylzey”

Daha ilging soru: rank-R bir m x n matris ka¢ parametre igerir?
“...how many parameters are there in a rank R matrix?” — Strang, 19:30

Sikistirilmis SVD: U (mxR), X (R), VT (Rxn). Say:

mR—iR(R+1)+R+nR—3iR(R+1)=R(m+n—R)
U ¥ 1%
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25 SVD, LU, OR ve Eyer Noktalarinda Parametre Sayimi

Bu say1 ilging ¢iinkii rank-R matrisler bir alt-uzay degildir: iki rank-R matrisin toplami rank-2R olabilir.
Matris uzay1 (mxn matrisler mn-boyutlu vektor uzayi) icinde rank-R matrisler bir yiizey/manifold olusturur
— toplama altinda kapal1 degil, ama yerel boyutu R(m+n—-R).

Asagidaki figiir solda R(m+n—R) parametre egrisini (m=100, n=200; R=5"te 1475 parametre = tam matrisin
13.6 kat alt1, LoRA bolgesi), sagda rank-2 + rank-2 = rank-4 manifold tanigim gosterir (Sekil 25.3).

Rank-R matrisler R(m+n-R) parametreli bir MANIFOLD: alt-uzay degil — rank-2 + rank-2 = rank-4 (sag)

Rank-R parametre sayisi o profili: 2+2 = 4 sifirdan-farkh
20000 - ——— - --- ]
10! E
17500 - f
8 4
+ 15000 - 100~
€ o :
© 12500 - o
© g ]
210000 - T 107! -
Z 3
F 7500 LofA bélgesi: R= =
£ gesi: R=5 -> 1475 parametre (13.6 kat az) o ]
¥ 5000 - 1072 +
I~ M1 (rank-2)
2500 - 1 —A— M2 (rank-2)

0- 10-3 - =@= M1+M2 (rank-4) = PA P PY

l l l l l l k l l l l l l l l

0 20 40 60 80 100 1 2 3 4 5 6 7 8

R (rank) tekil deger indeksi

Sekil 25.3: Rank-R matrisler R(m+n-R) parametreli bir MANIFOLD olusturur — alt-uzay degil. Sol: m=100,
n=200 icin parametre sayis1; R=5"te yalnizca 1475 parametre (tam matrisin 20000’inden 13.6
kat az — LoRA’nin calisma bolgesi). Sag: rank-2 + rank-2 = rank-4 tani8z; iki rank-2 matrisin
toplaminda 4 sifirdan-farkli tekil deger belirir, yani toplam alt-uzayda kapali degildir.

@ Builder Notu — LoRA’nin Sayisi

R(m+n-R) say1s1 modern ML in kalbinde: LoRA bir nxn agirlik giincellemesini rank-R tutarak n® yerine
~2nR parametreyle egitir (R n). “Rank-R matrisler bir manifold” goriisii, diisiik-rank optimizasyonun
neden Oklid uzayinda degil bir manifold iizerinde yapildigim (Riemann optimizasyonu) agiklar —
matris tamamlama (Ders 16 Netflix) bu manifold {izerinde arama yapar.

25.8 Eyer Noktalar:: iki Kaynak

Ikinci konu: eyer noktalar1 (saddle points). Bunlar ne maksimum ne minimumdur — ilgili matris pozitif
taniml1 degildir (6zdegerleri karisik isaretli). Strang iki ana kaynak ayirt eder:

“...there are two main sources of saddle points.” — Strang, 27:08

Birincisi kisith optimizasyon (Lagrange carpanlari), ikincisi Rayleigh boliimiiniin aradaki 6zdegerleri. Ikisi
de derin 6grenme ve optimizasyonda her yerde.

Asagidaki figiir 500 rastgele yonde Rayleigh boliimiiniin hep [A5, A;] = [1, 5] araliginda kaldi§in1 gosterir —
eyer kavramina girmeden once sinirlarin kesinligini gorsellestirir; aradaki A\, = 3 eyeri sonraki boliimlere
taginir (Sekil 25.4).
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25.8 Eyer Noktalar:: Iki Kaynak

500 rastgele yonde R(x) = x"Sx / x™x: hepsi [1, 5] icinde
(motor: min 1.005, max 4.999) — Rayleigh sinirlar kesin

A1 =5 (maks)

Az3=1 (min
20 - 3 ( )

15 -

frekans

1.0 1.5 2.0 2.5 3.0 3.5 4.0 4.5 5.0

Sekil 25.4: 500 rastgele yonde R(x): hepsi [A5, A;] =[1, 5] icinde — Rayleigh siirlar kesin (motor: min

1.005, max 4.999).
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25 SVD, LU, OR ve Eyer Noktalarinda Parametre Sayimi

@ Builder Notu — Minimum Az Eyer Cok

Eyer noktasi, yliksek boyutta minimumdan ¢ok daha yaygindir: derin ag kayip ylizeyinde kritik noktalarin
ezici cogunlugu eyerdir, gercek minimum azdir. ML kopriisii: SGD’nin giiriiltiisii eyerlerden kagcmaya
yarar (Ders 25); “eyerden kag¢is” modern optimizasyon teorisinin merkezi sorusudur.

25.9 Kaynak 1: Lagrange ve KKT Matrisi

Klasik kisith problem: ¥axTSx’i (S pozitif tanimli) Ax = b kisit1 altinda minimize et. Kisit olmasa minimum
sifirdir; kisit isi ilginglestirir. Lagrange’in recetesi — m kisit icin m ¢arpan (A vektorii) ekle:

L(z,\) = 327 Sz + AT (Az — b)
X ve A’ya gore tiirev al, sifira esitle:

oL oL
o S+ A" A=0, B\ x—0b

Iki denklemi blok matris formunda yaz:

5 o] BI=[

A derivatifi kisitlar1 geri getirir. Bu blok matris, optimizasyoncularin KKT matrisi dedigi sey (Karush-Kuhn-
Tucker).

“...these KKT matrices...” — Strang, 36:13

Asagidaki figiir 1D bir Lagrangian 6rnegini gizer: solda min x> dyle ki x = 4 kisitli problemi (kisitli min (4,
16)), sagda L(x,A) = x% + M(x—4) kontur haritas1 ve (x, A) = (4, —8) eyer noktas1 — Lagrange carpaninin eyer
yarattigini gorsellestirir (Sekil 25.5).

@ Builder Notu — Denge Noktas1 Eyerdir

KKT matrisi kisith optimizasyonun evrensel yapisidir — Course 6’da (EECS) siirekli ¢ikar. ML kopriisii:
SVM’nin dual problemi, esitlik-kisitlt en kiiciik kareler, fizik-bilgili aglar (PINN) hep bir KKT sistemi
¢ozer. Kosedeki sifir blok (kisit denklemlerinin A’ya bagl olmamasi) bu matrisi eyer yapar — minimum
degil, denge.
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25.10 KKT Belirsizdir: Pivot Isaretleri = Ozdeger Isaretleri

Lagrange carpani eyer YARATIR: kisitli minimum (sol), (x, lambda) uzayinda eyer noktasi (sag) — KKT matrisi belirsiz

kisitli problem: min x~2 oyle ki x = 4 Lagrangian L(x, lambda) = x~2 + lambda(x - 4)
0 -
— f(X) = X2 (5=2: (1/2) s X™2) \\
60 - 2
eyer: (x*, lambda*) = (4, -8)
50 - _4-
40 - —6 -
@©
5 2
x —_
= 30 g 8
o
_10 -4
20 -
_12 -
10 -
-14 -\
O -
0 0 0 0 i 0 0 0 -16 -‘\ 0 0 i 0 0 0 0 1
0 1 2 3 4 5 6 7 8 0 1 2 3 4 5 6 7 8
X X

Sekil 25.5: Lagrange carpam eyer YARATIR: solda kisith minimum min 22 oyle ki x = 4 (kisith min
noktasi (4, 16)); sagda Lagrangian L(z, \) = 2% + \(x —4) kontur haritasi, (2%, \*) = (4, —8)
noktasinda bir eyer. Hiperbolik konturlar eyeri gosterir — KKT matrisi belirsiz (bir 6zdeger pozitif,
bir negatif).

25.10 KKT Belirsizdir: Pivot isaretleri = Ozdeger isaretleri

Bu blok matris neden eyer? Kosegende sifir blok var — bu, pozitif tanimlilig1 aninda bozar. Kiigiik 6rnek:
[[3,1],[1,0]] determinant1 negatif (—1), yani bir 6zdeger art1 bir 6zdeger eksi. Genelde de blok eliminasyon
yap: ilk n pivot S’den gelir (S pozitif tanimli — hepsi pozitif). Sonra Schur tiimleyeni:

s AT S AT
A 0] |0 —AS1AT

—~AS AT negatif tanimli — sonraki m pivot negatif. Simdi anahtar gercek:

“Plus and minus signs of pivots give us the plus and minus signs of the eigenvalues.” — Strang,

42:02

Simetrik matriste pivot igaretleri 6zdeger isaretlerini verir (Sylvester atalet yasast). Yani KKT matrisinde n
pozitif + m negatif 6zdeger — kesin bir eyer noktasi.

Asagidaki figiir Egzersiz 3’iin KKT matrisi i¢in (S = 21, A = [1,1]) pivot isaretleri ile 6zdeger isaretlerinin
birebir ortiistiigiinii gosterir: degerler farkli (pivotlar [2, 2, —1]) ama isaretler ayn1 — 2 pozitif + 1 negatif, det
= -4 < 0, bir eyer (Sekil 25.6).

@ Builder Notu — Isaretler Eliminasyondan

“Pivot isaretleri = 6zdeger isaretleri” (atalet) bir matrisin tanimliligin1 6zdeger hesaplamadan, sadece
eliminasyonla sdyler — cok ucuz bir test. ML kopriisii: bir kritik noktanin eyer mi minimum mu oldugu
Hessian’in 6zdeger isaretlerine bakilarak anlasilir; pivot/atalet testi bunu O(n?) tam 6zdeger ¢coziimii
olmadan verir.
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25 SVD, LU, OR ve Eyer Noktalarinda Parametre Sayumi

Sylvester atalet: pivot isaretleri = 6zdeger isaretleri — 2 pozitif + 1 negatif = EYER (det = -4)

KKT = [[2], A"T],[A, 0]]

Il pivotlar
[ 6zdegerler

deger

1 2 3
indeks

Sekil 25.6: Egzersiz 3’tin KKT matrisi [[21, AT], [A, 0]] i¢in pivot isaretleri ile 6zdeger isaretleri birebir
ortiisiir. Degerler farkli olabilir (pivotlar [2, 2, —1], dzdegerler ~ [2.73,2.00, —0.73]) ama ISA-
RETLER aynt: 2 pozitif + 1 negatif. Bu belirsiz atalet (det = —4 < 0) noktanin bir eyer oldugunu
sOyler — Sylvester atalet yasasi.

25.11 Kaynak 2: Rayleigh Bélimii
Ikinci eyer kaynagi, iinlii bir orandan gelir. Simetrik S i¢in Rayleigh boliimii:

2T Sx

T

R(z) =
“...It’s Rayleigh quotient.” — Strang, 43:32

Maksimum degeri A, (en biiyiik 6zdeger), x = q,’de (ilk 6zvektor); minimum degeri A, X = q,’de. Herhangi
bir x i¢in R(x) bu ikisinin arasindadir: A, < R(x) < A,. Peki aradaki ozdegerler (A,, ..., A, |)?

“...those are saddle points.” — Strang, 46:22

Aradaki 6zvektorler R(x)’in eyer noktalaridir: tiirev orada sifir, deger 6zdegere esit, ama baz1 yonlerde
yukar1 baz1 yonlerde agagi gider. Maksimum/minimum kolay (bir taraf), eyer zor (iki tarafli). Bu, Ders 19’un
maxmin (Courant-Fischer) ilkesine dogrudan koprii.

Asagidaki figiir solda Rayleigh boliimiinii birim kiire lizerinde harita olarak gosterir (maks 5 = q;, min 1 =
s, aradaki eyer 3 = q,), sagda q, ekseninde iki yonlii davranig1 kanitlar: q; yoniinde R 3 — 3.53 artar, g3
yoniinde 3 — 2.47 azalir — tam bir eyer (Sekil 25.7).

@ Builder Notu — Spektrumun Motoru

Rayleigh boliimii spektral yontemlerin motoru: en biiylik/kiiclik 6zdegeri bulmak = R(x)’i maks/min
etmek (power iteration, Lanczos — Ders 11). ML kopriisii: PCA (en biiyiik varyans yonii = R’yi maksi-
mize eden x), spektral kiimeleme (Ders 35), ve graf Laplacian’in Fiedler vektorii hep Rayleigh boliimii
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25.12 Bu Dersin Ozeti

Rayleigh birim kurede: maks lambda_1 = 5, min lambda_3 = 1, ARADAKI lambda_2 = 3 EYER — bir yonde artar bir yonde azalir

Birim kiirede R(x): maks/min/eyer 50 q2 ekseninde iki yonlu davranis = eyer
3.0- '
4.5 34-
’ N 4.0
3.2-
0- i 3.5
- = = (2 -> gl yonu (ARTAR 3 -> 3.53)
. 3.0 < e« 3.0 = (2 -> g3 yonu (AZALIR 3 -> 2.47)
2.5
0- i 2.8-
I 2.0
0.5 - 2.6-
*min 1 (gq3) 1.5
0.0 ~ 0 0 0 0 0 T 1.0 T T T
0 1 2 3 4 5 6 .2 0 2
theta t(gq2 + t q komsu)

Sekil 25.7: Rayleigh boliimii birim kiirede: maks A, =5 (q;), min A3 = 1 (q3), aradaki A, = 3 (q,) bir EYER
noktasidir — ¢, yoniinde 3 — 3.53 artar, q; yoniinde 3 — 2.47 azalir.

optimizasyonudur. Aradaki eyer noktalari, ara 6zdeger/6zvektorleri bulmanin neden zor oldugunu
aciklar.

25.12 Bu Dersin Ozeti

* Yapi taglari: L = ¥on(n-1), U = Yan(n+1), kosegen = n, ortogonal Q = Yan(n-1), simetrik S = ¥2n(n+1),
ozvektor X = n’-n.

« Kontroller (hepsi n?): LU, QR, XAX!, QS (kutupsal) — n®. Ayrigim bilgi kaybetmez.

e SVD (tamrank m): U + X + V =Y2m(m-1) + m + (mn — Y2m(m+1)) = mn.

* Rank-R matris: R(m+n—R) parametre; matris uzayinda bir manifold (alt-uzay degil).

+ Eyer kaynag 1 (KKT): ¥2x"Sx, Ax=b kisit1 — Lagrangian — blok [[S, AT],[A, 0]]; kosedeki 0 —
belirsiz. Pivotlar: n pozitif (S’den) + m negatif (-AS'AT"den) = eyer.

* Pivot isaretleri = 6zdeger isaretleri (Sylvester atalet).

+ Eyer kaynag 2 (Rayleigh): R(x) = x" Sx/x"x; maks Aq (qp), min A, (q,), aradaki ozdegerler eyer
noktasi.

I Tek Bir Ciimle

Her matris ayrigimi orijinal matrisle tam aym sayida serbest parametre tasir (LU/QR/QS = n?, SVD =
mn, rank-R = R(m+n-R)); eyer noktalari ise ya Lagrange kisitlarinin KKT blok matrisinden (n pozitif +
m negatif 6zdeger) ya da Rayleigh boliimiiniin aradaki 6zdegerlerinden dogar.
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25 SVD, LU, OR ve Eyer Noktalarinda Parametre Sayimi

25.13 Kontrol Sorulari

1 Soru 1: nxn ortogonal matris Q neden n® degil ¥an(n—1) serbest parametre icerir

Kolonlar birim ve birbirine dik olmali. IIk kolon birim — n yerine n—1 serbest. ikinci kolon birim ve
birinciye dik (iki kisit) = n-2. Ugiincii = n-3, ... Toplam (n—1)+(n-2)+---+0 = ¥n(n—1). Ortogonallik
kisitlart parametrelerin yaklagik yarisim “yer”.

1 Soru2: A = UXVT (mxn, tam rank m) tam ka¢ parametreye toplanir ve neden

mn’ye toplanir (A’nin eleman sayist). U (mxm ortogonal) = ¥2m(m—1), ¥ = m, V’nin 6nemli ilk m
kolonu = mn — ¥2m(m+1) (geri kalan1 bos-uzaydan, sayilmaz). Toplam ¥2m(m-1) + m + mn — ¥2m(m+1)
= mn. Tam rank SVD bilgi kaybetmez.

1 Soru 3: KKT matrisi [[S, AT],[A, 0]] neden pozitif taniml olamaz, ve 6zdeger isaretleri nedir

Kosegende sifir blok var; pozitif tanimli bir matrisin kosegeni hep pozitif olmali, sifir bunu bozar. Blok
eliminasyon: ilk n pivot S’den (pozitif tanimli — pozitif), Schur tiimleyeni —~AS ' AT negatif tanimli —
sonraki m pivot negatif. Pivot isaretleri = 6zdeger isaretleri (Sylvester atalet), yani n pozitif + m negatif
0zdeger — eyer noktasi.

1 Soru 4: Rayleigh boliimii R(x) = xTSx/xTx’in maksimum, minimum ve eyer noktalar1 hangi 6zde-
ger/0zvektorlerdir

Maksimum = 2, (en biiyiik 6zdeger), x = q, (ilk 6zvektor); minimum = A, X = q,. Herhangi x i¢in A <
R(x) <€ A,. Aradaki 06zdegerler A,, ..., A _; ise eyer noktalaridir: o 6zvektorlerde tiirev sifir ama bazi
yonlerde yukari, bazilarinda asag1 gider. Bu yiizden u¢ (maks/min) 6zdegerler kolay, ara 6zdegerler
zordur.

25.14 Egzersizler

1. Saymm kontrolii. n = 3 al. L, U, kdsegen, ortogonal Q ve simetrik S icin serbest parametre sayilarini
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hesapla. LU ve QR’1n 9 (= n?) verdigini dogrula. (Motor: L=3, U=6, kosegen=3, Q=3, S=6 — LU =
346=9,QR =3+6 =9 =n>)

Rank-R formiilii. 100x200 bir matris rank-5 ise R(m+n-R) formiiliiyle ka¢ parametre icerir? Tam (mn
= 20000) sayryla karsilastir; sikistirma orani nedir? (Motor: R(m+n—R) = 5-(100+200-5) = 1475 vs
20000 — oran = 13.6x.)

. KKT érnegi. S = [[2,0],[0,2]], A = [1, 1] (tek kisit), b = [4]. KKT blok matrisini [[S, AT],[A, 0]] yaz

(3x3). Determinantinin negatif oldugunu (eyer) goster. (Motor: 3x3 blok det = —4 < 0; ¢oziim x = [2,
2, h=-4.)

Rayleigh simirlari. S = diag(5, 3, 1). x = [1,1,1]T igin R(x) = x'Sx/x"x’i hesapla. Sonucun A =1 ile
A,=5 arasinda oldugunu dogrula. (Motor: R([1,1,1]) =3 € [1, 5].)



25.15 Sonraki Ders Icin Hazirlik

5. (Ders 19 habercisi) Bu derste Rayleigh boliimiiniin maks = A, min = A, verdigini gordiik; aradaki
ozdegerler eyerdi. Peki A, yi (ikinci 6zdeger) bir maks-min olarak nasil yazarsin? Bir tahmin yaz —
Ders 19 “eyer noktalar1 (devam) + maxmin ilkesi’ni (Courant-Fischer) isliyor; Phase 2 paralel NYU
dersinin spektral graf ag1 (GCN) kopriisii de orada.

25.15 Sonraki Ders icin Hazirlik

Ders 19: Eyer Noktalar1 (Devam), Maxmin Ilkesi. Bu dersin Rayleigh boliimii eyer noktalarini sistematik-
lestiririz: Courant-Fischer maxmin/minimax ilkesi her 6zdegeri A, ’y1 bir maks-min olarak tanimlar. Ders
15’in interlacing’i buradan kanitlanir. NYU paralel dersinin spektral graf evrisim ag1 (GCN) kopriisii de Ders

19°da.

Ders 19 Oncesi Yapilacak

Bu dersin Rayleigh boliimii sonucunu hatirla: maks = A (q,’de), min = A, (q,’de), aradaki 6zdegerler

eyer. Ders 19 aradaki 2, ...

, Ay 1 sistematik bir maks-min (Courant-Fischer) olarak yazacak. Soru:

A, yi bir alt-uzay iizerinden maksimum, alt-uzaylar lizerinden minimum olarak nasil tanimlarsin? Eyerin
“bir yonde artar, bir yonde azalir” davramginm (Sekil 25.7) diiglin — maxmin tam bunu yakalar.

25.16 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Strang (dk)
Serbest parametre ayrisim = A ile ayn say1; bilgi korunur 0Om59
Yapi taslan L =%n(n-1), U =Yan(n+1), Q = Yan(n-1) 2m05
Ozvektor matrisi X=n*>-nA=nX"'=0-n? 4m09
Kutupsal QS ortogonal x simetrik = n’ 9m33
Rank-R matris R(m+n-R); matris uzayinda manifold 19m30
Eyer: iki kaynak KKT (Lagrange) + Rayleigh boliimii 27m08
KKT matrisi [[S, AT],[A, 0]]; belirsiz (eyer) 36ml3
Pivot = 6zdeger n pozitif + m negatif (Sylvester atalet) 42m02
isareti

Rayleigh boliimii R = xTSx/xTx; maks A, min A 43m32
Aradaki = eyer Ay...h,; eyer noktalar 46m22

25.17 ML Baglantilan Ozeti

» Etkin parametre / serbestlik derecesi: modelin gercek kapasitesi; diigiik-rank/ortogonal/simetri
kisitlart nominal parametreyi azaltir (asiri-6grenme analizi).
* LoRA / diisiik-rank: rank-R matris R(m+n—R) parametre; n?> yerine ~2nR ile fine-tuning; rank-R
manifoldu iizerinde optimizasyon.
« KKT / kisith optimizasyon: SVM dual, esitlik-kisithi en kiigiik kareler, PINN — hepsi KKT blok
sistemi ¢ozer (eyer = denge).
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25 SVD, LU, OR ve Eyer Noktalarinda Parametre Sayimi

* Eyer noktalari: derin ag kayip yiizeyinde minimumdan ¢ok eyer var; SGD giiriiltiisii eyerden kagig1
saglar (Ders 25).

* Rayleigh / spektral: PCA (maks varyans), spektral kiimeleme (Ders 35), Fiedler vektorii — hepsi
Rayleigh boliimii optimizasyonu.

* Pivot/atalet testi: Hessian’in eyer mi minimum mu oldugunu 6zdeger ¢c6zmeden, eliminasyon isaretle-
riyle anla.

* Geriye koprii: Ders 2 (5 ayrisim), Ders 3 (ortogonal Q), Ders 5 (pozitif tanimli, pivot), Ders 6 (SVD),
Ders 16 (rank-R/matris tamamlama), Ders 17 (parametre sayma).

I Aynigimlar Korur, Eyerler Armagandir

“...the number of free parameters agrees with the number of parameters in A itself, like n
squared.” — Strang, 0:59

Ayrisimlar bilgiyi farkli kiliklarda korur; eyer noktalari ise kisitlarin (KKT) ve ara 6zdegerlerin (Rayleigh)
kacinilmaz armaganidir.
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26 Eyer Noktalari (Devam), Maxmin ilkesi

Courant-Fischer maxmin ilkesi, interlacing kanit1 ve covariance kopriisii

1 Boliim bilgisi

Video: MIT 18.065 — Saddle Points Continued, Maxmin Principle - OCW: Lecture 19 - Okuma
siiresi: =32 dk - Konugsmaci: Gilbert Strang - Onkosul: Ders 18 (parametre sayimi, Rayleigh, eyer).

Ders 18’in eyer noktasi fikrini tamamliyoruz. Cekirdek: maxmin ilkesi (Courant-Fischer) — aradaki
bir 6zdegeri (eyer degeri) bir maks-min olarak yaz. Bu, Ders 15’in interlacing teoremini dogrudan
kanitlar. Dersin sonu istatistige (covariance) koprii kurar; lineer cebir blogu kapaniyor, istatistik blogu

basliyor.

26.1 Bu Derste Ne Var?

Bu ders Ders 18’in yarim kalan eyer tartismasini kapatir ve dort sonuca yiiriir: once somut bir Rayleigh
orneginde degerlerin nereden geldigini goriiriiz, ardindan her kritik noktanin bir 6zvektor (degeri bir 6zdeger)
oldugunu okuruz, sonra eyer degerini bir maks-min olarak yazan ilkeyi (Courant-Fischer) kurariz ve son
olarak bu ilkeden interlacing kanitinin nasil diistiigiinti goriiriiz. Kapanista covariance kopriisii agilir.

Dort sonug:

(98]

. Rayleigh ornegi: S = diag(5, 3, 1) i¢in R’nin maks = 5 (6zdeger A, 6zvektor e;), min = 1 (A, e3),

eyer =3 (\y, €5).

Degerler = 6zdeger, yerler = 6zvektor: Rayleigh’in tiim kritik noktalar 6zvektor, degerleri 6zdeger.
Maxmin ilkesi: A, = max (boyut-k alt-uzaylar V') min (z € V') R(z). Eyeri maks-min’e gevirir.
Interlacing kamti: maxmin’den, S perturbe edilince veya bir satir+siitun atilinca 6zdegerlerin neden
icice gectigi diiser.

“...what happens if you have a saddle point or a degenerate minimum?” — Strang, 1:00 (derin
O0grenme motivasyonu)

Kavram haritas1 (Sekil 26.1) dersin omurgasini gosterir: merkezde eyer noktalar1 ve maxmin ilkesi, dallarda
Rayleigh 6rnegi, 6zdeger-6zvektor okumasi, eyer tanimi ve Courant-Fischer’dan interlacing’e giden kanat;
yan diigiimlerde NYU GCN kopriisii ve covariance onizlemesi.
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https://www.youtube.com/watch?v=2K7CvGnebO0

26 Eyer Noktalar: (Devam), Maxmin Ilkesi

NYU koprusu: graf
Eyer noktalari + maxmin Laplacian /
GCN / Fiedler lambda_2

covariance onizleme:
simetrik PSD (Ders 20)

maxmin (Courant-Fischer):
lambda_k = max uzerinden

Rayleigh ornegi diag(5,3,1):
maks 5, min 1, EYER 3

degerler = ozdeger, eyer tanimi:

yerler = ozvektor gradyan 0 + Hessian belirsiz min

maxmin -> interlacing
kaniti
(Ders 15)

Sekil 26.1: Ders 19 kavram haritasi: eyer noktalari ve maxmin ilkesi merkezde; Rayleigh ornegi, ozdeger-
ozvektor okumasi, eyer tanimi, Courant-Fischer maxmin ve interlacing kaniti dallarda; NYU GCN
koprusu ve covariance onizlemesi ayri dugumlerde.

@ Builder Notu — Eyerden Maks-Min’e

* Eyer noktalar1 = derin 6grenmenin merkezi: yiiksek boyutlu kayip ylizeyinde minimumdan
cok eyer var; gradient descent’in (Ders 22) eyerlerden kacisi basarinin anahtari.

* Maxmin (Courant-Fischer) — ara 6zdegerleri optimizasyon diliyle tanimlar; spektral graf
teorisinin (NYU paralel ders, GCN) temeli.

* )\, = Fiedler degeri — graf bolmenin (spektral kiimeleme, Ders 35) anahtari; maxmin ile
karakterize edilir.

* Geriye koprii: Ders 18 (Rayleigh, eyer, KKT), Ders 15 (interlacing), Ders 16 (Weyl), Ders 5
(pozitif taniml1).

26.2 Eyer Noktalari Neden Onemli?

Strang neden eyer noktalarina bu kadar yer ayirdigini aciklar: derin 6grenmenin kalbi, toplam maliyet
fonksiyonunun minimumunu gradient descent ile bulmaktir. Ama yiiksek boyutta her sey minimum degildir.

“...what happens if you have a saddle point or a degenerate minimum?” — Strang, 1:00

Maksimum ve minimumu biliyoruz; eyer noktalar1 daha bulanik. Derin 6grenmenin anlagilmasi giderek
“gradient descent ne iiretiyor, eyerlerde ne oluyor?” sorusuna odaklaniyor. Bu yiizden eyeri netlestirmek
sart.

@ Builder Notu — Kayip Yiizeyinin Cogu Eyer

Yiiksek boyutlu kayip yiizeylerinde kritik noktalarin ezici ¢ogunlugu eyerdir — gercek yerel minimum
nadirdir. ML kopriisii: derin 6grenmenin “neden caligiyor?” gizeminin biiyiik kismi, SGD’nin (Ders 25)
eyerlerden nasil kagtigiyla ilgili; eyer geometrisi optimizasyon teorisinin sicak konusu.
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26.3 Rayleigh Ornegi: S = diag(5, 3, 1)
26.3 Rayleigh Ornegi: S = diag(5, 3, 1)

Somut drnek. Kosegen (dolayisiyla simetrik) bir matris al — her simetrik matris ortogonal degiskene doniis-
tiiriilebileceginden genelligi kaybetmeyiz. z = (u, v, w), 3 boyut:

T Sx B 5u? + 302 + w?
Te w02+ w?

R(x) =
(0) ==
Ug soru: maks, min ve eyer. Maks = 5: tiim agirhg1 u’ya yiikle, z = (1,0,0). Min = 1: her seyi w’ye yiikle,
x = (0,0, 1). Birinci tiirevlerin sifir oldugu ti¢iincii bir nokta daha var mi1? Evet:

max R =5at (1,0,0), minR =1at(0,0,1), saddle R=3at(0,1,0)

Eyer degeri 3, orta noktada (0, 1, 0).

Iki diizlem kesiti bunu gorsellestirir (Sekil 26.2): birim ¢emberi (u, v, 0) diizleminde gezdirirsen R degerleri
[3, 5] arasinda salinr (5 ile 3’iin aras1); (0, v, w) diizleminde ise [1, 3] arasinda. Eyer degeri 3, iki diizlemin
ORTAK degeridir — bir diizlemde maks, digerinde min. Iste eyerin geometrik imzas1 budur.

Rayleigh iki duzlemde: (u,v) kesiti [3,5], (v,w) kesiti [1,3] — eyer 3 ikisinin kesisimi

5.0 - = (u,v,0) diizlemi: 5 ile 3 arasi
= (0,v,w) dUzlemi: 3 ile 1 arasi

— =+ eyer = 3: iki dizlemin ORTAK degeri

4.5 -

4.0 -

3.5-

2.5 -

2.0 -

1.5-

1.0 -

0 1 2 3 4 5 6
theta (birim cember)

Sekil 26.2: Rayleigh iki diizlemde: (u,v) kesiti [3,5], (v,w) kesiti [1,3] — eyer 3 ikisinin kesisimi (maks bir
diizlemde min digerinde)

@ Builder Notu — Once Kosegenlestir Sonra Oku

Rayleigh boliimiinii kosegen S ile incelemek tiim genelligi korur (Ders 18): herhangi simetrik S,
ortogonal bir degisken doniisiimiiyle kosegen héle gelir, R’nin maks/min/eyer yapisi degismez. Bu
“Once kosegenlestir, sonra oku” stratejisi spektral analizin standart ilk hamlesidir.
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26 Eyer Noktalar: (Devam), Maxmin Ilkesi

26.4 Degerler = Ozdeger, Yerler = Ozvektér

Rayleigh boliimiiniin kritik noktalarinin (birinci tiirevin sifir oldugu yerler) tiimii S’ nin 6zvektorleridir; oradaki
degerler 6zdegerlerdir:

“The values there are the eigenvalues. And the places where you reach them are the eigenvectors.”

— Strang, 7:38

Ornekte: maks 5 = Aq (e7), min 1 = A5 (e3), eyer 3 = A, (e,). Rayleigh karmagik bir fonksiyon (tiirevi igin
boliim kurali veya Lagrange carpani gerek), ama sonucu kusursuz: degerler 6zdeger, yerler 6zvektor. Pratik
not: en biiyiik ve en kiicilik 6zvektorii hesaplamak, aradaki (eyer) 6zvektorleri hesaplamaktan genelde cok
daha kolaydir.

Iki diizlem kesiti (Sekil 26.2) bunu da gosterir: tepe deger 5 ile dip deger 1, egrilerin ug noktalarinda (6zvektor
dogrultularinda) okunur; eyer degeri 3 ise iki diizlemin ortak noktasidir.

@ Builder Notu — Uglar Kolay Ara Zor

“Ug 0zdegerler kolay, ara 6zdegerler zor” gercegi sayisal lineer cebirin temel asimetrisidir: power
iteration en biiyiigii bulur, ama A\, yi (Fiedler) bulmak deflation/Lanczos ister. ML kopriisii: spektral
kiimeleme (Ders 35) tam da )\, 0zvektoriine (Fiedler vektorii) ihtiyag duyar — bu yiizden iyi kodlar ve
dikkat gerektirir.

26.5 Eyer = Gradyan 0, Hessian Belirsiz
Eyer noktasi iki kogulla tanimlanir. (1) Birinci tiirevler (gradyan vektorii) sifir:
du’ v’ dw

VR — <8R OR 8R> —0

(2) Ikinci tiirevler — 3 x 3 bir matris (Hessian). Karigik tiirevler esit oldugundan (82R/ oudv =
02 R/0Ov Ou) bu matris simetrik:

RU'LL RU'U Ruw
H = Rvu R'U'U va
R'LUU R'lUU wa

Maksimumda H negatif tanimli, minimumda pozitif tanimli, eyerde belirsiz (karigik isaretli 6zdegerler) —
baz1 yonlerde yukari, bazilarinda asagi.

Ug kritik noktada sayisal Hessian’1 (merkez fark) hesaplayip 6zdegerlerine bakinca isaret deseni netlesir
(Sekil 26.3): maks ¢, de [—8, —4, 0] < 0 (negatif-tamimli), min ¢5’te [0, 4, 8] > 0 (pozitif-tanimh), eyer g, ’de
ise [—4,0, +4] — isaretler karigik. Buradaki 0 6zdeger radyal yondendir: R 6lgekten bagimsiz (0-homojen)
oldugundan o yonde degismez. Siniflandirmay1 yapan tam da bu isaret desenidir.
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26.6 Maxmin Ilkesi (Courant-Fischer)

Hessian kritik noktayi siniflar: maks negatif-tanimli, min pozitif-tanimli, EYER belirsiz (0 = radyal yon, R olcekten bagimsiz)

ql (maks): [-8, -4, 0] <=0 q2 (EYER): [-4, 0, +4] KARISIK q3 (min): [0, 4, 8] >=0
8
7.5+ 7.5+ 7.5-

5.0 - 5.0 - 4 5.0 - 4
2.5 2.5 2.5-

0.0 -
—2.5-

Hessian ozdegeri

-4 —-50-

—-7.5-

l l l l l l l l l
ozdeger 1 ozdeger 2 ozdeger 3 ozdeger 1 ozdeger 2 ozdeger 3 ozdeger 1 ozdeger 2 ozdeger 3

Sekil 26.3: Ug kritik noktanin sayisal Hessian 6zdegerleri (merkez fark). Maksimum (q,) negatif-tanimli
[-8, —4, 0], minimum (q;) pozitif-taniml [0, 4, 8], eyer (q,) ise isaretleri karisik [-4, 0, +4] —
stniflandirmay1 yapan tam da bu isaret deseni.

@ Builder Notu — lsaretler Kritik Noktay1 Siniflar

Hessian’in tanimlilig1 bir kritik noktay1 siniflar: pozitif tanimli = minimum, negatif tanimli = maksimum,
belirsiz = eyer (Ders 5 + Ders 18 pivot/atalet testi). ML kopriisii: ikinci-derece optimizasyon (Newton) ve
eyer-kacig yontemleri Hessian’in 6zdeger isaretlerine bakar; derin ag egitiminde negatif egrilik (negative
curvature) yonleri eyerden ¢ikig kapisidir.

26.6 Maxmin ilkesi (Courant-Fischer)

Eyer icin en giizel fikir: onu bir maksimum-minimum olarak yaz, bdylece maks/min’in kolayligina geri
don.

“...write it as the maximum of a minimum.” — Strang, 10:38

Ikinci 6zdeger ), igin: tiim 2-boyutlu alt-uzaylar V' iizerinde, her V' i¢inde Rayleigh’in minimumunu al,
sonra bu minimumlarin maksimumunu al:

Ay = max min R(z)
dim V=2 04zeV

Genel héli (Courant-Fischer): k’inci 6zdeger, boyut-k alt-uzaylar tizerinde maks-min:

o 2TSx
A, = max min =
dimV=k 0#zcV I X

“...I'm going to take a maximum over two dimensional spaces...” — Strang, 12:08
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26 Eyer Noktalari (Devam), Maxmin Ilkesi

Bu, sayisal olarak dogrudan dogrulanabilir (Sekil 26.5): 2000 rastgele 2B alt-uzayda Rayleigh’in minimumu
hesaplanir; hepsi A\, = 3’iin altinda kalir (max-of-mins 2.999999) ve esitlik yalniz 6zvektor uzayinda
(span{qy, ¢, }) saglanir. Ayn1 ilkenin ayna ikizi minimax’tir (Sekil 26.4, Egz4): n — k + 1 boyutlu rastgele
uzaylarm TUM max degerleri \, = 3’iin iistiinde (min-of-maxs 3.000012); kazanan span{q,, g3 } tam 3.0
Verir.

Minimax ikizi (Egz4): rastgele uzaylarin TUM max degerleri 3 un ustunde
(min-of-maxs 3.000012) — maxmin in ayna simetrisi

200 - lambda_2 = 3 (hicbir V altina inemez)

175 -
150 -

125 - <—— kazanan: span{q2,q3} -> max = 3.0

3.00 3.25 3.50 3.75 4.00 4.25 4.50 4.75 5.00
max R (V icinde)

Sekil 26.4: Minimax ikizi (Egz4): n-k+1 boyutlu rastgele uzaylarin TUM max degerleri lambda_2 = 3 un
ustunde (min-of-maxs 3.000012) — maxmin ilkesinin ayna simetrisi.

@ Builder Notu — Zoru iki Kolaya Bol

Maxmin, eyer noktasini (zor) iki kolay islemin (min, sonra maks) bilesimine indirger — optimizasyonun
klasik “minimax” yapist (Ders 24 oyun teorisi/LP ile akraba). ML kopriisii: GAN’lar (liretici-ay1rict)
tam bir minimax problemidir; robust optimizasyon, adversarial egitim hep maks-min/min-maks dengesi
arar. Courant-Fischer bu yapinin spektral kokenidir.

26.7 Ornek Hesap: A, = 3

Tlkeyi drnekte calistir (S = diag(5, 3, 1), Ay = 3 bekliyoruz). V = span{ey, e, } al, yani (u, v, 0) vektorleri
(w = 0). Bu 2B uzayda Rayleigh:

- 5u? 4 302

T = min = 3 (tum agirlik v)

Bu V i¢in min = 3. Simdi maks: baska bir V' denersek, orn. span{e,, e5} = (0, v, w) vektorleri:
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26.8 Maxmin — Interlacing Kaniti

_ 30?2 + w?

= = mln:1
v2 4+ w?

Bu V’nin minimumu 1 — daha kii¢iik, kazanan degil. Tiim 2B uzaylar iizerinde minimumlarin maksimumu
3’tiir (en iyi segim span{e;, e5}). Yani $ _{2} = $ max-min = 3. v/

Sayisal deney bunu tam onaylar (Sekil 26.5): solda 2000 rastgele 2B alt-uzayin min’leri histogramda hep
Ay = 3’iin altinda toplanir (hi¢bir V' gegemez); sagda iki 6rnek V' — span{e,, €5} min = 3 (kazanan) ile
span{e,, €5 } min = 1 kargilagtirilir.

Courant-Fischer SAYISAL KANIT: 2000 rastgele alt-uzayin TUM min leri lambda_2 = 3 un altinda (max-of-mins 2.999999); esitlik yalniz ozvektor uzayinda

wes |lambda_2 = 3 (hicbir V gecemez) 3.0 ™ S = ——— lambda_2 =3

= 200 - mm span{el,e2}
8 kazanan: span{qgl,q2} -> min = 3.0 birebi m span{e2,e3}
3 175 - 2.5-
S
©
m 150 - —
~N < 2.0-
9] c
o 125+ £
2 >
@ 100 - S 15-
1= c
oS £
2 50-
@©
~ 0.5 -
L 25-
0- 0.0 -

1.00 1.25 1.50 1.75 2.00 2.25 250 2.75 3.00 span{el,e2} span{e2,e3}

min R (V icinde)

Sekil 26.5: Courant-Fischer maxmin SAYISAL KANIT: 2000 rastgele 2B alt-uzayin TUM min degerleri
A, = 3’lin altinda (max-of-mins 2.999999); esitlik yalmz 6zvektor uzayinda. Sagda iki ornek:
span{e,,e,} — min = 3 (kazanan), span{e,,e;} — min = 1.

@ Builder Notu — Kazanan Alt-Uzay Ozvektorlerin

“Dogru alt-uzay1 se¢, minimumu maksimize et” hesabi, maxmin’in neden tam \,’yi verdigini somut-
lagtirir: en iyi 2B uzay, ilk iki 6zvektoriin gerdigi uzaydir ve oradaki min tam A, dir. ML kopriisii: bu,
PCA’nin “en iyi k-boyutlu alt-uzay” karakterizasyonunun (Ders 7 Eckart-Young) 6zdeger ikizidir —
alt-uzay optimizasyonu ve spektral gdmme ayn1 maxmin iskeletini paylagir.

26.8 Maxmin — Interlacing Kaniti

Maxmin ilkesi sadece sik bir tanim degil — Ders 15’in interlacing teoremini dogrudan iiretir:
“...would lead you... very quickly to the interlacing theorem...” — Strang, 11:31
Sezgi: \;, = maxgy;, y_j Min, .y R(x). Simdi S’yi perturbe et (rank-1 ekle) veya bir satir+siitun at (alt-matris,

Ders 15). Kisitlama, alt-uzay secim havuzunu daraltir veya genisletir; ama maks-min bir adim kayar. Ornegin
bir satir+siitun atmak, alt-uzaylar1 bir boyut daha kisitlar — yeni A’lar eski A’larin arasina sikisir:
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26 Eyer Noktalar: (Devam), Maxmin Ilkesi

Ap(S) 2 1, (S-1) 2 Ay (S)

Ciinkii min-iizerinden-max yapisinda bir kisit eklemek degeri ne ¢ok yukari ne ¢ok asag1 oynatabilir — tam
interlacing. Ders 16’ nin Weyl esitsizligi de ayn1 maxmin makinesinden gelir.

Say1 dogrusu iizerinde bu igice gecis agikca goriiniir (Sekil 26.6): 4 X 4 rastgele simetrik bir .S i¢in 6zdegerler
A = [2.886,0.927,—0.812, —1.341], son satir+siitun atilinca elde edilen 3 X 3 alt-matrisin dzdegerleri
p = [2.886,0.311, —1.146] — her 1, tam olarak A, ile A, ; arasma sikigir. 50 rastgele matriste ihlal sayis1
0.

Maxmin -> interlacing: mu lar lambda larin ARASINA sikisir (lambda_k >= mu_k >= lambda_k+1) — 50 rastgele matriste ihlal 0

-1.341 -0.812 0.927 2.886

lambda (S) - @ o [ J [

mu (satir+sutun atilmis) - | | |
-1.146 0.311 2.886
-1 0 1 2 3

Sekil 26.6: Maxmin -> interlacing: satir+sutun atinca mu lar lambda larin ARASINA siksir (lambda_k >=
mu_k >= lambda_k+1) — 50 rastgele matriste ihlal 0.

@ Builder Notu — Bir ilke iki Teorem

Maxmin’in interlacing’i “iicretsiz” liretmesi, dogru soyutlamanin giiciidiir: tek bir ilke (Courant-Fischer)
hem 6zdeger tanimini hem perturbasyon teoremlerini verir. ML kopriisii: NYU paralel dersinin spektral
graf evrigim aglar1 (GCN), graf Laplacian’inin 6zdegerlerini kullanir; bu 6zdegerler maxmin ile tanimla-
nir ve graf degisince (kenar ekle/cikar) interlacing onlarin nasil kayacagini sinirlar — dinamik/giirtltiili
graflarda GCN kararliliginin teorik temeli. NYU H13 GCN (konuk Bresson): graf Laplacian 6zde-
gerleri maxmin ile tanimlanir; A\, = Fiedler degeri spektral kiimelemenin anahtari; interlacing dinamik
graflarda spektrum kararliligini sinirlar.

26.9 Covariance Onizlemesi (Ders 20 Képriisii)
Strang dersin sonunda yeni konuya — istatistik ve covariance matrisine — koprii kurar. Mean ve variance
bilinen kavramlar; siradaki adim covariance (degiskenler arasi iligki). Anahtar gercek:

“...that covariance matrix... will be symmetric positive definite, or semidefinite.” — Strang,
51:36

Covariance matrisi her zaman simetrik ve pozitif yari-tanimlidir (Ders 5). Yari-tanimh (tekil) durum, de-
giskenler tam bagimh oldugunda ortaya ¢ikar (Strang’in benzetmesiyle: “birbirine yapistirilmig paralar’).
Bagimsiz degiskenlerde kdsegen, bagimlilikta kdsegen-dist terimler dolar.
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26.10 Bu Dersin Ozeti

Bunu iki 6rnek gosterir (Sekil 26.7): solda bagimsiz degiskenlerde covariance tam-rank PSD’dir (6zdegerler
[0.53,1.95]), elips iki yone de agilir; sagda “yapistirilmig paralar” (y = 2x) tam bagimliliginda covariance

TEKIL olur (\ v 2v

= 0), elips bir dogruya ¢oker — C' = 9% v

min

] yapist tam bagimliligi kodlar.

Covariance onizlemesi (Ders 20 koépriisii): her cov simetrik PSD; tam bagimlilik = tekil durum
yapistirilmis paralar (y = 2x): cov TEKIL (lambda_min = 0)
8 -

6 -
bagimsiz: cov TAM-RANK (lambda [0.53, 1.95])
2+ 4 -
1- 5.
O -
0 -
_1 -
_2 -
-4 -2 0 2 4
_4 -
_6 _I 1 1 1 1 1 1 1
-3 -2 -1 0 1 2 3 4

Sekil 26.7: Covariance Onizlemesi (Ders 20 kopriisii): bagimsiz degiskenlerde kovaryans matrisi tam-rank
PSD (6zdegerler [0.53, 1.95]); ‘yapistirilmig paralar’ (y = 2x) tam bagimliliinda kovaryans
TEKIL olur (lambda_min = 0). Her kovaryans simetrik ve PSD’dir — bu da Ders 20nin baslangig
noktasidir.

@ Builder Notu — Yapistirilmus Paralar

Covariance matrisinin pozitif yari-tanimli olmasi, tiim bu lineer cebir blogunu istatistige baglar: 6z-
degerleri varyans yonlerini (PCA, Ders 7), pozitif tanimlilig1 gecerli bir olasilik yapisini garanti eder.
ML kopriisii: Gauss dagilimi, Mahalanobis mesafesi, Kalman filtresi (Ders 14) ve PCA hep covariance
matrisinin spektral yapisina dayanir — bir sonraki blok (istatistik — optimizasyon — derin 6grenme)
buradan baslar.

26.10 Bu Dersin Ozeti

* Eyer = derin d@renme: yiiksek boyutta minimumdan ¢ok eyer var; gradient descent’in eyerlerden
kacis1 onemli.

* Rayleigh ornegi: S = diag(5,3,1) - maks 5 (A\y, e;), min 1 (A3, e3), eyer 3 (\,, €5).

* Degerler = 6zdeger, yerler = 6zvektor: Rayleigh’in tiim kritik noktalar1 6zvektor. U¢ 6zdegerler kolay,
ara (eyer) zor.

* Eyer tanimi: gradyan VR = 0 + Hessian belirsiz (karigik isaretli 6zdeger).

 Maxmin (Courant-Fischer): \, = maxg;,_; min, .y R(z). Ornekte $ _{2} = $ max-min = 3.

* Interlacing: maxmin’den diiger — S perturbe/alt-matris olunca 6zdegerler A, (S) > 1 (S,,_1) >
41 (S) arasina sikisir. Weyl de aym kaynaktan.

* Covariance onizleme: simetrik pozitif (yari-)tanimli; yari-tanimli = tam bagimli degiskenler (Ders 20).
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26 Eyer Noktalar: (Devam), Maxmin Ilkesi

! Tek Bir Ciimle

Bir simetrik matrisin aradaki 6zdegerleri Rayleigh boliimiiniin eyer noktalaridir ve maxmin ilkesiyle
($ _{k} = $ boyut-k alt-uzaylar iizerinde maks, alt-uzay icinde min) maks-min olarak yazilabilir — bu
da interlacing teoremini dogrudan kanitlar.

26.11 Kontrol Sorulari

1 Soru 1: S = diag(5, 3, 1) i¢in Rayleigh boliimiiniin maks, min ve eyer degerleri nedir, hangi vektorlerde

Cevap: Maks =5, 2 = (1,0,0) (A, e;); min=1, 2z = (0,0,1) (A5, e3); eyer=3, x = (0,1,0) (\,,
e,). Degerler 6zdegerler, yerler 6zvektorlerdir. Maks tiim agirlig1 en biiyiik kosegene (5), min en kiigiige
(1), eyer ortadakine (3) ylikleyince cikar.

1 Soru 2: Bir kritik noktanin eyer oldugunu Hessian’dan nasil anlarsin

Cevap: Eyerde gradyan V R = 0 (tiim birinci tiirevler sifir) ve Hessian (ikinci tiirev matrisi, simetrik)
belirsizdir — 6zdegerleri karigik isaretli. Minimumda Hessian pozitif tanimli, maksimumda negatif
tanimli; eyerde hem pozitif hem negatif 6zdeger var (baz1 yonde yukari, bazi yonde agagi).

1 Soru 3: Maxmin (Courant-Fischer) ilkesiyle A, nasil yazilir

Cevap: \y = max,_p Ming_,cy R(7): tim 2-boyutlu alt-uzaylar V' iizerinde, her V' iginde Ray-
leigh’in minimumunu al, sonra bu minimumlarin maksimumunu al. Genel olarak $ _{k} = $ boyut-k
alt-uzaylar lizerinde maks, alt-uzay i¢inde min. Eyer degerini iki kolay islemin (min sonra maks)
bilesimine indirger.

1 Soru 4: Maxmin ilkesi interlacing teoremini neden kolayca verir

Cevap: $ _{k} = $ max-min yapisinda bir kisit eklemek (S”yi perturbe etmek veya bir satir+siitun atmak)
alt-uzay se¢im havuzunu daraltir/genisletir; bu, maks-min degerini sadece bir adim oynatabilir — ne ¢ok
yukar1 ne ¢ok agagi. Sonug: yeni 6zdegerler eski 6zdegerlerin arasina sikigir, A, (S) > . (S,,_1) >
A1 (S). Weyl esitsizligi de ayn1 maxmin makinesinden gelir.

26.12 Egzersizler
1. Rayleigh kritik noktalarl. S = diag(6,4,2). R(x)’in maks, min ve eyer degerlerini ve bunlara
kargilik gelen vektorleri yaz. Eyer degeri hangi 6zdeger? (Ipucu: maks 6, min 2, eyer 4 = \,.)
2. 2B minimum. S = diag(6,4,2), V = span{e;, €5} (yani (u, 0, w) vektdrleri). Bu V iizerinde R’nin

minimumunu bul. Maxmin yarisinda bu V' kazanir m1 (A, = 4 igin)? (Ipucu: span{e;, €5} min=2;
kazanmaz.)
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26.13 Sonraki Ders Icin Hazirlik

3. Maxmin dogrulamasi. Egzersiz 2°deki S i¢gin, A, = 4’ii veren kazanan 2B alt-uzay1 bul ve o uzaydaki
minimumun 4 oldugunu goster. (Ipucu: kazanan span{ey, e, }, min =4 = \,.)

4. Minimax dual. Maxmin’in ikizi minimax: A\, = ming /—,, . max, .y R(z). S = diag(5,3,1)
icin \,’yi minimax formuyla (3-boyutta n — k 4+ 1 = 2 boyutlu uzaylar) hesapla; yine 3 ¢iktigini
dogrula. Minimax ikizinin sayisal kaniti (Sekil 26.4): 2000 rastgele 2B uzayin TUM max’lar1 A, = 3’iin
iistiinde (min-of-maxs 3.000012), kazanan span{gs, ¢ } tam 3.0.

5. (Ders 20 habercisi) Bu derste covariance matrisinin simetrik pozitif yari-tanimli oldugunu gordiik. Peki
covariance matrisi tam olarak nasil tanimlanir? Mean’den sapmalarin hangi carpimi? Ne zaman tekil
(yari-tanimli) olur? Bir tahmin yaz — Ders 20 “tanimlar ve esitsizlikler” (covariance, mean, variance)
ile istatistik blogunu agiyor.

26.13 Sonraki Ders icin Hazirlik

Ders 20: Tamimlar ve Esitsizlikler (Mean, Variance, Covariance). Lineer cebir blogu kapandz; istatistik
baghyor. Strang covariance matrisini tanimlar (mean’den sapmalarin dig-¢arpim ortalamasi), pozitif yari-
tanimliligini kanitlar ve temel olasilik esitsizliklerini (Markov, Chebyshev) isler — PCA, Gauss dagilimi ve
gradient descent’in (Ders 22+) istatistiksel temeli.

Ders 20 Oncesi Yapilacak

Bu dersin covariance onizlemesini (Sekil 26.7) gézden gegir: bagimsiz degiskende cov tam-rank, tam
bagimlilikta (“yapistirilmig paralar”, y = 2x) tekil (A, = 0). Ders 20 bu PSD yapisini1 tanimdan
kanitlayacak — lineer cebir blogunun (6zdeger/SVD/eyer/maxmin) istatistige acgilan kapisi buradan
bagliyor.

26.14 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Strang (dk)
Eyer = derin gradient descent eyerden kacis (Ders 22) 1mO00
o0grenme

Rayleigh ornegi S = diag(5, 3, 1): maks 5, min 1, eyer 3 4m05
Degerler = 6zdeger kritik noktalar 6zvektor, degerler 6zdeger 7m38
Eyer tanimi V R = 0 + Hessian belirsiz 8m10
Maxmin Ajp = maxgy, v_p min, .y R(x) 10m38
(Courant-Fischer)

Ornek )\, = 3 span{e;, €5} min = 3 = maks-min 12m08
Maxmin — A(S) = p(Sh_1) = Apya (S) 11m31
interlacing

Covariance onizleme simetrik pozitif (yari-)tanimlt 51m36
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26 Eyer Noktalar: (Devam), Maxmin Ilkesi

26.15 ML Baglantilari Ozeti

Eyer geometrisi: derin ag kayip yiizeyinde minimumdan ¢ok eyer; SGD giiriiltiisii (Ders 25) ve negatif
egrilik yonleri eyerden kagisi saglar.

Maxmin / minimax: GAN (iiretici-ayirici), adversarial/robust egitim hep min-maks dengesi; Courant-
Fischer bu yapinin spektral kokeni.

Spektral graf / GCN (NYU paralel ders): graf Laplacian 6zdegerleri maxmin ile tanimlanir; A,
(Fiedler degeri) graf bolme ve spektral kiimelemenin (Ders 35) anahtari; interlacing graf degisiminde
spektrum kararliligini sinirlar.

PCA Kkopriisii: maxmin “en iyi k-boyutlu alt-uzay” karakterizasyonu = Eckart-Young’in (Ders 7)
0zdeger ikizi; spektral gomme ayni iskelet.

ikinci-derece optimizasyon: Hessian 6zdeger isaretleri (eyer mi minimum mu) Newton ve eyer-kacis
yontemlerinin temeli (Ders 18 pivot/atalet).

Covariance — istatistik blogu: pozitif yari-tanimli covariance (Ders 20), Gauss dagilimi, Kalman
filtresi (Ders 14), PCA — siradaki blok buradan baglar.

Geriye koprii: Ders 18 (Rayleigh, eyer, KKT), Ders 15 (interlacing), Ders 16 (Weyl), Ders 7 (Eckart-
Young), Ders 5 (pozitif taniml).

I Maks-Min Eyeri Cézer, interlacing’i Armagan Eder

“...write it as the maximum of a minimum.” — Strang, 10:38 — Eyer noktasi, dogru alt-uzay
secildiginde bir maks-min’e doniisiir; bu ilke ara 6zdegerleri tanimlar, interlacing’i kanitlar
ve spektral graf yontemlerinin kapisini acar.
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27 Tanimlar ve Esitsizlikler — Mean, Variance, Covariance

Istatistik blogu acilisi: Markov, Chebyshev ve covariance matrisi

1 Boliim bilgisi

Bu ders lineer cebir blogunu kapatip istatistik blogunu acar: Strang’in Ders 20 videosu (=55 dk) ve
OCW Lecture 20 temel alinmigtir. Okuma siiresi =34 dk; 6nkosul Ders 19 (covariance Onizlemesi).

27.1 Bu Derste Ne Var?

Lineer cebir blogu kapandi; istatistik basliyor. Bu ders olasiligin temel tanimlarini (beklenen deger, varyans)
ve iki biiyiik esitsizligi (Markov, Chebyshev) tazeler, sonra covariance matrisine ulagir — derin 6grenmenin
istatistiksel temeli.

Bes sonug:

Beklenen deger: E[z| = > P,x; = m; varyans 0? = E[(x —m)?] = E[z%] — m>.

Markov esitsizligi (z > 0): P(z > a) < ™.

Chebyshev esitsizligi: P(|x —m| > a) < Z—j — Markov’dan y = (z — m)? ile kanitlanr.

Ortak olasiik: bagimsiz (yapismamis) vs bagimli (yapisik) paralar; 3 deney — tensor (3-yollu dizi).
Covariance matrisi: V' = )~ P, (sapma)(sapma) ' ; kdsegen = varyanslar, kdsegen-digi = 0,,,,; ba-
gimsiz — kosegen; simetrik pozitif yari-tanimli.

M

.’,Ey;

“...part of deep learning as we get there.” — Strang, 0:28

Kavram haritasi (Sekil 27.1) dersin akisini gosterir: merkezdeki “istatistik bagliyor” diigiimiinden bes dal
(beklenen deger, varyans, Markov, Chebyshev, ortak olasilik) ¢ikar; Markov, Chebyshev’i besler (kanit oku),
ortak olasilik ise hem tensdre hem covariance matrisine agilir.

@ Builder Notu — Istatistik Blogunun Kapisi

Burasi kitabin ikinci yarisinin baglangici: 19 dersin lineer cebiri artik olasili§a hizmet ediyor. Covariance
matrisi = veri yapis1i — PCA (Ders 7), Mahalanobis mesafesi, Gauss dagilimi, Kalman filtresi (Ders 14)
hep bu simetrik pozitif yari-tanimli matrise dayanir. Markov/Chebyshev = konsantrasyon esitsizlikleri
— ML genelleme sinirlarinin (generalization bounds) atalari; “6rneklem ortalamasi gercek ortalamaya
ne kadar yakin?” sorusunu yanitlar. Tensor — derin 6grenmenin temel veri yapis1 (PyTorch/NumPy
ndarray); 3+ yollu dizi ilk kez burada ¢ikiyor. Geriye koprii: Stat 110 (mean/variance/Markov/Chebyshev
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https://www.youtube.com/watch?v=nrDkb2MAwSA
https://ocw.mit.edu/courses/18-065-matrix-methods-in-data-analysis-signal-processing-and-machine-learning-spring-2018/resources/lecture-20-definitions-and-inequalities/

27 Tanumlar ve Esitsizlikler — Mean, Variance, Covariance

Istatistik basliyor:
tanimlar + esitsizlikler

varyans: ortak olasilik:
Mark =0):
sigma”2 = E[(x-m)"2] = arkov (x >= 0) yapismamis vs yapisik
P(x >=a) <=m/a
E[x"2] - m"2 paralar

beklenen deger:
E[x] = toplam P_i x_i = m

Chebyshev:
P(Ix-m| >=a) <=
sigma”“2/a"2
(Markov dan kanit)

covariance V = agirlikli
3 deney -> TENSOR (2x2x2) ‘ dis-carpim toplami:
simetrik PSD

bagimsiz -> kosegen V

Sekil 27.1: Ders 20 kavram haritasi: “Istatistik basliyor: tanimlar + esitsizlikler” merkezde; beklenen de-
ger E[x], varyans sigma”2, Markov esitsizligi, Chebyshev (Markov dan kanit) ve ortak olasilik
(yapismamis vs yapisik paralar) dallarda; uc deneyin tensore tasmasi, covariance V nin agirlikli
dis-carpim toplami olarak simetrik PSD olusu ve bagimsizligin kosegen V vermesi ayri dugum-
lerde.

— §4.B), Ders 5 (pozitif taniml1), Ders 19 (covariance 6nizleme).

27.2 1. Beklenen Deger (Mean)

Istatistik blogu basliyor — derin 6grenmenin de bir parcasi.
“...part of deep learning as we get there.” — Strang, 0:28

Orneklem ortalamasi (sample mean) veriden hesaplanir; beklenen deger ise olasiliklarla agirlikli ortalamadir.
x degeri P, olasilikla x4, ..., P, olasilikla z,, altyorsa:

Elz] = Pyxy + Pyxg + -+ Pz, =m

E sembolii her yerde kullanilir — pratik bir kisaltma. Genel olarak herhangi bir f(z) fonksiyonunun beklenen
degeri de olasiliklarla agirliklidir:

E[f(x)] = Zpi f(z;)

@ Builder Notu — Riskin Dili E Sembolii

Beklenen deger = olasilik-agirlikli ortalama; 6rneklem ortalamasi bunun veriden tahminidir. ML kopriisii:
bir kayip fonksiyonunun beklenen degerini (risk) minimize etmek istatistiksel 6grenmenin tanimidir;
SGD (Ders 25) bu beklenen degeri mini-batch drneklem ortalamasiyla tahmin eder. F[-] gosterimi tim
makine 6grenmesi teorisinin dili.
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27.3 2. Varyans

27.3 2. Varyans

Varyans, beklenen degerin 6zel bir hali: ortalamadan uzakligin karesinin beklenen degeri:

o? = BEl(x —m)*] = ZR(% —m)?

Kare sart — isaretten bagimsiz bir yayilim ol¢iisii verir. m = ortalama (mean). Varyans, dagilimin ortalama
etrafinda ne kadar sacildigini olger.

Zar:obzesklenen deger m = 3.5, varyans iki formulle ayni (35/12 = 2.917, fark ~ 4e-16)
42 |

iki formul birebir: = 3.5
E[(x-m)"2] = E[x"~2]-m”"2 = 35/12 = 2.917 —_
)
0.20 - R
-
Il
0.15 -
X
%
©
©
0.10 -
0.05 -
000 - 1 [ 1
1 2 3 4 5 6

zar degeri

Sekil 27.2: Zar dagilimi: beklenen deger m = 3.5 ve varyansin iki formiille birebir ayn1 ¢ikis1 (35/12 = 2.917).

@ Builder Notu — Sacilimin Karesi

Varyans = ortalamadan kare-uzakligin ortalamasi. ML kopriisii: bias-variance ayrisimi (model hatasinin
iki kaynag1), gradyan giiriiltiisliniin varyanst (SGD yakinsama hizini belirler), ve PCA’da varyans-
maksimizasyonu — hepsi bu tek tanima dayanir. Yiiksek varyans = asir1-6grenme sinyali.

27.4 3. Varyans icin ikinci Formiil

Kareyi acip yeniden diizenleyerek varyansin ¢ok kullanigli (ve hesaplamasi hizli) ikinci bi¢imi ¢ikar:

0% = Elz?] —m?

“...the expected value of x squared minus m squared. It’s just algebra.” — Strang, 7:56
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27 Tanumlar ve Esitsizlikler — Mean, Variance, Covariance

Ispat lise cebiri: > P,(z; —m)? agilinca Y P,z? —2m . Pz, + m? > P,. Son terimde >_ P, = 1, orta
terimde > P,x; = m, yani —2m - m + m? = —m?. Geriye E[x?] — m? kalr.

Zar ornegi (Sekil 27.2), bu iki formiiliin birebir ayn1 sonucu verdigini sayisal olarak dogrular: m = 3.5, her
iki yoldan 02 = 35/12 ~ 2.917, aradaki fark yalnizca yuvarlama diizeyinde (~ 4 x 10716). m 4 o bandi
(o =~ 1.708) dagilimin ¢ogunu kapsar.

@ Builder Notu — Tek Gegiste Varyans

“Karelerin ortalamasi eksi ortalamanin karesi” formiilii tek geciste (online) varyans hesaplamay1 saglar
— >~ 22 ve 3" x biriktirip sonda birlestir. ML kopriisii: batch normalization ve running statistics (¢alisan
istatistikler) tam bu formiilii kullanir; veri akiginda ortalama ve varyansi tek geciste giinceller.

27.5 4. Markov Esitsizligi

Istatistigin iki biiyiik esitsizliginden ilki Markov’dan (1900’lerin biiyiik Rus olasilikgist):
“And the first one is due to Markov.” — Strang, 8:46

Negatif olmayan ¢iktilar igin (tiim z; > 0), x’in a’dan biiyiik olma olasiligin1 ortalama ile sinirlar:

P(x>a) <

= (@20

a biiyiidiikge olasilik diiger (daha fazlasini istiyoruz). Ornek: m = 1, a=3 — P(z > 3) < 1/3. Ispat sezgisi:
23 Py + 2, Py + -+ < > x; P, = m; tiim terimler negatif olmadiindan ve toplam m oldugundan, “a’y1
asan” kistm m/a’y1 gecemez.

Markov (x >= 0): P(x >= a) <= m/a — sabit dagilimda 200 esik (a) degerinde ihlal 0; esitlik yalniz iki-noktali {0, a} dagiliminda

a taramasi: sinir HEP gercek olasiligin ustunde esitlik durumu: gercek = sinir = 0.4
) —— gercek P(x >= a) 0.5 esitlik: kutle yalniz {0, a} da
175 ——— Markov siniri m/a
1.50 - 0.4
1.25 -
X X
= 1.00- 03
K o
o J o
0.75 0.2
0.50 -
0.25 - —\—\_ 0.1
0.00 -
| | | | | 0 l 0.0 - | |
0.5 1.0 1.5 2.0 2.5 3.0 3.5 gercek P(x >=5) Markov siniri m/5

a

Sekil 27.3: Markov esitsizligi iki yiizii. Sol: dort-noktali dagilimda (m = 0.95) gergek P(x > a) basamak
egrisi (navy) ile Markov simirt m/a (turuncu) — sinir esigin her degerinde gergek olasiligin
iistiinde, aradaki gri bolge sinirin gevsekligi. Sag: esitligin saglandig tek aile — Kkiitle yalniz
{0, a}’da yogunlagirsa (a = 5, P = [0.6, 0.4]) gergek olasilik ile sinir birebir ¢akisir (her ikisi
de 0.40).
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27.6 5. Chebyshev Eysitsizligi

Markov’un iki yiizii (Sekil 27.3): solda sabit bir dort-noktal1 dagilimda esik a, 0.5 — 3.5 boyunca (200
nokta) tarandikca gercek P(z > a) basamak egrisi sinir m/a egrisinin daima altinda kalir — taranan 200
esik degerinin hicbirinde ihlal yok (ihlal sayis1 0). Sagda esitligin saglandigi tek aile gosterilir: kiitle yalniz
{0, a} iki noktasina toplanirsa gergek olasilik sinira dokunur (@ = 5 i¢in her ikisi de 0.40).

@ Builder Notu — Az Varsayim Zayif Sinir

Markov, en az varsayimla (sadece x > 0) en zayif ama en genel sinir1 verir. ML kopriisii: konsantrasyon
esitsizliklerinin (concentration inequalities) atasi; genelleme simirlari, PAC 6grenme ve “kotii olay”
olasiliklarini sinirlamak hep Markov-tipi argiimanla baglar. Gauss gibi negatif deger alan dagilimlara
uygulanamaz — sinir1 orada Chebyshev devralir.

27.6 5. Chebyshev Esitsizligi

Ikinci biiyiik esitsizlik Chebyshev’den (dénemin diger biiyiik Rus olasilik¢is1). Markov’un z > 0 varsayimini
yapmaz:

“Chebyshev is the other great Russian probabilist of the time.” — Strang, 21:37

Ortalamadan uzakhg (her iki yone) sinirlar — varyans devreye girer:

\V)

g
P(lz —m| 2 a) < —

Zekice olan: ispat dogrudan Markov’dan gelir.
“...the proof of Chebyshev comes directly from Markov.” — Strang, 25:05

Yeni bir ¢ikt: tanimla: y = (z — m)? (negatif olmayan! ayni olasiliklarla). Markov’u y’ye uygula: P(y >
a?) < Ely]/a® = 0% /a®. Amay > a? demek |z — m| > a demektir. Sonug Chebyshev.

Kamit gorseli (Sekil 27.4) tam da bu hamleyi gosterir: solda Chebyshev siir1 02 /a? (turuncu) ile “Markov’u
y = (z —m)?’ye uygula” egrisi (teal kesik) birebir cakisir — sayisal tanik 1.6933 = 1.6933. Sagda standart
normal i¢in Chebyshev siniri isler: gercek P(|z| > 2) ~ 0.045, siir 0.25 (yaklasik 5,5 kat gevsek). Bu
gevseklik bedel: Markov negatif degerli Gauss’a uygulanamaz, ama Chebyshev her dagilima uygulanir.

@ Builder Notu — Markov’u Kareye Uygula

Chebyshev mutlak deger/uzaklik ile ¢alisir, yani isaretsiz — varyans temelli. “Markov’u (x — m)?’ye
uygula” hamlesi, negatif-olmayan bir doniisiim bulup genel bir esitsizligi 6zelden tiiretmenin klasik
ornegi. ML kopriisii: biiylik sayilar yasasinin (LLN) niceliksel hali; 6rneklem ortalamasinin gercek
ortalamaya yakinsama hizini (1/n) Chebyshev verir — SGD’nin neden ise yaradiginin temeli.
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27 Tanumlar ve Esitsizlikler — Mean, Variance, Covariance

Chebyshev = Markov un (x-m)~2 ye uygulanmasi: iki sinir egrisi BIREBIR cakisir (1.6933 = 1.6933)

Sol: iki sinir egrisi cakisir (kanit) Sag: Gauss ta sinir gevsek ama evrensel
\
2.00 \ —— gercek P(|x-m| >= a) 0.40 - gerCEka(IEI>=2) =0.045
. 7 \ . ~ ~ vs Chebyshev 0.25
\ Chebyshev sngmi 2/a~2 . . 0.35 - | (5.5 kat gevsek ama
1.75 - \ -~ Markov(y=(x-m)~2) — AYNI egri (kanit) DAGILIM-BAGIMSIZ)
\ ]
L« 1.50- \ 0.30
£ \ ~ ]
5 1.25 - \ 3 0.25
= \ 5
= 1.00- \, 020
© N\ >
© 0.75 - N 0.15 -

' N
0.50 - —l N 0.10 -
~~~
0.00- | | | | . ; ; 0.00 - . ! . ! .
05 1.0 15 20 25 30 35 40 -4 -2 0 2 4
esik a X

Sekil 27.4: Chebyshev = Markov’un (z — m)?’ye uygulanmasi: gercek kuyruk (navy basamak) iki sinirin
altinda kalir; Chebyshev 02 /a? (turuncu) ile Markov(y = (2 —m)?) egrisi (teal kesik) BIREBIR
cakigir — kanitin kendisi. Sagda standart normalde gergek P(|z| > 2) = 0,045, Chebyshev
siir1 0,25 (5,5 kat gevsek ama dagilim-bagimsiz).

27.7 6. Ortak Olasilik: Yapismamis ve Yapisik Paralar

Covariance’a gecmeden once ortak olasilik (joint probability). ki para at; sonuglar bir 2x2 matriste topla.
Yapismamis (bagimsiz) paralar: her kombinasyon esit olasilikli:

.

Yapisik (tam bagimli) paralar: biri yazi1 gelirse digeri de yazi; sadece YY veya TT miimkiin:

12 0
Pglued - |: 0 1/2:|

Bir paranin sonucunu bilmek digeri hakkinda: bagimsizda higbir sey, bagimlida her seyi soyler. U¢ deney (iig
para) yaparsan, ortak olasiliklar artik bir matrise sigmaz — ii¢ indis gerekir:

“...we’re seeing for the first time a tensor.” — Strang, 37:56

Ug para — 2x2x2 bir tensor (8 girdi); bagimsizsa her biri 1/8. Tensor = ¢ok-yollu matris (satir, siitun,
katman).

Iki para matrisi ile ilk tensor (Sekil 27.5): solda yapismamus paralarin dort hiicresi de 1/4, ortada yapigik
paralarda kiitle yalniz YY/TT kosegeninde (her biri 1/2), sagda li¢ para i¢in 2x2x2 tensor iki katman olarak
gosterilir (her hiicre 1/8).
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27.8 7. Covariance Matrisi

Ortak olasilik: bagimsizda bilgi yok, yapisikta tam bilgi; uc deney matrise sigmaz -> ILK TENSOR
yapismamis (bagimsiz): hepsi 1/4 yapisik: yalniz YY ve TT

3 para -> 2x2x2 tensor (iki katman; hepsi 1/8)

0.25 0.25 0.00

0.125 0.125 0.125 0.125

0.125 0.125 0.125 0.125
0.25 0.25

Sekil 27.5: Ortak olasilik matrisleri ve ilk tensor: yapismamis (bagimsiz) paralarda dort hiicre de 1/4, yapisik
paralarda kiitle yalniz YY ve TT kosegeninde (her biri 1/2), ii¢c paranin deneyi ise artik matrise
sigmaz ve 2x2x?2 tensore tagar (her hiicre 1/8).

@ Builder Notu — Kosegen-Dist Bagimhilik Kodlar

Ortak olasilik matrisinin kosegen-dig1 yapis1 bagimliligi kodlar: bagimsiz = kosegen-baskin degil,
esit dagilim; bagimlh = sifirlar belirir. ML kopriisii: tensor derin 6grenmenin temel veri yapisidir
(PyTorch/NumPy ndarray) — bir goriintii batch’i 4-yollu tensordiir (batchxkanalxyiikseklikxgenislik).
Strang’1n “ilk kez tensor goriiyoruz” ani, lineer cebirden ¢ok-boyutlu dizilere gecisin kapisi.

27.8 7. Covariance Matrisi

Giniin varis noktasi:
“...what is the covariance matrix?” — Strang, 42:37

Iki deney ayni anda kosar (deney 1 — x, deney 2 — y). Tiim olas1 (z;, yj) ¢iftleri iizerinde, ortak olasihk P
ile agirlikli, sapmalarin dis-carpim (kolon x satir):

Ty — My

Tki deney — 2x2 matris. (1,1) girdisi: (2 — m,)? agirhkli toplam = x’in varyansi o'2. (2,2): 05. Kosegen-dist
(1,2) = (2,1): kovaryans Oy (simetrik):

2
g g
\Va x Ty
|:0' 0'2 :|
Y Y

Kosegen = ayr1 ayr1 varyanslar, kosegen-disi = degiskenler arasi iligki. Dig-carpim yapisi (Ders 1) covariance’
dogal olarak simetrik kilar.

Covariance’n yapist (Sekil 27.6): solda bagimsiz paralarda V' = diag(1/4,1/4) (késegen, o, = 0), ortada
yapisik paralarda V’nin tiim girdileri 1/4 oldugundan determinant sifir — tekil/yari-tanimli. Sagda 20 rastgele
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27 Tanumlar ve Esitsizlikler — Mean, Variance, Covariance

Covariance = olasilik-agirhikh dis-carpim toplami -> HER ZAMAN simetrik PSD; badimsiz késegen, tam bagimli tekil

bagimsiz: V = diag(1/4, 1/4) yapisik: TEKIL (det = 0)
7 ®
[ ]
‘ ’.
6-
0.25 0.25 L AP
X 5=
£ ° “‘ o
rul 4 -
2
£ 3-
©
0.25 0.25 2-
1- tekil sinir (yapisik)
e
0.00 025 050 075 1.00 125
lambda_min

Sekil 27.6: Covariance = olasilik-agirlikli dig-carpim toplami: SOL bagimsiz paralarda V = diag(1/4, 1/4)
(kosegen, o_xy = 0); ORTA yapisik paralarda V = [[1/4,1/4],[1/4,1/4]] tekil (det = 0, yari-tanimli);
SAG 20 rastgele ortak dagilimin V 6zdeger cifti hep A_min > 0 bolgesinde (PSD), yapisik paranin
noktas1 (0, 0.5) tam tekil sinirda. V her zaman simetrik ve PSD.

ortak dagilimin dzdeger giftleri (A, Apax) daima A, > 0 bolgesinde (en kiigiigii 0.92), yapisik paranin
noktas1 (0, 0.5) tam tekil sinirda.

@ Builder Notu — Dis-Carpimlarin Agirlikli Toplami

Covariance matrisi = dig-carpimlarin olasilik-agirlikli toplami (Ders 1 uv " deseni). Kosegen-digt terimler
degiskenlerin birlikte nasil degistigini sdyler. ML kopriisii: veri matrisi A icin (1/n) A" A merkezlenmis
covariance’tir; 6zvektorleri ana bilegenler (PCA, Ders 7), 6zdegerleri varyans miktarlari. Gauss dagilima,
Mahalanobis mesafesi ve LDA hep V’ye dayanir.

27.9 8. Pozitif Yari-Tanimli ve Bagimsizlik

Dis-¢arpim toplami oldugundan covariance matrisi her zaman simetrik pozitif yari-tammmhdir (Ders 5):
her sapma-dig-¢arpimi pozitif yari-tanimli, toplamlari da dyle. Bagimsiz (yapismamis) deneylerde kovaryans

sifirdir:

“...in that case, those are 0.” — Strang, 52:10

: o2 0
independent = o, =0 = V = 0 o2
y

Bagimsizlikta V kosegen — sadece ayr1 varyanslar. Tam bagimlilikta (yapisik) V tekildir (pozitif yari-tanimli,
det = 0). Ek not: ortak olasiliklar1 bir indis iizerinden toplamak (Zi P; ;= Pj) marjinal olasiliklar1 verir.
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27.10 Bu Dersin Ozeti

@ Builder Notu — Sifir Ozdeger Tam Bagimhilik

“Bagimsiz — kosegen covariance” ve “tam bagimli — tekil (yari-tanimli1)” ayrimi, covariance’in 6z-
degerlerinin bagimlilik yapisim1 okudugunu gosterir: sifir 6zdeger = miikemmel dogrusal bagimlilik.
ML képriisii: ¢oklu-dogrusallik (multicollinearity) tam budur — neredeyse-tekil covariance regresyonu
kararsiz kilar (Ders 10 kondisyon); PCA bu yonde varyansi sifira yakin bilesenleri atar.

27.10 Bu Dersin Ozeti

* Beklenen deger: E[z] = > P,x, = m; genel olarak E[f(x)] = >_ P, f(x;).

s Varyans: 02 = E[(z —m)?] = E[2%] — m? (ikinci formiil tek gegiste hesaplanir).

* Markov (x > 0): P(z > a) < m/a. En genel, en zayif sinir.

s Chebyshev: P(|x —m| > a) < 0% /a?; Markov’u y = (z — m)?’ye uygulayarak kanitlanir.

* Ortak olasihik: bagimsiz (kdsegen-disi bilgi yok) vs bagimli; 3 deney — tensor (2x2x2).

* Covariance matrisi: V' =} P, (sapma)(sapma) ' ; kosegen = varyanslar, kosegen-digi =
rik pozitif yari-tanimli.

* Bagimsizhk — kosegen V (0, = 0); tam bagimhilik — tekil V.

2y’ Simet-

I Tek Bir Ciimle

Beklenen deger ve varyans olasihigin temel 6lgiileridir; Markov (P(x > a) < m/a) ve Chebyshev
(P(Jz —m| > a) < 0% /a?) sapmalart siirlar; covariance matrisi ise degiskenler arast iligkiyi simetrik
pozitif yari-tanimli bir matris olarak kodlar (kdsegen = varyans, kosegen-disi = kovaryans).

27.11 Kontrol Sorulari

1 Soru 1: Varyansin iki formiilii nedir ve ikincisi neden hesaplama agisindan kullanigli?

0% = E[(x—m)?] (sapma-kare ortalamas1) ve 02 = E[x?]—m? (karelerin ortalamas1 eksi ortalamanin
karesi). Tkincisi kullaniglt ¢iinkii > 22 ve Y 2’i tek veri gegisinde biriktirip sonda birlestirirsin —
online/running varyans hesab. Ispati lise cebiri: kareyi agip > P, = 1 ve Y P,x;, = m kullan.

1 Soru 2: Markov ve Chebyshev esitsizlikleri arasindaki fark nedir, ve Chebyshev nasil kanitlanir?

Markov yalniz x > 0 i¢gin gegerli: P(x > a) < m/a. Chebyshev bu varsayimi yapmaz; ortalamadan
uzaklig1 (her iki yon) smirlar: P(|z — m| > a) < 02/a®. Chebyshev, Markov’u negatif-olmayan
yeni degisken y = (x — m)?’ye uygulayarak kanitlamir: P(y > a?) < Ely|/a® = 02/a?, ve
y>a?<s|z—m|>a
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27 Tanumlar ve Esitsizlikler — Mean, Variance, Covariance

1 Soru 3: iki yazi-tura i¢in yapismamis (bagimsiz) ve yapisik (bagimli) ortak olasilik matrisleri nasil
farklidir?

Yapigsmamus: dort kombinasyon (Y'Y, YT, TY, TT) esit olasilikli, her biri 1/4 — kosegen-dis1 doludur,
bilgi bagimsiz. Yapisik: paralar birlikte hareket eder, sadece YY ve TT miimkiin (her biri 1/2), YT ve
TY sifir — sadece kosegen dolu. Bir paranin sonucu, bagimsizda digeri hakkinda higbir sey, bagimlida
her seyi soyler.

1 Soru 4: Covariance matrisi V neden simetrik pozitif yari-tanimlidir ve kosegen-dist sifir ne anlama
gelir?

V =) P, (sapma) (sapma) ", yani pozitif yari-tamimh dis-carpimlarin olastlik-agirlikli toplami (Ders
5) — dolayisiyla simetrik pozitif yari-tanimli. Késegende varyanslar (O':%, 02), kosegen-disinda kovaryans
04, bulunur. Késegen-dist sifir (o, = 0) degigkenlerin bagimsiz/iligkisiz oldugu anlamina gelir; V
kosegen matris olur.

27.12 Egzersizler

1. iki formiil. Bir zar (1-6, esit olasilik 1/6) i¢in E[x] = m’yi ve hem 0?> = E[(z — m)?] hem

0% = E[z%] — m? ile varyansi hesapla; ayni ¢iktigini goster.
2. Markov smir1. Ortalamasi m = 2 olan negatif-olmayan bir x i¢cin P(z > 8) en fazla kag olabilir?
Markov sinir1 gevsek mi sik1 mi1, yorumla.

3. Chebyshev sinir1. m = 0, 6 = 1 olan bir degisken i¢in P(|z| > 2) Chebyshev’e gore en fazla kagtir?
(Gauss’ta gergek degerle karsilastir: ~0.046.)

4. Covariance hesabi. Yapigik paralar (YY: 172, TT: 1/2; Y=1, T=0). x ve y i¢cinm, = m, =1 /2. Toy
kovaryansini hesapla; o2 ile kargilastir. V matrisi tekil mi?

5. (Ders 21 habercisi) Bu derste beklenen deger/varyans gordiik; bunlar bir kayip fonksiyonunun “orta-
lama” davranigini tanimlar. Peki bir fonksiyonun minimumunu adim adim nasil buluruz? Tiirev sifir
oldugunda mi, yoksa iteratif inigle mi? Bir tahmin yaz — Ders 21 “bir fonksiyonu adim adim minimize
etmek” (Newton, gradient descent girisi) ile optimizasyon blogunu agiyor.

27.13 Sonraki Ders icin Hazirlik

Ders 21: Bir Fonksiyonu Adim Adim Minimize Etmek. Istatistikten optimizasyona gecis: bir maliyet
fonksiyonunun minimumunu nasil buluruz? Strang Newton yontemini (ikinci-derece, hizli ama Hessian
gerektirir) ve gradient descent’in (birinci-derece, 6l¢eklenebilir) temelini kurar — derin 6grenme egitiminin
(Ders 22+) ¢ekirdek algoritmasi.
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27.14 Anahtar Kavramlar (Cheat Sheet)

Lineer cebirden optimizasyona

Bu ders istatistik blogunun kapisiydi: beklenen deger, varyans, iki esitsizlik ve covariance matrisi.
Siradaki blok optimizasyon — kayip fonksiyonlarin1 minimize etme. Ders 21’e gelmeden 6nce gradyan
(gradient) ve tiirev kavramlarin1 gézden gecir; gradient descent’in tek satir1 “negatif gradyan yoniinde

adim at” olsa da arkasindaki sezgi tiim derin 6grenme egitiminin temeli.

27.14 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Strang (dk)
Istatistik bashyor olasilik = derin 6grenmenin parcast Om28
Beklenen deger Elz] => Pz, =m 0m28
Varyans 0? = E[(x —m)?] = E[z%] —m? 7m56
Markov esitsizligi P(x >a) <m/a(z>0) 8m46
Chebyshev esitsizligi  P(|]z —m| > a) < 0?/a? 21m37
Chebyshev kaniti Markov’u y = (z — m)?’ye uygula 25m05
Ortak olasilik / bagimsiz vs bagimli; 3 deney — 2x2x2 37m56
tensor tensor
Covariance matrisi V= P, (sapma)(sapma) " ; simetrik 42m37
PYT
Bagimsiz — kosegen o, =0 =V kisegen 52m10

27.15 ML Baglantilar Ozeti

* Risk minimizasyonu: beklenen kayip E[loss| minimize etmek = istatistiksel 6grenme; SGD (Ders 25)
bunu mini-batch 6rneklem ortalamasiyla tahmin eder.

» Konsantrasyon esitsizlikleri: Markov/Chebyshev — genelleme sinirlari, PAC 6grenme; “6rneklem
ortalamasi gercek ortalamaya ne kadar yakin?”’ (LLN’in niceliksel hali).

» Covariance / PCA: veri matrisi A — (1/n)A" A covariance; 6zvektorleri ana bilesenler (Ders 7),
Ozdegerleri varyanslar; Gauss, Mahalanobis, LDA.

* Tensor: derin 6grenmenin temel veri yapisi (batchxkanalxHxW); cok-yollu dizi ilk kez burada.

+ Batch normalization: F[z?] — m? formiilii running statistics ile tek gegiste ortalama/varyans.

* Coklu-dogrusallik: tekil (yari-tanimli) covariance — kararsiz regresyon (Ders 10 kondisyon); PCA
sifira yakin varyansi atar.

* Geriye koprii: Stat 110 §4.B (mean/variance/Markov/Chebyshev/covariance), Ders 5 (pozitif yari-
tanimli), Ders 7 (PCA), Ders 14 (Kalman covariance), Ders 19 (covariance 6nizleme).

LLN’in niceliksel yiizii (Sekil 27.7): érneklem ortalamasinin standart sapmasi teorik o /+/n egrisini birebir
takip eder (MC/teorik oranlar1 0.97-1.04 bandinda); n 100 kat artinca std 10 kat diiser (std(10)/std(1000) =
9.77 = 10). Bu, Chebyshev’in “Orneklem ortalamasi gercek ortalamaya yakinsar” vaadinin sayisal kanit1 ve
SGD’nin neden ¢aligtiginin istatistiksel temeli.
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27 Tanumlar ve Esitsizlikler — Mean, Variance, Covariance

Chebyshev/LLN niceliksel: 6rneklem ortalamasi sapmasi sigma/karekdk(n) gibi duser (MC/teorik oranlari 0.97-1.04) — SGD'nin istatistiksel temeli

-@- MC std(6rneklem ort.) — 2000 tekrar
= = teorik sigma/karekdk(n)

1071 -

std (log)

10t 102 103 104
n (log)

Sekil 27.7: Chebyshev/LLN niceliksel: n 6rnekli drneklem ortalamasinin std’si teorik o /+/n egrisini birebir
takip eder (MC/teorik oranlar1 0.97-1.04 bandinda). n 10 kat artinca std v/ 10 ~ 3.16 kat diiser —
std(10)/std(1000) = 9.77 = 10. Bu, SGD’nin neden calistiginin istatistiksel temelidir: daha ¢ok

ornek — daha az giiriiltii.

| Istatistik, lineer cebirin iizerine kurulur
“...part of deep learning as we get there.” — Strang, 0:28

Covariance bir matristir, 6zdegerleri varyans yonlerini verir; beklenen deger ve varyans olasiligin iki
temel ol¢iisii, Markov ve Chebyshev sapmalari sinirlayan iki biiyiik esitsizliktir. Bu blok lineer cebir
ile optimizasyon ve derin 6grenme arasindaki koprii: covariance PCA’ya, konsantrasyon esitsizlikleri
genelleme sinirlarina, tensor ise derin 6grenmenin temel veri yapisina acilir.
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28 Bir Fonksiyonu Adim Adim Minimize Etmek

Taylor serisi, Newton yontemi, yakinsama hizlar1 ve konvekslik

1 Boliim bilgisi

Bu ders optimizasyon blogunu (Part 6) acar — derin 6grenmenin kalbindeki “bir fonksiyonu adim
adim kiigtilt” fikrini Taylor serisi, Newton yontemi ve konvekslik iicliisiiyle kurar: Strang’in Ders 21
videosu (=54 dk) ve OCW Lecture 21 temel alinmistir. Okuma siiresi =34 dk; onkosul Ders 20 (istatistik
blogu).

28.1 Bu Derste Ne Var?

Lineer cebir ve istatistik bloklarindan sonra sira bir sayiy1 kiiciiltmeye geliyor: bir maliyet fonksiyonu
verildiginde, onu en kiiclikleyen noktay1 adim adim nasil arariz? Cevap her seferinde ayni: bulundugun
noktada fonksiyonu Taylor serisiyle yaklagikla, o yaklasgimin minimumuna atla, tekrar et. Bu derste o dongiiniin
araclarini (gradyan, Hessian, Jacobian), iki ana yontemini (Newton ve steepest descent) ve sonucu garanti
eden geometrik kosulu (konvekslik) goriiyoruz.

Bes sonug:

1. Taylor serisi (3 terim): F(z + Az) ~ F(z) + (Az)T"VF + 1 (Az)TH(Az); VF gradyan, H
Hessian (simetrik, n? ikinci tiirev).

Jacobian: vektor fonksiyon f i¢in birinci tiirev matrisi J; gradyanin Jacobian’1 = Hessian.

Newton yontemi: f = Oi¢inz, =z — J~! f; minimizasyon igin T, =x— H-'VF.
Yakinsama: Newton kuadratik (hata karelenir, cok hizl); steepest descent linear (hata x sabit < 1).
Konvekslik: konveks kiime (iki nokta arasi ¢izgi kiimede kalir), konveks fonksiyon (grafik {istii =
konveks kiime); kesisim konveks, max konveks ama min degil.

AN

“Convexity is the key word for these problems.” — Strang, 32:49

Sekil 28.1 dersin iskeletini gosterir: merkezdeki “adim adim minimize et” fikri Taylor’dan Newton’a, oradan
yakinsama hizlarina ve konvekslige dallanir; Ders 22’ nin gradient descent’i ise yakinsama dalindan ¢ikan
koprii diigiimiidiir.
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https://www.youtube.com/watch?v=nvXRJIBOREc
https://www.youtube.com/watch?v=nvXRJIBOREc
https://ocw.mit.edu/courses/18-065-matrix-methods-in-data-analysis-signal-processing-and-machine-learning-spring-2018/resources/lecture-21-minimizing-a-function-step-by-step/

28 Bir Fonksiyonu Adim Adim Minimize Etmek

Adim adim minimize et

Newton: yakinsama: Taylor 3 terim:

x+ =X - J*-1 f (kok) Newton KUADRATIK, F + dx"T grad + (1/2) dx"T
X+ = X - H*-1 grad (min) descent LINEAR H dx

gradyan (n turev) vs
Hessian (n"2/2 turev --
derin ogrenmede
erisilemez)

Ders 22: gradient descent

Jacobian:
gradyanin J si = Hessian

konvekslik = anahtar
kelime:
kase + tek minimum

kesisim konveks;
max konveks, min degil

Sekil 28.1: Ders 21 kavram haritasi: “Adim adim minimize et” merkezde; Taylor uc terim (F + dx"T grad +
yari dx*T H dx), gradyan (n turev) vs Hessian (n"2/2 turev, derin ogrenmede erisilemez), Jacobian
(gradyanin J si = Hessian), Newton iterasyonu (kok icin x - JA-1 f, min icin x - H*-1 grad) ve
yakinsama (Newton kuadratik, descent linear) dallarda; konvekslik = kase + tek minimum anahtar
kelimesi, kesisim konveks ama max-konveks-min-degil notu ve Ders 22 gradient descent kopru
dugumu ayri.
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28.2 Taylor Serisi: Gradyan ve Hessian

@ Builder Notu — Optimizasyonun Alet Cantasi

Bu dersin her satir1 tek bir dongiiniin parcasidir: yaklasikla — ¢6z — tekrarla. Taylor serisi yaklagimi1
verir, gradyan/Hessian onun katsayilaridir, Newton ve steepest descent ¢cozme stratejileridir, konvekslik
ise “bu dongii gercekten dibe varir m1?” sorusunun cevabidir. Derin 6grenmenin tiim egitim mekanizmasi
bu alet cantasinin birinci-derece (gradyan) kdsesinde yasar — Hessian milyar parametrede erisilemez
oldugu icin.

28.2 Taylor Serisi: Gradyan ve Hessian

Optimizasyon, bir fonksiyonun yerel davranigini yaklagikla baslar.
“...three terms of a Taylor series?” — Strang, 1:44

Tek degiskende klasik ii¢-terim Taylor’1 cok degiskene tasi. x = (z, ..., x,,), Ax bir vektor:

F(z+ Az) ~ F(z) + (Az)TVF + 1(A2)TH (Az)

Lineer terimde gradyan V F' (n kismi tiirev vektorii); kuadratik terimde Hessian H (ikinci tiirev matrisi):

2
VF:<8F 8F)’ I 0°F

oxr,’ " Ox, ik Ox; Oy,

“...The Hessian, Hessian matrix.” — Strang, 5:19

Hessian simetriktir (karisik tiirevler esit, Ders 16). n biiyiikse gradyan n tiirev, Hessian ~ %nz tiirev ister

— bu yiizden derin 6grenmede Hessian “erisilemez”, sadece gradyan hesaplanir (otomatik tiirev/backprop
ile).

Sekil 28.2 bu ii¢ terimi tek bir kesit iizerinde iist {iste koyar: sabit terim noktayi, lineer terim (teget) egimi,
kuadratik terim (parabol) egriligi yakalar; kuadratik yaklagim en genig aralikta gercek fonksiyona yapisir.

@ Builder Notu — Lineer Terim Ucuz Kuadratik Pahali

Ucg-terim Taylor optimizasyonun tiim algoritmalarmin temelidir: lineer terim (gradyan) — gradient
descent, kuadratik terim (Hessian) — Newton. Maliyet asimetrisi belirleyicidir: gradyan n tiirev (ucuz),
Hessian ~ %n2 tiirev (pahali). ML kopriisii: n? Hessian milyar-parametreli modellerde imkansiz; bu
ylizden pratik derin 6grenme birinci-derece (gradyan) kalir, Hessian’a yaklasimlar (L-BFGS, K-FAC)
kullanir.
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28 Bir Fonksiyonu Adim Adim Minimize Etmek

Taylor U¢ terim: kuadratik yaklasim en genis aralikta yapisir (dx yariya inince hata ~8 kat dliser — kubik artik)

m— gercek F

7 - === 1 terim (sabit)
— 2 terim (teget)

6 - = 3 terim (kuadratik)

5 -

4 -

3 -

2 -

1 -

O -

-1.5 -1.0 -0.5 0.0 0.5 1.0 1.5
t (kesit parametresi)

Sekil 28.2: Taylor ii¢ terim: sabit < teget (gradyan) < kuadratik (Hessian) — kuadratik yaklagim en genis
aralikta yapisir. F'(z) = 2% + 223 + 121 + 2, x, fonksiyonunun z, = (0.7, —0.4) noktasindan
d = (1,1)/+/2 yonlii 1B kesiti. 1 terim (sabit) noktay1, 2 terim (teget dogru) egimi, 3 terim
(parabol) egriligi yakalar; Ax yariya inince kuadratik yaklagimin hatas1 ~8 kat diiser (kiibik artik).

28.3 Jacobian: Vektér Fonksiyonun Tirevi

Skaler F' yerine vektor fonksiyon f = (f, ..., f,,) (n fonksiyon, n degigsken). Onun Taylor a¢ilimu:

flz+ Az) ~ f(x) + J (Az)
Buradaki birinci-tiirev matrisi Jacobian .J:

“...I'm looking for the Jacobian.” — Strang, 8:56

of

J., =
BT Oxy

J

Onemli paralellik: f, gradyan V F"ye karsilik gelir (ikisi de n fonksiyon/n degisken). Dolayisiyla grad-
yanin Jacobian’1 = Hessian (birinci tiirevin birinci tiirevi = ikinci tiirev). Bu, skaler ve vektor diinyalar1
birbirine baglar — sayisal tanik olarak gradyanin Jacobian’1 ile dogrudan Hessian arasindaki fark merkez-fark
hassasiyetinde maxdiff ~1e-4 diizeyinde kalir.

Sekil 28.7 (Egzersizler boliimiinde) bu 6zdesligin somut bir Hessian 6rnegini gosterir: simetrik ama belirsiz
bir H, “gradyanin Jacobian’1 = Hessian” zincirinin sonunda konvekslik testine baglanir.
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28.4 Newton Yontemi: f= 0 Cozmek

@ Builder Notu — Katman Katman Jacobian

Jacobian = ¢ok-girisli cok-cikiglt bir fonksiyonun tiirev matrisi; “gradyanin Jacobian’t Hessian’dir”
0zdesligi skaler/vektor kalkiiliisii birlestirir. ML kopriisii: backprop (Ders 27) tam bir Jacobian-carpimi
zinciridir — her katman bir Jacobian, zincir kurali bunlar1 carpar. PyTorch’un autograd’1 Jacobian-vektor
carpimlart (JVP/VIJP) hesaplar.

28.4 Newton Yéntemi: f = 0 C6zmek

n denklem n bilinmeyenli f(x) = 0 sistemini ¢6z.
“...I'll start with Newton’s method...” — Strang, 10:59

Taylor’in lineer kismin1 kullan: yeni nokta ., ,’de f sifir olsun istiyoruz.

0= f(zy) + J(zp) (Tp1 — p)

Az’i¢oz: xy, — xp, = —J ! f(x},). Yani Newton iterasyonu:

Tpq = xp, — J ()7 fay)

Her adimda Jacobian’1 (mevcut noktada) ters cevir, f ile ¢arp, ¢ikar. 18.02’de nadiren 6gretilir ama gradyan
ve Jacobian’in biiyiik uygulamasidir.

Sekil 28.3 sol paneli bu geometriyi gosterir: bir parabolde teget dogrusunu ¢oziip onun z-kesisimine atlamak;
sag panel ise hatamin her adimda nasil karelendigini tagir (sonraki boliimdeki V9 érneginin tamg).

@ Builder Notu — Lineerlestir C6z Tekrarla

Newton = “lineerlestir, ¢6z, tekrarla.” Her adimda fonksiyonu teget dogrusuyla degistirir. ML kop-
riisii: Newton ikinci-derece optimizasyonun temeli; tam Hessian/Jacobian pahali oldugundan pratikte
yaklagimlar (quasi-Newton: BFGS, L-BFGS) kullanilir — ters Hessian’1 gradyan farklarindan tahmin
eder.

28.5 Ornek: Y9 Bulmak

Newton’1 somut bir tek-degiskenli 6rnekte gor. f(x) = 22 — 9, f = 0 ¢oziimii /9 = 3.

“...I want to find the square root of 9.” — Strang, 14:21
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28 Bir Fonksiyonu Adim Adim Minimize Etmek

Jacobian (tiirev) J = 2z. Newton formiiliinii uygula ve sadelestir:

9

2z,

2
_ _mk_g_; i
L1 = L o, R

Saglama: x;, = 3ise x5, = % -3+9/6 = 1.5+ 1.5 = 3 — sabit nokta, dogru kok. Bu, bilgisayarlarin
karekok hesaplama yontemidir (Babil yontemi); birka¢ adimda muazzam hassasiyetle yakinsar. x, = 6’dan
baglayinca hata dizisi 3 — 0.75 — 0.075 — 9.1e—4 — 1.4e—T7 ilerler — her adimda dogru hane sayisi
katlanir, kuadratik oran e, /e? teorik limit 1/(2,/c) = 1/6 = 0.1666’ya oturur.

Newton kokii (Babil karekok): lineerlestir-c6z-tekrarla — hata KARELENIR: 3, 0.75, 0.075, 9e-4, 1le-7

Newton geometrisi: tegeti ¢c6z, x-kesisimine atla Her adimda dogru hane KATLANIR
40 = — f(x)=x2-9 kuadratik: e+/e? -» 1/6
® Kkx=3 10* - .
30 - Xo=6 10-2 - y )
20 - (T 1073
= X
* © 1078
10 - 2
L
10—11 4
0
10-14 -
kok x = 3
101 ] ] ] ] ] ] . 10717 -
0 1 2 3 4 5 6 7 0 1 2 3 4 5 6 7 8
X Newton adimi k

Sekil 28.3: Newton kokii (Babil karekok): lineerlestir-¢oz-tekrarla — hata KARELENIR: 3, 0.75, 0.075, 9e-4,
le-7. Sol panel f(x)=x>-9 paraboliinde x,=6dan tegeti ¢oziip x-kesisimine atlama (6 — 3.75 —
3.075 — kok 3); sag panel hatanin her adimda karelenmesi (kuadratik oran e +/e2 — 1/6).

Sekil 28.3 bu 6rnegi biitiiniiyle tasir: solda x, = 6 — 3.75 — 3.075 teget adimlar1 kok 3’e iner, sagda
semilogy eksende hata her adimda karelenir.

@ Builder Notu — Babil’den Beri Aymi Hile

Tyq = 3(z), + 9/x),) formiili Newton’mn giiciinii gosterir: 3’e kuadratik yakinsar (her adimda
dogru hane sayisi ikiye katlanir). ML kopriisii: ayn1 “tahmin et, diizelt, tekrarla” dongiisii tiim iteratif
¢oziiciilerin (ve egitimin) kalbidir; Newton’in hizi, ikinci-derece bilginin (egrilik) ne kadar degerli
oldugunu kanitlar.

28.6 Newton ile Minimizasyon

F(x)’i minimize etmek = gradyani sifirlamak (VF = 0). Bu, “f = 0” probleminin gradyan versiyonudur: f
yerine V I, Jacobian yerine onun Jacobian’1 (= Hessian). Newton iterasyonu:

Tpoq =2y — H(zy) ' VE(2,)
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28.7 Yakinsama Hizlari: Kuadratik vs Linear

Yani minimum ararken her adimda Hessian’1 ters ¢evir, gradyanla carp, ¢ikar. Hessian egriligi (kasenin ne
kadar dik biikiildiigiinii) bildiginden adim yoniinii ve boyunu birlikte ayarlar — gradient descent’ten ¢cok daha
akilli, ama H’yi hesaplamak/ters almak pahali. Kuadratik bir kasede (6rn. A = diag(1, 10)) Newton tek
adimda merkeze (0, 0) varir; kuadratik-olmayan F'21°de ise |V F|| — 0.0 degerine 8 adimda iner.

Sekil 28.4 (bir sonraki boliimde) bu tek-adim davranisini steepest descent’in zikzakli yoluyla yan yana koyar.

@ Builder Notu — Egriligi Bilen Akilli Adim

“VF = 0 ¢ozmek icin Newton’1 gradyana uygula” — minimizasyon, kok bulmanin 6zel hali. ML
kopriisii: dogal gradyan (natural gradient) ve K-FAC, Hessian/Fisher bilgisini kullanan yaklasik-Newton
yontemleridir; tam Newton derin aglarda imkansiz (H milyarxmilyar) ama egrilik bilgisi optimizasyonu
hizlandirir.

28.7 Yakinsama Hizlari: Kuadratik vs Linear

Iki yontemin yakinsama hizi ¢ok farkls.
“...the convergence rate for Newton’s method [will be quadratic].” — Strang, 30:35

Newton: kuadratik — hata her adimda karelenir (¢ — e?), yeterince yakin baslarsan siiper hizli (hane sayisi
ikiye katlanir). Steepest descent (gradient descent): linear — hata her adimda bir sabitle (< 1) ¢arpilir;
dogru matrisin tersi yerine bir say1 kullandigindan siiper hiz beklenemez.

Newton: e, | ~ ei, steepest descent: e, | ~ cey, (¢ < 1)

Kotii-kosullu kise A = diag(1, 10)’da, adim boyu s = 2/11 ile steepest descent’in orani e, /e = 0.8182 =
(k—1)/(k + 1) = 9/11 degerine BIREBIR oturur; 60 adimda hata ancak 5e-5’e iner — oysa Newton ayn
kasede tek adimda biter. Arada Levenberg-Marquardt gibi “ucuz Newton” yontemleri var: tam Hessian’1
hesaplamaz, gradyandan gorebildigi bir Hessian terimini kapar — tam ikinci-derece degil ama gradient
descent’ten iyi.

Sekil 28.4 bu kiyast iki panelde tutar: solda GD konturlar iistiinde zikzak cizerken Newton tek adimda merkeze
atlar; sagda log-6l¢ekli hata GD icin diiz (linear) iner, Newton icin tek adimda makine sifirina ¢oker.

@ Builder Notu — Az Pahali Adim m1 Cok Ucuz Adim m1

Kuadratik vs linear ayrimi pratikte belirleyici: Newton az adimda yakinsar ama her adim pahali (Hessian);
gradient descent ¢ok adim ister ama her adim ucuz (sadece gradyan). ML kopriisii: derin 68renme dev
Ol¢ekte oldugundan “cok ucuz adim” kazanir — gradient descent ve tiirevleri (SGD, Adam, Ders 22-25)
standarttir; Levenberg-Marquardt kiigiik/orta problemlerde (klasik regresyon) hala yaygin.
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28 Bir Fonksiyonu Adim Adim Minimize Etmek

Newton vs steepest descent (kdse A=diag(1,10)): Newton 1 adim, GD 60 adimda bitmez — oran 0.8182 = (kappa-1)/(kappa+1) = 9/11 BiREBIiR

Kotii-kosullu kase: GD zikzak vs Newton tek adim Yakinsama: GD linear, Newton kuadratik
o

-
GD (zikzak) \ 5 T Newton: 1 adimda makine sifiri
- 10 -
372 Newton (TEK ad
:-I- ewton ( adim) N
2 - 10-2
1- _ 107
Ed
X 0- o 1076
2
©
-1- < 107¢ -
-2 - 10-10
-3 w 10721 l Newon (Lo
—— Newton (1 adim)
-8 -6 -4 -2 0 2 4 6 8 0 10 20 30 40 50 60
X1 adim k

Sekil 28.4: Newton vs steepest descent (kdse A=diag(1,10)): Newton 1 adim, GD 60 adimda bitmez — oran
0.8182 = (kappa-1)/(kappa+1) = 9/11 BIREBIR. Solda kétii-kosullu kisenin konturlarinda GD
zikzak cizerken Newton tek adimda merkeze ulasir; sagda GD’nin hatasi log-0l¢cekte diiz inerek
(linear) k=60’ta ~5e-5’e gelir, Newton ise tek adimda makine sifirina diiser.

28.8 Konvekslik: Kiime ve Fonksiyon

Optimizasyon problemlerinin anahtar kelimesi:
“Convexity is the key word for these problems.” — Strang, 32:49

Ideal problem: bir konveks fonksiyonu bir konveks kiime iizerinde minimize et. Konveks kiime tanimu:
kiimeden herhangi iki nokta al, aralarindaki ¢izgi tamamen kiimede kaliyorsa konvekstir.

“...it stays in the set. So that’s convexity...” — Strang, 38:19

T,y €EK =ty +(1—tla, e K (0<t<1)

Uggen konvekstir (200 kiris testinde 0 ihlal); iki iigenin birlesimi genelde degil — kiris disar1 ¢ikar (50/200
ihlal); ama kesisimi her zaman konvekstir (iki nokta her iki kiimede, ¢izgi her ikisinde kalir — 0/100 ihlal).
Kisit kiimesi K 6rn. Az = b (afin alt-uzay) olabilir. Konveks fonksiyon ise grafiginin iistiinde ve iizerindeki
noktalar (epigraph) bir konveks kiime olusturuyorsa konvekstir — bir kise sekli. Iki konveks fonksiyonun
maksimumu konvekstir (orta-nokta ihlali 0), ama minimumu degil (60 ihlal, max gap 0.344):

“...What about the maximum of the two functions?” — Strang, 49:05

Minimum bir “kink” (kdse) yapar, digbiikeyligi bozar; maksimum keskin koseyi yukari tutar, konveks kalir.

Sekil 28.5 kiime tarafin1 gosterir: tek iigcgenin kirisleri iceride kalir, birlesimde turuncu kiris disart ¢ikar,
kesigim (teal) konveks kalir. Sekil 28.6 ise fonksiyon tarafini: x| ve (z — 1)%’nin iist zarfi (max) diizgiin
konveks, alt zarfi (min) kink’lerle bozulur.
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28.8 Konvekslik: Kiime ve Fonksiyon

Konveks kiime: iki nokta arasi cizgi kiimede kalir — kesisim konveksligi korur, birlesim bozar

iicgen: KONVEKS (kiris testi 0/200 ihlal) BiRLESiM: konveks DEGIL (50/200 ihlal)
3.0- 47
2.5-
3 -
2.0-
1.5 - 2-
1.0 -
1 -
0.5-
0.0 - 0-
kesisim: konveks
—-0.5 -

0 1 2 3 4 0 1 2 3 4 5 6

Sekil 28.5: Konveks kiime testi: iki nokta arasindaki tiim dogru pargasi kiimede kalmali. Sol panel tek iiggen
— 12 rastgele kiris tamamen iceride (200 kiris testinde 0 ihlal, KONVEKS). Sag panel iki iicgenin
birlesimi — bir ucu birinci liggende, 6biir ucu ikincide olan turuncu kirig ortada her iki kiimenin
de disindan geger (50/200 ihlal, konveks DEGIL); buna karsilik kesisim bolgesi (teal) her zaman
konvekstir (0/100 ihlal).

Iki konveks fonksiyonun MAX i konveks, MIN i degil — kink dusbukeyligi bozar (ReLU/max-tipi yapilarin kokeni)

max: konveks (orta-nokta ihlal 0) min: konveks DEGIL (60 ihlal)
51 — 51 —
— (x-1)"2 — (x-1)"2
4- = max — KONVEKS 4- === _min — konveks DEGIL

Sekil 28.6: iki konveks fonksiyonun max’1 konvekstir (orta-nokta ihlali 0), min’i degildir (60 ihlal, max gap
0.344). Ust zarf diizgiin; alt zarftaki kink’ler digbiikeyligi bozar — bu, ReLU/max-tipi yapilarin
matematiksel kokenidir.
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28 Bir Fonksiyonu Adim Adim Minimize Etmek

@ Builder Notu — Kase Garantisi

Konvekslik = “tek minimum + gradient descent yakinsar” garantisi. Konveks fonksiyonun testi: Hessian
her yerde pozitif yari-tanimli (Ders 5) — kése her yonde yukari biiker. ML kopriisii: lojistik regresyon,
SVM, LASSO konvekstir (kiiresel optimum garantili); ama derin aglar konveks degildir (eyer noktalari,
¢ok minimum — Ders 19) ama yine ¢aligir. Yine de caligsmalari, konveks-olmayan optimizasyonun
pratikteki gizemidir. “max konveks, min degil” — ReLU (max-tipi) aglarin parcali-konveks yapisinin
kokeni.

28.9 Bu Dersin Ozeti

« Taylor (3 terim): F'(z + Az) ~ F(z) + (Az)'VF + 1(Az)T H(Az); VF gradyan, H Hessian
(simetrik).

 Jacobian: vektor f icin i = 0 fj /O0x.; gradyanin Jacobian’1i = Hessian.

« Newton (f=0): z,,, =z, — J ' f(z;,). Omek 2? — 9 — x| = 1z, + 9/(2z,) — 3.

« Newton (min, VF=0): z;  , =z, — H 'VF(z}).

* Yakinsama: Newton kuadratik (¢ — ¢2), steepest descent linear (¢ — ce, ¢ < 1); Levenberg-
Marquardt = ucuz Newton.

» Konveks kiime: iki nokta arasi ¢izgi kiimede kalir; kesisim konveks, birlesim genelde degil.

* Konveks fonksiyon: epigraph konveks kiime (kése); test: Hessian pozitif yari-tanimli; max konveks,
min degil.

! Tek Bir Ciimle

Bir fonksiyonu minimize etmek Taylor acilimiyla iteratif adim atmaktir — Newton ikinci-dereceyi
(Hessian) kullanip kuadratik yakinsar, gradient descent birinci-derecedir (linear); konvekslik (Hessian
pozitif yari-tanimli, kdse) tek minimumu ve yakinsamay1 garanti eder.

28.10 Kontrol Sorulari

1 Soru I — Taylor’da gradyan ve Hessian

Soru: Cok degiskenli Taylor serisinin ii¢ teriminde gradyan ve Hessian nerede cikar, Hessian 1n 6zelligi
nedir?

Cevap: F(z + Az) ~ F(z) + (Az)TVF + $(Az)" H(Az). Sabit terim F(x); lineer terimde
gradyan VF (n kismi tiirev); kuadratik terimde Hessian H (n? ikinci tiirev). Hessian simetriktir
(0°F )0z ;0x), = 0°F[0x,,0x;). n biiyiikse gradyan n tiirev, Hessian ~ 3n? tiirev ister — derin
0grenmede Hessian erisilemez.

1 Soru 2 — Newton iterasyonu ve V9

Soru: f = 0 ¢bzmek icin Newton iterasyonu nedir ve 22 — 9 6rneginde nasil goriiniir?
Cevap: z;,.; = z;, — J(x;,) "' f(x;,) (Taylor'm lineer kismint sifira esitleyip Ax ¢oziiliir). f(z) =
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28.11 Egzersizler

2% —9,J =2zi¢in: v,y =z, — (x7 —9)/(2z;,) = 25, + 9/(2z),). z;, = 3te sabit kalir (kok).
Babil karekok yontemi; kuadratik yakinsar (her adimda hane sayisi ikiye katlanir).

1 Soru 3 — Newton vs steepest descent hizi

Soru: Newton ve steepest descent (gradient descent) yakinsama hizlar1 nasil farklidir, neden?

Cevap: Newton kuadratik (¢, ; ~ ei) — dogru ters Hessian’1 kullandigindan her adimda hata
karelenir, siiper hizl. Steepest descent linear (e, ,; ~ ce;, ¢ < 1) — dogru matrisin tersi yerine
sabit bir adim kullandigindan her adimda hata sadece bir oranla kiiciiliir. Newton az ama pahali adim,
gradient descent ¢ok ama ucuz adim.

3 . .
1 Soru 4 — Konveks kiime ve max/min

Soru: Konveks kiime nedir, ve iki konveks fonksiyonun min’i mi yoksa max’1 m1 konvekstir?

Cevap: Konveks kiime: icinden alinan herhangi iki noktay1 birlestiren ¢izgi tamamen kiimede kalir. 1ki
konveks fonksiyonun maksimumu konvekstir (keskin kose yukari tutulur, kase korunur); minimumu
konveks degildir (kesisimde bir kink/kose olusur, digbiikeylik bozulur). Konveks kiimelerin kesisimi
konveks, birlesimi genelde degil.

28.11 Egzersizler

1. Karekok Newton’w. f(z) = 22 — 2 i¢in Newton formiiliinii yaz (2., = 32, + 1/z,). 2, = 1’den
basla, iki adim hesapla; v/2 &~ 1.41421’¢ ne kadar yaklastin? (Motor tamigi: 1 — 1.5 — 17/12 =
1.41667; iki adim sonra hata 2.45e-3.)

2. Hessian saymmi. F'(x,, x4, 4) = :c% + x4 i¢in gradyani ve Hessian’1 yaz. Hessian simetrik mi?
Kag¢ bagimsiz ikinci tiirev var?

[motor notu]: H’nin dzdegerleri {—1, 1, 2} — simetrik ama BELIRSIZ; F = :1:% + T9x5 konveks
degildir, x5 terimi eyer iiretir (Ders 18-19 kopriisii).

Sekil 28.7 bu egzersizin gizli dersini gorsellestirir: Hessian simetrik olmasina ragmen 6zdeger ¢ubuklari
sifirmn iki yanina dagilir (belirsiz), yani F’ konveks degildir.
3. Newton minimizasyon. F'(z) = %($ — 4)? (tek degisken). H = F” = 1, VF = 2 — 4. Newton
admz,, =z, — H ~1V i hesapla; tek adimda minimuma (z = 4) ulastigim goster. (Kuadratik
fonksiyonda Newton tek adimda biter — neden?)

4. Konvekslik testi. f(x) = 2% konveks mi? (ipucu: f” = 1222 > 0, motor tamgi: O ihlal.) Peki
f(x) = 232 (Motor tamg1: 256 ihlal — konveks degil.) Iki konveks fonksiyon || ve 22’ nin maksimumu
konveks mi?

5. (Ders 22 habercisi) Bu derste Newton’in hizli ama Hessian-pahali oldugunu gordiik. Hessian’1 atip
sadece gradyanla, sabit bir adim boyuyla inersek ne olur? Adim boyu (learning rate) ¢ok biiyiik/kiictik
olursa? Bir tahmin yaz — Ders 22 “gradient descent: minimuma dogru asa81” ile birinci-derece
optimizasyonu derinlemesine igliyor.
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28 Bir Fonksiyonu Adim Adim Minimize Etmek

Egz2 gizli ders: Hessian simetrik AMA 6zdegerler {-1, 1, 2} belirsiz — konvekslik testi = H pozitif yari-tanimh (Ders 5/18 képrisu)

H = [[2,0,0],[0,0,1],[0,1,01]1 (simetrik) Ozdegerler: {-1, 1, 2}
2.0 -
0 0 BELIRSIZ: F = x1°2 + x2 x3

1.5- konveks DEGIL (x2 x3 eyer (retir)
1.0 -
2
0 0 1 L 05-
N
0
0.0 -
. .
_10 -

| i |
1 2 3
o6zdeger sirasi

Sekil 28.7: Egz2 gizli ders: Hessian simetrik AMA 6zdegerler {-1, 1, 2} belirsiz — konvekslik testi = H
pozitif yari-tanimli (Ders 5/18 kopriisii).

28.12 Sonraki Ders i¢in Hazirlik

Ders 22: Gradient Descent — Minimuma Dogru Asagi. Newton’in pahali Hessian 11 birakip en temel
algoritmaya gegis: €., = x;, — sV F(x},). Strang adim boyunu (learning rate s), yakinsama kosullarmni ve
kotii-kosullu (uzun-dar kése) problemlerde zikzak davranigini isler — derin 6grenme egitiminin cekirdegi.

Hazirlik

Bu dersteki Sekil 28.4 sol panelindeki zikzak yolu zihninde tut: kotii-kosullu kise A = diag(1,10)’da
steepest descent oran1 9/11 = 0.8182’ydi. Ders 22 bu sayinin nereden geldigini (K = A, /A
kondisyon sayisi, Ders 10) ve adim boyunun yakinsamay1 nasil belirledigini agacak. Newton’in “tek
adim” liiksiinii neden biraktigimizi (milyar-parametreli /) hatirla.

28.13 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Strang (dk)

Taylor 3 terim F(z+ Az) ~ 1m44
F+ (Az)TVF + 1(Az)"H(Ax)

Hessian Hj;, = 0*F 9z ;0x,,; simetrik; ~ $n? 5m19
tiirev

Jacobian Jj, = 0f;/Oy; gradyanin J’si = Hessian ~ 8m56

Newton (f=0) r,=x—J'f(z) 10m59

\9 6rnegi z, =1z +9/(2z) — 3 (Babil) 14m21

Newton kuadratik e, ~ e?; steepest descent linear e L ~cee 30m35

Konvekslik anahtar  konveks fonksiyon konveks kiime ilizerinde =~ 32m49
min

Konveks kiime iki nokta arasi ¢izgi kiimede kalir; kesisim ~ 38m19
konveks
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28.14 ML Baglantlar: Ozeti

Kavram Formiil / Fikir Strang (dk)

max vs min iki konveks fonk: max konveks, min degil 49m05

28.14 ML Baglantilari Ozeti

+ Newton vs birinci-derece: Newton kuadratik (Hessian, az/pahali adim); derin 6grenme n? Hessian’1
hesaplayamaz — gradient descent/SGD (birinci-derece, ¢cok/ucuz adim).

* Quasi-Newton: BFGS/L-BFGS ters Hessian’1 gradyan farklarindan tahmin eder; dogal gradyan/K-FAC
egrilik bilgisini yaklasik kullanir.

* Autodiff = backprop (Ders 27): gradyan/Jacobian’1 verimli hesaplama; her katman bir Jacobian, zincir
kural1 ¢carpar JVP/VIP).

* Konvekslik: lojistik regresyon/SVM/LASSO konveks (kiiresel optimum garantili); derin aglar konveks
degil (eyer, cok minimum — Ders 19) ama yine calisir.

* Hessian = egrilik: kotii-kosullu (6zdeger orani biiyilik) Hessian — gradient descent yavas/zikzak (Ders
22); kondisyon sayist (Ders 10) yakinsama hizim belirler.

* max/min konvekslik — ReLLU: max-tipi (ReLU) parcali-konveks yapi; aglarin parcali-dogrusal ge-
ometrisi.

* Geriye koprii: Ders 18-19 (Hessian, eyer noktalart), Ders 5 (pozitif yari-tanimli = konvekslik testi),
Ders 16 (simetrik Hessian), Calculus (Taylor, tiirev).

I Kapanig
“Convexity is the key word for these problems.” — Strang, 32:49

Optimizasyon Taylor acilimiyla baglar; Newton egriligi (Hessian) kullanip hizli yakinsar, gradient
descent sadece egimi kullanir, ve konvekslik tiim bunlarin tek bir minimuma varmasini garanti eder.
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29 Gradient Descent — Minimuma Dogru Asagi

Adim boyu, line search ve kondisyon sayisinin zikzak dersi

1 Boliim bilgisi

Bu ders derin 6grenmenin merkezi algoritmasim kurar: bir maliyet fonksiyonunu sadece birinci tiirevle
(gradyan) adim adim kiiciiltmek. Strang’in Ders 22 videosu (=53 dk) ve OCW Lecture 22 temel alinmustir.
Okuma siiresi =34 dk; onkosul Ders 21 (Newton, Taylor, konvekslik).

29.1 Bu Derste Ne Var?

Newton’in pahali Hessian’1n1 (Ders 21) biraktiktan sonra geriye derin 6grenmenin merkezi algoritmasi kalir:
bir maliyet fonksiyonunu sadece birinci tiirevle (gradyan) inis yoniinde adim atarak kiigiiltmek. Ikinci tiirev
(Hessian) milyon parametrede erisilemez oldugundan, her adim yalnizca bir gradyan hesabidir. Strang her
seyi goren tek bir kuadratik 6rnek seger (f = %(xz + byz)), her adimi1 kapali-formda ¢ozer ve kondisyon
sayisinin yakinsama hizini nasil kontrol ettigini gozle goriiliir kilar.

Bes sonug:

Gradient descent: v, = x — sV F(x); s = adim boyu (learning rate).

Gradyan = en dik cikis yonii; —gradyan = en dik inis, seviye kiimesine dik.

Hessian @ konvekslik: [ pozitif yari-tamml <> konveks; pozitif tanimli < kesin konveks.

Adim boyu sec¢imi: tam ¢izgi aramasi (exact line search) veya backtracking; cok biiylik — salinim, ¢ok
kiiciik — yavas.

5. Kondisyon sayist hiz1 belirler: 6rnekte yakinsama orani (1 — b)/(1 + b); b kiigiik (k6tii ) — oran
=] — yavas, zikzak.

Y

“...that central algorithm of neural net deep learning, machine learning...” — Strang, 0:24

Sekil 29.1 dersin iskeletini gosterir: merkezdeki “minimuma dogru asag1” fikri tek satirlik giincelleme
kuralindan gradyanin geometrisine, Hessian/konvekslik testine ve adim boyu se¢imine dallanir; kritik kuadratik
ornek ise yakinsama orani r iizerinden kotii kondisyonun yarattig1 zikzaga ve Ders 23’{in momentum ¢dziimiine
baglanir.

@ Builder Notu — Tek Satirlik Devrim

Bu dersin tamamu tek bir satira indirgenir: z, = x — sV F'. Derin 6grenmenin her agirlik giincellemesi
bu satirdir — gradyan yonii zaten belli, geriye yalmizca “ne kadar gidelim?” (adim boyu s) kalir.
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29 Gradient Descent — Minimuma Dogru Asagi

Gradient descent:
minimuma dogru asagi

adim boyu: biyik ->

. kritik drnek: f = (1/2)(x"2
x+=x-sgrad F gradzan =ve.n al: ?Ikl? Hessian PYT <-> konveks i ,S,ihmm +by"2)
. . ->
(s = learning rate) S kuadratikte H = S sabit S VR kapali-form (Boyd-

Vandenberghe)

kiimesine DIK line search: exact /

backtracking

yakmsama oran
r = (1-b)/(1+b)

|

kotii kondisyon -> uzun-dar
vadi -> ZIKZAK

|

Ders 23: momentum
zikzag1 sonduriir

Sekil 29.1: Gradient descent kavram haritas1 — tek satirlik giincelleme kuralindan, gradyanin geometrisine,
kondisyon sayisinin yarattigi zikzaga ve Ders 23 momentum ¢oziimiine uzanan zincir.

Newton’in akilli ama pahali Hessian’1m1 birakip sadece egimle inmek; milyar-parametreli modeller
ancak bu ucuz adim sayesinde egitilebilir. ML kopriisii: PyTorch’taw -= 1lr * w.grad tam bu satirdir;
SGD, Adam, RMSProp hepsi bu iskeletin lizerine adim-boyu/yon ayarlamalar1 ekler.

29.2 Gradient Descent ve Kritik Ornek

Cok degisken varsa (ikinci tiirev/Hessian almak i¢in fazla), birinci tiirevle (gradyan) yetiniriz. Strang her seyi
gosteren tek bir 6rnek seger — saf kuadratik, iki bilinmeyen:

F(z,y) = 3(z* +by?), Sz[é 2]

S simetrik, kosegen, 6zdegerleri 1 ve b (b < 1, kii¢iik olan). Minimum (0, 0)’da. Kritik biiyiikliik kondisyon
sayist = A /A = 1/0:

“...the condition number, which we’ll see [is all important in the speed of convergence]...” —
Strang, 1:52

1/b biiyiikse (b cok kiigiik), bagimiz dertte. Bu kiiciik ornekte adimlari tam yazip ne kadar hizli yakinsadigimizi
gorecegiz.
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29.3 Gradyamin Anlami: En Dik Inis

@ Builder Notu — Her Seyi Goren Kiiciik Ornek

“Her seyi goren kiigiik 6rnek” Strang’in pedagojik imzasi: 2 x 2 kuadratikte gradient descent’in tiim
davranis1 (hiz, zikzak, kondisyon bag1) kapali-formda okunur. ML kopriisii: gercek kayip yiizeyleri
milyon-boyutlu ama yerel olarak kuadratiktir (Taylor, Ders 21); bu 6rnekteki kondisyon-sayis1 dersi
dogrudan gercek egitime taginir.

29.3 Gradyanin Anlami: En Dik inis

Gradyani sezgiyle yerlestir. Lineer rnek f(z,y) = 3z + 4y: gradyan sabit (3, 4), Hessian sifir. Gradyan bir
yon gosterir:

“The gradient direction is the way up.” — Strang, 7:14
Gradyan = yiizeyde en dik ¢ikis yonii; —gradyan = en dik inis yonii (steepest descent’teki eksi). Gradyan,
seviye kiimesine ($f = $ sabit) diktir: seviye kiimesinde kalirsan f degismez (gradyan oraya teget sifir bilesen),

gradyan yoniinde gidersen en hizli degisir.

Gradyan = en dik cikis, seviye kumesine dik; -gradyan en dik inis - ama en dik yol her zaman en kisa yol degil

lineer: gradyan sabit (3,4), kuadratik: -gradyan kontura dik
seviye dogrularina dik (Egz2: ic carpim 0) ama merkezi GOSTERMEZ

> o4 > 0 X
-1 -
_1 -
-2- -~
3 i
11
-3- { i i i i i
-2 0 2 -2 0 2
X X

Sekil 29.2: Lineer fonksiyonun gradyam sabit (3,4) ve seviye dogrularina diktir (Egzersiz 2: i¢ ¢carpim 0).
Kuadratikte —gradyan her noktada kontura diktir, ama merkezi gostermez: en dik inis yonii her
zaman en kisa yol degildir.

Sekil 29.2 gradyanin iki yiiziinii yan yana koyar: solda lineer f = 3z + 4y nin sabit gradyani (3, 4) seviye
dogrularina dik (i¢ carpim 0, Egzersiz 2); sagda kuadratik konturlarda —gradyan her noktada kontura dik ama
merkeze isaret etmez — en dik inis yonili her zaman en kisa yol degildir.

@ Builder Notu — Yokus Yukar1 Gradyan Asag1 Eksi

“Gradyan seviye kiimesine dik, en dik ¢ikig yonii” geometrisi optimizasyonun temel sezgisidir: tepeye
en hizli tirmanmak = gradyan, vadiye en hizli inmek = —gradyan. ML kopriisii: backprop (Ders 27) tam
bu gradyani hesaplar; her agirlik giincellemesi —gradyan yoniinde kiiciik bir adimdir. “En dik” yon her
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29 Gradient Descent — Minimuma Dogru Asagi

zaman en kisa yol degildir (zikzak) — Newton/momentum bunu diizeltir.

29.4 Hessian ve Konvekslik

Hessian (ikinci tiirev matrisi) yiizeyin egriligini soyler — ve konveksligi belirler:
“Positive definite or semi definite.” — Strang, 11:12
Test: H pozitif yari-tanimh <= fonksiyon konveks; H pozitif tammmli <= kesin konveks (her yonde
gergekten yukari biiker). Lineer fonksiyon konvekstir ama kesin degil (/4 = 0). Saf kuadratik i¢in:
F(z)=12"Sz—a"s = VF =Sz —a, H=S

Burada Hessian sabittir (H = S, her noktada ayn1) — kuadratigin giizelligi. S pozitif tanimhiysa F' kesin
konvekstir, tek minimumu vardir: VF =0 = Sz = a = z* = S~ la.

@ Builder Notu — Kuadratigin Sabit Egriligi

“Hessian PYT <= konveks” testi (Ders 5 + Ders 21) egitim peyzajini siniflar. ML kopriisii: kuadratik
yaklasimda H = S sabit; gercek aglarda H noktadan noktaya degisir ve cogu yerde belirsizdir (eyer,
Ders 19) — bu yiizden derin 6grenme konveks degildir ama yerel kuadratik analiz (bu 6rnek) yine de
egitim dinamigini aciklar.

29.5 Gradient Descent Formili

Algoritma basit: her adimda negatif gradyan yoniinde bir adim at:

Ty = Tp — S VF(3y)
s;, = adim boyu (step size / learning rate). Tek karar verilmesi gereken sey budur — gradyan yonii zaten belli,

geriye “ne kadar gidelim?” kalir. Kuadratik 6rnekte VF = (z, by) (S = diag(1, b)), yani:

(xk+1’yk+1> = (2, Yp) — Sk (Tg, byg)

Her iterasyon mevcut noktadan egim asagi kiigiik bir adim. Milyonlarca parametre icin bile her adim sadece
bir gradyan hesab1 (ucuz) — Newton’in Hessian-tersi (pahali) yerine.

@ Builder Notu — PyTorch’un O Satiri

Ty, = T, — sVI derin 6grenmenin tek satiridir: her agirlik giincellemesi budur. ML kopriisii:
PyTorch’'ta w -= 1lr * w.grad tam bu satir; SGD (Ders 25), Adam, RMSProp hepsi bu iskeletin
tizerine adim-boyu/yon ayarlamalari ekler. Ucuz adim (sadece gradyan) sayesinde milyar-parametreli
modeller egitilebilir.
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29.6 Adim Boyu (Learning Rate)

29.6 Adim Boyu (Learning Rate)

Geriye tek karar kalir: adim boyu.
“...a step size, the learning rate.” — Strang, 34:52

Sabit alinabilir. Cok biiyiik learning rate — fonksiyon her yere sigrar, salinir, felaket. Cok kiiciik — adimlar
minik, cok uzun siirer. Sorun “tam dogru”yu bulmak. Pratikte biiyiik problemlerde: uygun bir s tahmin et, bir
siire kullan, sonra geriye bakip (salinim var m1?) ayarla.

Adim boyu uclari: cok kucuk surunur, iyi iner, cok buyuk PATLAR
(stabilite siniri s < 2/lambda_max = 2)

106 -
10° -
107

103 -
] === 5 = (0.05: surunur (40 adimda 0.82)

102 - == s = 1.0: iner (1.5e-2)
: == 5 =2.5> 2/lambda_max: IRAKSAR (1le+6)

10! -

uzaklik (log)

100 -
107! -

1072 -

0 5 10 15 20 25 30 35 40
adim k

Sekil 29.3: Adim boyu (learning rate) ii¢liisii, b = 0.1, baslangi¢ (0.1, 1). Cok kii¢iik adim (s = 0.05) siiriiniir:
40 adimda hala 0.82 uzakta. Iyi adim (s = 1.0) diizgiin iner: 1.5e-2. Cok biiyiik adim (s = 2.5)
stabilite stnirin1 (2/Amax = 2) asar ve IRAKSAR: [py, |l = le+6.

Sekil 29.3 ii¢ adim boyu senaryosunu tek bir semilogy ekranda kiyaslar (b = 0.1, baslangi¢ (0.1, 1)):
s = 0.05 siiriiniir (40 adimda hala 0.82 uzakta), s = 1.0 diizgiin iner (1.5e-2), s = 2.5 ise stabilite sinirin1
(2/ Apax = 2) astig1 icin iraksar (|pyo | ~ 10° yukari firlar).

@ Builder Notu — En Pahali Tek Say:

Learning rate, derin 6grenmenin en kritik hiperparametresidir: cok biiyiilk — kayip NaN’a patlar; ¢ok
kiiciik — giinlerce egitir. ML kopriisii: learning rate schedule (cosine decay, warmup), adaptif yontemler
(Adam, RMSProp) ve learning-rate-finder araglar1 bu “tam dogru” arayisini otomatiklestirir. Strang’in
“tahmin et, kullan, geriye bak”™ recetesi pratikte hala gecerli.
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29 Gradient Descent — Minimuma Dogru Asagi

29.7 Line Search: Exact ve Backtracking

Adim boyunu sistematik se¢menin iki yolu. Exact line search (tam ¢izgi aramasi): s;,’yi, "yi arama yonii
(—gradyan) boyunca minimum yapacak gekilde seg.

“...an exact line search...” — Strang, 36:09

Konveks fonksiyonda arama ¢izgisi boyunca ilerledik¢e F' 6nce diiser, bir noktada yiikselmeye baglar; exact
search tam o doniim noktasini bulur. Pahalidir (her adimda bir alt-optimizasyon). Backtracking line search:
sabit bir s ile basla; ¢ok ileri gittiyse yariya kes (s, — %50 — %30 — ...), tatmin olana dek geri ¢ekil:

1, 1 2
50y 3505 3505 -+ (Veyaasg, a“sg,...)

Backtracking ucuz ve pratiktir; exact search optimal ama yavas.

Adim boyu secimi: exact (optimal, pahali) vs backtracking (Armijo — pratik)

exact line search: F 6nce diiser sonra cikar backtracking: yarila-yarila kabul (ucuz)
0.200 - |

= F(p - 5'VF)
== Armijo kosul gizgisi
kabuls = 1

8-4-2-1KAB

F arama dogrusu boyunca
F arama dogrusu boyunca

c o o o o o

o o B R N N

S & o w o wu
. | . | | |

00 05 10 15 20 25 30 0 2 4 6 8
adim boyu s adim boyu s
Sekil 29.4: Adim boyu secimi. Sol: exact line search — arama dogrusu boyunca F bir kuadratik gibi once
diiger sonra ¢ikar, tam doniim noktas: s = 1.0635’tir (optimal ama her adimda ¢oziilmesi pahali).
Sag: backtracking (Armijo) — s, = 8’den baglayip 8 — 4 — 2 — 1 yarilayarak s = 1’i kabul eder;
gri kesik ¢izgi Armijo kosulunu (yeterli azalma) gosterir (ucuz ve pratik).

Sekil 29.4 iki stratejiyi yan yana koyar: solda exact line search arama dogrusu boyunca F”’nin tam doniim
noktasini (s = 1.0635) bulur (optimal ama pahali); sagda backtracking s, = 8’den baglayip8 — 4 — 2 — 1
yarilayarak Armijo kogulunu saglayan s = 1’i kabul eder (ucuz ve pratik).

@ Builder Notu — Optimal mi Ucuz mu

Exact vs backtracking, “optimal ama pahali” vs “yaklasik ama ucuz” klasik ddiinlesmesidir. ML kopriisii:
derin 6grenmede line search neredeyse hi¢ kullanilmaz (her adim ¢ok pahali) — bunun yerine sabit/prog-
ramli learning rate tercih edilir. Backtracking (Armijo kosulu) klasik optimizasyonda ve L-BFGS’te
standarttir; “geri ¢ekil, kontrol et” mantigi trust-region yontemlerinin de temeli.
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29.8 Kritik Ornek: Tam Coziim

29.8 Kritik Ornek: Tam Coziim

Kuadratik érnekte (f = %(:1:2 + by?)) exact line search’le bagla, baslangi¢ (z,y,) = (b, 1) — formiilleri

sadelestiren akilli secim. Strang sonucu Boyd & Vandenberghe’nin Convex Optimization kitabindan alir:
“...the book by Steven Boyd and Vandenberghe called Convex Optimization.” — Strang, 42:56

Iterasyonlar kapali-formda ¢ikar (¢ = (b —1)/(b+ 1) ve r = (1 —b) /(1 + b) kilit oranlar):

l‘k:bqk (g <0), yk:Tk» Fk:T%FO

[motor notu]: Notion/Boyd-Vandenberghe ozeti y,,’yi q* yazar; sayisal iz (maxdiff 1e-16) Yy, 'nin pozitif-
monoton v oldugunu gésterir — zikzak dar (x) eksendedir; F, L= 2k F\ isaretten bagimsiz birebir.

Her adimda z isaret degistirir (¢ < 0, dar eksende zikzak), 3 pozitif-monoton siiriiniir, F' sabit > oraniyla
carpilir. Iste gradient descent’in iz tek bir sayida: r = (1 —0)/(1 + b).

“...this ratio 1 minus b over I plus b is crucial.” — Strang, 45:11

Boyd-Vandenberghe kapali-formu SAYISALLA BiREBIR (maxdiff ~ 1e-16): r = 9/11 = 0.8182 (b = 0.1)

bilesenler: sayisal noktalar = formiil kesik (ust liste) deger F_k: sayisal = formiil r~2k F_0
10° ERL T ® sayisal [x_k| e
] T == formdil bjq| "k 1 T Ne her adim x 0.6694 = r"~2
.\. B sayisaly_k 1 e
\.‘ == formil r™k 1072 = N
- | <
5101- e b’ N N
o AN -\l -
= \‘ - fo)
c ~ e ‘l 9 10-3 ~
a e a o
g hatN “u - Y
2 -, - \
1072 - .\. g
e 1074 T
- N
.« ] e
‘\.\ 1 ® sayisalFk * -
.\. 4 == formil r~2k F_0 e
0.0 2.5 5.0 7.5 10.0 12,5 15.0 17.5 20.0 0.0 2.5 5.0 7.5 10.0 12,5 15.0 17.5 20.0
adim k adim k

Sekil 29.5: Boyd-Vandenberghe kapali-formu, say1sal exact-GD ile BIREBIR (b = 0.1, baslangic (b, 1), r =
9/11 = 0.8182). Sol: sayisal |x_k| navy noktalar formiil b|g|*k navy kesik iistiine, sayisal y_k steel
kareler formiil r"k steel kesik iistiine oturur (maxdiff ~ 1e-16). Sag: sayisal F_k turuncu noktalar
formiil r*2k-F_0 turuncu kesik iistiine; her adimda F degeri x 0.6694 = /2.

Sekil 29.5 Boyd-Vandenberghe kapali-formunun sayisal exact-GD ile birebir ¢akistigini gosterir (b = 0.1,
r = 9/11 = 0.8182, maxdiff ~ 1071%): solda sayisal |z, | ve y, formiil egrilerinin iistiine oturur, sagda
sayisal F, formiil r2* F}, ile cakigir — her adimda F' degeri x0.6694 = r2.

@ Builder Notu — Gozle Goriiliir Teori

Kapali-form ¢6ziim gradient descent teorisini “gozle goriiliir” kilar: yakinsama geometrik (her adim
X 1), hiz tek orana bagli. ML kopriisii: gercek egitimde de kayip geometrik diiser (log-lineer egri); diisis
hiz1 yerel Hessian’in kondisyon sayisina baglidir — bu 6rnek o bagi ispatlar.
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29 Gradient Descent — Minimuma Dogru Asagi

29.9 Kondisyon Sayisi ve Zikzak

Kilit ders: yakinsama oran1 = (1 — b)/(1 + b), kondisyon sayisina (1/b) bagh. b ~ 1 (iyi kondisyon):
$r =0/2 = $ kiigiik — hizli yakinsama, sorun yok. b &~ 0 (kétii kondisyon, 1/b biiyiik): 7 ~ 1 — ¢ok yavas.
Yakinsar (r < 1) ama her adimda az ilerler:

b—1:r — 0 (hizli), b— 0:r — 1 (cok yavas, zikzak)

Kotii-kosullu durumda seviye kiimeleri uzun-dar bir vadidir; gradient descent vadiyi gecerek zikzak cizer —
biraz iner, kars1 duvara tirmanir, geri doner. Ilerleme vadinin uzun ekseni boyunca ¢ok yavastir.

Kondisyon geometrisi: kéti b -> uzun-dar vadi -> vadiyi gegen zikzak; iyi b -> daire -> dogrudan inis

b = 0.05: ZIKZAK — x isaret degistirir (+0.05, -0.045, +0.041), y suriniir (12 adimda F/FO = 0.09)= 0.9: neredeyse daire — hizl (F_12 ~ 1le-31)

-0.15 -0.10 —0.05 0.00 0.05 0.10 0.15 -1.00 -0.75 -0.50 -0.25 0.00 0.25 0.50 0.75 1.00

Sekil 29.6: Kondisyon sayis1 geometri olarak. Sol (b = 0.05): uzun-dar vadi konturlari, exact line search
yoriingesi vadiyi gecen ZIKZAK cizer — x her adimda isaret degistirir (+0.05, -0.045, +0.041,
...), y stiriinerek iner; 12 adimda F/FO = 0.09 (yavas). Sag (b = 0.9): konturlar neredeyse daire,
yoriinge 2-3 adimda merkeze iner (F_12 ~ 1e-31). K&tii kondisyon -> uzun-dar vadi -> zikzak; iyi
kondisyon -> daire -> dogrudan inis.

Sekil 29.6 kondisyon sayisini geometriye ¢evirir: solda b = 0.05 uzun-dar vadisinde exact line search
yoriingesi vadiyi gecen zikzak cizer (x her adimda isaret degistirir: +0.05, —0.045, +0.041, ...; y siiriiniir,
12 adimda F'/F;; = 0.09); sagda b = 0.9 neredeyse daire oldugundan yoriinge 2-3 adimda merkeze iner
(Fiy ~ 10731,

Sekil 29.7 yakinsama oranim tek bir egride 6zetler: b = 1/k kiigiildiik¢e (kondisyon biiyiidiikge) r =
(1 —0)/(1+ b) degeri 1’e yapisir ve GD siiriiniir — b = 0.01 — r = 0.9802 (%1’e ~115 adim, Egzersiz
4H,b=01—r=0.818,6=0.5 = r=0.333 (~2 adim), b = 0.9 — r = 0.053.

@ Builder Notu — Vadinin Duvarlari

“Kotii kondisyon — uzun-dar vadi — zikzak™ gradient descent’in temel zaafidir. ML kopriisii: derin ag
kay1p yiizeyleri agir1 kotii-kosulludur (kondisyon sayis1 milyonlar); saf gradient descent zikzak yapar.
Coziimler: momentum (Ders 23) zikzag1 sondiiriir, batch normalization peyzaji yeniden dlcekleyip
kondisyonu iyilestirir, Adam her koordinata ayr1 adim boyu verir. Kondisyon sayis1 (Ders 10) burada
egitim hizinin dogrudan belirleyicisidir.
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29.9 Kondisyon Saysi ve Zikzak

Hizin tek sayisi: r = (1—b)/(1+b) — kondisyon buyudukce r 1'e yapisir,
GD surunar (115 adim vs 2 adim)

r=1:yakinsama durur
1.0 -

Egz4: ylzde 1'e ~115 adim

0.8 -

0.6 -

0.4 -

yakinsama oranir

0.2 -

0.0 -

0.0 0.2 0.4 0.6 0.8 1.0
b (= 1/kondisyon sayisi)

Sekil 29.7: Yakinsama oraninin tek sayisi r = (1-b)/(1+b). b = 1/kondisyon sayis1 kiigiildiik¢e (kondisyon
biiyiidiikce) r — 1 olur ve gradyan inisi siiriiniir. Isaretli noktalar: b = 0.01 — r = 0.9802 (Egz4:
%1’e inmek i¢in ~115 adim), b=0.1 5 r=0.818,b=0.5 -5 r=0.333 (~2 adim),b=09 > r=
0.053. r = 1 cizgisinde yakinsama tiimden durur.
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29 Gradient Descent — Minimuma Dogru Asagi

29.10 Bu Dersin Ozeti

* Gradient descent: z, | = z;, — 5, VF(z,); s;, = adim boyu (learning rate).
* Gradyan: en dik ¢ikis yonii, seviye kiimesine dik; —gradyan = en dik inis.

* Hessian & konvekslik: H PYT <= konveks; H pozitif tanimli <= kesin konveks. Kuadratik: H = S

sabit, z* = S la.

* Adim boyu: c¢ok biiyiilk — salinim, ¢ok kii¢iik — yavas; exact line search (optimal, pahali) veya

backtracking (%SO, iso o)

» Kritik rnek: f = 1 (a2 + by?), baslangic (b, 1); F), = (1=2)* .

* Kondisyon sayisi (1/b) hizi belirler: = (1 —0)/(1 4 b); b &~ 1 hizli, b &~ 0 (kotii k) yavas + zikzak

(uzun-dar vadi).

I Tek Bir Ciimle

Gradient descent her adimda negatif gradyan yoniinde bir adim boyu (learning rate) kadar iner; saf
kuadratik ornekte yakinsama orani tam r = (1 — b)/(1 + b)’dir ve kondisyon sayis1 kétiilestikge
(b — 0) bu oran 1’e yaklagip algoritmay1 uzun-dar vadide zikzak cizerek yavaglatir.

29.11 Kontrol Sorulari

1 Soru I — Gradyan, —gradyan ve seviye kiimesi

Soru: Gradyan ve —gradyan bir yiizeyde hangi yonleri gosterir, seviye kiimesiyle iliskisi nedir?

Cevap: Gradyan V F' en dik cikis yoniinii, —V F' en dik inig yoniinii gosterir (steepest descent’teki eksi
isaret). Gradyan, seviye kiimesine ($F = $ sabit) diktir: seviye kiimesinde hareket edersen F' degismez,
gradyan yoniinde gidersen ' en hizli degisir. Gradient descent bu yiizden —gradyan yoniinde adim atar.

1 Soru 2 — Hessian ile konvekslik

Soru: Bir fonksiyonun konveks oldugunu Hessian’dan nasil anlarsin, ve kuadratik %ZET Sz i¢in Hessian
nedir?

Cevap: H pozitif yari-tanimh <= konveks; H pozitif tanimli <= kesin konveks (her yonde yukari
biiker). Saf kuadratik F' = %a:TS x — a’ x icin Hessian sabittir: I = S (her noktada aym). S pozitif
tanimliysa F kesin konveks, tek minimum VF = Sz —a = 0 = 2* = S~ la.

1 Soru 3 — Adim boyu uglari ve line search

Soru: Adim boyu (learning rate) ¢ok biiyiik veya ¢ok kiiciik se¢ilirse ne olur, line search ne yapar?
Cevap: Cok biiyiik — fonksiyon salinir/patlar (minimumu asar). Cok kii¢ciik — adimlar minik, yakinsama
cok yavas. Exact line search s, ’yi arama yoniinde F"yi minimize edecek sekilde secer (optimal ama
pahal1); backtracking sabit s,’dan baglayip yariya kese kese (%307 ;1130 ...) tatmin olana dek geri ¢ekilir
(ucuz, pratik).
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29.12 Egzersizler

1 Soru 4 — Kondisyon sayis1 ve hiz

Soru: f = %(1‘2 + by?) 6rneginde kondisyon sayisi yakinsama hizini nasil etkiler?

Cevap: Yakinsama oran1 7 = (1 — b)/(1 + b); kondisyon sayis1 = 1/b. b ~ 1 (iyi kondisyon) —
r ~ 0 — ¢ok hizli. b ~ 0 (kétii kondisyon, 1/b biiyiik) = r ~ 1 — ¢ok yavag. Kotii durumda seviye
kiimeleri uzun-dar bir vadidir; gradient descent vadiyi gecerek zikzak c¢izer, uzun eksende ¢ok yavas
ilerler. Momentum/batch norm bunu diizeltir.

29.12 Egzersizler

1. Gradyan ve minimum. F'(z,y) = %(azQ + 4y?). Gradyam VF ve Hessian H’yi yaz. Kondisyon
sayist (b = 4 ise) ka¢g? Minimum nerede? (Motor tamgi: VF = (x,4y), H = diag(1,4), k = 4,
minimum (0, 0).)

2. Yon ve dik. f(x,y) = 3x + 4y i¢in gradyam yaz. Seviye kiimesi 3x 4+ 4y = 12 dogrusuna gradyanin
dik oldugunu (i¢ carpim) dogrula. (Motor tamgi: V f = (3,4) L (4,—3), i¢ ¢arpim 0.)

3. Tek adim kuadratik. ' = %IEQ (tek degisken, b yok). VF' = x. z; = 5’ten s = 1 adim boyuyla
bir gradient descent adimi at; minimuma (0) tek adimda ulagtin m1? (s = 1 neden burada optimal? —
s = 1/A = 1 oldugundan tek adim yeter.)

4. Yakmsama orani. f = (2 + by?) icin b = 0.01 (kétii kondisyon). 7 = (1 —b) /(1 + b)yi hesapla;
fonksiyonun her adimda kacta kac1 kaldigini (72) bul. ~%]1’e inmek i¢in ka¢ adim gerekir (kabaca)?
(Motor tamgi: r = 0.9802, ~ 115 adim — bkz. Sekil 29.7; karsilagtirma b = 0.5 — r = 1/3, %l’e
~ 2.1 adim.)

5. (Ders 23 habercisi) Bu derste kotii kondisyonun zikzak yaptirdigini gordiik. Peki zikzag1 sondiirmek
i¢in adima “momentum” (6nceki adimin hafizasi) eklersek ne olur? Yakinsama orani (1—b)/(1+b)’den
nasil iyilesir? Bir tahmin yaz — Ders 23 “gradient descent’i hizlandirmak™ (momentum, Nesterov) ile
zikzak sorununu ¢oziiyor.

29.13 Sonraki Ders icin Hazirlik

Ders 23: Gradient Descent’i Hizlandirmak (Momentum, Nesterov). Bu dersin zikzak sorununu ¢oziiyoruz:
adima momentum (6nceki yoniin hafizasi) eklemek vadiyi ge¢en salinimlar1 sondiiriir ve yakinsama oranini
(1 —5)/(1 4 b)’den (1 — v/b)/(1 + v/b)’ye iyilestirir — kondisyon sayisinin karekdkii kadar hizlanma.
Nesterov ivmelendirmesi optimal birinci-derece yontem.

Hazirlik

Bu dersteki Sekil 29.6 sol panelindeki uzun-dar vadi yoriingesini zihninde tut: b = 0.05’te yakinsama
oran1 7 = (1 —b)/(1 4 b) = 0.905°ti ve GD vadiyi gegerek zikzak ¢izdi. Ders 23 momentumun bu
orani nasil (1 — v/b)/(1 4+ v/b)’ye diisiirdiigiinii (/ kadar hizlanma) acacak. Kondisyon sayisinin
(1/b, Ders 10) neden egitim hizinin diigmani oldugunu hatirla.
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29 Gradient Descent — Minimuma Dogru Asagi

29.14 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Strang (dk)

Gradient descent derin 6grenmenin merkezi algoritmasi 0Om24

Kondisyon sayisi K = Apax/ Amin = 1/b; lz1 belirler 1m52

Gradyan = en dik —gradyan inis; seviye kiimesine dik 7m14

cikis

Hessian © H PYT <= konveks; pozitif tanimli <= 11ml12

konvekslik kesin

Adim boyu / z, = x — sV I, biiylik — saliim, kiiciik ~ 34m52

learning rate — yavas

Line search exact (optimal, pahal1) / backtracking (%50) 36m09

Kritik 6rnek f=2(x? + by?), start (b, 1) (Boyd & 42m56
Vandenberghe)

Yakinsama orani r=(1—-5)/(1+b);b— 0— zikzak 45m11

(uzun-dar vadi)

29.15 ML Baglantilari Ozeti

Learning rate = en kritik hiperparametre: ¢ok biiyilk — NaN patlama, ¢ok kiiciik — yavas; sche-
dule/warmup/Adam otomatiklestirir.

Kondisyon = egitim hizinin diismam: kotii-kogullu kayip ylizeyi zikzak; momentum (Ders 23), batch
norm (peyzaji yeniden olcekler) ve Adam (koordinat-basi adim) diizeltir.

r, =x —sVF:PyTorch’taw -= 1r * w.grad; tim SGD/Adam/RMSProp bu iskeletin tiirevi.
Birinci-derece zaferi: ucuz adim (sadece gradyan) — milyar parametre egitilebilir (Newton’in Hessian’1
imkansiz, Ders 21).

Line search kullanilmaz: derin 6grenmede her adim ¢ok pahali — sabit/programli learning rate;
backtracking klasik optimizasyonda/L.-BFGS’te standart.

Yerel kuadratik: gercek kayip yiizeyi yerel olarak %ZUTH x (Taylor); bu 6rnegin kondisyon dersi gercek
egitime dogrudan taginir.

Geriye koprii: Ders 21 (Newton, steepest descent, konvekslik), Ders 10 (kondisyon sayis1 ), Ders 5
(pozitif tanimli), Ders 18-19 (Hessian, Rayleigh/eyer).

I Kapanig

Gradient descent’in tiim hikayesi tek oranda: kondisyon sayisi1 iyiyse hizli, kotiiyse zikzak; bir sonraki
ders momentum ile bu orani kokten iyilestirir.

“...this ratio 1 minus b over I plus b is crucial.” — Strang, 45:11
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30 Gradient Descent’i Hizlandirmak — Momentum

Heavy ball, 2x2 6zdeger analizi, karekok hizlanmasi ve Nesterov

1 Boliim bilgisi

Bu ders Ders 22’nin zikzak sorununu ¢6zer: adima momentum (Onceki yoniin hafizasi) ekleyerek
yakinsama oranini kondisyon sayisinin karekokiine indirir. Strang’in Ders 23 videosu (=49 dk) ve
OCW Lecture 23 temel alinmigtir. Okuma siiresi =34 dk; dnkosul Ders 22 (gradient descent, kondisyon,
zikzak).

30.1 Bu Derste Ne Var?

Ders 22’nin zikzak sorununu ¢oziiyoruz. Coziim: adima momentum (6nceki adimin hafizasi) eklemek.
Sonug mucizevi: yakinsama orani (1 —b)/(1 4 b)’den (1 —v/b) /(1 ++/b)’ye dijger — kondisyon say1sinin
karekokii kadar hizlanma. Strang her seyi géren aym kuadratik 6rnekte (F' = (:L" + by?)) iki satirlik
momentum 0zyinelemesini 6zvektor bagina 2 X 2 bir matrise indirger ve optimal s ﬂ y1 kapali-formda okur.

Bes sonug:

1. Momentum: z;, = VF(x},) + B2,_1; T4 = &), — $2;. Onceki yoniin hafizas1 (3).

2. Ozdeger analizi: her 6zvektorii izle — 2 x 2 matris R; s ve 3’y1 R’nin en biiyiik 6zdegerini tiim
A € [m, M| i¢in minimize edecek seg.

3. Optimal: s = (2/(vVM 4 vm))%, B = (VM — /m)/(~'M + \/m))?; yakinsama oran1 (/M —
Vm) [(VM +/m).

4. Hizlanma: kondisyon « yerine v/ — b = 1/100°de oran 0.98’den 0.82’ye diiser.
5. Nesterov: gradyan: kaydirilmis (look-ahead) noktada hesapla; alternatif ivmelendirme.

“...something called momentum to avoid the zigzag...” — Strang, 2:09

AdaGrad / RMSProp /
M ( kzagi d Nesterov: look-ahead abra Adam: rop Ders 22 zikzak <- bu ders -
lomentum: zikzagi sondur S K am: o » Ders 25 SGD
gecmisi ustel biriktir

. optimal: s = (2/(sqrt M + . .
z = grad F + beta z_onceki oran: (1-b)/(1+b) ozdeger analizi: kondisyon kazanci:

sqrt m))“2
x+ = X - s z (hafiza) (1-sqrt b)/(1+sqrt b) her lambda -> 2x2 R matrisi d ) kappa -> sqrt kappa
beta = oran"2

Sekil 30.1: Ders 23 kavram haritasi — momentum hafizayla zikzagi sondurur, karekok kazanci getirir
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30 Gradient Descent’i Hizlandirmak — Momentum

Sekil 30.1 dersin iskeletini gosterir: merkezdeki “zikzagi sondiir” fikri iki satirlik giincelleme kuralindan (ha-
fiza), oran doniisiimiinden, 6zvektdr bagina 2 x 2 analizden, optimal (s, 3) segiminden ve k — +/k kondisyon
kazancindan dallanir; ayr1 diigtimlerde Nesterov’un look-ahead gradyani, modern AdaGrad/RMSProp/Adam
ailesi ve Ders 22 (zikzak) ile Ders 25 (SGD) kopriileri durur.

@ Builder Notu — Hafizanin Karekok Mucizesi

Bu dersin tamamu tek bir mucizeye indirgenir: adima onceki yoniin hafizasini eklemek yakinsama
oranindaki 0’yi v/b yapar. b = 1/100°de (1 —b)/(14b) = 0.98 (siiriiniir) iken (1—+/b) /(14 v/b) =
0.82 (hizli) olur — gereken adim sayisi  degil \/k ile orantilidir. ML kopriisii: derin 6grenmenin
neredeyse her optimizer’1 bu hafiza terimini kullanir; Adam = momentum + adaptif adim. Strang’in bu
dersi tiim modern optimizer ailesinin matematiksel kokiidiir.

30.2 Zikzak Sorunu (Hatirlatma)

Ders 22’nin temel formiili: ,,; = x;, — sVF(x;,). Kritik ornekte (f = %(ZB2 + by?), kiiciik b) seviye
kiimeleri uzun-ince elipsler. Steepest descent her adimda elipse dik iner, en igteki elipse teget olunca durur,
sonra ters yone doner — zikzak. Yakinsama bu sayiya bagliydi:

b—1 1—b\?"
r= T F, = (1—+b> F, (momentumsuz)

b kiigiikse (kotii kondisyon) bu oran 1’e yakin — ¢ok yavas. Bugiiniin igi: momentum terimiyle bu orani
iyilestirmek.

@ Builder Notu — fsrafin Adi1 Zikzak

Zikzak, “en dik yon her zaman en kisa yol degildir” gerceginin goriiniir hali (Ders 22). Steepest
descent vadiyi dik aciyla gecer, ileri-geri sicrar; vadi ekseni (asil ilerleme yonii) boyunca neredeyse hic
gitmez. Momentum tam bu israfi diizeltir. ML kopriisii: NYU paralel kursunda KONUK Defazio’nun
optimizasyon dersi de ayni resmi ¢izer — kotii kondisyon (x) zikzak yaptirir, momentum bu salinimlari
sondiirtr.

30.3 Momentum: Onceki Adimin Hafizasi

Coziim: adima “gecen adimi hatirlatan” bir terim ekle.
“...something called momentum to avoid the zigzag...” — Strang, 2:09
Ana sonucu Once soyleyelim (cebir sonra). Momentum, sihirli yakinsama oranini kokten degistirir:
1-b 1= Vb
1+b 1+b

“...changes to 1 minus square root of b over I plus square root of b.” — Strang, 10:56
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30.3 Momentum: Onceki Adimin Hafizast

Fark devasa. b = 1/100 6rneginde: momentumsuz oran 0.99/1.01 ~ 0.98 (1’e ¢ok yakin, yavas); momen-
tumlu 0.9/1.1 ~ 0.82 (¢ok daha kiigiik, hizli). Vb ortaya ¢ikmasi, kondisyon sayisinin karekokii kadar
hizlanma demek.

Karekok mucizesi: b=0.01 de 0.98 -> 0.82, b=1/9 da 0.8 -> 0.5

087 Nosfd
c
o
o 06 T
©
€
g .5 (Egzl)
g 0.4 -
©
>
0.2 -
i GD: (1-b)/(1+Db)
0.0 - = momentum: (1-sqrt b)/(1+sqrt b)

0.0 0.2 0.4 0.6 0.8 1.0
b (= 1/kondisyon)

Sekil 30.2: GD ve momentum yakinsama oranlari ayni eksende: kondisyonun tersi b (b = 1/k) kiigiildiikce
GD orani (1 — b)/(1 4 b) (turuncu) yavasca 1’e tirmamr, momentum oram (1 — /) /(1 4 /b)
(navy) ise karekok sayesinde ¢cok daha diisiik kalir. b = 0.01 noktasinda GD orani 0.9802 iken
momentum 0.8182’ye iner; b = 1/9°da (Egz1) GD 0.8 iken momentum 0.5’tir. Iki egri arasindaki
gri dolgu momentumun her kondisyonda kazandirdig: farki gosterir.

Sekil 30.2 GD ve momentum oranlarini ayni eksende kiyaslar: b = 1/ kiigiildiikge GD orani (1 —b)/(1+b)
(turuncu) yavasca 1’e tirmamir, momentum orani (1 — v/b) /(1 + v/b) (navy) karekdk sayesinde ¢ok daha
diisiik kalir — b = 0.01°de 0.9802 — 0.8182, b = 1/9°da (Egzersiz 1) 0.8 — 0.5.

Sekil 30.3 Ders 22’nin uzun-dar vadisini geri getirir: solda b = 0.05’te GD vadiyi gecen zikzak ¢izer (turuncu)
ama momentum hafizasini kullanip siiziilerek iner (navy); sagda b = 0.01 késesinde F'/F, < 1076 esigine
momentum 48 adimda, GD 346 adimda ulagir — 7.2 kat fark, \/E = 10 mertebesinde.

@ Builder Notu — Topun Biriken Hiz1

Momentum’un fizik sezgisi: yokus asagi yuvarlanan bir top. Top her adimda hiz (velocity) biriktirir
— zikzak salinimlar1 birbirini gotiiriir (saga-sola), ama vadi ekseni boyunca ivme birikir (hep ayn1
yon). ML kopriisii: SGD + momentum derin 6grenmenin standart optimizer’idir; “agir top” (heavy ball)
yontemi tam budur, S momentum Katsayist genelde 0.9.
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30 Gradient Descent’i Hizlandirmak — Momentum

Ayni vadide iki yontem: GD zikzaklar, momentum hafizayla suziiliir — F/FO < le-6: 48 vs 346 adim (7.2x)

Uzun-dar vadi: GD zikzaklar, momentum suzuliir Ayni vadide F disiisii (b=0.01)
1.0 -//q\@ (zikzak) N 10-4 - 48 vs 346 adim = 7.2x &R
—#— momentum (suzilis) < — momentum
N -8 _
0.8 //_‘ \ 10
10—12 4
0.6~ 10-16 -
> w
0.4 - 10720 -
10—24 4
0.2 -
10-28 -
0.0 - 1032 -
-0.15 -0.10 -0.05 0.00 0.05 0.10 0.15 0 50 100 150 200 250 300 350 400
X adim

Sekil 30.3: Aym vadide iki yontem. Sol: b = 0.05 uzun-dar vadide GD turuncu adimlarla zikzak ¢izer
(Ders 22 deseni), momentum lacivert adimlarla hafizasini kullanip siiziilerek iner. Sag: b = 0.01
kasesinde F diisiisii (semilog) — GD yavas, momentum dik. F'/F;, < 107 egigine momentum
48 adimda, GD 346 adimda iner: 7.2 kat fark (mertebe 1/x = 10).

30.4 Momentum Formulu

Iki denklemle yaz. Bir arama yonii z;, tut; lider terimi gradyan, iistiine 6nceki yoniin 3 kati (hafiza):

2y = VIF(xy) + Bzp_q, Tpp1 = Ty — SZg

B = 0 olsayd1 z;, = VF olur, siradan steepest descent’e donerdik. 3 > 0 ile her adim onceki hareketi
“hatirlar” — z,, gecmis gradyanlarin iistel-agirlikli toplamidir. iki ayar parametresi: adim boyu s ve momentum
katsayisi 3.

[motor notu]: Sekil 30.4 sol panelindeki koordinat 60 adimda 59 isaret degistirir (soniimlii salinum) — heavy-
ball’un kompleks eslenik ozdegerlerinin izi (|eig| = v/ = 0.8182). Ama bu izde enerji F monoton diiser:
salimim koordinattadir, F''de degil — “F yiikselir” demek yanlis olur.

Sekil 30.4 heavy-ball dinamiginin iki yiizlinii ayirir: solda bir koordinat soniimlii salinimla iner (kompleks
Ozdeger izi), sagda aynm yoriingede F' monoton diigser — salinim koordinatta goriiniir ama enerji diizenli
azalir.

@ Builder Notu — Gegmisin Geometrik Toplami

2, = VE+ Bz, 4 agllirsa 2, = VF, +BVEF, |+ [*VF,_,+...— gegmis gradyanlarin geometrik-
agirlikli (3 azalan) toplami. ML kopriisii: PyTorch’ta momentum=0.9 tam bu 3; SGD(momentum) bu
iki satir1 uygular. AdaGrad/RMSProp/Adam farkli agirliklandirmalarla ayn1 “gecmisi biriktir” fikrini
kullanir.

332



30.5 Ozdeger Analizi: 2x2 Matris R

Heavy-ball dinamigi: kompleks 6zdegerler koordinatlari salindirir (Jeig| = VB = 0.818), F yine monoton disebilir

koordinat salinimli iner (kompleks 6zdeger izi) [motor notu] F bu izde MONOTON — salinim koordinatta
0.04 -
-3 _
0.03 - 10
= 0.02- 1075 -
[}
ur
esah 1110
e} — 4
x AAARRRAA. 2, g
0.00 Vvvyvvv v =
5 L S
C 10 <
5 —0.01 -
o
£ -0.02- 1071 -
-0.03 - 10-13 -
—0.04 -, T T T T T T T v T T T T T T T
0 10 20 30 40 50 60 0 10 20 30 40 50 60 70 80
adim adim

Sekil 30.4: Heavy-ball dinamigi: kompleks 6zdegerler koordinatlar1 salindirir (leig| = \/B = 0.818), F yine
monoton diisebilir. Sol: bir koordinat (A=1 y0nii, reel negatif ¢ift 6zdeger —0.818) salinimli iner
— 60 adimda 59 isaret degisimi. Sag: ayn1 izde enerji F monoton diiser; salinim koordinatta, F’de
degil.

30.5 Ozdeger Analizi: 2x2 Matris R

Cebir nasil ¢oziiliir? S simetrik oldugundan 6zvektorlerine ayir; her 6zvektorii ayri ayri izle — problem
skalere iner (her A i¢in ayr1). Momentum 6zyinelemesi, (¢, d;,) katsayilart icin 2 X 2 bir matrisle ¢arpmaya
dontistir:

“...it’s a miracle that the algebra... you really see the value of eigenvectors.” — Strang, 9:36

Chet| _ p |k n_ [1—3)\ B}
{dml} {dk} ’ —sA B
Her adim R ile carpim. Yakinsama hizt R nin 6zdegerlerine bagl (R* kiiciilmeli). R, A (S"nin 6zdegeri)

ile s ve 3’ya bagl. Is: s ve 3’y1, R’nin en biiyiik 6zdegerini tiim A € [m, M| araliginda en kiigiik yapacak
sekilde sec.

@ Builder Notu — Her Ozvektor Kendi 2x2’si

“Her 0zvektorii izle, problem skalere insin” Ders 4’iin kosegenlestirme giiciiniin dorugu: bir matris
Ozyinelemesi, 6zvektor basina bagimsiz 2 X 2 sisteme ayrisir. ML kopriisii: bu spektral analiz, optimi-
zer’larin neden farkli 6zdeger (egrilik) yonlerinde farkli davrandigini agiklar — Adam’1n koordinat-basi
adim boyu tam bu “her yon ayr1” fikrinin pratik versiyonu.

30.6 Optimal s ve B (Mucize)

Iki parametreyi (s, 3) tim A € [m, M| i¢in R’nin en biiyiik 6zdegerini minimize edecek sekilde se¢ —

sastrtict derecede temiz bir ¢oziim ¢ikar (Strang’in “mucize” dedigi). m = A, M = A, cinsinden:
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30 Gradient Descent’i Hizlandirmak — Momentum

Bu secimle R’nin 6zdegerleri (yani adim-basi kii¢iilme orani) su sinira iner:

VM —/m
VM +/m

yakinsama orani =

Ormek (M = 1, m = b): B, = (1 — vb)/(1 + vb))?, oran (1 — vb)/(1 + v/b). Momentumsuz
(1 —10)/(1+ b)’nin v/b versiyonu.

Mucize: optimal (s, beta) max ozdegeri TUM lambda larda 0.8182 e sabitler; ozdegerler |z| = sqrt(beta) cemberinde

2.0- 3= Bopt = 0.6694 (duz 0.8182) 1.00 - birim cember
e B =0.3 (ucta 1iasar) N |z|=\/E
1.8 - — B=0.85 0.75 - e Rozdegerleri
iraksama siniri 0.50
o 1.6- '
©
] . 0.25-
s 1.4- o
> c
— = 0.00 - ecommmmwe oo cmmmn e
© ©
S12- £
] -0.25 -
n 1.0 - / I
—0.50 -
i i ]

0.8 -
\ / —-0.75 -
0.6 ~1.00-
0.0 0.2 0.4 0.6 0.8 1.0 -1.0 -0.5 0.0 0.5 1.0
lambda reel

Sekil 30.5: Optimal (s, 3) ile R’nin maksimum &zdegeri TUM \ € [m, M] araliginda 0.8182’ye sabitlenir
(esit-dalgalanma, ¢ift kok). Yanlis 3 ya yakinsamay1 yavaslatir (steel, 5 = 0.85) ya da raksatir
(turuncu, B = 0.3 ugta 1’i asar). Sagda: 6zdegerler ara \’larda kompleks eslenik olup tam
|z| = /B cemberi iizerinde durur.

Sekil 30.5 mucizeyi spektral olarak gosterir: solda optimal (s, 3) ile R’nin maksimum ozdegeri tim \
araliginda diiz 0.8182’ye sabitlenir (esit-dalgalanma, ¢ift kok), yanlis 5 ya yavaglatir (8 = 0.85, steel) ya da
ugta 1’i agip 1raksatir (3 = 0.3, turuncu); sagda 6zdegerler ara \’larda kompleks eslenik olup tam |z| = /3
cemberi lizerinde durur.

@ Builder Notu — Polyak’in Agir Topu

Bu, Polyak’in “agir top” (heavy ball) yonteminin optimal parametreleridir. ML kopriisii: pratikte M, m
(Hessian 6zdegerleri) bilinmez, bu yiizden 3 & 0.9 sabit alinir ve s ayarlanir; ama teori, momentum’un
neden bu kadar yardimci oldugunu kanitlar — kondisyon sayis1 kétiilestikge kazang biiyiir.
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30.7 Kondisyon Sayusi: \k Hizlanma
30.7 Kondisyon Sayisi: Yk Hizlanma

Anahtar kavram kondisyon sayisi K = A, /A, = M /m (6rnekte 1/b). & biiyiikse problem zor; k = 1 ise
(M = m, $S = $ identity kat1) problem trivial. Momentum’un kazanci: efektif kondisyon sayisin1 karekokiine
indirir:

=, = momenumsuz~ &, momentumlu ~ /K

b =1/100 (x = 100): momentumsuz oran ~ (k — 1)/(k + 1) ~ 0.98; momentumlu ~ (\/k —1)/(\/k +
1) = 9/11 ~ 0.82. Yakinsama i¢in gereken adim sayisi \/k ile orantili (x degil) — biiyiik x’da muazzam
fark.

@ Builder Notu — Karekok Kazanci

“k — /K momentum’un teorik vaadidir ve birinci-derece yontemler i¢in neredeyse optimaldir (Neste-
rov bunu kanitladi). ML kopriisii: derin aglarda « astronomik (milyonlar); momentum olmadan egitim
pratik degil. NYU paralel kursunda KONUK Defazio momentum soniimlemesini tam bu ¢ercevede
anlatir — batch normalization x’y1 kiigiilterek, momentum /k’ya indirerek birlikte egitimi miimkiin
kilar; ikisi de “kotii kondisyon” diismanina karsi.

30.8 Nesterov ivmelendirmesi

Momentum’a alternatif bir hizlandirma, Rus matematik¢i Nesterov’dan (makaleleri zor okunur ama icerik
ciddi):

“...Nesterov’s idea.” — Strang, 42:08

Fikir benzer (6nceki degeri kullan) ama bir incelikle: gradyani mevcut noktada degil, ileriye kaydirilmig
(look-ahead) bir v, noktasinda hesapla:

Tpi1 = Yp — S VE(y)
“...the gradient is being evaluated at some different point.” — Strang, 44.:09

Yy» ’lerden bir ekstrapolasyonla (momentum yoniinde bir adim ileri) elde edilir. Yani “6nce momentum
yoniinde bak, oradaki egimi 6l¢, sonra adim at.” Bu look-ahead, momentum’un agiri-atlama (overshoot)
egilimini frenler ve ayni1 \/k hizlanmasini verir — birinci-derece yontemler i¢in optimal.

[motor notu]: heavy-ball’un optimal s = 3.3058 degeri NAG a tagimirsa yontem wraksar (| pg,|| = 1.8 x 10%9)
— parametre yontem-ozgiidiir, odiing alinamaz. NAG kendi standart secimiyle (s = 1/M = 1, § =
(Ve —1)/(v/k + 1) = 9/11) 88 adimda yakinsar (empirik oran 0.9074): GD’den ¢ok hizli, momentum
mertebesinde.

Sekil 30.6 bu yontem-6zgiiliigii gosterir: solda Polyak’in optimal s’i NAG’a tagininca norm patlar (turuncu,
raksar) ama NAG kendi parametreleriyle diizgiin iner (navy); sagda ii¢c yontem yan yana — GD 346, momen-
tum 48, NAG 88 adimda F'/F; < 107 esigine ulagir.
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30 Gradient Descent’i Hizlandirmak — Momentum

Nesterov look-ahead: kendi parametreleriyle sqrt-kappa sinifi (88 adim, oran 0.907) — heavy-ball parametrelerini odunc ALMA

[motor notu] parametre YONTEM-OZGU: Polyak-s NAG i IRAKSATIR (1.8e+35) uc yontem: GD 346, momentum 48, NAG 88 adim (F/FO < 1le-6)
37 & 100 =
10 NAG + Polyak-s (iraksar) 0 GD (346 adim)
1030 - == NAG kendi parametreleri 1078 - = momentum (48 adim)
= = momentum (kiyas) = NAG (88 adim)
1023 - 10716 - F/Fo = le-6
10724 -
E 10%1 =
s § 10732 -
£ 10°- S
— L 1040 _
= 2 w10
10 - 10-48 -
107> - 10-56 -
10-12 - 10764 -
0 0 0 0 il 0 0 0 0 0 0 il 0 0 0 0 0 0
0 25 50 75 100 125 150 175 200 0 50 100 150 200 250 300 350 400
adim sayisi adim sayisi

Sekil 30.6: Nesterov look-ahead: kendi parametreleriyle \k sinifi (88 adim, oran 0.907) — heavy-ball para-
metrelerini 0diing ALMA. Sol: Polyak’in optimal s’i NAG’a tasininca 1raksar (1.8e+35); NAG
kendi secimiyle (s=1, 3=9/11) diiser. Sag: GD 346, momentum 48, NAG 88 adimda F/F, < le-6.

@ Builder Notu — Once Bak Sonra Adim At

Nesterov’un “Once bak, sonra adim at” hilesi momentum’dan biraz daha kararlidir (overshoot’u diizeltir).
ML kopriisii: Nesterov Accelerated Gradient (NAG) PyTorch’ta nesterov=True ile mevcut; teoride
birinci-derece yontemlerin yakinsama hizinin alt sinirina ulasir — daha hizlisi (sadece gradyanla)
miimkiin degil.

30.9 AdaGrad, Adam ve Modern Optimizer’lar

Momentum tek bir 6nceki adimi (z;,_;) hatirlar. Modern yontemler tiim ge¢mis degerleri basit bir formiille
biriktirir:

“...it goes under the names adagrad, or others.” — Strang, 41:36
AdaGrad, RMSProp, Adam: her gecmig gradyana ayri katsay1 vermeden (o devasa ig olurdu), iistel-agirlikli
ortalamalarla ge¢misi 6zetler. Adam = momentum (birinci moment, gecmis gradyan ortalamasi) + adaptif

adim boyu (ikinci moment, ge¢cmis gradyan-kare ortalamasi). Her koordinata kendi efektif learning rate’ini
verir — kotii kondisyona karsi momentum’dan bir adim oteye.

@ Builder Notu — Momentum’dan Adam’a

Momentum — AdaGrad — RMSProp — Adam evrim ¢izgisi: hepsi “ge¢cmis gradyanlar1 biriktir”
fikrinin varyantlari. ML kopriisii: Karpathy serisinde micrograd saf SGD ile baglar, nanoGPT ise AdamW
kullanir — bu ders tam o geg¢isin teorisidir. Momentum (1. moment) zikzag1 sondiiriir, RMSProp bileseni
(2. moment) her koordinati 6lgekleyip kondisyonu diizeltir; Adam bugiin derin 6grenmenin (6zellikle
Transformer’larin) varsayilan optimizer’idir ve Strang’in bu dersi tiim bu ailenin matematiksel kokenidir.
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30.10 Bu Dersin Ozeti

30.10 Bu Dersin Ozeti

e Zikzak sorunu: kotii kondisyonlu (uzun-ince elips) problemde steepest descent yavas; oran (1 —
b)/(1+b) ~ 1.

* Momentum: z;, = VF(x,,) + Bz,_1, T}, = ), — 5;,; 6nceki yoniin hafizasi (3).

+ Ozdeger analizi: her 6zvektor — 2 X 2 matris R; s, 8’y1 R’nin max 6zdegerini tim \ € [m, M] igin
minimize edecek sec.

« Optimal: s = (2/(v/M 4 /m))?, 8 = (VM — \/m) /(M + \/m))?; yakinsama oram (v/M —
Vm)/ (VM + /m).

« Yk hizlanma: kondisyon x = M /m yerine y/x; oran (1 —b) /(1 +b) — (1 —v/b)/(1 + /D).

* Nesterov: gradyam look-ahead noktada hesapla (x;,,, = y;, — sV F(y,,)); optimal birinci-derece.

* Modern: AdaGrad/RMSProp/Adam tiim gecmisi tistel-agirlikla biriktirir (Adam = momentum + adaptif
adim).

I Tek Bir Ciimle

Momentum, adima 6nceki yoniin hafizasini (8z,_;) ekleyerek zikzag1 sondiiriir ve yakinsama oranint
(1 —b)/(1 4 b)den (1 —+/b)/(1 + v/b)’ye — kondisyon sayisinin karekokii kadar — iyilestirir;
Nesterov bunu look-ahead gradyanla yapar, Adam ise momentumu adaptif adim boyuyla birlestirir.

30.11 Kontrol Sorulari

° . . P
1 Soru 1 — Momentum terimi ve sezgisi

Soru: Momentum terimi gradient descent formiiliinii nasil degistirir ve sezgisi nedir?

Cevap: z;, = VF(x},) + 2,1, T}1 = T}, — Sz),. Arama yonii z;,, gradyana ek olarak onceki yoniin
[ katini icerir (hafiza). Sezgi: yokus asag1 yuvarlanan top — zikzak salinimlar (sag-sol) birbirini gotiiriir,
vadi ekseni boyunca ivme (velocity) birikir. 8 = 0 ise siradan steepest descent’e doner.

1 Soru 2 — Oran iyilesmesi ve kondisyon

Soru: Momentum yakinsama oranini nasil iyilestirir, kondisyon sayisiyla iligkisi nedir?

Cevap: Oran (1 —b)/(1 + b)’den (1 — v/b) /(1 + v/b)’ye diiser. Kondisyon sayist & = M /m = 1/b
cinsinden: momentumsuz hiz ~ x, momentumlu ~ /%. Yani momentum efektif kondisyon sayisini
karekokiine indirir. Biiyiik x’da (b ~ 0) kazang devasa: yakinsama igin gereken adim sayis1 / ile
orantilt olur (x yerine).

1 Soru 3 — 2x2 matris R ve 6zvektorler

Soru: Momentum analizinde 2 X 2 matris R nereden gelir, neden 6zvektorler kullanilir?

Cevap: S simetrik oldugundan 6zvektorlerine ayrilir; her 6zvektor ayr izlenince problem skalere iner
(her X i¢in bagimsiz). Momentum 6zyinelemesi (¢, d;.) katsayilari i¢in 2 X 2 matris R ile ¢carpima
doniisiir. Yakinsama R*’ya, yani R’nin 6zdegerlerine baghdr. s, 3 bu 6zdegerleri tim A € [m, M|
icin minimize edecek segilir — kosegenlestirme (Ders 4) problemi parcalara ayirir.
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30 Gradient Descent’i Hizlandirmak — Momentum

1 Soru 4 — Nesterov ile momentum farki

Soru: Nesterov ivmelendirmesi momentum’dan nasil farklidir?

Cevap: Momentum gradyan1 mevcut ;, noktasinda hesaplar; Nesterov look-ahead y;, noktasinda
(momentum yo6niinde bir adim ileri) hesaplar: z, ; = y;, — sVF(y;,). “Once momentum yéniinde
bak, oradaki egimi Ol¢, sonra adim at.” Bu, momentum’un agiri-atlama (overshoot) egilimini frenler ve
birinci-derece yontemler icin optimal yakinsamay1 verir.

30.12 Egzersizler

1. Oran karsilagtirmasi. b = 1/9 i¢in momentumsuz oran (1 — b)/(1 4+ b) ve momentumlu (1 —
v/b)/(1 4 v/b)’yi hesapla. Hangisi kag kat daha kiigiik? Yakinsama i¢in kabaca kag kat daha az adim?
(Motor tamg1: GD 0.8, momentum 0.5; adim ¢arpani log 0.5/ log 0.8 = 3.106x — bkz. Sekil 30.7.)

2. Momentum agihmu. z;, = VF) + 3z, ozyinelemesini 2z, = V F|,’dan baglayarak z,’ye kadar ag.
zy'nin VF,, VF|, VF, cinsinden (5 agirlikli) ifadesini yaz. (Motor tamig1: zo = VF, + SV F] +
B2V F,, 6zyineleme = ac¢ik form, maxdiff ~ 1071°.)

3. Optimal . M = 1, m = 0.04 (x = 25) i¢in 8, = (VM — /m)/(vVM + \/m))*’yi hesapla.
(v/m = 0.2.) B yaklasik kag¢? Tipik derin 6grenme degeri 0.9 ile kargilastir. (Motor tamgi: 3
(0.8/1.2)% = 4/9 = 0.4444; pratik sabit 0.9°dan farkl, optimal x’ya bagli.)

opt —

4. B = 0 simirt. Momentum formiiliinde 5 = 0 alirsan ne olur? Yakinsama oram (v M — v/m)/ (VM +
\/m) hangi ifadeye doner? (ipucu: 5 = 0 momentum’u kapatir, iz birebir GD’ye déner, maxdiff 0;
oran (1 —b)/(1 + b)’ye iner.)

5. (Ders 24 habercisi) Simdiye kadar kisitsiz (veya basit kisitli) minimizasyon gordiik. Peki amag ve
kisitlarin hepsi dogrusalsa? Bir dogrusal hedefi dogrusal esitsizlik kisitlar1 altinda optimize etmek —
koselerde ¢coziim? Bir tahmin yaz — Ders 24 “lineer programlama ve iki-kisilik oyunlar” ile bu 6zel
ama c¢ok onemli sinif1 igliyor.

Sekil 30.7 iki egzersizi sayisal olarak dogrular: solda Egz2’nin agihim agirhklar [1, 8, 5%] = [1, 0.7, 0.49]
ozyinelemenin agik formla birebir eslestigini gosterir (maxdiff ~ 1071¢); sagda optimal 3(m) egrisi kondis-
yona baghdir — m = 0.04 (k = 25) noktasinda (3, = 4/9 = 0.4444 (turuncu yildiz), DL pratiginin sabit
£ = 0.9’undan farkli.

opt

30.13 Sonraki Ders icin Hazirlik

Ders 24: Lineer Programlama ve Iki-Kisilik Oyunlar. Optimizasyonun 6zel ama merkezi smifi: dogrusal
hedef + dogrusal kisitlar. Coziim bir kosededir (simplex yontemi kdseden koseye yiiriir). Dualite (primal-dual),
ve iki-kisilik sifir-toplamli oyunlarin minimax dengesi (Ders 19 maxmin bagi) — von Neumann’in minimax
teoremi.
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30.14 Anahtar Kavramlar (Cheat Sheet)

Egzersiz taniklari: z_k gecmisin geometrik toplami; optimal beta kondisyona bagli (kappa=25 -> 4/9)
Egz2: z2 acilim agirliklari (beta = 0.7) Egz3: optimal beta kondisyona bagli
DL tipik beta = 0.9

1.0 -
ozyineleme = acik form
-16, momentum_expansion_check) 0.8 -
0.8 -
© 0.6~
4 [} m=0.04 (kappa=25)
= 0.6 Q beta_opt = 4/9 = 0.4444
= ©
o
© % 0.4 -
0.4 - 2
0.2 -
0.2 -
00 - 1 1 1 00 - T T T T T T
grad F2 (1) grad F1 (beta) grad FO (beta”™2) 0.0 0.1 0.2 0.3 0.4 0.5

m (= 1/kondisyon, M=1)

Sekil 30.7: Egzersiz tamklar1 — sol: Egz2’nin agilim aguliklari [1, 3, 3%] = [1,0.7,0.49] 6zyinelemenin agtk
formla birebir eglestigini gosterir (maxdiff 3e-16, momentum_expansion_check); sag: optimal
B(m) egrisi kondisyona baglidir — m = 0.04 (x = 25) noktasinda 3, = 4/9 = 0.4444
(turuncu yildiz), DL pratiginin sabit 5 = 0.9’undan farkli.

Hazirlik

Bu dersteki Sekil 30.3 sol panelindeki siiziilen momentum yoriingesini zihninde tut: kisitsiz bir kuadratigi
gradyanla (art1 hafiza) minimize ettik ve oran /r’ya indi. Ders 24 ise tamamen farkli bir geometriye
gecer: hedef ve kisitlarin hepsi dogrusalsa minimum icte degil bir kdsede olur. Ders 19’un maxmin
(Courant-Fischer) fikrini hatirla — iki-kisilik oyunlarin minimax dengesi oraya baglanacak.

30.14 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Strang (dk)
Zikzak oran (1 —0)/(1 4 b) ~ 1, yavas 2m09
(momentumsuz)
Momentum 2=VF+pz_50, =x—52 2m09
Vb mucizesi (1—=0)/(14+b) = (1—vb)/(1++Vb)  10m56
Ozvektor analizi her A — 2 X 2 R; max 6zdegeri minimize et 9m36
Optimal s, s =(2/(vVM + /m))?, 37m00
B=((VM —ym)/(VM + ym))*
Kondisyon Vk Kk — y/k; adim sayisi ~ /K 30m50
Nesterov look-ahead: z, =y — sV F(y) 42m08
AdaGrad / Adam tiim gecmisi iistel-agirlikla biriktir 41m36
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30 Gradient Descent’i Hizlandirmak — Momentum

30.15 ML Baglantilan Ozeti

SGD + momentum = standart: derin 6grenmede neredeyse her optimizer momentum kullanir (8 &~
0.9); zikzag1 sondiiriir, yakinsamay1 /x’ya hizlandirir.

Adam = momentum + adaptif: 1. moment (momentum, ge¢mis gradyan) + 2. moment (RMSProp,
gecmis gradyan-kare); koordinat-bagi learning rate; Transformer’larin varsayilani.

Nesterov (NAG): look-ahead gradyan; birinci-derece yontemlerin optimal yakinsama hiz1 (PyTorch
nesterov=True).

Fizik sezgisi: momentum = yokus asag1 yuvarlanan top, hiz biriktirir; salinimlar soner, ivme birikir.
VK teorisi: momentum efektif kondisyonu karekdke indirir; batch norm #’y1 kiigiiltiir — ikisi birlikte
derin ag egitimini miimkiin kilar.

Kosegenlestirme giicii: 6zvektor basina 2 x 2 analiz (Ders 4); Adam’in koordinat-basi adiminin teorik
kokeni.

Geriye koprii: Ders 22 (zikzak, kondisyon, oran), Ders 4 (6zvektor/kosegenlestirme), Ders 10 (kondis-
yon say1si k), Ders 5 (pozitif taniml1 .S).

| Kapanig

Momentum tek bir hafiza terimiyle kondisyon sayisini1 karekokiine indirir; bu kiiciik ekleme, gradient
descent’i pratik bir algoritmadan derin 6grenmeyi miimkiin kilan bir araca doniistiiriir.

“...changes to 1 minus square root of b over 1 plus square root of b.” — Strang, 10:56
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31 Lineer Programlama ve iki-Kisilik Oyunlar

Kose ¢oziimleri, max-flow min-cut dualitesi ve von Neumann minimax

1 Boliim bilgisi

Bu ders optimizasyonun 6zel ama merkezi bir sinifini isler: dogrusal hedef + dogrusal kasitlar (lineer
programlama). Anahtar kavram dualite — max-flow = min-cut ve iki-kisilik sifir-toplamli oyunlarin
minimax dengesi hep aym ilkedir. Strang’in Ders 24 videosu (=53 dk) ve OCW Lecture 24 temel
alinmigtir. Okuma siiresi =34 dk; 6nkogsul Ders 23 (gradient descent, momentum, kondisyon).

31.1 Bu Derste Ne Var?

Bu derste bes sonug var:

LP: min ¢’z kisit Az = b ve z > 0 (esitsizlik kisit1 LP’yi “6zel” yapar). Coziim bir kosededir.
Algoritmalar: simplex (Dantzig, kdseden koseye) ve i¢-nokta (Karmarkar, feasible set icinden).
Max-flow min-cut: agin maksimum akig1 = minimum kesim kapasitesi — klasik dualite 6rnegi.
Dualite: her akis < her kesim; maksimum = minimum oldugunda optimal.

Iki-Kisilik oyun: payoff matrisi; x satir secer, y siitun; saddle point yoksa karma strateji (mixed
strategy) + minimax.

ARl

“Linear programming is a very famous part of optimization.” — Strang, 1:57

Sekil 31.1 dersin iskeletini gosterir: merkezdeki “LP + dualite + oyunlar” fikri, esitsizlik kisitinin LP’yi 6zel
kildig1 dogrusal hedeften, dogrusal maliyetin ¢6ziimii bir koseye ittigi geometriden, simplex (kdseden koseye)
ile ic-nokta (Karmarkar) algoritma ikiliginden, max-flow = min-cut dualitesinden ve payoff matrisli iki-kisilik
oyundan dallanir; ayr1 diigiimlerde karma strateji + minimax (von Neumann), minimax = GAN/adversarial
kopriisii ve Ders 18 (KKT) + Ders 19 (maxmin) bag1 durur.

@ Builder Notu — Her Min’in Bir Maks Ikizi

* Dualite = optimizasyonun kalbi — her minimizasyon probleminin bir maksimizasyon ikizi
vardir; ikisi esitse optimal kanitlanmistir (max-flow min-cut, primal-dual).

* LP € P — polinom zamanda ¢oziiliir (ellipsoid, Khachiyan); simplex ortalama-durumda hizli
(Spielman smoothed analysis).

* Minimax = GAN — iki-kisilik sifir-toplamli oyun; iiretici-ayiric1 (Ders 23) ve adversarial egitim
ayni minimax yapisi.
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31 Lineer Programlama ve Iki-Kisilik Oyunlar

Ders 18 KKT + Ders 19

LP + dualite + oyunlar .
maxmin koprusu

LP: min c"T x, Ax = b, x >= . simplex: koseden koseye
cozum bir KOSEDE N .
0 (d { maliyet) ic-nokta: iceriden
logrusal maliye
(esitsizlik = ozel hal) e b (Karmarkar)

max-flow = min-cut iki-kisilik oyun:

(dualite) payoff matrisi

karma strateji + minimax
(von Neumann)

minimax = GAN /
adversarial

Sekil 31.1: Ders 24 kavram haritasi — lineer programlama, max-flow min-cut dualitesi ve iki-kisilik oyunlar
tek bir minimax cercevesinde bulusur.

* Geriye koprii: Ders 18 (KKT, Lagrange kisitli optimizasyon), Ders 19 (maxmin/minimax —
ozdeger versiyonu), Ders 21 (konvekslik, feasible set). Paralel: 6.006 Ders 16 (agirlikli en kisa
yol — LP dualitesi).

31.2 Lineer Programlama Nedir?

Optimizasyonun en iinlii 6zel sinifi:
“Linear programming is a very famous part of optimization.” — Strang, 1:57

Dogrusal bir maliyet fonksiyonunu, dogrusal kisitlar altinda minimize et:

min Tz st Az = b, >0

x bilinmeyen (n x 1), ¢ maliyet vektorii, A ise m x n (m < n, kare-tersinir DEGIL). Maliyet dogrusal,
esitlik kisitlar1 dogrusal — ama x > 0 (vektor esitsizligi: her z; > 0) isi dogrusal-olmayan, “6zel” yapar. Bu
iki kisit birlikte uygunluk kiimesi (feasible set) K’yi tanimlar.

@ Builder Notu — Egsitsizlik Kose Yaratir

“x > 0 esitsizligi LP’yi 6zel kilar” — esitsizlik kisitlar1 ¢6ztimii kisit bolgesinin siniria/kdsesine iter.
ML kopriisii: negatif-olmama kisit1 her yerde (olasiliklar, agirliklar, kaynaklar > 0); LP, kaynak tahsisi,
iretim planlama ve (dual formda) SVM gibi problemlerin temelidir.

342



31.3 Geometri: Coziim Bir Kosededir

31.3 Geometri: C6ziim Bir Késededir

n = 3’te gorsellestir. x > 0 — uzayin 1/8’i (oktant). Tek kisit (Az = b) bir diizlem; oktantla kesisimi bir
iicgen. Ornek: minx; + 2z + 5z, kisit &y + x5 + 23 = 3, 2 > 0. Diizlem eksenleri (3,0, 0), (0, 3,0),
(0,0, 3)’te keser. Maliyet dogrusal oldugundan minimum bir kogededir:

“...one of these three corners is the winner.” — Strang, 8:15

Ug kosenin maliyeti: (3,0,0) — 3, (0,3,0) — 6, (0,0,3) — 15. Kazanan z* = (3,0,0), maliyet 3.
Dogrusal fonksiyon uglarda (koselerde) ekstremumdadir — i¢ noktada degil.

Feasible set = oktant n duzlem = ucgen; dogrusal maliyet koseye kacar: kazanan (3,0,0), maliyet 3

15
°
I\
\
3.0
2.5 Y

Sekil 31.2: Feasible set = oktant N duzlem (x; + X, + X3 = 3) = iicgen. Dogrusal maliyet koseye kacar: kdse
maliyetleri (3,0,0)—3, (0,3,0)—6, (0,0,3)—15; kazanan kdse (3,0,0), maliyet 3 (linprog ¢coziimii
birebir kosede).

Sekil 31.2 LP’nin temel teoremini gorsellestirir: feasible set, oktant (x > 0) ile diizlemin (| + x5 + x5 = 3)
kesisimi olan bir iiggendir; ii¢ kosenin maliyeti 3/6/15 ve dogrusal maliyet koseye kactig1 igin kazanan koge
(3,0, 0) (turuncu marker), minimum maliyet 3 — linprog ¢oziimii bu kdseyle birebir ayni ¢ikar.

@ Builder Notu — Dogrusal Maliyet Uglara Kacar

“Dogrusal maliyet — kosede optimal” LP’nin temel teoremi: optimum daima bir kdsede (vertex) bulunur.
ML kopriisii: bu, LASSO’nun (¢! regiilarizasyon, Ders 8/16) neden seyrek ¢oziim verdigini aciklar —
¢! topu koselidir, optimum koseye (¢ok sifirl) diiser. Kose = seyreklik geometrisi.
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31 Lineer Programlama ve Iki-Kisilik Oyunlar

31.4 Algoritmalar: Simplex ve ic-Nokta

Koseyi bulmak yeter — ama biiyiik 1, n’de iistel sayida kose var, hepsini sayamayiz. iki algoritma ailesi:

Simplex (Dantzig): bir koseden bagla, maliyeti diisiiren bir kenar boyunca yiirii, sonraki koseye var, tekrarla
— kenarlar lizerinde steepest descent.

“...the simplex method, which finds a corner.” — Strang, 10:45

I¢-nokta (interior point, Karmarkar): kenarlardan degil, uygunluk kiimesinin icinden geg; bir arama yonii
se¢, sinira carpmadan dur, Newton/kalkiiliisle minimize et.

“...interior point method.” — Strang, 13:46

Karmarkar’in 1984’teki yontemi (New York Times’a ¢ikacak kadar ses getirdi) ic-nokta fikrini popiilerlestirdi.
Karmasgiklik: simplex en-kotii durumda iistel ama ortalama-durumda polinom (Spielman smoothed analysis);
ayrica LP’nin P sinifinda oldugu kanitland: (ellipsoid yontemi, Khachiyan — iinlii Rus sonucu).

iki strateji ayni kdoseye: simplex kenarda yurir (Dantzig),
ic-nokta iceriden gecer (1984, NYT)

*

simplex: kenCrda kdseden késeye
=@— ic-nokta: iceriden (Karmarkar)

Sekil 31.3: iki strateji ayn1 kdseye varir. Sematik politopun kenar1 boyunca simplex (turuncu oklar) kdseden
koseye sicrar — Dantzig’in yontemi. I¢-nokta yolu (navy) ise politopun i¢inden kivrilarak ayni
optimum koseye (teal yildiz) yaklasir — Karmarkar’in 1984 yaklasimi. Ayn1 ¢oziim, iki ayri
geometri.
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31.5 Max-Flow Problemi

Sekil 31.3 iki algoritma stratejisini ayni politopta karsilastirir: simplex (turuncu oklar) feasible kiimenin kenar1
boyunca koseden koseye sicrar (Dantzig), ic-nokta yolu (navy) ise politopun i¢inden kivrilarak ayni optimum
koseye (teal yildiz) yaklasir (Karmarkar, 1984) — aym ¢6ziim, iki ayr1 geometri.

@ Builder Notu — Kenardan m1 Iginden mi

Simplex (kenar) vs i¢-nokta (i¢) ikiligi, optimizasyonun iki biiyiik stratejisini temsil eder. ML kopriisii:
simplex’in “kenarda steepest descent’i, gradient descent’in (Ders 22) kisith versiyonu; i¢-nokta yon-
temleri Newton’1 (Ders 21) kisit bolgesi icinde kullanir. Modern biiyiik-6lcek LP/QP coziiciileri (SVM
egitimi dahil) i¢-nokta tabanldir.

31.5 Max-Flow Problemi

LP’nin en giizel 6rnegi: bir agda kaynaktan (source) hedefe (sink) maksimum akis gonder. Her kenarin bir
kapasitesi var; o kenardaki akis kapasiteyi asamaz:

max (sink akisi) s.t. 0 < (kenar akisi) < (kapasite)

Bu bir tamsay1 (integer) LP’dir ama dikkat ¢ekici bir 6zelligi var: kesirli akisa izin versen bile optimal
akis tamsayi ¢ikar — yani tamsay1 kisitin1 “gilivenle gevsetebilirsin” (LP rahatlatmas1), simplex/i¢-nokta
uygulayabilirsin. Bu, max-flow’u verimli ¢oziilebilir kilar.

Sekil 31.4 motor aginda max-flow = min-cut = 14 sonucunu ¢izer; asagida dualite boliimiinde optimal akislarin
tamsay1 ¢iktigini ve kesim kiimelerinin akisi nasil sinirladigini ayrintilandiracagiz.

@ Builder Notu — Tamsay1 Bedava Cikar

Max-flow’un “LP optimumu tamsay1 ¢ikar” 6zelligi (tlimlesik-modiilerlik, total unimodularity) nadir ve
degerlidir: genelde tamsay1 programlama NP-zordur, ama max-flow polinomdur. ML kopriisii: graf-
kesim (graph cut) goriintii segmentasyonu, ikili etiketleme (binary labeling) ve enerji minimizasyonu
max-flow’a indirgenir — bilgisayarli goriide standart arac.

31.6 Dualite: Max-Flow = Min-Cut

Bir akisin en fazla ne kadar olabilecegini nasil sinirlariz? Kesim (cut) ile: ag1 kaynak-tarafi ve hedef-tarafi
diigiimlere ayir; tiim akis bu kesimi gegmek zorunda. Kesimin kapasitesi = onu gecen kenarlarin toplami. Her
akis < her kesim kapasitesi.

“...that’s what duality is, that any flow has [to be < the capacity of any cut].” — Strang, 37:32
Maksimum akig ile minimum kesim cakistiginda optimal kanitlanir:

“The maximum flow turned out to be 14[, and the minimum cut turned out to be 14].” — Strang,
34:45
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31 Lineer Programlama ve Iki-Kisilik Oyunlar

max flow = min cut

Iste dualite: bir minimizasyon (en kiiciik kesim) ile bir maksimizasyon (en biiyiik akis) ayn1 say1ya varir. Akig
14’1 gecebiliyorsam ve higbir kesim 14’iin altinda degilse, 14 optimaldir. Biiylik agda min-cut goriinmez ama
hizl1 bulunabilir.

[motor agi] Max-flow = min-cut = 14: optimal akislar TAMSAYI [8, 6, 1, 7, 7]
(Strang derste de 14 bulur)

min-cut

Z/1

Sekil 31.4: [motor ag1] Max-flow = min-cut = 14: optimal akislar TAMSAYTI [8, 6, 1, 7, 7], kesim {s} en
dar bogaz (Strang derste de 14 bulur). Her kenarda “akis/kapasite” etiketi; turuncu kesik egri {s}
kesimini ay1rir.

Sekil 31.4 dualiteyi somut bir agda gosterir: kaynak s’ten hedef ¢’ye giden LP-optimal akiglar tamsay1
[8,6,1,7,7] cikar, her kenarda “akig/kapasite” etiketi durur, turuncu kesik egri {s} kesimini ayirir ve max-
flow = min-cut = 14. Bu motor agidir — Strang’1n derste ¢izdigi ag farkli olabilir, ama o da ayni1 14 degerine
varir; dualite mesaj1 birebir aynidir.

Sekil 31.5 dualitenin kanit mantigin1 gubuklarla gosterir: dort s-t kesiminin kapasiteleri {s} — 14, {s,a} —
15, {s,b} — 16, {s,a,b} — 15; hi¢bir kesim akigin (yatay turuncu ¢izgi, 14) altina inmez ve minimum
kesim ({s}, navy ¢ubuk) akiga tam deger — bu yiizden 14 hem maksimum akig hem minimum kesimdir,
optimal kanitlanmagtir.

@ Builder Notu — En Dar Bogaz Kanittir

Max-flow min-cut, dualitenin en gorsel ornegi: “ne kadar gonderebilirim” (primal, maks) = “en dar
bogaz” (dual, min). ML kopriisii: dualite optimizasyonun her yerinde — SVM’nin primal (margin) ve
dual (destek vektorleri) formlari, Lagrange dualitesi (Ders 18 KKT). 6.006 Ders 16’ nin agirlikli en kisa
yol problemi de bir LP dualitesi 6rnegidir (Phase 2 paralel ders kopriisii).
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31.7 Iki-Kisilik Sifir-Toplamli Oyunlar

Dualite gorsel: HER kesim >= akis (14); minimum kesim akisa DEGIYOR -> 14 optimal KANITLANDI
17.5 -

16

15 15

15.0 - 14

14

12.5 -

10.0 -

7.5 -

Kesim kapasites

5.0 -

2.5-

00 - T T T T
{s} {s.a} {s.b} {s,a,b}
Kesim kiimesi S

Sekil 31.5: Dualite gorsel: HER kesim >= akis (14); minimum kesim akisa DEGIYOR -> 14 optimal KANIT-
LANDI

31.7 iki-Kisilik Sifir-Toplaml Oyunlar

Ayni dualite oyun teorisinde de var:
“...two-person games...” — Strang, 2:41

Iki oyuncu z ve y, bir payoff (6deme) matrisi iizerinde. z bir satir seger, ¥ bir siitun. Odeme x’ten y’ye akar
— sifir-toplamli (z’in 6dedigi y’ye gider, iiclincii taraf yok). z minimize eder (6deyen), y maksimize eder
(alan) — tipki LP’nin primal/dual’i gibi. Basit 6rnek (payoff [[1, 4], [2, 8]]): y biiyiik say1 ister — 2. siitun; x
kiiciik ister — 1. satir; sonug 2°de kilitlenir. Bu bir saddle point: 3’ nin siitununda min, 2’in satirinda max.

Sekil 31.6 saddle point’i iki payoff matrisinde gésterir: solda [[1, 4], [2, 8]] i¢in saddle hiicresi 2 (turuncu ger-
ceve — satirinda min, siitununda max), sagda Egzersiz 2’nin [[3, 1], [5, 4]] matrisinde saddle 4; find_saddle
taramasi bu hiicreleri otomatik bulur.

[motor notu]: Rol adlandirmast transkriptte gevsek; Notion’un “x kiiciik ister — 1. satir, sonu¢ 2" akigt
kendi sayilartyla birebir tutarl degil ((1. sanr, 2. siitun) = 4 olurdu). Saylar (saddle 2, ¢ = 2/3, deger
10/3) klasik SATIR-ALIR (maximin) / S UTUN-ODER (minimax) konvansiyonunda motor-taniklidir: saddle
= (satir 2, siitun 1) = 2 satirinda min ve stitununda max’tir (find_saddle), ve game_value_Lp iki yonden
10/3 = 10/3 verir.

@ Builder Notu — Oyunun Primal’i Dual’i

“z minimize (satir), y maksimize (siitun)” oyun yapis1 LP primal-dual’in birebir karsili§1. ML kopriisii:
GAN’lar (Ders 23) tam iki-kisilik oyun — iiretici (generator) kayib1 minimize, ayirici (discriminator)
maksimize; egitim bu oyunun dengesini (Nash/saddle) arar. Adversarial robustness de min-maks bir
oyun.
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31 Lineer Programlama ve Iki-Kisilik Oyunlar

Saddle point: satirinda min VE siitununda max — saf strateji kilitlenir (find_saddle taramasi)

[[1,4],[2,8]]: saddle = 2 Egz2 [[3,1],[5,4]]: saddle = 4

satirinda MIN,
sitununda MAX

Sekil 31.6: Saddle point: satirinda min VE siitununda max — saf strateji kilitlenir (find_saddle taramasi). Sol
[[1,4]1,[2,8]]: saddle = 2; sag Egz2 [[3,1],[5,4]]: saddle = 4.

31.8 Karma Strateji ve Minimax

Her matriste saddle point yoktur. Payoff [[1,4], [8, 2]]: y 8’i sever (2. siitun), ama x 2. satir1 segince y 4’ii
goriip 1. siituna kayar — saf strateji kilitlenmez. Coziim karma strateji (mixed strategy):

“Mixed strategy...” — Strang, 43:00

y siitunlar1 p ve 1 — p olasilikla, x satirlar1 ¢ ve 1 — ¢ ile karigtirir. Optimal nokta, karigik seceneklerin esit
oldugu yerdir (rakip avantaj bulamasin). Ornekte 9p = 6 — p = 2/3; oyunun degeri 10/3. Bu, minimax
teoremi (von Neumann): en iyi karma stratejiyle

max min (payoff) = min max (payoff)
y oz z oy

Maks-min = min-maks. Bu egitlik tam olarak LP dualitesidir — iki-kisilik sifir-toplamli oyun bir LP’ye
esdegerdir.

Sekil 31.7 karma stratejiyi klasik oyun grafigiyle gosterir: [[1, 4], [8, 2]] i¢in iki siitun beklentisi g-1+(1—q)-8
(navy) ve ¢ - 4 + (1 — q) - 2 (turuncu) ¢ = 2/3 noktasinda esitlenir; satir oyuncusunun garantisi (alt zarf,
teal) tam orada maksimum olur ve oyun degeri 10/3 (teal yildiz) — 9¢ = 6 denkleminin ¢oziimii. LP iki
yonden maximin = minimax = 3.3333 verir (game_value_1lp), von Neumann minimaxi birebir teyitlenir.

@ Builder Notu — von Neumann’in Dengesi

von Neumann’in minimax teoremi (maks-min = min-maks) oyun teorisinin kurucu sonucu ve LP
dualitesinin ikizidir. ML kopriisii: bu, Ders 19’un eigenvalue maxmin’inin (Courant-Fischer) oyun-
teorik kuzenidir; GAN egitimi, robust optimizasyon ve adversarial ornekler hep bu min-maks dengesini
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31.9 Bu Dersin Ozeti

Karma strateji: iki stitun beklentisi q = 2/3 te esitlenir -> oyun degeri 10/3 (LP birebir teyit)

8 = [LP iki yénden: maximin = minimax = 3.3333| = sltun 1 beklentisi
(von Neumann, game_value_Ip) — s(itun 2 beklentisi

satir oyuncusunun garantisi

3, deger = 10/3 (9q = 6)

beklenen 6deme

0.0 0.2 0.4 0.6 0.8 1.0
g (satir 1 olasihigr)

Sekil 31.7: Karma strateji: iki siitun beklentisi q = 2/3 te esitlenir -> oyun degeri 10/3 (LP birebir teyit)

¢Oozmeye caligir. Karma strateji = olasiliksal politika (stochastic policy), pekistirmeli 6grenmenin temeli.

31.9 Bu Dersin Ozeti

« LP: minc’z, kisit Az = b, x > 0. Esitsizlik kisit1 LP"yi 6zel yapar; feasible set K.

» Kose ¢oziimii: dogrusal maliyet — optimum bir kdsede (vertex). Ornek min z, + 225 + 5x4, 1 +
xy + x5 =3 - (3,0,0), maliyet 3.

* Algoritmalar: simplex (Dantzig, koseden kdseye) + ic-nokta (Karmarkar, iceriden). LP € P (ellipsoid).

* Max-flow min-cut: kaynak—hedef maksimum akig = minimum kesim kapasitesi; tamsay1 optimum
(gevsetilebilir).

* Dualite: her akis < her kesim; maks = min optimal. Min (kesim) = maks (akis).

« Iki-kisilik oyun: payoff matrisi; x satir (min), ¥ siitun (max). Saddle yoksa karma strateji.

* Minimax (von Neumann): max, min, = min, max,; iki-kisilik sifir-toplamli oyun = LP dualitesi.

! Tek Bir Ciimle

Lineer programlama dogrusal bir hedefi (¢’ x) dogrusal kisitlar (Az = b, z > 0) altinda bir kosede
minimize eder; dualite (max-flow = min-cut, primal-dual) optimali kanitlar ve iki-kisilik sifir-toplamli
oyunlarin minimax dengesi (maxmin = minmax) bu LP dualitesinin ta kendisidir.
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31 Lineer Programlama ve Iki-Kisilik Oyunlar

31.10 Kontrol Sorulari

1 Soru I — Kose ¢oziimii ve ozel kisit

Soru: Lineer programlamada ¢6ziim neden bir kosede bulunur, ve hangi kisit LP’yi “dogrusal-olmayan”
yapar?

Cevap: Maliyet ¢’ x dogrusaldir; dogrusal bir fonksiyon bir konveks bolge (politop) iizerinde ekstre-
mumunu daima bir kosede (vertex) alir — i¢ noktada degil. z > 0 esitsizlik kisit1 LP’yi “6zel/dogrusal-
olmayan” yapar: ¢oziimii kisit bolgesinin kogesine iter (esitlik kisitlar1 tek basina bir diizlem verir,
esitsizlik onu kdgeli politopa boler).

1 Soru 2 — Simplex ve i¢-nokta farki

Soru: Simplex ve i¢-nokta yontemleri nasil farklidir?

Cevap: Simplex (Dantzig) uygunluk politopunun kenarlari iizerinde yiiriir: bir koseden baglar, maliyeti
diisiiren kenar boyunca sonraki koseye gider (kenarda steepest descent). I¢-nokta (Karmarkar) politopun
icinden gecer: arama yonii seger, sinira carpmadan durur, Newton/kalkiiliisle ilerler. Simplex en-kotii
iste] ama ortalama polinom; i¢-nokta polinom garantili.

1 Soru 3 — Max-flow min-cut dualitesi

Soru: Max-flow min-cut dualitesi ne der ve neden optimali kanitlar?

Cevap: Maksimum akis (kaynak—hedef) = minimum kesim kapasitesi. Her akis, ag1 ikiye bolen
herhangi bir kesimi gegcmek zorundadir, dolayisiyla akis < her kesim kapasitesi. Bir akis degeri
14’e ulasiyorsa ve hicbir kesim 14’iin altinda degilse, 14 optimaldir — maks (akig) ile min (kesim)
cakistiginda ikisi de kanitlanmig olur. Bu dualitedir.

1 Soru 4 — Saddle yoksa minimax

Soru: Iki-kisilik sifir-toplamli oyunda saddle point yoksa ne yapilir, minimax teoremi ne der?

Cevap: Saf strateji kilitlenmiyorsa karma strateji (mixed strategy): oyuncular satir/siitunlari olasiliklarla
(p, @) karigtirir; optimal nokta karisik seceneklerin esit oldugu yerdir. von Neumann’in minimax teoremi:
en iyi karma stratejiyle max,, min,, (payoff) = min,, max, (payoff). Bu maks-min = min-maks esitligi,
iki-kisilik oyunun bir LP’ye esdeger oldugunu (LP dualitesi) gosterir.

31.11 Egzersizler

1. Kése maliyeti. min4x, + x5 + 3z3, kisit z; + x5 + x5 = 6, x > 0. Ug kdseyi (6, 0,0), (0,6,0),
(0,0,6) ve maliyetlerini yaz. Kazanan kdse ve minimum maliyet nedir? (Motor tamgi: maliyetler
24/6/18; kazanan (0, 6, 0), maliyet 6; linprog kdseyle birebir.)

2. Saddle point. Payoff matrisi [[3, 1], [5, 4]]. y siitun (max), = satir (min) seger. Bir saddle point var mi?

Varsa hangi (satir, siitun) ve oyunun degeri kac? (Motor tamig1: saddle (satir 2, siitun 2) = 4 — satirinda
min, slitununda max; bkz. Sekil 31.6 sag panel.)
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31.12 Sonraki Ders Icin Hazirlik

3. Karma strateji. Payoff [[1, 4], [8, 2]] i¢in y’nin karma stratejisi p (1. siitun), 1 — p (2. siitun). z’in iki
satir beklentisini esitle: p +8(1 —p) = 4p + 2(1 —p). p’yi ve oyun degerini bul (Strang’in 2/3, 10/3
sonucuyla kargilagtir). (Motor tamgi: ¢ = 2/3, deger 10/3; game_value_lp maximin = minimax =
3.333333 birebir.)

4. Dualite mantig1. Bir agda bir akig degeri 12 buldun ve kapasitesi 12 olan bir kesim gordiin. Bu,
12’nin maksimum akis oldugunu kanitlar m1? Neden? (ipucu: akis < her kesim — bir akis bir kesim
kapasitesine degiyorsa, ikisi de optimaldir.)

5. (Ders 25 habercisi) Simdiye kadar gradyan1 tiim veriyle (full batch) hesapladik. Peki milyonlarca
egitim Ornegi varsa her adimda hepsini kullanmak ¢ok pahaliysa? Rastgele kii¢iik bir alt-kiime (mini-
batch) yeter mi? Bir tahmin yaz — Ders 25 “stochastic gradient descent” (konuk Prof. Sra) ile derin
O0grenmenin asil ¢alisan algoritmasini igliyor.

31.12 Sonraki Ders icin Hazirlik

Ders 25: Stochastic Gradient Descent (konuk: Suvrit Sra). Derin 6grenmenin kritik algoritmasi: gradyani
tiim veriyle degil, rastgele bir mini-batch ile tahmin et. Hem hesaplama olarak ucuz hem de beklenen-deger
(olasiliksal) problemleri ¢ozebilir. Konuk Prof. Sra anlatir; quote’lar “— Sra, X:XX”.

Hazirlik

Ders 25 dersi konuk Prof. Suvrit Sra verir — quote’lar Strang’a degil Sra’ya atfedilecek (“— Sra,
X:XX”). Budersteki Egzersiz 5’in sordugu soruyu zihninde tut: milyonlarca 6rnekte tiim veriyle gradyan
hesaplamak pahaliysa, rastgele bir mini-batch yeterli mi? Sra tam bu soruyu isleyecek; gradient descent’i
(Ders 22-23) “stochastic’ hale getirmek hem hesaplamay1 ucuzlatir hem de beklenen-deger problemlerini
cozer.

31.13 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Strang (dk)
LP nedir minclz, Ax = b,z >0 1m57
Kose coziimii dogrusal maliyet — optimum kosede 8ml5
(vertex)
Simplex (Dantzig) koseden koseye, kenarda steepest descent 10m45
I¢-nokta feasible set icinden, Newton 13m46
(Karmarkar)
Max-flow kaynak—hedef max akis; akis < kapasite 34m45
Dualite max-flow = min-cut; akis < her kesim 37m32
iki-kisilik oyun payoff; z satir (min), y siitun (max) 2m41
Karma strateji / max, min, = min, max, (von Neumann) 43m00
minimax
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31 Lineer Programlama ve Iki-Kisilik Oyunlar
31.14 ML Baglantilan Ozeti

* Dualite her yerde: SVM primal (margin) / dual (destek vektorleri); Lagrange dualitesi (Ders 18 KKT);
max-flow min-cut.

* Graph cut / segmentasyon: max-flow min-cut goriintii segmentasyonu ve enerji minimizasyonunda
(binary labeling) standart arag.

* Minimax = GAN: iki-kisilik sifir-toplamli oyun; iiretici-ayirici (Ders 23), adversarial robustness,
pekistirmeli 6grenme (karma strateji = stokastik politika).

+ Kose = seyreklik: dogrusal-maliyet kose ¢oziimii — LASSO’nun ¢! seyrekligi (Ders 8/16); ¢! topu
koseli.

* LP € P: ellipsoid (Khachiyan) polinom; i¢-nokta yontemleri biiyiik-6lgcek LP/QP (SVM egitimi)
¢oOziiciilerinin temeli.

* Paralel kurs: 6.006 Ders 16 agirlikli en kisa yol = bir LP dualitesi 6rnegi (Phase 2 koprii).

* Geriye koprii: Ders 18 (KKT, Lagrange), Ders 19 (maxmin/minimax — 6zdeger versiyonu), Ders 21
(konvekslik, feasible set), Ders 22 (steepest descent — simplex kenarda).

I Kapanis

“...that’s what duality is, that any flow has [to be < the capacity of any cut].” — Strang,
37:32

Dualite optimizasyonun kalbi: her minimizasyonun bir maksimizasyon ikizi vardir; ikisi esitse optimal
kanitlanir — max-flow = min-cut, LP primal-dual ve oyunlarin minimax dengesi hep ayni ilke.
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32 Stochastic Gradient Descent

Konuk ders, Suvrit Sra: finite-sum, confusion region ve mini-batch

1 Boliim bilgisi

Bu bir konuk dersidir: ana icerigi EECS’ten Prof. Suvrit Sra (MIT EECS, 6.036 hocas1) anlatir; Strang
yalniz konugu takdim eder. Ders, derin 6grenmenin asil ¢aligan algoritmasini isler: stochastic gradient
descent (SGD) — 1951°den (Robbins-Monro) beri var, gradient descent’ten tek satir farki var ama tiim
biiyiik-6lcek MLi siiriiyor. Strang’in Ders 25 videosu (=53 dk) ve OCW Lecture 25 temel alinmstir.
Okuma siiresi =35 dk; 6nkosul Ders 24 (lineer programlama, dualite). Ana icerik alintilar1 Sra’ya
atfedilir (“— Sra, X:XX”).

32.1 Bu Derste Ne Var?

Bu konuk dersinde bes sonug var:

Finite-sum problem: ML hedefi f(z) = + >_; Ji(z); n (veri) ve d (boyut) gok biiyiik.

SGD fikri: tiim gradyan yerine rastgele tek veri noktasinin gradyani; bir iterasyon n kat hizli.
Misnomer: SGD her adimda inmez (dalgalanir); adim boyuna ¢ok duyarli.

Davrams: basta hizli ilerler, optimuma yakin dalgalanir (confusion region) — ML ic¢in iyi (asir1-
O0grenmeyi Onler).

5. Unbiased + variance: stokastik gradyan gercegin yansiz tahmini ama hizi varyans belirler; mini-batch
varyansi azaltir + paralelizm.

L=

“Stochastic gradient descent is actually a misnomer. At every step it doesn’t do any descent.” —

Sra, 18:48
. mini-batch: )
S8 e s yansizlik E[grad f_i] = grad / (i Gyl konuk: Suvrit Sra (MIT tek gradyan = backprop
e e | f + varyans hizi belirler s o EECS) (Ders 27)
— - | batch -> overfit
— — .
/ — i \\ I \\\“\\
™ :
ﬂlr:tfa':rfm' f“;i'r;:) f:f;[xgy;x ;{ss;i;ai;:‘; misnomer: her adimda davranis: basta hizli, confusion region: [min
P - ) INMEZ, dalgalanir sonda dalgali (ML icin iyi) b_i/a_i, max b_i/a_i]
problemi) 1951)

Sekil 32.1: Ders 25 kavram haritasi: SGD rastgele tek gradyanla calisir; finite-sum yapisi, n kat hizlanma,
misnomer (her adimda inmez), dalgali davranis ve confusion region temel fikirler. Yansizlik +
varyans hizi belirler; mini-batch varyans/paralelizmi yonetir. Konuk: Suvrit Sra. Tek gradyan =
backprop (Ders 27).
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32 Stochastic Gradient Descent

Sekil 32.1 dersin iskeletini gosterir: merkezdeki “SGD: rastgele tek gradyan” fikri, her ML problemini ortak
bir bicime sokan finite-sum yapisindan, bir iterasyonu 7 kat hizlandiran SGD adimindan (Robbins-Monro
1951), her adimda inmeyip dalgalanan misnomer davranisindan, basta hizli sonda dalgali seyirden ve confusion
region’dan dallanir; ayr1 diiglimlerde yansizlik + varyans, mini-batch (varyans/paralelizm; biiyiik batch —
overfit), konugun adi Suvrit Sra ve tek gradyanin backprop’la (Ders 27) hesaplandigi kopriisii durur.

@ Builder Notu — Tek Satirlik Ikinci Devrim

* SGD = derin 6grenmenin motoru — her PyTorch/TensorFlow egitimi SGD veya tiirevi (Adam,
Ders 23); tek stokastik gradyan backprop ile hesaplanir (Ders 27).

e Mini-batch = paralelizm — GPU’da her ¢ekirdek bir gradyan; biiyiik batch hizli ama agiri-
ogrenme riski (generalization gap).

* Yansizlik + varyans — Ders 20’nin beklenen deger/varyansi burada dogrudan: stokastik gradyan
E[V ;] = Vf ama varyans yakinsamay1 belirler.

* Geriye koprii: Ders 22 (GD), Ders 23 (momentum/Adam), Ders 20 (beklenen deger/varyans),
Ders 9 (least squares). Paralel: NYU H4 (Defazio SGD/momentum pratik bakis).

32.2 Strang’in Takdimi ve SGD Nedir

Strang konugu tanitir: Prof. Suvrit Sra (EECS, 6.036 hocas1), SGD anlatacak. Buradan sonra icerik Sra’ya
aittir. Sra’nin agilist: SGD en eski optimizasyon yontemlerinden biri (Cauchy’ye dayanir), sinifta gordiigiiniiz
gelismis yontemlerden cok daha basit — ama hala biiyiik-6lcek ML egitiminin “the” yontemi. Gradient
descent’ten farki tek bir satir; o tek satir tiim derin 6grenme arac kutularini siiriiyor.

@ Builder Notu — Yetmis Yillik Geng Fikir

“En basit yontem hala en yaygin” SGD’nin paradoksu: 70 yillik fikir, modern derin 6grenmenin motoru.
ML kopriisii: PyTorch’ta optim. SGD bir satir; gelismis Adam/RMSProp (Ders 23) bile SGD iskeletinin
tizerine kurulu. Basitlik + lgeklenebilirlik, karmagiklig1 yener.

32.3 Finite-Sum Problem (ML Hedefi)
Tiim ML optimizasyon problemleri ayn1 bi¢cimde:

1 n

min f(x) =~ > fi()
i=1
“...also called finite sum problems...” — Sra, 4:01
Egitim verisi: a4, ..., a,, (6zellikler), y,, ..., y,, (etiketler: +1 siniflandirma veya reel regresyon). Her f; tek

bir veri noktasinin kaybi. Biiyiik-ol¢cek ML = hem n (veri sayist: milyon-milyar) hem d (boyut: piksel/6zellik,
milyona-milyara) biiyiik. Ornekler hep bu finite-sum: least squares, LASSO, SVM, derin sinir aglar (f; =
tiim ag mimarisi + kay1p), maksimum olabilirlik.
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32.4 SGD Fikri: Rastgele Tek Nokta

n = 1076 veride bir iterasyon: 1000 saniye vs 100 ms vs 1 ms — n kat hizlanma somut (Egz1l)
3 1000 s

106 3
10° E

104'§

103 3

100 ms

bir iterasyon (ms, log)

102 3

101! E

1 ms

100 -

GD (tam) mini-batch |B|=100 SGD (tek)

Sekil 32.2: n = 1076 veride bir iterasyon: GD 1000 saniye, mini-batch(100) 100 ms, SGD 1 ms — n kat
hizlanma somut.

Sekil 32.2 finite-sum’1n hesaplama bedelini somutlagtirir: 7 = 10° veri noktasinda bir gradyan 1 ms siiriiyorsa,
tam gradient descent bir iterasyonu 10 ms = 1000 saniye, mini-batch (| B| = 100) 100 ms, saf SGD (tek
nokta) yalniz 1 ms alir — log-6lgekli cubuklar tam 7 kat hizlanmay1 gosterir. Bu say1, neden tam gradyanin
(n terim) milyar-6rnekli bir veride imkansiz oldugunu aciklar.

@ Builder Notu — Her Sey Bir Finite-Sum

“Her ML problemi bir finite-sum” birlestirici goriis: least squares’ten derin aglara kadar hepsi % > 1
ML kopriisii: bu yapt SGD’yi evrensel kilar — f; ister kuadratik (regresyon) ister milyar-parametreli
transformer kaybi olsun, ayni algoritma ¢aligir. n ve d’nin ikisinin de biiyiik olmasi, tam gradyani (n
terim) hesaplamay1 imkansiz kilar — SGD’nin dogus sebebi.

32.4 SGD Fikri: Rastgele Tek Nokta

Tam gradient descent her adimda tiim 7 terimin gradyanini toplar — biiyiik n’de bir adim saatler/giinler
siirebilir. Fikir (siniftan ¢ikt1):

“One example at a time.” — Sra, 14:38

Her iterasyonda rastgele bir ¢;, se¢, sadece o tek veri noktasinin gradyanini kullan:

1 n
GD: @y =2 — 7 o Z Vfi(x) SGD: @y =z, — M Vs, (%)
i=1
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32 Stochastic Gradient Descent

Bir iterasyon artik n kat hizli (n bir milyarsa, muazzam). Bu fikir Robbins ve Monro’dan (1951) — ve hala
kullandigimiz en gelismis yontem.

Sekil 32.3 bu tek-satir farkin izini ayn1 2D least squares probleminde ¢izer: GD diiz iner, SGD ise z* ¢evresinde
zikzaklayan ucuz adimlar atar (figiiriin ayrintist bir sonraki “Misnomer” boliimiinde).

@ Builder Notu — Milyarda Bir Yeter

“Tiim gradyan yerine rastgele bir tane” SGD’nin tek-satir devrimi. ML kopriisii: bir milyar 6rnekli veri
kiimesinde tam gradyan bir adim = bir milyar gradyan; SGD bir adim = bir gradyan. Egitim, veriyi tek
tek (veya mini-batch) tarayarak ilerler — “epoch” = veri kiimesinin bir tam gegisi.

32.5 “Misnomer”: Her Adimda inmez

SGD aslinda yanlig-adlandirilmig: gradient descent her adimda iner (maliyeti diiiiriir); SGD bunu yapmaz.

“Stochastic gradient descent is actually a misnomer. At every step it doesn’t do any descent.” —
Sra, 18:48

Tek bir rastgele noktanin gradyani tiim fonksiyonu temsil etmediginden, bazi1 adimlar maliyeti ylikseltir,
bazilar diigiiriir — dalgalanir (fluctuate), ama stokastik olarak yine de optimuma dogru ilerler. Gradient
descent’ten ¢cok daha adim-boyu duyarh: ¢ok kiiciik 7 — neredeyse hareketsiz, kararli goriiniir; cok biiylik 7
— optimum ¢evresinde ¢1lgin salinim.

SGD vs GD ayni problemde: SGD guriltili ama ¢oook ucuz adim — her adimda inmez (misnomer), ortalamada ilerler

Yorunge: GD duz iner, SGD zikzaklar s Kayip egrisi: GD hep iner, SGD dalgalanir
—=— D (@izyol ) 107

SGD (guriiltilii)

* x* (gozlm) \
‘- N

10t 3

X2
f(x) (log)

10° 3

-1 _ == GD: monoton
i\\\ 107 SGD: disli s

-4 -2 0 2 4 6 0 25 50 75 100 125 150 175 200
X1 adim

Sekil 32.3: SGD vs GD ayn1 problemde: SGD giiriiltiilii ama ¢oook ucuz adim — her adimda inmez (misno-
mer), ortalamada ilerler. Sol: GD diiz iner, SGD x* (teal y1ldiz) cevresinde zikzaklayan bir bulut
birakir. Sag: GD monoton diiser, SGD %88/200 adimda f’yi YUKSELTIR; GD 0.

Sekil 32.3 misnomer’i sayiyla kanitlar: solda ayni LS kontur haritasinda GD diiz iner (navy kare), SGD ise x*
(teal yildiz) ¢evresinde zikzaklayan giiriiltiilii bir bulut birakir (turuncu); sagda kayip egrileri log-dlcekte —
GD monoton diiserken SGD dislidir ve 200 adimin 88’inde f’yi gercekten YUKSELTIR (GD’de 0 yiikselme).
Her adimda inmez ama ortalamada optimuma ilerler — “descent” adi tam da bu yiizden yanlistir.
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32.6 SGD Davramisi: Hizli Baslangic, Sonda Dalgalanma

@ Builder Notu — Inmeyen Inis

egitim kayip egrisi (loss curve) bu yiizden piiriizsiiz degil, dislidir (giiriiltiilii iner); learning rate cok
biiyiikse kayip patlar/salinir, ¢ok kiiciikse 6grenme durur. Learning rate se¢cimi SGD’nin en kritik ve
hala acik problemi.

“Her adimda inmez ama ortalamada ilerler” SGD’nin dogasi: giiriiltiilii ama dogru yone. ML kopriisii:

32.6 SGD Davranisi: Hizl Baglangi¢, Sonda Dalgalanma

SGD’nin karakteristik deseni:

“...in the beginning, it makes rapid strides.” — Sra, 23:30

Baglangicta hizli ilerler (egitim kaybu siiper hizli diiser), sonra optimuma yaklasinca dalgalanir — takilir,

kaosa girer ya da ¢ilginca davranir. flging olan: bu ML icin iyi.

“...you actually care about finding solutions that work well on unseen data.” — Sra, 24:04

ML’de amag optimizasyon problemini miikemmel ¢6zmek degil, gorillmemis veride iyi calisan ¢6ziim
bulmaktir. Optimizasyonu agir1 iyi ¢cozmek = agiri-6grenme (overfitting). Hizli kaba ilerleme + sonda durulma

tam istenen.

Basta hizli sonda dalgali: sabit eta kuyrukta dalgalanir (ort 0.073),
azalan eta_k yaklasir (0.033) — dalga ML icin 1YI

10? -
E rapid strides: 7.24 -> 0.24 (30 adim) SGD sabit n

o]
10 E ——— SGD azalan ng

sabit eta kuyrugu ~0.073 e OTURMAZ

\

1071 -
1072
1073

1074 -

uzaklik || x¢ — x*| (log)

1073
1076 -

1077 -

0 50 100 150 200 250 300 350 400
adim

= GD (tam gradyan)

Sekil 32.4: Basta hizli sonda dalgali: sabit n kuyruga oturur (ort 0.073), azalan n_k yaklagir (0.033) — ML

icin dalga 1Y (genelleme).

Sekil 32.4 bu deseni uzaklik egrileriyle gosterir: |, — *| ii¢ iz halinde log-6lgekte — GD (navy) piiriizsiiz
iner, SGD sabit-7 (turuncu) basta rapid strides yapar (d, = 7.24 — d5, = 0.24, %97 diisiis 30 adimda)
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32 Stochastic Gradient Descent

ama kuyrukta ortalama 0.073’e oturup 0’a inMEZ, azalan-7),, (teal) ise platoyu 0.033’e indirir. Sabit adim
optimuma yapigsmaz; azalan adim yaklastirir — ama ML i¢in bu dalga bir kusur degil, erdemdir.

@ Builder Notu — Miikemmel Cozme Genelle

“Optimumu miikemmel ¢dzme, genelle” SGD’nin gizli erdemi: dalgalanma bir kusur degil, diizenleyici
(regularizer). ML kopriisii: SGD giiriiltiisii diiz minimumlara (flat minima) yonelir — bunlar genelde daha
iyi genellesir; tam gradient descent keskin minimumlara saplanip asiri-68renebilir. “Erken durdurma”
(early stopping) da ayn1 mantik: optimuma varmadan dur.

32.7 Confusion Region (Karigiklik Bolgesi)

Neden basta hizl, sonda dalgali? 1B least squares sezgisi: f; = (a,x—b,)?, her bir bilesen kendi minimumuna
x = b, /a;’da ulasir. Ger¢ek ¢oziim =* bu tekil minimumlarin araligindadir:

b, b,
x* € |min -, max —*

“...within this range of the individual mins and max is where [the solution lies].” — Sra, 29:22

Disarida (bu araligin diginda): tiim f;’lerin gradyanlar1 ayni yonii gosterir — hangi noktay1 secersen seg,
dogru yone inersin (hizli, giivenli ilerleme). Iceride (confusion region): farkl: f; ler farkli yonler soyler —
rastgele sectigin nokta seni bazen ileri bazen geri iter (dalgalanma). SGD bu yiizden uzaktan hizli yaklagir,
yakinda kararsizlasir.

Sekil 32.5 sezgiyi 1B paraboller iizerinde gosterir: bes bilesen f;, = %(aix — b;)? (steel ince egriler) ve
ortalama f (navy kalin); bilesen minimumlar1 b, /a,; (turuncu markerlar, degerler 2/6/1/3/1.5) ve confusion
araligi [1, 6] (turuncu gélge) iginde x* = 2.22 (teal yildiz) durur. Disarida (z = 8): motor bes gradyani
[6, 2, 28, 11.2, 4.2] verir — hepsi pozitif, yani hepsi sola (hemfikir, hizl inis). Iceride (2*): isaretler
[0.22, —3.78, 4.87, —1.76, 0.46] — karigik yonlii (¢elisir, dalgalanma). SGD bu yiizden uzaktan hizli,
yakinda kararsizdir.

@ Builder Notu — Hemfikir Disaris1 Kavgali Icerisi

“Disarida gradyanlar hemfikir, iceride celisir” confusion region SGD davraniginin zarif aciklamasi. ML
kopriisii: bu, mini-batch boyutunun neden 6nemli oldugunu aciklar — daha biiyiik batch confusion
region’1 kiiciiltiir (gradyanlar ortalanir, daha az celigki) ama birazdan gérecegimiz gibi bu her zaman iyi
degil.

32.8 Yansizlik ve Varyans

SGD neden caligir? Iki istatistiksel sebep (Ders 20). Birincisi yansizhik (unbiased): rastgele secilen tek
gradyanin beklenen degeri tam gercek gradyandir:
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32.8 Yansizlik ve Varyans

Confusion region [1, 6]: disarida TUM gradyanlar hemfikir, iceride celisir — x* = 2.22 iceride
(motor: dis isaretler [6, 2, 28, 11.2, 4.2] hep +)

40 -
bilesenler f;
35 = f = ortalama
bilesen minimumlar b;/a;
* x"=222
30 -
25 -
X 20 -
Y—
15 -
celisir
(karisik yon)

10 -
-—
5_
< -
- —
0~ i R ke | i i 1 1 1
-1 0 1 2 3 4 5 6 7 8

Sekil 32.5: Confusion region [1, 6]: disarida TUM gradyanlar hemfikir (hizl1 inis), iceride gelisir (dalgalanma)
— x* =2.22 iceride.

BIVf, ()] = — > V(@) = V()

Yani ortalamada dogru yone gidiyoruz. Ama bu yetmez:
“...beyond this unbiasedness [the amount of noise is controlled]...” — Sra, 38:03

Ikincisi varyans: yansiz ama varyans devasaysa (bir adim +oo, digeri —oo, ortalama 0) ise yaramaz. SGD’nin
hizini, stokastik gradyanlarin varyansi belirler. Son yillarin arastirma cephesi: yansizligi koruyup varyansi
diisiiren yontemler (variance reduction: SVRG, SAGA).

Sekil 32.6 yansizli§1 ve varyanst tek bir histogramla gosterir: x = (3, —2) noktasinda 40 tek-nokta gradyaninin
1. koordinati (steel ¢ubuklar) genis bir dagilim cizer; navy dikey cizgi onlarin ortalamasidir ve tam gercek
gradyana esittir — motor maxdiff 4 x 10716 ile yansizlig1 birebir dogrular. Ama dagilimin genisligi (teal
+std band1) biiyiiktiir: ortalama dogru olsa da tek bir 6rnek cok giiriiltiiliidiir, ve iste bu varyans SGD’nin
hizim belirler.

@ Builder Notu — Yansiz Ama Giiriiltiilii

“Yansiz ama varyans onemli” Ders 20’ nin beklenen deger/varyansinin dogrudan uygulamasi: E/[tahmin]
= dogru (yansiz), ama Var[tahmin| yakinsama hizini belirler. ML kopriisii: variance reduction yontemleri
(SVRG) ve momentum (Ders 23) ikisi de gradyan giiriiltiisiinii azaltir; Adam’1n ikinci momenti (gradyan-
kare ortalamasi) de bir varyans-uyarlamasi.
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32 Stochastic Gradient Descent

Yansizlik: 40 stokastik gradyanin ortalamasi TAM gercek gradyan;

genislik (varyans) hizi belirler
[ |
=== E[grad f i] = grad f (yansiz, 4e-16)

8_

dagilim GENIS: varyans
SGD nin hizini belirler

=40)
(@)

frekans (n
N

]

0' 1 1 1 1 1 1
-1 0 1 2 3 4 5 6 7

tek-nokta gradyani (1. koordinat)

Sekil 32.6: Yansizlik: 40 stokastik gradyanin ortalamasi TAM gercek gradyan (4e-16); genisligi (varyans)
SGD nin hizini belirler.

32.9 Mini-Batch ve Paralelizm

Tek nokta yerine kii¢iik bir grup (mini-batch B) kullan; gradyanlari ortala:

1
L1 = T — Mk E Z Vi)

icB
“Averaging things reduces the variance.” — Sra, 44:51

Ortalama almak varyansi azaltir. | B| = 1 saf SGD, | B| = n tam gradient descent, arasi pratikte kullanilan.
Iki rastgelelik: with replacement (yerine koyarak, IID — teori bunu analiz eder) vs without replacement
(pre-shuffle + stream — tiim ara¢ kutular1 bunu kullanir, ama IID-olmadigindan analizi agik problem).
Mini-batch’in asil degeri paralelizm: GPU’da her ¢ekirdek bir gradyan hesaplar. Ama tehlike:

“...your method starts resembling gradient descent.” — Sra, 47:56

Cok biiyiik mini-batch — tam gradient descent’e benzer — confusion region asiri kii¢iiliir — asiri-6grenme,
test hatasi kotiilesir (large-batch generalization gap). Optimal mini-batch boyutu halé acik soru.

Sekil 32.7 ortalamanin bedelini ve faydasini iki panelde gosterir: solda Monte Carlo varyansi (4000 tekrar,
navy markerlar) ile teorik 02 /| B| dogrusu (turuncu kesik) |B| = 1,4, 16,64 i¢in neredeyse tam ortiisiir
— oranlar [0.997, 0.990, 0.989, 0.969], yani ortalama varyansi tam |B| kat diisiiriir. Sagda ii¢ SGD izi:
]B | = 1 (turuncu, disli, 88 yiikselme), | B ] = 8 (steel), | B| = 32 (navy, GD-vari, yalmz 54 yiikselme —
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32.10 Bu Dersin Ozeti

Mini-batch: varyans sigma~2/|B| (MC oranlar 0.97-1.00) — buyuk batch GD ye benzer, confusion kuculur (generalization gap riski)

10"+ 102 -

[} @ MC varyans (4000 tekrar) i batch=1 (disli)
teorik sigma”~2/|B| ] —— batch=8
] —— batch=32 (GD-vari)
2 10! -
- [ — i yukselme 54 vs 88
z g
© o
[l g
S 10° - 2
< ] 3
© $ 10°-
=) ()
o
o
1071 -
o ]
10° 10! 0 25 50 75 100 125 150 175 200
|B| (log) adim

Sekil 32.7: Mini-batch: varyans sigma”2/|B] (MC oranlar 0.97-1.00) — buyuk batch GD ye benzer, confusion
kuculur (generalization gap riski)

confusion kiigiiliir). Biiyiik batch daha diizgiin iner ama GD’ye benzedikce genelleme ac¢181 (generalization
gap) dogar.

@ Builder Notu — Ortalamanin Bedeli

“Biiylik batch hizli ama genelleme kotii” derin 6grenmenin meshur ikilemi: paralelizm i¢in biiyiik batch
isteriz, ama confusion region’1 yok edince diiz-minimum arayist (genelleme) bozulur. ML kopriisii: pra-
tikte batch boyutu 32-8192 aras1 ayarlanir; biiyiik-batch egitimi (warmup, LARS/LAMB optimizer’lar1)
bu ac¢181 kapatmaya caligir. Tek stokastik gradyanin nasil hesaplandigi? Backprop (Ders 27).

32.10 Bu Dersin Ozeti

* Finite-sum: ML hedefi f(z) = % > fi(x); n (veri) ve d (boyut) ¢ok biiyiik. Least squ-
ares/LASSO/SVM/DNN hepsi bu.

* SGD: 7,y =z, — NV f;, (1), iy, rastgele; bir adim n kat hizli (Robbins-Monro 1951).

* Misnomer: her adimda inmez, dalgalanir; adim boyuna ¢ok duyarli (motor: 88/200 adim yiikselir).

* Davranis: basta hizli, optimuma yakin dalgali; ML i¢in iyi (genelleme, asiri-68renme onler).

* Confusion region: z* € [minb,/a,, maxb,/a;] = [1, 6]; disarida gradyanlar hemfikir (hizl), iceride
celisir (dalgali).

* Yansizlik + varyans: E[Vf; | = V[ (maxdiff 4e-16); hiz1 varyans belirler (variance reduction:
SVRG).

* Mini-batch: ortalama varyansi 02 /| B| azaltir; | B| = 1 SGD, | B| = n GD; paralelizm (GPU); biiyiik
batch — overfit (generalization gap). Tek gradyan = backprop (Ders 27).

! Tek Bir Ciimle

Stochastic gradient descent, finite-sum hedefin tiim gradyani yerine rastgele bir veri noktasinin (veya
mini-batch’in) yansiz ama giiriiltiilii gradyanin1 kullanir — n kat ucuz, basta hizli, optimuma yakin
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32 Stochastic Gradient Descent

dalgali; yakinsamay1 ve genellemeyi varyans ile mini-batch boyutu belirler.

32.11 Kontrol Sorulari

1 Soru 1 — Tek satir farki ve n kat hiz

Soru: SGD, gradient descent’ten hangi tek degisiklikle elde edilir ve neden 7 kat hizlidir?

Cevap: GD tiim n terimin gradyanini toplar: x,_ ; = x;, — 77% >~V f;. SGD bunun yerine rastgele
tek bir i, secip yalmz onun gradyamm kullanir: 7, ; = x;, — 1,V f@k Bir iterasyon n gradyan yerine
1 gradyan hesapladigindan n kat hizlidir (n milyarsa devasa kazang). Robbins-Monro (1951).

1 Soru 2 — Misnomer ve GD’den fark

Soru: SGD neden “misnomer” (yanlig-adlandirma), ve davranisi GD’den nasil farklidir?

Cevap: Gradient descent her adimda maliyeti diisiiriir (descends); SGD bunu yapmaz — tek rastgele
gradyan tiim fonksiyonu temsil etmediginden bazi adimlar maliyeti ylikseltir, dalgalanir (motor: 200
adimin 88’1 yiikselir). Ortalamada dogru yone gider ama her adimda degil. Ayrica adim boyuna ¢ok
daha duyarhidir: bagta hizli ilerler, optimuma yakin dalgalanir.

3 . .
1 Soru 3 — Confusion region

Soru: Confusion region nedir, SGD’nin basta hizli/sonda dalgali davranisini nasil agiklar?

Cevap: 1B least squares’te her bilesen f; = (a;z — b,)?> minimumuna b, /a,’da ulagr; gerek z* bu
degerlerin [min, max| araligindadir (confusion region). Digarida tiim gradyanlar ayni yonii gosterir —
hangi noktay1 secersen se¢ dogru yone hizl inersin. Iceride gradyanlar celisir — rastgele secim seni
bazen ileri bazen geri iter — dalgalanma. Uzaktan hizli, yakinda kararsiz.

1 Soru4 — Yansizlik, varyans ve mini-batch

Soru: Stokastik gradyanin yansizlig1 ne demek, varyans ve mini-batch nasil devreye girer?

Cevap: Yansizlik: E[V f%k] = % >V f; = Vf, yani rastgele gradyan ortalamada gercek gradyana
esit (Ders 20; motor maxdiff 4e-16). Ama yansizlik yetmez — varyans biiyiikse yakinsama yavas/ka-
otik. SGD’nin hiz1 varyansa baglidir. Mini-batch birka¢ gradyani ortalayarak varyansi 02/ | B|’ye
azaltir (+GPU paralelizmi); ama ¢ok biiyiik batch confusion region’1 yok edip asiri-6grenmeye yol acar
(generalization gap).

32.12 Egzersizler

1. Huz karsilastirmasi. n = 10° veri noktasi, her gradyan 1 ms siiriiyor. Tam gradient descent bir
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iterasyonu kag saniye? SGD (tek nokta) bir iterasyonu kag ms? Mini-batch (| B| = 100) ka¢ ms? (Motor
tanmig1: GD 105 ms = 1000 s; SGD 1 ms; |B\ = 100 — 100 ms; bkz. Sekil 32.2.)



32.13 Sonraki Ders Icin Hazirlik

2. Yansizhk. [ = %(fl + fo+ f3), gradyanlan V f; = 2, Vf, = —4, V f3 = 8 (1B, bir noktada). Tam
gradyan V f nedir? Rastgele tek-nokta gradyaninin beklenen degeri buna esit mi (yansizlik)? (Motor

tamgr: Vf = (2 — 4 + 8)/3 = 2; tek-nokta beklentisi 3(2) + 5(—4) + +(8) = 2 — yansiz.)

3. Confusion region. 1B least squares f; = (a,z—b;)?, (a, b) ciftleri: (1, 2), (1, 6), (2,2). Her bilesenin
minimumu b, /a;’y1 bul. * hangi [min, max| araliginda olmali? (Motor tamg1: minimumlar 2, 6,1 —
aralik [1,6]; z* = Yab/Ya? = 12/6 = 2.0, aralik iginde.)

4. Mini-batch varyansi. Bagimsiz stokastik gradyanlarin varyansi o2. | B| biiyiikliigiinde mini-batch
ortalamasinin varyansi kaca diiser? (Ipucu: bagimsiz ortalamanin varyansi o2 /| B|.) (Motor tamg:
|B] = 100 — ¢2/100; MC oranlar1 0.97-1.00 ile birebir; bkz. Sekil 32.7 sol panel.)

5. (Ders 26 habercisi) SGD’nin minimize ettigi f;, derin sinir aginin kaybiydi (f; = DNN(a,;, z) kaybr).
Peki bir sinir ag1 tam olarak nasil bir fonksiyon? Katmanlar, agirliklar, dogrusal-olmayan aktivasyon
nasil birlegir? Bir tahmin yaz — Ders 26 “derin 6grenme icin sinir aglariin yapist” ile 6grenme
fonksiyonunu inga ediyor.

32.13 Sonraki Ders icin Hazirlik

Ders 26: Derin Ogrenme icin Sinir Aglarinin Yapisi. SGD’nin minimize ettigi fonksiyonu agiyoruz: bir
sinir ag1 = dogrusal katmanlar (agirlik matrisleri) + dogrusal-olmayan aktivasyon (ReLLU) zinciri. Strang
ogrenme fonksiyonu F'(z, v)’yi, katmanlarin geometrisini ve neden derinlifin ise yaradigini inga eder.

Hazirlik

Ders 26 ile konuk dersi biter, anlatim Strang’a doner. Bu dersteki Egzersiz 5’in sordugu soruyu zihninde
tut: SGD’nin minimize ettigi f; bir sinir aginin kaybiysa, o ag tam olarak nasil bir fonksiyondur? Strang,
dogrusal katmanlar (agirlik matrisleri) ile dogrusal-olmayan aktivasyonun (ReLU) zincirini, 6grenme
fonksiyonu F'(x,v)’yi ve derinligin neden ise yaradigini inga edecek — SGD’nin “ne”’yi optimize
ettiginin cevabi.

32.14 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Konugmac1 (dk)
Finite-sum f(@) =13 fi(x); n, d bityiik Sra 4m01
problem
SGD fikri T, =x—nV fik; rastgele tek nokta, Sra 14m38
nx hizl
Misnomer her adimda inmez, dalgalanir Sra 18m48
Hizh baslangi¢ bagta rapid strides, sonda dalgali Sra 23m30
Confusion region  z* € [minb,/a;, max b, /a,] Sra 29m22
Yansizlik + varyans B[V f; | = V f; hizi varyans belirler Sra 38m03
Mini-batch ortalama varyansi azaltir + paralelizm Sra 44m51
Biiyiik batch — GD’ye benzer; generalization gap Sra 47m56
overfit
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32 Stochastic Gradient Descent

Kavram Formiil / Fikir Konugmaci (dk)

Backprop tek stokastik gradyani hesaplar (Ders 27) Sra 50m25

32.15 ML Baglantilari Ozeti

* SGD = derin 68renmenin motoru: her PyTorch/TensorFlow egitimi SGD/tiirevi; epoch = veri kiime-
sinin bir tam geg¢isi.

* Variance reduction: SVRG/SAGA yansizlig1 koruyup varyansi diisiiriir; momentum (Ders 23) ve
Adam’in 2. momenti de giiriiltii azaltir.

* Mini-batch paralelizmi: GPU’da her ¢ekirdek bir gradyan; batch boyutu 32-8192; biiyiik-batch egitimi
(warmup, LARS/LAMB) generalization gap’i kapatmaya caligir.

* SGD giiriiltiisii = diizenleyici: diiz minimumlara (flat minima) yonelir — daha iyi genelleme; erken
durdurma da ayn1 mantik.

* Yansiz tahmin / varyans: Ders 20’nin beklenen deger/varyansinin dogrudan uygulamasi (mini-batch
orneklem ortalamasi).

* Backprop kopriisii: tek stokastik gradyan backprop ile hesaplanir (Ders 27) — bazilar1 “backprop’
deyince SGD’yi kasteder ama backprop sadece gradyan hesaplama algoritmasidir.

* Geriye koprii: Ders 22 (GD), Ders 23 (momentum/Adam), Ders 20 (beklenen deger/varyans/Markov),
Ders 9 (least squares). Paralel: NYU H4 (Defazio’nun SGD/momentum pratik bakis1).

bl

SGD her adimda inmez ama ortalamada dogru yone gider; bu giiriiltii hem 6l¢eklenebilirligin hem de
iyi genellemenin sirridir — derin 6grenmeyi miimkiin kilan tek-satirlik devrim.

Kapanig

“Stochastic gradient descent is actually a misnomer. At every step it doesn’t do any descent.”
— Sra, 18:48
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33 Derin Ogrenme icin Sinir Aglarinin Yapisi

Ogrenme fonksiyonu, ReLU, origami ve universality

1 Boliim bilgisi

Bu ders, SGD’nin minimize ettigi seyi agiklar: bir sinir ag1 = affine katman (agirhik matrisi Ax + b)
+ dogrusal-olmayan aktivasyon (ReLU) zinciri; sonu¢ 6grenme fonksiyonu F'(z) siirekli pargali-
dogrusaldir. Strang’in Ders 26 videosu (=53 dk) ve OCW Lecture 26 temel alinmistir. Okuma siiresi
=34 dk; onkosul Ders 25 (SGD, finite-sum). Anlatim konuk dersinden Strang’a doner.

33.1 Bu Derste Ne Var?

SGD’nin minimize ettigi fonksiyonu agiyoruz: 6grenme fonksiyonu F'(z). Bir sinir ag1 = affine katman
(agirhik matrisi Az + b) + dogrusal-olmayan aktivasyon (ReLU) zinciri. F’ siirekli parcali-dogrusal bir
fonksiyondur.

Bes sonug:

1. Ogrenme fonksiyonu: F'(x) egitim verisini 6grenir; simflandirmada F'(z) < 0 = simf —1, F(z) >
0 = +1. Her noktay1 dogru yapma (asir1-6grenme).

2. ReLU: ReLU(z) = max(0, x); dogrusal-olmamazlik SART (yoksa sadece diizlemle ayirir, spiral
cOziilemez).

3. Katman: y = Az +b (affine) - x = ReLU(y) (bilesen-bilesen); F' = F5(F,(F;(z))) kompozisyon.

4. F =siirekli parcali-dogrusal: origami gibi katlanmus; universality — yeterli katlamayla her siirekli
fonksiyon yaklasilabilir.

5. Parca saymmi: N katlama, m boyut — (N, m) = > (J,\Cf ) (binom); derinlik ifade giiciinii artirir.

“...constructing this function F which learns the training data...” — Strang, 1:41

Sekil 33.1 dersin iskeletini gosterir: merkezdeki “sinir ag1 = affine + ReL.U zinciri” fikrinden, sinif kararini
veren 6grenme fonksiyonu F"’den, dogrusal-olmamazligi saglayan ReLU’dan, kompoze olan katmanlardan ve
stirekli pargali-dogrusal (origami) ¢ikan F”den dallanir; ayr diigiimlerde her siirekli fonksiyonu yaklagan
universality, binom toplamu parga sayimi (N, m), kompozisyondan zincir kuralina oradan backprop’a (Ders
27) uzanan koprii ve Karpathy micrograd + NYU spiral paraleli durur.
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33 Derin Ogrenme icin Sinir Aglarimin Yapist

Sinir agi = affine + ReLU universality: her surekli parca sayimi: r(N,m) = kompozisyon -> zincir Karpathy micrograd + NYU
Zinciri —_ fonksiyon yaklasilabilir binom toplami kurali -> backprop (Ders 27) spiral koprusu

— | —

ogrenme fonksiyonu F: F<0 ReLU = max(0,x): dogrusal- katman: y = Ax + b -> x = kompozisyon: F = F surekli PARCALI- ‘

sinif -1, F>0 sinif +1 olmamazlik SART ReLU(y) F3(F2(F1(x))) DOGRUSAL (origami)

Sekil 33.1: Ders 26 kavram haritasi: sinir agi = affine + ReLU zinciri. Ogrenme fonksiyonu F sinif kararini
verir; ReLU dogrusal-olmamazligi saglar; katmanlar kompoze olur ve F surekli parcali-dogrusal
(origami) cikar. Universality her surekli fonksiyonu yaklasir; parca sayimi r(N,m) binom toplamidir;
kompozisyon zincir kuralini -> backprop (Ders 27) getirir. Karpathy micrograd + NYU spiral
koprusu.

@ Builder Notu — SGD’nin Minimize Ettigi Sey

* F' = agirhk matrisleri + ReLU zinciri — her PyTorch nn.Sequential tam bu; A’lar 6grenilen
agirliklar, SGD (Ders 25) onlari ayarlar.

* ReLU dogrusal-olmamazhg = ifade giicii — dogrusal katmanlar iist iiste hala dogrusaldir;
ReLU olmadan derinlik anlamsiz.

* Universality + parca saymm — derin aglarin neden her fonksiyonu 6grenebildigi; derinlik parca
sayisint iistel artirir (expressivity).

* Kompozisyon — zincir kurali — backprop (Ders 27): F' = Fj o I, o I tiirevi zincir kuraliyla.
Paralel: NYU HI1 spiral simiflandirma, Karpathy micrograd kompozisyon.

33.2 Ogrenme Fonksiyonu F(x)

Tiim sistem tek bir hedefe yoneliktir:
“...constructing this function F which learns the training data...” — Strang, 1:41

Egitim verisini 6grenen, sonra test verisine uygulanan bir 6grenme fonksiyonu F kur. ikili siniflandirmada
(kedi/kopek, 4+1): F'(z) simf —1 icin negatif, sinif +1 i¢in pozitif olsun. Her 6rnegi dogru yapmaya ¢aligmak
sart degil — tuhaf bir 6rnegi zorla dogru yapmak asiri-6grenme (overfitting) olur. Amag neredeyse tiim
durumlar1 kapsayan kurali bulmak.

F(z) < 0= —1, F(z)>0=+1

@ Builder Notu — Kurali Ogren Noktay1 Degil

“Her noktay1 dogru yapma, kurali 6gren” derin 6grenmenin temel gerilimi: egitim hatasinm sifirlamak
= iyi model. ML kopriisii: F”nin sifir-kiimesi { F'(z) = 0} simflar1 ayiran karar siniridir (decision
boundary); SGD (Ders 25) A agirliklarini bu sinir veriyi ayiracak sekilde ayarlar. Mucize: pratikte test
verisinde de iyi caligir.
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33.3 ReLU ve Dogrusal-Olmamazlik
33.3 ReLU ve Dogrusal-Olmamazlik

TensorFlow Playground ornegi: ic ice siniflar (mavi igeride, turuncu disarida; ya da iki spiral). Dogrusal
siniflandirict (diizlem) bunlart ayiramaz — dogrusal-olmamazhk sart. Modern aktivasyon fonksiyonu
ReLU:

“...ReLU is a function of x is the maximum, the larger of 0 and x.” — Strang, 10:13

ReLU(z) = max(0, x)

ReLU(x) = max(0, x): tek bukum dogrusalligi kirar — sigmoid in yerini aldi (Egz2: (3,-2,0,5) -> (3,0,0,5))

RelLU vs sigmoid: keskin biikiim Egz2: RelLU iki bileseni sifirlar
3.0 7 === ReLU(x) = max(0, x) 5" #¢ 2 bilesen 6ldu
= = sigmoid (eski) 4- B girisy =(3,-2,0,5)

25 @ kink(x=0) HEE RelU(y) =(3,0,0,5)

3-
2.0 -
o 5 2-
< 15- ]
S g
1.0-
0 -
0.5 - _ _1-
0.0 - =—=——— -
-3 -2 -1 0 1 2 3 Y1 Y2 Y3 Ya

Sekil 33.2: ReLU(x) = max(0, x): tek biikiim dogrusallig1 kirar — sigmoid’in yerini ald1 (Egz2: (3, -2, 0, 5)
— (3, 0,0, 5), 2 bilesen 0ldii).

Neden kritik: tiim katmanlar dogrusal olsaydi, bilegkeleri yine dogrusal olurdu (bir diizlem) — spirali
ayrramazdik. ReLU her katmana dogrusal-olmamazlik enjekte eder; ancak o zaman ag dogrusal-olmayan
karar sinirlar (6rn. r — 5 gibi yarigap fonksiyonlar1) 6grenebilir. Sekil 33.3 bunu kanitlar: i¢-ice elmas verisini
en iyi dogrusal siniflandirici bile ayiramaz (acc < 0.75), oysa elle kurulan 4-ReLU ag F' = ¢ — |z| — |y|
tam ayirir (acc = 1.000).

@ Builder Notu — Dogrusali Kiran Tek Biikiim

“Dogrusal x dogrusal = dogrusal, ReL.U kirar” derin 6grenmenin neden derinlik gerektirdiginin 6zii:
ReL.U olmadan 100 katman bile tek bir matrise coker. ML kopriisii: NYU H1’in spiral siniflandirmasi
(Phase 2 paralel ders) tam bu Playground 6rnegi — dogrusal-olmayan aktivasyon olmadan spiral
0grenilemez; ReLLU bugiin varsayilan (sigmoid’in yerini ald1).

33.4 Katman Yapisi: Affine + ReLU

Bir katman iki adimdan olusur. Once affine doniisiim (agirlik matrisi + bias): 6zellik vektorii x (5 bilesen)
bir A; matrisiyle (6 x 5, yani 30 agirlik) carpilip bir b; bias’1 eklenir:

367



33 Derin Ogrenme icin Sinir Aglarimin Yapist

Dogrusal-olmamazhigin kaniti: ic-ice elmas verisini hicbir dogru ayiramaz (Egz4: Az A: = tek matris), 4 ReLU elmasi gizer

en iyi DOGRUSAL: acc = 0.69 (ayiramaz) 4-ReLU el-yapimi ag: acc = 1.000
3- A 5 o ic(+1) 3
o 20 & e dis(-1)
) ‘! e == eniyidogrusal
2 20, e, " 2

1 .:. .‘- . e .: w®® S -1
°° f.. ." e0®
Y 'oo‘ ..' ] _‘-‘. ° >
Y,
-3- - -3
3 2 -1 o 1 2 3 3 2 -1 o 1 2 3

Sekil 33.3: Dogrusal-olmamazligin kaniti: i¢-ice elmas verisini hicbir dogru ayiramaz (Egz4: A, A, =tek
matris), 4 ReLU elmasi ¢izer. Sol — en iyi dogrusal simiflandirict acc = 0.69 (ayiramaz); sag —
4-ReLU el-yapimi ag F = ¢ — x| — |y| acc = 1.000.

30 4+ 6 = 36 agirlik (68renilecek parametre). Sonra ReLLU bilegen-bilesen uygulanir (6 kopya):

z1 = ReLU(y;) = max(0, y,)

Derin ag = bu katmani tekrar tekrar yigmak. Katman 1 verinin temel 6zelliklerini, katman 2 daha ince detaylari,
katman 3 daha da incesini 6grenir — derinligin giicii bu. Sekil 33.4 hem tek katmanin 36 parametresini hem
de katmanlarin kompozisyon zincirini gosterir.

@ Builder Notu — Derin Ogrenmenin Atomu

“Affine (Ax + b) sonra ReLU” tek bir katman; A ve b Ogrenilen agirliklar. ML kopriisii: Py-
Torch’ta nn.Linear(5,6) tam A, x, + b;, ardindan nn.ReLU(); gercek aglarda 36 yerine on binlerce-
milyonlarca parametre, onlarca-yiizlerce katman. Affine + nonlinearity ikilisi tiim derin 6grenmenin
atomu.

33.5 Kompozisyon: F = F;(F,(F,(x)))

Katmanlar1 zincirle. Her katman bir fonksiyon F},(v) = ReLU(A v+ by, ); tiim ag bunlarin kompozisyonu:

“F of x is going to be F3... of F2 of FI of x...” — Strang, 25:44

F(x) = F3(Fy(Fi(2))),  Fj(v) = ReLU(Apv + by)
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33.6 F Siirekli Parcali-Dogrusaldir

Derin ogrenmenin atomu: affine (Ax+b) + ReLU; agi kur = atomlari zincirle

Al: 6x5 = 30 agirlik + b1: 6 -> 36 parametre

o F1 = ReLU(Al x + bl)
. l
o
(] F2 = ReLU(A2 F1 + b2)
®
[
o
F3 = ReLU(A3 F2 + b3)
([
x (5 giris) Ax+b (6) F = F3(F2(F1(x))) — zincir -> zincir kurali -> backprop (Ders 27)

Sekil 33.4: Derin 6grenmenin atomu: affine (Ax+b) + ReLU; ag1 kur = atomlan zincirle (kompozisyon). Sol:
6x5 agirlik + 6 bias = 36 parametre. Sag: F = F3(F2(F1(x))) zinciri — zincir kurali — backprop
(Ders 27).

“Zincir” kelimesi kasitli: bir fonksiyonun fonksiyonunun fonksiyonu = kompozisyon, ve tiirevini zincir kurah
verir (Ders 27 backprop). Tarihsel not: eskiden aktivasyon sigmoid (S-egrisi) idi:

“...the original functions were sigmoids, like S curves...” — Strang, 27:33

ama deneyler ReLU nun daha iyi calistigim gosterdi.

@ Builder Notu — Zincirin Kendisi

F' = F; o F, o F; kompozisyonu derin 6grenmenin iskeleti; “deep” = ¢cok katmanli kompozisyon.
ML kopriisii: kompozisyon — zincir kuralt — backprop (Ders 27); bu tam Karpathy’nin micrograd’:
(fonksiyon kompozisyonu + geri-tiirev) ve fast.ai’nin manuel backprop’u (Phase 2 paralel dersler).
Sigmoid—ReLU gecisi derin 6grenme devrimini (2010’lar) tetikleyen pratik buluglardan.

33.6 F Surekli Parcali-Dogrusaldir

F' matematiksel olarak ne tiir bir fonksiyon? Affine (siirekli) ve ReLU (siirekli, parcali-dogrusal) kompozisyonu
oldugundan:

“...a continuous piecewise linear function.” — Strang, 29:04

F bir siirekli pargali-dogrusal fonksiyondur.

Her parca diiz (dogrusal), parcalar kenarlarda birlesir (siirekli). Gorsel benzetme: origami.

“This is the theory of origami almost.” — Strang, 32:20
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33 Derin Ogrenme icin Sinir Aglarimin Yapist

Diiz bir k&81d1 diiz ¢izgiler boyunca katlamak gibi. ReLU her katmanda “katlama” (fold) cizgileri yaratir;
F' bu katlamalarla par¢alanmig diiz yiizeylerden olusur. 1B’de “kirik ¢izgi” (broken line), 2B’de katlanmig
diizlem. Sekil 33.5 hem 1B’de derinlikle artan kink sayisini1 hem de 2B’de 4 katlamanin 11 bolge yaratisini
gosterir.

F strekli parcali-dogrusal: ReLU katlama cizgileri origami gibi — 1B kirik ¢izgi, 2B katlanmls dazlem
1B origami: derinlik kirik-cizgiyi katlar 2B: 4 katlama -> 11 bdlge (r = 1+446)

200 - —— 1 katman (7 kink)
= 2 katman (13 kink)
=3 katman (18 kink)

150 -

100 -

F(x)

50 -

Sekil 33.5: F siirekli pargali-dogrusal: ReLLU katlama cizgileri origami gibi — 1B kirik ¢izgi, 2B katlanmig
diizlem. Sol: derinlik arttik¢a (1/2/3 katman) kirik-¢izgi katlanir, kink sayisi artar. Sag: 2B’de 4
katlama diizlemi 11 bolgeye boler (r(4,2) = 1+4+6).

@ Builder Notu — Origami Matematigi

“F' = siirekli parcali-dogrusal” ReLLU aglarinin kesin matematiksel karakterizasyonu: egri degil, diiz
parcalarin birlesimi. ML k&priisii: bu yiizden ReLLU aglan girdi uzayim ¢okyiizlii (polytope) bolgelere
boler, her bolgede dogrusaldir; agin “karar sinirt” bu parcalarin kenarlaridir. Modern yorumlanabilirlik
(interpretability) arastirmasi bu bolge yapisint inceler.

33.7 Universality Teoremi

Bu fonksiyon sinifi ne kadar giiclii? Her fonksiyonu iiretebilir mi? Tam olarak degil — sadece siirekli
parcali-dogrusal olanlari. Ama:

“...the universality theorem would be to say that any function [can be approximated]...” —
Strang, 39:41

Universality (evrensellik): herhangi bir siirekli fonksiyon (sin z, ne olursa olsun), yeterli katlamayla (yeterli
noron/katman) istenildigi kadar yakindan yaklagiklanabilir. Diiz pargalarla bir egriyi istedigin hassasiyette
ortebilirsin — yeterince ¢ok kiigiik diiz parca kullan. Sekil 33.6 bunu sayisal olarak dogrular: parga sayis1 N
biiyiidiikge hata 1/ N 2 ile sifira iner (N=64’te 0.0012).
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33.8 Parca Sayimi: Binom Formiilii

Universality: diiz parcalarla her siirekli fonksiyon — hata 1/N2? ile sifira (N=64'te 0.0012)

sin(x) diiz parcalaria yaklasim 02105 Hata 1/N2 ile sifira iner
1.00 - — sin(x)
N=4 parcali-dogrusal
.75 - -1
0.75 —— N=16 parcali-dogrusal 10 ]
0.50 -
0.25 - ©
©
> 0.00- =
% 10
-0.25 - €
—0.50 -
—0.75 - =@- parcali-dogrusal hata 0,012
~1.00 - 1073 - 1/N? referans
0 1 2 3 4 5 6 10!
X N (parga sayisi)

Sekil 33.6: Universality: diiz pargalarla her siirekli fonksiyon — hata 1/N? ile sifira (N=64"te 0.0012).

@ Builder Notu — Her Egriye Yetecek Katlama

Universal approximation teoremi derin 6grenmenin teorik giivencesi: yeterli kapasiteyle ag her siirekli
fonksiyonu 6grenebilir. ML kopriisii: bu “6grenebilir mi?”” sorusunu ¢ozer (evet); ama “verimli 6grenir
mi, genellesir mi?” ayr1 sorular (SGD, Ders 25; genelleme). Universality gerek-kosul, yeterli-kosul degil
— pratikte derinlik + SGD + veri birlikte ¢aligir.

33.8 Parca Sayimi: Binom Formiilu

F ne kadar “kivrimli” olabilir? Diiz parca (flat piece) sayisini say. m-boyutlu uzayr N kez katla (/V fold).
2B’de bir diizlemi katla: 1 katlama — 2 parga, 2 katlama — 4, 3 katlama — 7, 4 katlama — 11. Bir 6zyineleme
(her yeni katlama mevcut cizgileri keserek yeni parcalar ekler) ve sonuc¢ binom sayilari:

“...it turns out it’s binomial numbers — N O, N 1, up to N m.” — Strang, 47:00

P(N,m) = (]OV) + (flv) e (Z)

m = 2 (diizlem) igin: r = (]g)—i-(]f)—i-(g) =1+4N+NN-1)/2(N=4—1444+6=11
v'.) Sekil 33.7 formiiliin sayisal bolge sayimiyla birebir (2,4, 7,11, 16, 22) ortiistigiinti ve derinligin parca
sayisini iistel biiyiittiigiinii gosterir. Parca sayist boyut m’de NV ile polinom, ama katman sayisiyla (derinlikle)

bileske alindiginda iistel biiyiir — derin aglarin ifade giicii (expressivity) buradan.

@ Builder Notu — Binomun ifade Giicii

“Parga sayis1 = binom toplami1” agin geometrik kapasitesini 6l¢cer. ML kopriisii: derin (¢ok katmanli)
aglarin s18 (tek katman, ¢cok néron) aglardan daha verimli olmasinin sebebi — derinlik parca sayisini
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33 Derin Ogrenme icin Sinir Aglarimin Yapist

Parca sayimi r(N,m) = binom toplami: formiil sayisal bélge sayimiyla BiREBIR (2,4,7,11,16,22)

izgara sayimi = formiil (6/6 birebir)

® 1zgara sayimi O 175- boyutm
20 - W formul r(N,2) —o— m=1

150- @ —> |tek katman: N de polinom —
m_ derinlik (kompozisyon) Ustel buyutir

16 — —h— m=3
D € 125 -
g 157 Z
s =
g 11 g 100
© @,
£ 10- & 75-
o 7 g
O T 50-
5 - 4
@, 4
: . 25
@,
1 2 3 4 5 6
N (katlama) N (katlama)

Sekil 33.7: Parca sayrmi r(N,m) = binom toplami: formiil sayisal bolge sayimiyla BIREBIR (2,4,7,11,16,22).
Sol — N=1..6 katlama i¢in formiil r(N,2)=[2,4,7,11,16,22] (navy cubuk); 1zgara sign-pattern
sayimi (turuncu) tam iistiine oturur (6/6 birebir). Sag — boyut m=1/2/3 icin r(N,m): tek katman
N’de polinom kalir; derinlik (kompozisyon) parca sayisini iistel biiyiitiir.

tistel artirir (her katman 6nceki katlamalar carpar), s1glik sadece polinom. “Neden derin?” sorusunun
matematiksel cevabi.

33.9 Derinlik ve Epoch

Neden ¢ok katman? Katmanlar bilgiyi ayristirir:

“...you can separate what layer one learns about the data and from what layer two learns...” —
Strang, 22:29

Katman 1 temel 6zellikleri (kenarlar), katman 2 daha karmasik desenleri (sekiller), katman 3 daha soyut
kavramlar1 6grenir — hiyerarsik temsil. Egitim epoch’larla dl¢iiliir:

“...one epoch is the number of steps that matches [the training data size]...” — Strang, 12:58

Bir epoch = SGD adimlarinin (mini-batch’lerin) tiim egitim verisini bir kez taramasi. Spiral gibi zor problemler
binlerce epoch ister.

@ Builder Notu — Kenardan Kavrama

“Katman 1 kenar, katman 2 sekil, katman 3 kavram” hiyerarsik 6zellik 6grenme derin 6grenmenin
sezgisel giicii. ML kopriisii: CNN’lerde (Ders 32) bu somut — ilk katmanlar kenar/doku, son katmanlar
nesne dedektorleri; transfer 6grenme bu hiyerarsiyi yeniden kullanir. Epoch, learning rate schedule ve
early stopping egitim dongiisiiniin pratik parametreleri.
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33.10 Bu Dersin Ozeti

33.10 Bu Dersin Ozeti

+ Ogrenme fonksiyonu F'(x): egitim verisini 6grenir; simflandirmada F' < 0 — —1, F' > 0 — +1.
Her noktay1 dogru yapma (asiri-6grenme).

* ReLU: ReLU(z) = max(0, x); dogrusal-olmamazlik sart (yoksa derinlik tek matrise ¢oker).

» Katman: y = Ax + b (affine, agirlik matrisi + bias) — = = ReLU(y) (bilesen-bilesen).

» Kompozisyon: F' = F(F,(F,(x))), Fj,(v) = ReLU(A,v + by, ); zincir — zincir kurali — backprop
(Ders 27).

» F'siirekli parcali-dogrusal: origami; ReLU katlama ¢izgileri yaratir.

» Universality: yeterli katlamayla her siirekli fonksiyon yaklasiklanabilir.

* Parca saymm: (N, m) = ) (ZZ), m=2— 1+ N+ N(N — 1)/2; derinlik ifade giiciinii iistel
artirir (motor: 7(N,2) = 2,4,7,11, 16, 22 1zgara sign-pattern sayimiyla birebir).

! Tek Bir Ciimle

Bir sinir ag, affine katmanlarin (Ax 4 b) ve dogrusal-olmayan ReL'U’nun zincirlenmig kompozisyonudur
(' = F5 0 F, o F); sonug F' siirekli parcali-dogrusal bir 6grenme fonksiyonudur, yeterli katmanla her
stirekli fonksiyonu yaklagiklayabilir (universality) ve derinlik parca sayisini iistel artirarak ifade giiciinii
biiyiitiir.

33.11 Kontrol Sorulari

1 Soru 1 — Katmanin iki adimi ve ReLU neden zorunlu

Soru: Bir sinir ag1 katman hangi iki adimdan olugur, ve ReLU neden zorunludur?

Cevap: (1) Affine dontisiim: y = Ax + b (agirlik matrisi Ax girdi + bias b). (2) ReLU aktivasyonu:
x = ReLU(y) = max(0, y), bilesen-bilesen. ReLU zorunlu ¢iinkii dogrusal-olmamazhk saglar —
onsuz tiim katmanlar dogrusal olurdu ve bileskeleri tek bir matrise (tek diizleme) ¢okerdi; spiral gibi
dogrusal-ayrilamaz verileri ayiramazdik.

1 Soru 2 — F ne tiir bir fonksiyon ve neden

Soru: F(z) = F5(F,(F;(x))) ne tiir bir matematiksel fonksiyondur ve neden?

Cevap: I’ siirekli parcali-dogrusaldir. Her katman affine (siirekli, dogrusal) 4+ ReLU (siirekli, pargali-
dogrusal) bilesimidir; siireklilerin kompozisyonu siirekli, dogrusal/parcali-dogrusallarin kompozisyonu
parcali-dogrusaldir. Gorsel: origami — diiz parcalar kenarlarda (ReLU katlama cizgileri) birlesir.

3 . . .
1 Soru 3 — Universality teoremi ve sinir1

Soru: Universality teoremi ne der, sinir1 nedir?

Cevap: Yeterli noron/katman (yeterli katlama) ile herhangi bir siirekli fonksiyon istenildigi kadar
yakindan yaklasiklanabilir — diiz parcalarla egriyi istedigin hassasiyette ortersin. Sinir: bu “6grenilebilir
mi?” sorusunu (evet) ¢ozer ama “verimli 6grenir mi, genellesir mi?” ayr1 sorulardir (gerek-kosul, yeterli-
kosul degil).
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33 Derin Ogrenme icin Sinir Aglarimin Yapist

1 Soru 4 — Parca sayis1 ve derinlikle biiyiime

Soru: ReL.U aginda diiz parga sayis1 nasil hesaplanir, derinlikle nasil biiytir?

Cevap: m boyutta N katlama i¢in (N, m) = () + (Jf) + o+ (Z) (binom toplami); m = 2’de
r=14+ N+ N(N—1)/2(N =4 — 11 parga). Tek katmanda par¢a sayist IV ile polinom; ama
katmanlar bilegke alindiginda (derinlik) iistel biiylir — her katman onceki katlamalar1 carpar. Bu, derin
aglarin s1§ aglardan neden daha ifade-giiclii oldugunu aciklar.

N

33.12 Egzersizler

. Parametre sayimi. Girdi 5 boyut, gizli katman 8 noron, ¢ikt1 1. A; (8 x 5) +b; (8) ve A, (1 X 8)

+b, (1) kag agirlik eder? Toplam parametre? (Motor tam@1: A; 40 + 8 = 48, A, 8 + 1 =9, toplam
48 +9 = 57; bkz. param_count([5,8,1]).)

ReLU hesabl. y = (3,—2,0,5)". ReLU(y) nedir? Kag bilesen “61dii” (sifirland1)? (Motor tamg1:
ReLU(y) = (3,0,0,5); 2 bilegsen (—2 ve 0) sifirlandi; bkz. Sekil 33.2 sag panel.)

. Parca saymmi. m = 2 diizlem i¢in N = 5 katlama kag parca verir? r(5,2) = (5) + (5) + (g) ’yi hesapla.

o/ T\
(Motor tamgi: 1+5+10 = 16; ders dizisir(IV, 2) = 2,4,7,11, 16, ... ileuyumlu; (N, 1) = N+1.)

. Dogrusal-olmamazlik. Iki katmani ReLU olmadan birlestir: A,(A;x) = (A5 A;)z. Bunun neden tek

bir dogrusal katmana esdeger oldugunu ve spirali ayiramayacagim agikla. (Motor tamigr: A, (A x) =
(A, A})x maxdiff ~ 10712; i¢-ice elmas verisinde en iyi dogrusal acc < 0.75, 4-ReLU ag acc = 1.000;
bkz. Sekil 33.3.)

. (Ders 27 habercisi) /' = F5(F,(F;(x))) bir kompozisyon; SGD bunu egitmek icin V' (agirliklara

gore gradyan) gerektirir. Kompozisyonun tiirevi hangi kuralla hesaplanir? Bu hesab1 verimli organize
eden algoritma ne? Bir tahmin yaz — Ders 27 “backpropagation: kismi tiirevleri bulmak™ ile zincir
kuralinin matris organizasyonunu isliyor.

33.13 Sonraki Ders icin Hazirlik

Ders 27: Backpropagation — Kismi Tiirevleri Bulmak. SGD’nin ihtiya¢ duydugu gradyani (V F', agirliklara
gore) verimli hesaplama: zincir kuralinin organize edilmis hali. ' = F; o I, o F; kompozisyonunun tiirevi,
katman Jacobian’larinin ¢arpimidir. Phase 2’nin dort tam@i bulusur: Strang’in matris-carpim dili = Karpathy
micrograd _backward = fast.ai manuel .g = NYU Jacobian zinciri — dort yol, ayn1 backprop.

Hazirlik

Bu dersteki Egzersiz 5’in sordugu soruyu zihninde tut: ' = F} o F}, o | kompozisyonunun agirliklara
gore tiirevi hangi kuralla, hangi algoritmayla verimli hesaplanir? Ders 27 cevab1 veriyor — zincir
kuralinin matris-carpim hali backpropagation. Bu, Phase 2 boyunca dort ayr1 kursta (18.065, Karpathy,
fast.ai, NYU) gordiigiimiiz aym fikrin tek noktada bulustugu yerdir; backprop’un “neden ¢arpim”
oldugunu Ders 26’ nin kompozisyon zinciri (F' = Fj o I, o F|) dnceden agiklar.
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33.14 Anahtar Kavramlar (Cheat Sheet)

33.14 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Strang (dk)

Ogrenme fonksiyonu F < 0 — smif —1, F > 0 — +1 1m41

F

ReLU max (0, x); dogrusal-olmamazlik sart 10m13

Katman y = Az + b (affine) — = = ReLU(y) 20m23

Kompozisyon F = F5(Fy(Fy()))s 25m44
F, = ReLU(A,v + by,)

Siirekli origami; ReL.U katlama cizgileri 29m04

parcali-dogrusal

Universality her siirekli fonksiyon yaklasiklanabilir 39m41

Parca sayim r(N,m) = (§) + -+ (N) 47m00

Derinlik katman 1 kenar, 2 sekil, 3 kavram 22m?29

Epoch veri kiimesinin bir tam gecisi 12m58

33.15 ML Baglantilar Ozeti

» F' = agirhk matrisleri + ReLU zinciri: PyTorch nn.Sequential(nn.Linear, nn.RelU, ..); SGD
(Ders 25) A’lan ayarlar.

* ReLLU = ifade giicii: dogrusal-olmamazlik olmadan derinlik anlamsiz; sigmoid—ReLU gecisi derin
0grenme devrimini tetikledi.

* Universality + parca sayimi: derin aglar her fonksiyonu 6grenebilir; derinlik parca sayisini iistel artirir
(s1g aglardan verimli).

* Hiyerarsik ozellik: katman 1 kenar, katman 2 sekil, katman 3 kavram (CNN’lerde somut, Ders 32);
transfer 6grenme bu hiyerarsiyi yeniden kullanir.

* Kompozisyon — backprop: ' = I o I, o I tiirevi zincir kuraliyla (Ders 27); Karpathy micrograd
+ fast.ai manuel backprop + NYU Jacobian zinciri ile ayni.

* Parcali-dogrusal geometri: ReL.U ag1 girdi uzayini polytope bolgelere boler; yorumlanabilirlik arastir-
masinin konusu.

* Geriye koprii: Ders 25 (SGD, f; = NN kayb1), Ders 21 (zincir kurali — backprop), Ders 2 (kompozis-
yon/carpanlama). Paralel: NYU H1 (spiral stniflandirma), Karpathy micrograd (fonksiyon kompozis-
yonu).

! Kapanig
“...constructing this function F which learns the training data...” — Strang, 1:41

Bir sinir ag, affine katmanlar ve ReLU’nun kompozisyonundan ibarettir; bu basit yap1 (Ax + b, sonra
max (0, -)) yeterince derinlesti§inde her fonksiyonu 6grenebilen evrensel bir makine olur.
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34 Backpropagation — Kismi Tirevleri Bulmak

Ters-mod otomatik tiirev, matris-zinciri siras1 ve dort tan1gin bulusmasi

1 Boliim bilgisi

Bu ders, SGD’nin (Ders 25) her adimda ihtiya¢c duydugu gradyam verimli hesaplayan algoritmay1
kurar: backpropagation = ters-mod otomatik tiirev (reverse-mode AD); zincir kuralinin matris-carpim
hali. Strang’in Ders 27 videosu (=52 dk) ve OCW Lecture 27 temel alinmistir. Okuma siiresi =34 dk;
onkosul Ders 26 (sinir ag1 = kompozisyon [ = F5 o F}, o F'}). Bu ders optimizasyon ve derin 6grenme
blogunun kapanigidir.

34.1 Bu Derste Ne Var?

SGD’nin (Ders 25) her adimda ihtiyact olan gradyam verimli hesaplama: backpropagation = ters-mod
otomatik tiirev (reverse-mode AD). Bu, sinir aglarini haritaya koyan hesap.

Bes sonug:

1. Backprop = grad f: tiim kismi tiirevler (OF /0x, ..., 0F /Ox,,); her steepest descent adimi gradyan
ister.

2. Zincir kurali: F' = F(Fy(F) (2))) tirevi dF /dz = (dF5/dFy)(dF,/dF))(dF; /dx).

Computational graph: ileri (F"yi hesapla) + geri (dF'/dF = 1’den baslayip tiirevleri geri yay).

4. Mucize: ters-mod, m degiskenin TUM tiirevlerini m x degil ~4-5x maliyetle hesaplar (zincir pargalar
yeniden kullanilir).

5. Neden hizli: matris-zinciri (AB)C vs A(BC') — sira énemli; ters-mod dogru sira (skaler ¢iktidan

geriye).

(98]

“...you could compute n first derivatives with about four or five times the cost, not n times.” —
Strang, 30:03

Sekil 34.1 dersin iskeletini gosterir: merkezdeki “backprop = ters-mod AD” fikrinden, SGD’nin ihtiyac1 olan
grad f’yi zincir kuraliyla hesaplamaya, ileri hesaplayip geri yayan computational graph’a, m tiirevi mx degil
~4-5x maliyetle veren mucizeye ve siranin maliyeti belirledigi matris-zincirine (A(BC') vs (AB)C') dallanur;
ayr1 diigiimlerde skalerden geriye hep vektor-Jacobian olan kolon-vektdr durumu, DORT TANIK (Strang =
Karpathy micrograd = fast.ai .g = NYU Jacobian) bulugmasi ve Ders 28-29 lab (atlanir) — Ders 30 sirkiilant
kopriisii durur.
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34 Backpropagation — Kismi Tiirevleri Bulmak

kolon vektor (g=1): DORT TANIK: Strang =
Backprop = ters-mod AD skalerden geriye hep Karpathy micrograd
vektor-Jacobian = fast.ai .g = NYU Jacobian

Ders 28-29 lab (atlanir) ->
Ders 30 sirkulant

zincir kurali: e he

op = grad dF/dx = (dF3/dF2) computational graph:

(SGD nin ihtiyaci) ileri hesapla + geri yay
(dF2/dF1)(dF1/dx)

mucize: m turev ~4-5x matris-zinciri: A(BC) vs
maliyet (AB)C
(m x DEGIL) sira maliyeti belirler

backprop = grad f

Sekil 34.1: Ders 27 kavram haritasi: backprop = ters-mod otomatik turev. SGD nin ihtiyaci olan grad f yi
zincir kuraliyla hesaplar; computational graph ileri hesaplar sonra geri yayar; mucize m turev
~4-5x maliyetle (m x DEGIL) gelir; matris-zinciri A(BC) vs (AB)C sira maliyeti belirler. Kolon
vektor (q=1): skalerden geriye hep vektor-Jacobian. DORT TANIK: Strang = Karpathy micrograd
= fast.ai .g = NYU Jacobian. Ders 28-29 lab (atlanir) -> Ders 30 sirkulant.

@ Builder Notu — Dért Yol Tek Gradyan

Backprop = autograd — PyTorch/TensorFlow/JAX’in .backward()’1; reverse-mode AD, vektor-
Jacobian ¢arpimlar1 (VIP). Derin 6grenmeyi pratik kilan algoritma (Hinton + 6ncesi AD). DORT
TANIK BULUSUR (Phase 2 sentezi): Strang’in matris-zinciri = Karpathy micrograd _backward =
fast.ai manuel .g = NYU Jacobian zinciri — dort yol, ayni backprop. Matris-zinciri sirasi ((AB)C' vs
A(BC') maliyet farki) ters-mod’un neden verimli oldugunun 6zii; skaler kayiptan geriye carpmak =
vektorxmatris (ucuz), matrisxmatris degil (pahali). Geriye koprii: Ders 25 (SGD gradyan ister), Ders
26 (F kompozisyon), Ders 21 (zincir kurali/Jacobian), Ders 2 (kompozisyon).

Tek ciimle: Backpropagation, F' = [ o F, o F; kompozisyonunun gradyanini zincir kuralin1 ters sirada
(skaler ¢iktidan geriye) uygulayarak hesaplar; bu matris-zinciri “dogru sira” se¢imi, tiim tiirevleri tek
degiskeninkinin sadece 4-5 kat1 maliyetle verir — derin 6grenmeyi miimkiin kilan algoritma.

34.2 Backprop = Gradyan Hesaplama

Backpropagation tek bir is yapar: gradyani hesaplamak.
“This is all to compute grad f...” — Strang, 8:39

Tiim kismi tiirevler O0F' /0z1, ..., 0F /0x,,. Steepest descent’in (Ders 22) her adimi gradyan ister; hizl
hesaplayamazsan battin. Coziim:

“...automatic differentiation in reverse mode...” — Strang, 9:45
OF OF
VF=|—,...,—
0z, ox,,

Backprop = ters-mod otomatik tiirev (reverse-mode AD). Sinir aglarini haritaya koyan kesif buydu (Hinton’a
biiyiik pay; ama daha once “Automatic Differentiation” adiyla ¢aligilmist1). Hizli gradyan = uygulanabilir
derin 6grenme.

Sekil 34.2 Strang’in matris diliyle ayn1 hesab verir: ileri gegiste x — [W,,b;] — 2, — ReLU — hy —
[Wy,by] — out — L akar; geri gegiste 0’lar geriye matris-carpilir (0, = out — y, 6, = (W, 5) ©
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34.3 Zincir Kurali: F = F;(F,(F,;(x)))

ReLU’(z)) ve parametre gradyam1 dW = § (girdi)' bir rank-1 dis-garpim olur — bu tam Ders 1’in uv "

kopriisii.

Strang dili: delta lari geriye matris-carp; parametre gradyani dis-carpim — rank-1 (D1 koprusu)

ileri gecis

B TN - N - T

[dW=5(girdi)T= RANK-1 DIS-CARPIM (Ders 1 uvT!)]

o (W;-GZ) . ReLu,(Zﬂ : de . GZhI ﬂ

Geri gecis (6 akisi)

Sekil 34.2: Strang §-geri-yayilimi semas1 — &’lar1 geriye matris-¢arpimiyla yay; parametre gradyan: dW =
8-(girdi)T = rank-1 dig-carpim (Ders 1 uv™ kopriisii).

@ Builder Notu — Egitim Degil Tiirev Hesabi

“Backprop sadece gradyan hesaplar” — egitim algoritmas1 SGD’dir (Ders 25), backprop ise SGD’nin ih-
tiyact olan gradyani saglar. ML kopriisii: bazilar1 “backprop” deyince tiim egitimi kasteder, ama backprop
yalnmizca tiirev-hesaplama algoritmasidir; PyTorch’ta 1oss.backward() tam bu, optimizer.step()
ise SGD adimu.

34.3 Zincir Kurali: F = F,(F,(F, (x)))

Ders 26’dan: F' bir kompozisyon. Tiirevini zincir kurali verir. Strang’in basit 6rnegi (Christopher Olah’in
blogundan ilham):

“...x cubed times x plus 2y.” — Strang, 12:04

F = 23(x + 2y), iki fonksiyonun carpimi (carpim kural + kuvvet kurali + dogrusal kombinasyon). Kompo-
zisyon F' = Fy5(F,(F, (x))) i¢in zincir kuralt:

“...of course, the chain rule.” — Strang, 14:58

ar_ dky @‘ ar
dx dF2 Fy(Fy () dFl Fy(x) dzx

x

Her ¢arpan dogru noktada degerlendirilir. Bu, kalkiiliisiin 6zii: birkag temel tiirevi (™, sin, e”) bil, gerisini
zincir kuraliyla birlestir. Bu hesabin somut grafik halini Sekil 34.3 bir sonraki boliimde gosterir.
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34 Backpropagation — Kismi Tiirevleri Bulmak

@ Builder Notu — Kalkiiliisiin Tek Numarasi

“F kompozisyon — tiirev zincir kurali” backprop’un matematiksel ¢ekirdegi. ML kopriisii: her sinir agi
katmani bir fonksiyon; gradyan, katman tiirevlerinin (Jacobian’larin) zincir-carpimidir. Karpathy’nin
micrograd’1 tam bunu yapar — her islem bir diigiim, tiirevi yerel olarak bilinir, zincir kurali baglar.

34.4 Computational Graph: ileri ve Geri

Ornegi bir hesaplama grafina (computational graph) cevir. F' = 23(x + 2y) icin ara degigkenler: ¢ = 23 ve
s = x + 2y, sonra I = ¢ - . lleri gecis (forward): 2, ’den c, s, F"yi sirayla hesapla. Geri gecis (backward):
ciktidan basla, tiirevleri geriye yay:

aF _ ., dF _ o dF _
aF 7 de Y as €

(F = ¢ - s carpim oldugundan 0F /0c = s, OF /0s = c.) Sonra yerel tiirevler dc/0x, dc/dy, 0s/0x,
0s /0y ile garpip zinciri tamamla. Kilit: tek bir geri gecis, hem dF'/dx hem dF'/dy’yi birden verir — her
degisken i¢in ayr1 zincir degil.

Computational graph (Olah ornegi): ileri F = 64, geri TEK gecis dF/dx = 104 VE dF/dy = 16 birden — sayisal hakem birebir

ILERI: hesapla (F = 64) GERI: TEK gecis (dF/dx = 104, dF/dy = 16)

dddx = 3x~2 =12 *3x"2

dﬁd;= 10p dFyde= 8

=64 *1 dF, =1

F = c*s

"4 S
dF/dy = 14 dF/ds = 8

Sekil 34.3: Computational graph (Olah 6rnegi): ileri F = 64, geri TEK gecis dF/dx = 104 VE dF/dy = 16
birden — sayisal hakem birebir.

Sekil 34.3 sol panelde ileri gegisi (x = 2,y = 3 — ¢ = 8,5 = 8, ' = 64) ve sag panelde geri gegisi
gosterir: dF' /dF = 1’den baslayip tek gegiste dF'/dxz = 104 VE dF'/dy = 16 birden ¢ikar; motor ile
merkez-fark sayisal hakem birebir ortiisiir (AF' /dz = s-32% +¢ = 8-12+8 = 104, dF /dy = 2c = 16).

Bu dogruluk yalnizca diizgiin noktalarda degil, ReLU nun kink (kirilim) noktalarinda da gegerli: 6lii néron-
larda gradyan akmaz, ve dort tanik bu istisnai durumda bile hemfikirdir.

Sekil 34.4 solda normal agin dW; gradyanini (Strang ¢ dig-carpimu), sagda by —>5 ile tiim ReLU’lar 6ldiiriiliince
dW, = TAM SIFIR oldugunu gosterir — dort tanik yine hemfikir (maxdiff < 107!2). Kink istisna degil,
kuraldir.
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34.5 Ters-Mod Mucizesi

RelLU kink dogrulugu: 6lii néronlarda gradyan akmaz — kink istisna degil, kural (tiim taniklar ayni)
normal ag: dW1 (Strang) olu ag (bl - 5): dW1 = TAM SIFIR

-0.000 0.000 0 -0 0

-0.102 0.304 0 -0 0

-0.069 0.207 0 -0 0

-0 0 -0

dért tanik yine hemfikir (maxdiff < 1e-12)

Sekil 34.4: ReLLU kink dogrulugu: 6lii noronlarda gradyan akmaz — kink istisna degil, kural. Solda normal
agin dW1 gradyani (Strang & dig-carpimi); sagda b1-5 ile tiim ReLU 6lii olunca dW1 = TAM
SIFIR. Dort tanik yine hemfikir (maxdiff < le-12).

@ Builder Notu — Bir Geri Gegis Hepsi

“Ileri hesapla, geri tiirev yay” computational graph backprop’un iskeleti. ML kopriisii: PyTorch dinamik
graf kurar (her islem bir diigiim), .backward() grafi ters topolojik sirada gezip her diiglimde yerel
tiirevi zincirler. Karpathy micrograd’da _backward() tam bu — her diiglim kendi katkisini geriye ekler.

34.5 Ters-Mod Mucizesi

Asil sagirtict sonug maliyet hakkinda:

“...you could compute n first derivatives with about four or five times the cost, not n times.” —
Strang, 30:03

m degiskenli bir fonksiyonun TUM kismi tiirevlerini, tek degiskeninkinin sadece 4-5 kat1 maliyetle hesaplarsin
— m kat1 degil. 100 degisken icin 100 zincir kurali beklerken, ters-mod bunu ~5 kat maliyetle verir. Neden?
Cliinkii geriye giderken zincirin parcalarmm yeniden kullamiyoruz: zincir “daha genis” ama “daha uzun
degil”, tekrarlanmuyor. ileri-mod (her girdiye ayr zincir) m kat maliyetli olurdu; ters-mod (skaler ¢iktidan
geriye) hepsini tek seferde toplar.

Sekil 34.5 bunu dlgek taramasiyla kanitlar: zincir [dy, 64, 64, 1] i¢in girdi boyutu d,, biiytidiik¢e ters-mod
(navy) tek geri-gegis kalir, ileri-mod (turuncu) ise her girdi-yonii i¢in zinciri yeniden kosar ve d, katina katlanir;
oran her noktada tam girdi sayisina esittir (d, = 1000 — 1000x). Derin 6grenmede girdi milyonlarca
parametre, ¢ikt1 tek kayiptir — ters-mod tek secenektir.
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34 Backpropagation — Kismi Tiirevleri Bulmak

lleri-mod girdiyle KATLANIR, ters-mod tek geri-gecis — derin
ogrenme (milyon girdi, 1 kayip) icin ters-mod tek secenek (mucize ~4-5x)

1010 -
: =@~ ters-mod (tek geri-gegis)

1 =@ ileri-mod (her girdi-ydni ayri)
10° -

8 _
10 10000x

10’ 3

106 3

carpma maliyeti (log)

10° 3

104 3

10! 102 103 104
girdi boyutu dO (log)

Sekil 34.5: Ters-mod maliyetinin girdi-bagimsizhigi: zincir [d,y, 64, 64, 1] i¢in girdi boyutu d,, taraniyor. Ters-
mod (navy) tek geri-gecistir; maliyeti d,, ile dogrusal artar ama hep TEK gecis kalir (4800 —
644160 ¢arpma). Ileri-mod (turuncu) ise her girdi-yonii icin zinciri yeniden kosar, bu yiizden
ters-mod maliyetinin d, katina KATLANIR. Oran her noktada tam girdi sayisina esittir: d;, =
10 — 10x, d, = 100 — 100x, d, = 1000 — 1000x (68.160 vs 68.160.000), d, =
10000 — 10000 x. Derin 6grenmede girdi milyonlarca parametre, ¢ikti tek kayiptir — ters-mod
tek secenektir, mucizesi tiim gradyan1 bir geri-geciste (~4-5x ileri-gecis maliyeti) vermesidir.
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34.6 Neden Hizli: Matris-Zinciri Strast

@ Builder Notu — Dort-Bes Kat Mucizesi

“Tiim gradyan, tek tiirevin 4-5 kat1 maliyeti” backprop’un neden devrim oldugunu agiklar: milyon-
parametreli agda gradyani bir ileri+bir geri gecisle alirsin (milyon ayri tiirev degil). ML kopriisii: bu
yiizden biiyiik modeller egitilebilir; ileri-mod AD (girdi sayisiyla 6l¢eklenir) kiigiik-girdi/cok-¢ikt1 igin,
ters-mod (cikt1 sayisiyla dl¢eklenir) ¢ok-girdi/skaler-cikti (kayip) i¢cin — derin 68renme tam ikinci
durum.

34.6 Neden Hizli: Matris-Zinciri Sirasi

Ters-mod’un neden hizli oldugunu daha basit bir 6rnek gosterir: iic matrisi carpmak.

“...one way could be way faster than another way is when I’'m multiplying three matrices.” —
Strang, 34:53

ABC carpimi (A: m x n, B:n x p, C: p x ). iki sira, ayn1 sonug, ¢ok farkli maliyet:

A(BC) : npq+ mngq (AB)C : mnp + mpq

Matris carpimi birlesmelidir (associative) — sonug ayn1 — ama iglem sayisi siraya gore 1000 kat degisebilir.
Hangi sira ucuz? Boyutlara bagli. Zincir kurali da bir matris (Jacobian) ¢arpimi zinciridir; dogru sirada
carpmak backprop’un sirr1. Sonraki boliimde bu farki kolon-vektor durumunda Sekil 34.6 sayilarla gosterir.

@ Builder Notu — Birlesmeli Ama Esit-Maliyetli Degil

“Matris ¢carpimu birlesmeli ama maliyet siraya bagli” backprop’un derin sebebi. ML kopriisii: backprop
= Jacobian’larin zinciri J5J,J;; ters-mod bunlar1 sagdan-sola degil, ¢ciktidan (skaler kayip) baslayip
sola dogru vektor-Jacobian ¢arpimlariyla hesaplar — her adim vektSrxmatris (ucuz). Matris-zinciri
optimizasyonu (matrix chain order) klasik dinamik programlama problemidir (6.006 paralel).

34.7 Kolon Vektor ve Ters-Mod

En 6nemli 6zel durum: C' bir kolon vektor (¢ = 1). O zaman iki sira dramatik ayrigir:

A(BC): n(m+p) (ucuz) (AB)C' : mp(n+1) (felaket)

A(BC): nce BC' (matris x vektdr — vektor), sonra A x vektor — vektor. Hep matris-vektor, ucuz. (AB)C":
once AB (matris x matris — biiyiik m X p matris!), sonra x vektor. Biiylik matris ¢arpimi bogsuna —
felaket.

“...back propagation is the right order...” — Strang, 52:16
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34 Backpropagation — Kismi Tiirevleri Bulmak

Sira her seydir: kolon vektorle A(BC) 100x ucuz; ters-mod tum gradyani girdi-sayisindan
BAGIMSIZ maliyetle verir (mucize ~4-5x)

Egz3: sira maliyeti belirler ters-mod: zincir GENiSLER ama UZAMAZ

10° 2
= E 100x — ] oran TAM 1000x = girdi sayisi
g 20.000 8 108 - 68.160.000
T 104 - g j
> E 2 107 =
(9] 9]
© 4 © 6
g 10% 4 g 106 <
© 2 5 E
hd 1 200 hd 105 = 68.160

1 I E| — "
A(BC) (AB)C ters-mod ileri-mod

(backprop)
A(BC): BC=skaler ilk (ucuz) vs (AB)C: 100x100 dev matris ilk (felaket)

Sekil 34.6: Sira her seydir: kolon vektorle A(BC) 100x ucuz; ters-mod tiim gradyani girdi-sayisindan BA-
GIMSIZ maliyetle verir (mucize ~4-5x). Sol — Egz3: A(BC)=200 carpma vs (AB)C=20.000
(BC=skaler ilk ucuz; AB=100x100 dev matris ilk felaket). Sag — zincir [1000, 64, 64, 1]: ters-mod
68.160 vs ileri-mod 68.160.000, oran TAM 1000x = girdi sayis1; ters-mod zincir genisler ama
uzamaz.

Backprop tam A(BC') sirasini seger: skaler ¢iktidan (kayip) basla, geriye dogru her katmanin Jacobian’1yla
vektdr carp — asla biiyiik Jacobian matrislerini acikca olusturma. Iste ters-mod’un “dogru sira”si.

Sekil 34.6 solda Egzersiz 3’iin maliyetini gosterir: A (100 x 1), B (1 x 100), C' (100 x 1) i¢in A(BC') = 200
carpma vs (AB)C' = 20.000 — BC 6nce hesaplanirsa skaler (ucuz), AB 6nce hesaplanirsa 100 x 100 dev
matris (felaket); tam 100x fark. Sagda zincir [1000, 64, 64, 1] icin ters-mod 68.160 vs ileri-mod 68.160.000,
oran tam 1000x = girdi sayisi; ters-mod zincir genisler ama uzamaz.

@ Builder Notu — Skalerden Geriye Hep Vektor

“Kolon vektorle bagla, geriye matris-vektor ¢arp” ters-mod AD’nin tiim verimliligi buradan. ML kopriisii:
derin 6grenmede ¢ikt1 bir skaler kayiptir (¢ = 1); ters-mod (backprop) bu yiizden ideal — gradyan1
bir geri geciste, hig biiyiik Jacobian olusturmadan toplar. Ileri-mod biiyiik ara matrisleri olustururdu
(felaket). Bu, JAX/PyTorch’un grad/.backward() tasariminin matematiksel gerekcesi.

34.8 Do6rt Tanik Bulusur (Phase 2 Sentezi)

Backpropagation, Phase 2’nin “farkl yollar aym yere varir” tezinin dorugudur. Dort ayri ders, dort ayr dil,
tek bir backprop:

Tanik Dil Backprop nasil goriiniir
Strang (Ders 27) Matris/lineer ~ Zincir kurali = Jacobian-matris ¢carpimi; ters-mod = dogru
cebir matris-zinciri sirasi
Karpathy micrograd Kod (Python) Her Value diigiimiinde _backward(); ters topolojik ge¢is
fast.ai (L13-14) Elle “from Her tensorde . g gradyani; geriye elle hesap
scratch”
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34.9 Bu Dersin Ozeti

Tanik Dil Backprop nasil goriiniir

NYU (H2, LeCun)  Teori/Jaco- Her katman bir Jacobian; backprop = Jacobian zincir-carpimi
bian

Dordii de ayn1 seyi soyler: F' = Fj o F), o I} kompozisyonunun gradyani, katman tiirevlerinin (Jacobian’larin)
ters sirada carpimidir. Strang’in matris-carpim dili, Karpathy’nin _backward’i, Howard’in elle .g’si ve
LeCun’un Jacobian zinciri — ayn1 matematik, dort pencere.

DORT TANIK AYNI GRADYAN (dW1, ayni ag seed 27): 6/6 cift maxdiff <= 4.4e-16 (cogu TAM 0.0) + merkez-fark hakem 1.2e-10 — dort ped. ji ayni ige iner

Strang: delta dis-carpim Karpathy: Value._backward fast.ai: elle .g

NYU: Jacobian vjp

-0.000 0.000 -0.000 0.000 0.000 0.000 0.000

-0.102 0.304 -0.102 0.304 0.044 -0.102

-0.069 0.207 -0.069 0.207

0.030 -0.069

-0.219 0.509

Sekil 34.7: DORT TANIK AYNI GRADYAN: ayn1 ag (x(3)—>W1(4x3)—ReLU—W2(1x4)—L, seed 27) icin
dW, gradyan1 dort farkli pedagojiyle hesaplaniyor — Strang’in delta dig-¢arpimi, Karpathy’nin
micrograd Value._backward’i, fast.ai’nin elle . g gradyani, NYU’nun Jacobian vJp’si. Dort panel
ortak dlgekte (vmin/vmax) BIREBIR ayni: 6/6 ¢ift maxdiff < 4.4 x 10716 (cogu TAM 0.0) +
merkez-fark hakem 1.2 x 107!, Phase 2 tezinin sayisal ispat1 — dort yol ayn1 matematige iner.

Sekil 34.7 bu tezin sayisal ispatidir: ayn1 ag (seed 27) ig¢in dW; gradyani dort farkli pedagojiyle hesaplanir
— Strang’1n delta dig-carpimi, Karpathy’nin Value._backward’i, fast.ai’nin elle .g’si, NYU’nun Jacobian
vIp’si. Dort panel ortak dlgekte birebir aynidir: 6/6 ¢ift maxdiff < 4.4 x 10716 (cogu TAM 0.0) + merkez-fark
hakem 1.2 x 1071°. Dért pedagoji aym matematige iner.

@ Builder Notu — Ayni1 Matematigin Dort Penceresi

Bu dortlii bulugsma Phase 2’nin felsefesidir: ayni1 kavrami (backprop) matris cebiri, kod, elle hesap
ve teori dillerinden gormek anlayis1 saglamlagtirir. ML kopriisii: bir kavrami dort yoldan tanimak,
onu gercekten “bilmek”tir — micrograd’1 yazabilmek (Karpathy), elle tiiretebilmek (fast.ai), matris
diliyle ifade etmek (Strang) ve Jacobian olarak gormek (NYU) ayn1 backprop’un dort yiizii. Bir sonraki
gordiigiin autograd kiitliphanesi bu dordiiniin de uygulamasi.

34.9 Bu Dersin Ozeti

* Backprop = grad f: tiim kismi tiirevler (OF'/0z;); ters-mod otomatik tiirev (reverse-mode AD);
SGD’nin gradyanini saglar.

e Zincir kural: F' = F5(F,(F\(z))) —» dF/dz = (dF5/dF,)(dF,/dF,)(dF,/dx), her ¢carpan
dogru noktada.

 Computational graph: ileri (F"yi hesapla) + geri (dF'/dF = 1’den tiirevleri yay); tek geri gecis tiim
tiirevleri verir.
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34 Backpropagation — Kismi Tiirevleri Bulmak

Mucize: m degiskenin tiim tiirevleri m x degil ~4-5x maliyetle (zincir pargalar1 yeniden kullanilir).
Matris-zinciri: ABC siras1 maliyeti degistirir; A(BC') vs (AB)C'. Kolon vektorle (¢ = 1) A(BC)
ucuz, (AB)C felaket.

Ters-mod = dogru sira: skaler kayiptan geriye, vektor-Jacobian ¢arpimlar (bliylik Jacobian olusturma).
Dort tanmik: Strang matris-zinciri = Karpathy micrograd _backward = fast.ai manuel .g = NYU

Jacobian zinciri.

I Tek Bir Ciimle

Backpropagation, F' = F5 o I, o I} kompozisyonunun gradyanini zincir kuralini ters sirada (skaler
ciktidan geriye, vektor-Jacobian ¢carpimlariyla) uygulayarak hesaplar; bu “dogru matris-zinciri siras1”
tiim tiirevleri tek degiskeninkinin sadece 4-5 kat1 maliyetle verir — derin 6grenmeyi miimkiin kilan
algoritma.

34.10 Kontrol Sorulari

1 Soru 1 — Backprop ne hesaplar ve egitimdeki rolii

Soru: Backpropagation tam olarak ne hesaplar ve egitimdeki rolii nedir?

Cevap: Backprop gradyam hesaplar: tiim kismi tiirevler VF' = (OF /0x, ...,0F /0z,,), ters-mod
otomatik tiirevle. Egitim algoritmas1 SGD’dir (Ders 25); backprop ise SGD’nin her adimda ihtiyag
duydugu gradyani saglar. PyTorch’ta 1oss.backward() = backprop, optimizer.step() = SGD adimu.
Ikisi ayr1 iglerdir.

1 Soru 2 — ileri ve geri gecis ne yapar

Soru: Computational graph’ta ileri ve geri ge¢is ne yapar?

Cevap: Ileri gecis girdiden ara degiskenleri (c = 23, s = = + 2y) ve ¢iktiy1 (F' = c - s) hesaplar. Geri
gecis ciktidan baglar (dF /dF = 1), tiirevleri ters topolojik sirada yayar (dF'/dc = s, dF'/ds = c,
sonra yerel tiirevlerle ¢arp). Kilit: tek bir geri gecis hem dF'/dx hem dF'/dy’yi (tim gradyani) birden
verir — her degisken icin ayr1 zincir degil.

1 Soru 3 — Neden mx degil ~4-5x maliyet

Soru: Ters-mod neden tiim tiirevleri m x degil ~4-5x maliyetle hesaplar?

Cevap: Geriye giderken zincirin parcalar1 yeniden kullamlir — zincir “daha genis ama daha uzun
degil”, tekrarlanmaz. Ileri-mod her girdiye ayr zincir kurardi (m kat). Ters-mod skaler ¢iktidan geriye
tek gegiste tiim girdilere gore tiirevleri toplar; ortak ara hesaplar bir kez yapilir. Bu yiizden m degiskenin
gradyan tek tiirevin 4-5 kat1 maliyetinde.

1 Soru4 — A(BC) vs (AB)C kolon vektorde neden farkli

Soru: Matris-zinciri A(BC') vs (AB)C, C kolon vektorken neden bu kadar farklidir?
Cevap: A(BC): énce BC' (matris x vektor — vektor), sonra A X vektor — vektor — hep matris-vektor,
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34.11 Egzersizler

ucuz (maliyet n(m + p)). (AB)C": 6nce AB (matris x matris — biiyiik 7 X p matris!), sonra x vektor
— biiyiik matris ¢arpimi bosuna, felaket (mp(n + 1)). Backprop tam A(BC') sirasin seger: skaler
kayiptan geriye, hi¢ biiyiik Jacobian olusturmadan vektor-Jacobian ¢arpimlari. Ters-mod’un “dogru
sira”st budur.

34.11 Egzersizler

1. Zincir kurah. F'(x) = sin(2?). Bunu F,(F} (z)) yaz (F} = 22, F, = sin). dF'/dx’i zincir kuralyla
hesapla (dF), /dF, -dF, /dz). (Motor tani1: d F'/dx = 2z cos(z?); merkez-fark sayisal tiirevle birebir,
fark < 107°))

2. Computational graph. F' = 23 (x +2y). ¢ = 23, s = x +2y. F /Oc, OF /0s’yi yaz. Sonra dc/x,
0s/0x, 0s/0y’yi yaz. Geri gegisle OF /0x ve OF /0y’yi birlestir. (Motor tamg1: x = 2,y = 3 igin
c=8,5=8F=64;0F/0x = s-32% + c = 104, 0F /0y = 2c = 16; bkz. Sekil 34.3.)

3. Matris-zinciri. A (100 x 1), B (1 x 100), C (100 x 1). A(BC') ve (AB)C maliyetlerini (carpma
say1s1) hesapla. Hangisi kag kat ucuz? (BC bir skaler mi?) (Motor tamgi: A(BC') = n(m + p) = 200
vs (AB)C = mp(n + 1) = 20.000; BC 6nce skaler oldugundan A(BC') tam 100x ucuz; bkz.
Sekil 34.6 sol panel.)

4. Tleri vs ters mod. Bir fonksiyon 1000 girdi, 1 ¢ikt: (skaler kayip). Gradyani (1000 tiirev) ileri-mod
ve ters-mod ile hesaplamanin maliyetini karsilastir. Hangisi derin 6grenme i¢in dogru? (Motor tanigi:
zincir [1000, 64, 64, 1] i¢in ters-mod 68.160 ¢arpma vs ileri-mod 68.160.000; oran tam 1000x = girdi
say1st; ters-mod maliyeti girdi sayisindan bagimsiz, derin 6grenme i¢in dogru se¢im; bkz. Sekil 34.6
sag panel.)

5. (Sonraki — Ders 30) Optimizasyon + DL blogu kapandi. Ders 28-29 kayitsiz lab oturumlaridir (atlanir).
Ders 30 yeni bir konuya geger: rank-1 matris tamamlama ve sirkiilant matrisler. Bir sirkiilant matrisin
(her satir bir oncekinin kaydirilmis1) 6zvektorleri ne olabilir? Bir tahmin yaz.

34.12 Sonraki Ders i¢in Hazirlhik

Ders 30: Rank-Bir Matris Tamamlama, Sirkiilantlar! (Ders 28-29 kayit edilmemis lab oturumlaridir.)
Optimizasyon/DL blogu kapandi; Strang sinyal-isleme blokuna gecer: sirkiilant matrisler (kaydirma yapisi),
Ozvektorleri Fourier matrisidir (Ders 31), ve evrisimin (Ders 32 CNN) matris temeli.

Hazirlik

Bu dersin Egzersiz 5’inin sordugu soruyu zihninde tut: her satir1 bir oncekinin kaydirilmigi olan bir
sirkiilant matrisin 6zvektorleri ne olabilir? Ders 30, optimizasyon/DL blogundan sinyal-igleme bloguna
gecisi baglatir; sirkiilantlarin 6zvektorleri Fourier matrisi (Ders 31) ve bu yapi evrisimin (Ders 32 CNN)
lineer-cebir temelidir. Backprop’un zincir kuralin1 bitirdik; siradaki blok kaydirma simetrisini igliyor.
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34 Backpropagation — Kismi Tiirevleri Bulmak

34.13 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Strang (dk)

Backprop = grad f ters-mod otomatik tiirev (reverse-mode AD) 9m45

Zincir kuralh dF/dx = 14m58
(dF3/dF,)(dF,/dFy)(dF, /dz)

Ornek F=x3xz+2y);c=2a3s=x+2y, 12m04
F=cs

Mucize m tiirev m X degil ~4-5x maliyet 30m03

Matris-zinciri A(BC) vs (AB)C sira maliyeti degistirir ~ 34m53

Kolon vektor (qg=1)  A(BC) ucuz, (AB)C felaket; ters-mod 52m16

dogru sira

Kaynak Christopher Olah blog (computational 42m17
graph)

Dort tank Strang = Karpathy = fast.ai = NYU (ayn1 —
backprop)

34.14 ML Baglantilari Ozeti

* Backprop = autograd: PyTorch/TensorFlow/JAX .backward()/grad; reverse-mode AD, vektor-
Jacobian carpimlar1 (VIP).

* Ters-mod = cok-girdi/skaler-cikti: derin 6grenme tam bu (milyon parametre, 1 kayip); ileri-mod
kiigiik-girdi/cok-¢ikt1 i¢in. Maliyet ¢ikt1 sayisiyla 6lgeklenir — kayip skaler oldugundan ucuz.

* Matris-zinciri sirasi: backprop = Jacobian’lar1 dogru sirada (skalerden geriye) carpmak; biiyiik ara
Jacobian’lart asla olugturma.

* Computational graph: PyTorch dinamik graf; her islem diigiim, _backward yerel tiirev (Karpathy
micrograd birebir bu).

« DORT TANIK (Phase 2 tezi): Strang matris-zinciri = Karpathy _backward = fast.ai manuel .g =
NYU Jacobian — ayni backprop, dort dil.

* Hinton + AD: backprop’un yeniden kesfi derin 6grenmeyi baglatti; “Automatic Differentiation” olarak
onceden de vardi.

* Geriye koprii: Ders 25 (SGD gradyan ister), Ders 26 (F' kompozisyon), Ders 21 (zincir kurali/Jacobian),
Ders 2 (kompozisyon). Paralel: Karpathy micrograd, fast.ai L.13-14, NYU H2.

Backprop, zincir kuralim dogru matris sirasinda (skaler ¢iktidan geriye) uygulamaktan ibarettir; bu
basit “sira” se¢imi tiim gradyani tek geciste verir ve derin 6grenmeyi miimkiin kilan algoritmadir —
optimizasyon ve DL blogunun kapanisi.

Kapanig

“...back propagation is the right order...” — Strang, 52:16
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35 Rank-Bir Matris Tamamlama, Sirkulantlar

Bipartite graph ile tamamlanabilirlik, cyclic shift P ve evrisimin matris hali

1 Boliim bilgisi

Bu ders iki yeni konu acar: rank-1 matris tamamlama (bir matrisin baz1 girdileri verilince kalan1
rank-1 olacak sekilde doldurulabilir mi?) ve sirkiilant matrisler (her satir bir 6ncekinin dongiisel
kaydirilmisi — sinyal-isleme/CNN blogunun temeli). Strang’in Ders 30 videosu (=50 dk) ve OCW
Lecture 30 temel alinmistir. Okuma siiresi =34 dk. Ders 28-29 kayit edilmemis lab oturumlaridir;
sinyal-isleme blogu bu derste bashiyor. Onkosul Ders 1 (uv ' dis-carpim), Ders 16 (matris tamamlama)
ve Ders 4 (6zvektor).

35.1 Bu Derste Ne Var?

Iki konu. (A) Rank-1 matris tamamlama: bir matrisin baz1 girdileri verilince, kalan1 rank-1 olacak sekilde
doldurulabilir mi? (B) Sirkiilant matrisler: her satir bir 6ncekinin dongiisel kaydirilmisi; sinyal-isleme/CNN
blogunun temeli.

Bes sonug:

1. Rank-1 tamamlama: A = wv', a;; = u;v

J V5>
alt-determinantlar = 0.
2. Bipartite graph: satirlar + siitunlar diigiim, verilen girdiler kenar; tamamlanabilir < dongii (cycle)
yok.
3. Sirkiilant C: ilk kolon tiimiinii belirler (cyclic shift P); C' = ¢yl + ¢, P + ¢y P? + ¢ P3, P" = I.

m + n — 1 serbest parametre. Rank-1 < tiim 2x2

4. Sirkiilant carpim = cyclic convolution: sirkiilantlar grup olusturur (CD de sirkiilant).

5. Ozvektorler = P’nin 6zvektorleri = birim kokleri (1, —1, 7, —i for n = 4) — Fourier matrisi (Ders
31).
“...every circulant matrix is a polynomial in P...” — Strang, 32:45

Sekil 35.1 dersin iskeletini gosterir: merkezdeki “iki konu™ fikrinden iki dala ayrilir — Dal A (rank-1
tamamlama: A = uv', m 4+ n — 1 girdi yeter, her 2x2 alt-determinant sifir; bipartite graph dongiisiiz ise
tamamlanabilir) ve Dal B (sirkiilant: ilk kolon tiim matrisi belirler, $C = $ polinom(P), P" = I; ¢arpim =
cyclic convolution grup islemi; 6zvektorler birim kokleri — Fourier); koprii diigiimleri D1 uv " dis-garpim,
D16 Netflix tamamlama, D31 Fourier matrisi (sonraki) ve CNN/evrisim (D32, fast.ai L15) iki dali 6nceki ve
sonraki derslere baglar; ayr1 bir teal diiglim D28-29 kayitsiz lab oturumlarini igaretler — sinyal-isleme blogu
burada baglar.
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35 Rank-Bir Matris Tamamlama, Sirkiilantlar

D28-29 kayitsiz lab —
Ders 30: iki konu sinyal-isleme blogu burada
basliyor

Dal A - rank-1 tamamlama: Dal B - sirkulant:
A = uv"T, m+n-1 girdi, 2x2 ilk kolon belirler, C =
det=0 polinom(P), P"n = |

bipartite graph dongusuz carpim = cyclic ozvektorler = birim kokleri
<=> tamamlanabilir convolution (grup) -> Fourier

Sekil 35.1: Ders 30 kavram haritasi: iki konu tek koprude bulusuyor. Dal A rank-1 tamamlama (A = uv/T,
m+n-1 girdi yeter, her 2x2 alt-determinant sifir; bipartite graph dongusuz ise tamamlanabilir). Dal
B sirkulant matrisler (ilk kolon tum matrisi belirler, C = polinom(P) ve P*n = I; carpim = cyclic
convolution = grup islemi; ozvektorler birim kokleri -> Fourier). Koprular: D1 uv/T dis-carpim,
D16 Netflix tamamlama, D31 Fourier matrisi (sonraki), CNN/evrisim (D32, fast.ai L15). D28-29
kayitsiz lab atlanir; sinyal-isleme blogu bu derste basliyor.

@ Builder Notu — Iki Konu Tek Koprii

Bu ders iki bagimsiz gibi goriinen konuyu tek bir derste topluyor; ama ikisi de yap1 — cebir kopriisiiniin
ornegi. ML kopriisii: rank-1 tamamlama, Ders 16’nin Netflix matris tamamlamasinin kombinatoryal/ya-
pisal versiyonudur (hangi gbzlem desenleri tamamlamaya izin verir?); sirkiilant matrisler ise evrigimin
(CNN, Ders 32) ve FFT’nin (Ders 31) lineer-cebir temelidir. Geriye képrii: Ders 1 (uv' dig-carpim,
kolonxsatir), Ders 16 (matris tamamlama/nuclear norm), Ders 4 (6zvektor). Heriye: Ders 31 (Fourier —
sonraki).

Tek ciimle: Rank-1 matris tamamlama bir bipartite graph’in dongiisiiz olmasiyla miimkiindiir; sirkii-
lant matrisler ise tek bir dongiisel kaydirma P’nin polinomudur, carpimlar1 dongiisel evrisimdir ve
ozvektorleri birim kokleridir (Fourier).

35.2 Rank-1 Matris Tamamlama Problemi

Ik konu, Prof. Rao’nun lab’indan dogan bir soru:
“...can you complete it to a rank 1 matrix?” — Strang, 1:22

Bir matrisin baz1 girdileri verilmis (geri kalan1 bos). Boslari, sonug¢ rank-1 olacak sekilde doldurabilir misin?
Rank-1 matris dig-carpimdir (Ders 1):
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35.3 2x2 Determinant Kurali

Kag girdi serbestce verilebilir? m tane u, n tane v var; ama u’yu yeniden olgekleyip u, = 1 yapabiliriz (bir
serbestlik tekrarli). Yani m + n — 1 serbest parametre. m = n = 3 icin 5 girdi. Bu girdiler sifirdan farkli
olmal1 (sifir verilen bir konum, o satir/siitunu sifira zorlardi). Bu bes girdinin nasil zincirleme dokuz girdiye
acildigint Sekil 35.2 bir sonraki boliimde sayilarla gosterir.

@ Builder Notu — Dis-Carprmin Geri Doniisii

“Rank-1 = uv', m + n — 1 serbestlik” Ders 1’in dig-carpim goriisiiniin geri doniisii. ML kopriisii:
bu, Ders 16’nin Netflix matris tamamlamasinin (eksik kullanici-film matrisini diisiik-rank doldur)
kombinatoryal/yapisal versiyonu — hangi gozlem desenleri tamamlamaya izin verir? Oneri sistemlerinde
“hangi girdiler yeterli?” sorusu.

35.3 2x2 Determinant Kurali

Rank-1 olmanin testi: her 2x2 alt-matris tekildir (determinanti sifir). Ciinkii rank-1’de tiim kolonlar bir
kolonun kati, tim satirlar bir satirin kati:

det [aij aik] =0 (her2x2)
Q5 Qg

Bu, bos girdileri doldurmanin anahtari: bir 2x2’nin ii¢ girdisi biliniyorsa, dordiinciisii determinanti sifir
yapacak tek degerdir (a;;, = a;; - ay, yor ;- Bilinen girdilerden baglayip 2x2 kuraliyla komsulari zincirleme
doldurursun.

Bes girdiden dokuz girdi: 2x2 det=0 kurali zincirleme her boslugu TEK degerle doldurur (maxdiff 2.2e-16, tum 2x2 det = 0)

verilen: m+n-1 = 5 girdi (agac) tamamlandi: 9/9, maxdiff 2.2e-16

a22 = al2*a2l/all

-0.84 -0.57
-0.84
I rd
-1.13
-1.15 ? ?

det = 0 -> TEK deger

Sekil 35.2: Bes girdiden dokuz girdi: 2x2 det=0 kurali zincirleme her boslugu TEK degerle doldurur — solda
verilen m+n-1 = 5 girdilik aga¢ deseni, ortada a,, = a;,-a,,/a;, kural (det=0 — tek deger), sagda
9/9 geri kazanilmig A_hat (maxdiff 2.2e-16, tiim 2x2 det = 0).

Sekil 35.2 solda verilen 5 girdilik agac desenini (satir-O + kolon-0; bos hiicreler “?”), ortada a4, = a4 -
(4, /a4, kuralin (det=0 — tek deger, turuncu vurgu), sagda tamamlanmig A, "1 gosterir: bes girdiden baglayip
2x2 det=0 kuralini zincirleyerek dokuz girdinin tamami geri kazanilr, maxdiff 2.2 x 10716 ve A, tim
2x2 determinantlar1 ~ 0. 4x5’te de 8 girdiden 20 girdi ayn1 kesinlikle gelir.
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35 Rank-Bir Matris Tamamlama, Sirkiilantlar

@ Builder Notu — Rank’1 Kiiciik Pencerelerden Oku

“Rank-1 <= tiim 2x2 det = 0” rank’1n yerel karakterizasyonu: ranki global SVD’den degil, kiiciik deter-
minantlardan oku. ML k&priisii: bu kural, matris tamamlamanin neden bazi desenlerde benzersiz (her
bosluk tek deger) bazilarinda imkansiz (gelisen kisitlar) oldugunu agiklar — diigiik-rank tamamlamanin
belirlenebilirlik (identifiability) kosulu.

35.4 Bipartite Graph ve Tamamlanabilirlik

Hangi konumlar tamamlamaya izin verir? Bir kombinatorik¢inin goriisii: problemi bir bipartite grapha
(iki-pargali cizge) cevir.

“...this is called a bipartite graph.” — Strang, 12:02
Satirlar bir parga (m diigiim), siitunlar diger parca (n diigiim) yap. Verilen her (i, j) girdisi, satir-i ile siitun-;
arasina bir kenar koyar. m + n — 1 girdi > m + n — 1 kenar. Kural: matris tamamlanabilir <= bu graf

dongiisiizdiir (cycle yok, yani bir orman/agac). Bir dongi, tiim girdileri verilmig bir 2x2 (veya daha biiyiik)
demektir — orada determinant1 sifir zorlayamazsin, celiski ¢ikar.

tamamlanabilir <= bipartite graph dongusuz (forest)

Dongiistiz graf, 2x2 kuralini ¢eligkisiz zincirlemene izin verir; her bog girdi tek degerle belirlenir.

Tamamlanabilirlik saf graf sorusu: kenarlar dongii kapatiyorsa determinanti sifir zorlayamazsin — motor celiskiyi yakalar

dongisuz (forest) -> tamamlanabilir dongu rl-c1l-r2-c2 -> celiski riski

—.

@ ®

degerler 2,6,1,5: det = 2¥5-6*1 = 4 != 0 -> iIMKANSIZ (motor: None)

Sekil 35.3: Tamamlanabilirlik saf graf sorusu: kenarlar dongii kapatiyorsa determinanti sifir zorlayamazsin —
motor celigkiyi yakalar

Sekil 35.3 solda dongiisiiz (forest) aga¢ desenini gosterir — bes kenar bir orman olusturur, tamamlanabilir;
sagda (1,1),(1,2),(2,1), (2,2) kenarlar1 bir dongii kapatir (r1-c1-r2-c2). Bu dongiide degerler 2,6, 1,5
verilince det = 2 -5 — 6 - 1 = 4 # 0 oldugundan rank-1 tamamlama imkansizdir (motor None doner);
determinant1 sifir zorlayamazsin.
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35.5 Sirkiilant Matris ve Cyclic Shift P

@ Builder Notu — Cebir Graf Olunca

“Tamamlanabilir <= bipartite graph dongiisiiz” zarif bir cebir-graf kopriisii: matris yapis1 (rank-1
doldurulabilirlik) saf grafik teorisine (dongii var m1?) indirgenir. ML kopriisii: graf-tabanli diigiinme
Oneri sistemlerinde merkezi — kullanici-iiriin bipartite grafi, eksik kenarlar1 (tahmin) tamamlamak;
dongii/baglilik yapisi hangi tahminlerin giivenilir oldugunu belirler. Cebir <+ graf ¢evirisi Phase 2’nin
tekrarlayan temasi.

35.5 Sirkilant Matris ve Cyclic Shift P

Ikinci konu: sirkiilant (dolagimli) matris. Her kolon, bir 6ncekinin dongiisel kaydirilmigidir — yani ilk
kolonu verirsen tiim matris belli. Anahtar yapi tas1 dongiisel kaydirma matrisi P:

“...the key matrix in this is really a cyclic shift matrix.” — Strang, 28:21

S O = O
o= OO
_— o O O
o O O

P bir vektorii bir asag1 kaydirir, en alttaki dongiisel olarak tepeye doner. P bir permiitasyon matrisidir. P2 iki
kaydirma, P?3 ii¢ kaydirma. P’nin kuvvetlerinin bir sonraki bolimde P* = I ile basa dondiigiinii Sekil 35.4
gosterir.

@ Builder Notu — Bir Kolon Biitiin Matris

“IIk kolon — tiim matris, cyclic shift P sirkiilantin sikistirilmig temsili: n X n matris yerine n say1 (ilk
kolon). ML kopriisii: bu, evrigsimin (convolution) matris halidir — bir filtreyi tiim konumlara kaydirarak
uygula; CNN’in agirlik paylagimi (weight sharing) tam bu dongiisel/kaydirmal1 yapi. Toeplitz matrisi
(Ders 32) sirkiilantin dongiisiiz akrabasidir.

35.6 C = Polinom(P), P" =1

Her sirkiilant matris, P’nin bir polinomudur (kdsegenlere ¢, ¢{, ¢5, ¢3 koymak = P kuvvetlerinin kombinas-
yonu):

“...every circulant matrix is a polynomial in P...” — Strang, 32:45

Kritik 6zellik: n x n’de P™ = I (n kaydirma basa doner). Yani P’nin kuvvetleri {I, P, ..., P"" 1} ile

sinirli — derecesi 2’1 asan terimler dongiisel olarak geri sarar. Bu sayede sirkiilantlar bir grup olusturur: iki
sirkiilantin ¢arpimi (iki polinomun ¢arpimi) yine bir sirkiilanttir (P™ = [ ile dereceyi n’in altinda tutarak).
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35 Rank-Bir Matris Tamamlama, Sirkiilantlar

Déngusel kaydirma P permitasyondur; P~4 = | — kuvvetler {I, P, P~2, P~ 3} ile sinirli; sirkiillant C=c0l + cl1 P + c2P"2 + c3 P"3
P (1 kaydirma) P~2 P~3 P~4 = | (basa dondii)
(1] V] 0
(1] V] V]
V] V] 0
(1] o 0

Sekil 35.4: Dongiisel kaydirma P permiitasyondur; P4 = I — kuvvetler {I, P, P2, PA3} ile sinirly; sirkiilant
C=c0I+clP+c2P*2 +c3 PA3 olarak bu dort kuvvetin dogrusal birlesimidir.

Sekil 35.4 P, P2, P3, P4 kuvvetlerini sirayla gosterir: her kaydirma 1°leri bir kosegen ilerletir ve P* = I basa
déner. Demek ki P’nin kuvvetleri {1, P, P%, P3} ile simrhdir; sirkiilant C' = ¢yI + ¢; P + ¢y P? + ¢3 P3
tam bu dort kuvvetin dogrusal birlesimidir. Motor tamg1: P dongiisel kaydirma, P* = I, P3 # I ve
P-(1,2,3,4) = (4,1,2,3) (bir agag1, sarmali).

@ Builder Notu — Matris Diinyasindan Polinom Diinyasina

“Sirkiilant = polinom(P), P™ = I” cebirsel kalbi: matris diinyasini polinom diinyasina ¢evirir. ML
kopriisii: bu, evrisimin neden polinom ¢arpimi (ve Fourier’de basit carpma) oldugunu agiklar; P™ = [
dongiiselligi, ayrik Fourier doniisiimiiniin (DFT, Ders 31) periyodikliginin kaynagi. Polinom <+ matris
++ sinyal li¢ dil ayn1 sey.

35.7 Cyclic Convolution

Sirkiilant garpimi, polinom garpimidir — yani evrisim (convolution). Ornek: (3,1,2) ® (4,6, 1), gizli
polinomlar (3 + z + 22?%)(4 + 6z + z2):

(3,1,2) % (4,6,1) = (12,22,17,13,2)

(Ilkokul carpmast: terim terim carp-topla.) Sirkiilantlarda P" = I oldugundan déngiisel (cyclic) evrigim:
tasan terimler baga sarar.

“...I'm just doing cyclic convolution actually.” — Strang, 36:48

(3,1,2) ® (4,6,1) = (12 + 13, 22+ 2, 17) = (25,24, 17)

n = 3’te P? = I, boylece 5-uzunluklu sonug 3’e sarilir. Hos bir saglama: rakam-toplamlari ¢arpimi korunur
—(834+1+4+2)(44+6+1)=6-11 =66 = 25 + 24 + 17. Matris carpimi = dongiisel evrisim = polinom
carpimi (mod P™ — 1).

Sekil 35.5 solda C' = circulant(3, 1, 2) heatmap’ini (ilk kolon tiimiinii belirler), ortada dogrusal evrigimi
(12,22,17,13,2) — tasan son iki terim 13 ve 2 turuncu, sarmalama oklar1 13 — +12 ve 2 — +22 — ve
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35.8 Ozvektorler = Birim Kokleri (Fourier)

Sirkiilant carpimi = polinom ¢carpimi = cyclic convolution: tasan terimler P~n = | ile basa sarar

C: ilk kolon (3,1,2) tiimiini belirler dogrusal: (12,22,17,13,2) 20 dongiisel (P"~3 = 1): (25,24,17)
25 13 -> +12 ye sarar
22

;saglama: 6*11 = 66 = 25+24+17
P

20 -

15-

0 1 2 3 4 0 1 2

Sekil 35.5: Sirkiilant carpimi = polinom ¢arpimi = cyclic convolution: tagan terimler P*n = I ile basa sarar —
(3,1,2) cark (4,6,1) = (25,24,17). Dogrusal evrisim (12,22,17,13,2); tasan son iki terim 13 ve 2
basa sarinca dongiisel sonug (25,24,17). Saglama: 6*11 = 66 = 25+24+17.

sagda dongiisel sonucu (25,24, 17) gosterir. Saglama: 6 - 11 = 66 = 25 + 24 4 17. Tagan terimler P™ = [
ile baga sarar; matris carpimi = polinom ¢arpimi = cyclic convolution.

@ Builder Notu — Ug Dilin Aym Carpimi

“Sirkiilant ¢carpimi = cyclic convolution = polinom c¢arpimi1” ii¢ dilin birligi. ML kopriisii: CNN’lerin
(Ders 32) konvoliisyon katmani tam budur; fast.ai L15’in im2col/conv2d’si konvoliisyonu matris ¢ar-
pimina gevirir. FFT (Ders 31) konvoliisyonu O(n log n)’de yapar — sinyal igleme ve biiyiik-gekirdek
CNN’lerin hiz1 buradan.

35.8 Ozvektérler = Birim Kékleri (Fourier)

Sirkiilant C’nin 6zvektdrleri ne? C = P’nin polinomu oldugundan, C’nin 6zvektorleri P’nin 6zvektorleriyle
aym (P’nin 6zvektorii, P2 nin ve P3’iin de 6zvektorii):

“...the eigenvectors of C are the same as the eigenvectors of P.” — Strang, 45:01
Demek ki tek soru: P’nin 6zvektorleri/6zdegerleri ne? P dongiisel kaydirma; 6zdegerleri birim kokleri (roots
of unity). n = 4i¢in (1,1,1,1) - A =1; (1,—1,1,—1) = X\ = —1; ve karmagik (1,7, —1,—i) = A =

WA= —1i:

“...the eigenvectors are the four roots of 1.” — Strang, 48:42

ANP)=1,—1,i,—i =™ /" =0,1,2,3

Ozvektorler birim koklerinden kurulur — bunlar Fourier matrisinin kolonlaridir (Ders 31). Yani TUM
sirkiilantlar ayn1 6zvektorleri (Fourier) paylagir.

Sekil 35.6 solda A(P)’yi birim cemberdeki dort birim kokii (1,7, —1, —i) olarak, ortada F'~!C'Fin kosegen
oldugunu (kosegen-dist 5.8 x 10716), sagda iki FARKLI sirkiilantin AYNI Fde kosegenlestigini (kdsegen
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35 Rank-Bir Matris Tamamlama, Sirkiilantlar

TUM sirkiilantlarin 6zvektérleri ayni: birim koklerinden kurulan Fourier kolonlari — evrisim carpmaya déner (Ders 31)

A(P) = birim kokleri e2mk/4 F~1CF késegen (off-diag 5.8e-16) farkh C'ler AYNI F'de késegenlesir
i kosegen = FFT(c) — D 1 mmm C1
104 PS 0.00 0.00 0.00 54 —
0.5 - 4-
0.00 0.87 0.00 0.00
-1 1
00-— @ [ ) 3-
0.00 0.00 2.77 0.00 ]
—0.5- 2
-i 14
-1.0- { ] 0.00 0.00 0.00 0.87
y y | . . 0- ] ! d J
-1.0 -05 0.0 05 1.0 0 1 2 3

Sekil 35.6: TUM sirkiilantlarin 6zvektorleri ayni: birim koklerinden kurulan Fourier kolonlar1 — evrisim
carpmaya doner (Ders 31). Sol: A\(P) birim cemberdeki dérdiincii birim kokleri. Orta: F~1C'F
kosegen (off-diag 5.8e-16). Sag: iki farkls sirkiilant AYNI F"de kosegenlesir, kosegen = FFT(c).

= FFT(c), Ders 31) gosterir. Motor tamg1: F'~'C'F kosegen-disi 5.8 x 10716, kosegen = np.fft.fft(c) birebir,
ve farkli sirkiilant da ayn1 F”de kosegenlesir (ortak 6zvektor tabani).

Bu dersin son sorusu — sirkiilant 6zvektoriinii P ile carpinca hangi 6zdeger ¢ikar — Egzersiz 4’te somutlasir;
Sekil 35.7 motor cevabini verir.

Egzersiz 4 motor cevabi: P(1,i,-1,-i) = -i (1,i,-1,-i) — asadi-kaydirmada lambda = -i; eslenik kolon (1,-i,-1,i) +i alir
1Psher bileseni -90 derece déndiiriir lambda = -i (i DEGIL) [motor notu]
x2 2.0
1.0- 2.0 -
Y
8
031 215-
© €
S 00- x3 e » | x1 g
@ ‘% 1.0 -
—-0.5 - @
' €
~1.0- M 0-31
x4
0.0
—15 - T T T 00 - T I
-1 0 1 [Px - (-i)x] =0 [Px - (+i)x] '=0
gercek

Sekil 35.7: Egzersiz 4 motor cevabi: P(1,i,-1,-i) = -i (1,i,-1,-i) — asagi-kaydirmada lambda = -i; eslenik kolon
(1,-1,-1,i) +i alir. Sol panelde x bilegenleri (navy) ve Px bilesenleri (turuncu kesik) her biri -90°
donmiis; sag panelde |Px - (-i)x| = O (tam tutar) ile |Px - (+i)x| = 2 (tutmaz) kargilagtirmasz.

Sekil 35.7 solda = = (1,4, —1, —i) bilesenlerini (navy) ve Pz bilesenlerini (turuncu kesik) gosterir — P

her bileseni —90° dondiiriir; sagda iki hata bar1 |[Px — (—i)z| = 0 (tam tutar) ile | Pz — (+i)x| # 0 (= 2,
tutmaz) karsilastirir.
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35.9 Bu Dersin Ozeti

1 motor notu — Egz4 6zdegeri ve §7 deki iki kok

Notion §7°deki “(1,4,—1,—i) — X\ = i, \ = —¢” ciimlesi iki karmagik 6zdegeri birden anar (P’nin
spektrumunda hem 4 hem —¢ vardir) ve Egzersiz 4 “(i ile mi?)” sorusunu acik birakir. Bu asagi-
kaydirma P (yani (Px); = (;_1) ynod ) i¢in motor cevabi kesindir: = = (1,1, —1, —i) 6zvektoriiniin
ozdegeri A = —i’dir (i DEGIL) — P - x = —i - x. Eslenik kolon (1, —i,—1,4) ise A\ = + alir. Iki
kok birden P’nin spektrumunda yasar; ama bu spesifik kolon-6zvektor eslesmesi (1,4, —1, —i) > —i

%‘k]m.dcdlr. L
@ Builder Notu — Biitiin Sirkiilantlarin Ortak Tabani

“Tiim sirkiilantlarin 6zvektorleri = Fourier” sinyal islemenin temel teoremi: Fourier tabaninda her
sirkiilant kosegenlesir, evrisim ¢arpmaya doner. ML kopriisii: bu, FFT’nin (Ders 31) ve frekans-uzay1
filtrelemenin temeli; konvoliisyon teoremi (zaman uzayinda evrigim = frekans uzayinda ¢arpma) dogru-
dan buradan. Graf sinyal igleme (NYU spektral GCN, Ders 19/35) bu fikri graf Laplacian 6zvektorlerine
genellestirir. Kosegen degerleri tam FFT(c) oldugundan, Ders 31’in F~1C'F = diag(FFT(c)) kopriisii
buradan acilir.

35.9 Bu Dersin Ozeti

+ Rank-1 tamamlama: A = uv', a;

=0.

* Bipartite graph: satir+siitun diigiim, girdi=kenar; tamamlanabilir <= dongiisiiz (forest).

« Sirkiilant C: ilk kolon tiimiinii belirler; cyclic shift P; C' = ¢yl + ¢, P + ¢y P? + ¢ P3; P" = I.

* Grup + cyclic convolution: iki sirkiilantin ¢arpimu sirkiilant; carpim = dongiisel evrisim = polinom
carpimi (mod P™ — 1).

+ Ozvektorler: C’nin 6zvektorleri = P’nin 6zvektorleri = birim kokleri (1, —1, 4, —i for n = 4) = Fourier
matrisi.

* Tiim sirkiilantlar ayn 6zvektorleri (Fourier) paylasir — evrisim carpmaya doner (Ders 31).

j = u;v;3m 4 n — 1 serbest parametre. Rank-1 <= tiim 2x2 det

I Tek Bir Ciimle

Rank-1 matris tamamlama bir bipartite graph’in dongiisiiz olmasiyla miimkiindiir (her bos girdi 2x2
det=0 ile tek deger alir); sirkiilant matrisler ise tek bir dongiisel kaydirma P’nin polinomudur, ¢carpimlart
dongiisel evrisimdir ve 6zvektorleri birim kokleridir — yani hepsi Fourier matrisinde kosegenlesir.

W
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35 Rank-Bir Matris Tamamlama, Sirkiilantlar

35.10 Kontrol Sorulari

1 Soru I — Kag girdi serbest ve rank-1’in testi

Soru: Rank-1 matris tamamlamada kag¢ girdi serbestce verilebilir ve rank-1"in testi nedir?

Cevap: m + n — 1 girdi (A = uv'’de m tane u + n tane v, ama u; = 1 normalize edilince bir
serbestlik diiser). Verilen girdiler sifirdan farkli olmali. Rank-1 testi: tiim 2x2 alt-determinantlar sifir
olmal1 (tiim kolonlar bir kolonun kat1). Bir 2x2’nin ii¢ girdisi biliniyorsa, dordiinciisii det=0 yapacak tek
degerdir.

1 Soru 2 — Bipartite graph tamamlanabilirligi nasil belirler

Soru: Bipartite graph rank-1 tamamlanabilirligi nasil belirler?

Cevap: Satirlar bir parga, siitunlar diger par¢a diigiimleri; verilen her (7, j) girdisi satir-i <= siitun-j
kenar1. Matris tamamlanabilir <= bu graf dongiisiizdiir (forest/aga¢). Dongii, tiim girdileri verilmis
bir alt-yap1 demektir; orada determinanti sifir zorlayamazsin (¢eliski). Dongiisiiz graf, 2x2 kuralini
celigkisiz zincirlemene izin verir.

1 Soru 3 — Sirkiilant neden P’nin polinomu ve neden grup

Soru: Sirkiilant matris neden P’nin polinomudur ve neden grup olusturur?

Cevap: Sirkiilant C, kdsegenlerinde ¢, ¢;, ¢4, C3 tagir; bunlar tam olarak P kuvvetlerinin katsayilaridir:
C = col+cy P+cyP?+cy P3 (P = dongiisel kaydirma). P™ = I (n kaydirma baga doner) oldugundan,
iki sirkiilantin ¢carpimi (iki polinomun ¢arpimi) yine n’den kiiciik dereceli bir polinom = sirkiilanttir.
Bu yiizden grup: carpim kapali, I birim eleman.

1 Soru 4 — Sirkiilantin 6zvektorleri ve neden 6nemli

Soru: Sirkiilant matrisin 6zvektorleri nedir ve bu neden 6nemli?

Cevap: C =P’nin polinomu oldugundan C’nin 6zvektorleri = P’nin 6zvektorleri. P dongiisel kaydirmanin
Ozdegerleri birim kokleridir (e2mik/n. = 4 icin 1, —1, ¢, —1), 0zvektorleri Fourier matrisinin
kolonlar1. Onemli ¢iinkii TUM sirkiilantlar ayn1 (Fourier) 6zvektorleri paylasir — Fourier tabaninda her
sirkiilant kosegenlesir, dolayisiyla evrisim ¢carpmaya doniisiir (konvoliisyon teoremi, FFT temeli, Ders

31).

35.11 Egzersizler

1. 2x2 tamamlama. Bir 2x2 matrisin ii¢ girdisi: a;; = 2, a5 = 6, ay; = 1. Rank-1 olmas igin a4y ne
olmali? (det=0 kurali: a9y = @45 - a9y /ayy.) (Motor tamgl: aqy = 6 - 1/2 = 3.0.)

2. Bipartite dongii. 3x3 matriste (1, 1), (1,2),(2,1), (2, 2) girdileri verilmis. Bunu bipartite graf olarak
¢iz; bir dongii var m1? Rank-1 tamamlama miimkiin mii, neden? (Motor tan181: bu dort girdi r1-c1-r2-c2
dongiisii kapatir; degerler 2,6,1,5iledet=2-5—6 -1 = 4 # 0 — tamamlama imkansiz (motor
None). Ayni dongii 2, 6, 1, 3 (det=0) ile ¢eliskisiz gecer, ama bu sans, kural degil; bkz. Sekil 35.3.)
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35.12 Sonraki Ders Icin Hazirlik

3. Cyclic convolution. (1,2)®(3, 4) dongiisel evrisimini (n = 2, P? = I) hesapla. (Once normal evrisim
(1,2) % (3,4), sonra sarmala.) (Motor tanig1: dogrusal (3, 10, 8) — dongiisel (3 + 8,10) = (11, 10);
saglama 3 - 7 = 21 = 11 4 10.)

4. Sirkiilant 6zvektor. 4x4 cyclic shift Pigin (1,7, —1, —) vektoriinii P ile carp (bir agag1 kaydir, sarmala).
Hangi \ ile 6zvektor? (i ile mi?) ([motor notu]: Bu asagi-kaydirma P igin P - (1,4, —1,—i) =
—i - (1,4,—1,—1i), yani \ = —i — i DEGIL. Eslenik kolon (1, —i, —1,4) ise \ = +i alir; bkz.
Sekil 35.7.)

5. (Ders 31 habercisi) Bu derste sirkiilantlarin 6zvektorlerinin birim kokleri oldugunu gordiik. Bu 6zvek-
torleri kolon kolon bir matrise dizersen ne elde edersin? n X n bu matrisin ad1 ne, hangi doniisiimii
temsil eder? Bir tahmin yaz — Ders 31 “sirkiilant matrislerin 6zvektorleri: Fourier matrisi’ni igliyor.
(Motor tamg1: dzvektorleri kolon kolon dizince F~C'F = diag(np.fft.fit(c)), yani F' tiim sirkiilantlari
kosegenlestirir — ortak 6zvektor tabani.)

35.12 Sonraki Ders i¢in Hazirlhik

Ders 31: Sirkiilant Matrislerin Ozvektorleri — Fourier Matrisi. Bu dersin birim-kok 6zvektorlerini bir
matrise dizince Fourier matrisi (F) ¢ikar; ayrik Fourier doniisiimii (DFT). Her sirkiilant F’de kosegenlesir,
evrisim carpmaya doner (konvoliisyon teoremi), ve FFT bu yapiy1 O(n log n)’de hesaplar — sinyal isleme ve
CNN’lerin matematiksel temeli.

Hazirlik

Bu dersin Egzersiz 5’inin sordugu soruyu zihninde tut: sirkiilantlarin birim-kok 6zvektorlerini kolon
kolon bir matrise dizersen hangi matris ¢ikar? Ders 31, bu Fourier matrisini (F) tanimlar ve her
sirkiilantin F~1C'F = diag(FFT(c)) ile kosegenlestigini gosterir — kosegen degerleri tam FFT(c).
Bu, evrigimi ¢arpmaya ¢eviren konvoliisyon teoreminin, FFT nin (O(n log n)) ve sinyal-igleme/CNN
blogunun (Ders 32) matematiksel kalbidir.

35.13 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Strang (dk)

Rank-1 tamamlama A = uv';m+n — 1 girdi; tim 2x2det=0 1m22

Bipartite graph satir/siitun diigiim, girdi=kenar; dongiisiiz 12m02
<= tamamlanabilir

Cyclic shift P sirkiilant: ilk kolon tiimiinii belirler 28m21

C = polinom(P) col +c;P+coP?+c3P3 P =1 32m45

Cyclic convolution sirkiilant carpimi = dongiisel evrigim 36m48

Ozvektorler = P’nin C = polinom(P) — aym 6zvektorler 45m01

Birim kokleri — ANP)=1,—1,i, —i = e>mk/n 48m42

Fourier
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35 Rank-Bir Matris Tamamlama, Sirkiilantlar
35.14 ML Baglantilan Ozeti

* Sirkiilant = evrisim = CNN: sirkiilant matrisle ¢arpmak dongiisel evrisim; CNN’in (Ders 32) agirlik
paylasimi; fast.ai L15 im2col/conv2d ayn1 yap:.

+ Ozvektorler Fourier — FFT: tiim sirkiilantlar Fourier’de kosegenlesir; evrisim ¢arpmaya doner
(konvoliisyon teoremi); FFT O(nlogn) (Ders 31).

* Rank-1 tamamlama: Ders 16 Netflix matris tamamlamasinin kombinatoryal hali; bipartite graf dongiisii
belirlenebilirligi verir.

* Cebir < graf: rank-1 doldurulabilirlik saf grafik teorisine (dongii var m1?) indirgenir; 6neri sistemleri
bipartite graf diisiiniir.

* Graf sinyal isleme: sirkiilant—Fourier fikri graf Laplacian 6zvektorlerine genellesir (spektral GCN,
NYU paralel, Ders 19/35).

* Geriye koprii: Ders 1 (uv' dig-carpim), Ders 16 (matris tamamlama/nuclear norm), Ders 4 (6zvektor).
Paralel: fast.ai L15 (convolution), NYU H6 (CNN).

I Kapanig
“...the eigenvectors of C are the same as the eigenvectors of P.” — Strang, 45:01

Tiim sirkiilantlar tek bir 6zvektor tabaninm1 (Fourier) paylasir; bu, evrisimi ¢carpmaya ¢eviren konvoliisyon
teoreminin ve tiim sinyal iglemenin kalbidir — sinyal/CNN blogunun agilis1.
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36 Sirkilant Matrislerin Ozvektorleri — Fourier Matrisi

Toeplitz ve sirkiilant evrigim, normal matris ailesi ve diinyanin en 6nemli kompleks matrisi

1 Boliim bilgisi

Bu ders, Ders 30’un sirkiilantlarinin 6zvektorlerini somutlastirir: Fourier matrisi F. Tiim sirkiilantlar
ayni 6zvektor matrisini paylasir — bu, ayrik Fourier doniisiimii (DFT) ve FFT nin temelidir. Strang’in
Ders 31 videosu (=52 dk) ve OCW Lecture 31 temel alinmistir. Okuma siiresi ~34 dk. Onkosul Ders
30 (sirkiilant/cyclic shift P/birim kokleri), Ders 3 (ortogonal Q) ve Ders 4 (kdsegenlestirme/6zvektor
matrisi).

36.1 Bu Derste Ne Var?

Bu ders Fourier matrisi F’yi beg adimda inga eder: Toeplitz ile sirkiilant1 ayir, ailenin ortak adi olan normal
matrisi tanimla, 6zvektorleri w kuvvetlerine indirge, F’yi kur ve sonunda her sirkiilant1 F’de kosegenlestir.

Bes sonug:

1. Toeplitz vs sirkiilant: sabit-kosegen Toeplitz = (dongiisiiz) evrisim; sirkiilant = dongiisel evrigim. ML
matrisleri boyle 6zeldir (agirlik paylagima).

2. Normal matris: M*M = M M*; ortogonal 6zvektorlii matrisler (simetrik, diyagonal, ortogonal,
antisimetrik, sirkiilant). Sirkiilantlar degismeli — normal.

3. Ozvektorler = w kuvvetleri: w = ¢27/" (birim kokii); P’nin (ve tiim sirkiilantlarin) 6zvektorleri.

4. Fourier matrisi: F = 6zvekt6r matrisi; F;;, = w’*; kolonlar ortogonal (uzunluk /n), F'//n ortonor-
mal.

5. Sonug: her sirkiilant F’de kosegenlesir (C' = FAF~1); evrisim carpmaya doner; FFT O(n logn).

“...Fourier matrix equals eigenvector matrix.” — Strang, 43:39

Sekil 36.1 dersin iskeletini gosterir: merkezdeki Fourier matrisi F = tiim sirkiilantlarin ortak 6zvektor
matrisi fikrinden bes dala ayrilir — Toeplitz dongiisiiz / sirkiilant dongiisel evrisim, normal matris testi
M*M = M M?* (ortogonal 6zvektor ailesi), 6zvektorler = w kuvvetleri (w = e2mi/ny ik = w?* kolonlar
ortogonal uzunluk /1, ve C' = FAF~! — evrigim frekansta carpmaya déner — FFT O(n logn); koprii
diigiimleri D30 (sirkiilant/birim kokleri), D3 ortogonal Q + D4 kosegenlestirme, D32 CNN (sonraki) ve fast.ai
L15/NYU H6 dallar1 6nceki ve sonraki derslere baglar.
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36 Sirkiilant Matrislerin Ozvektorleri — Fourier Matrisi

D30 sirkulant / birim
kokleri

D3 ortogonal Q + D4 Fourier matrisi F =

. tum sirkulantlarin ozvektor
kosegenlestirme

matrisi

C = F Lambda F*-1 ->
evrisim = carpma -> FFT
O(n log n)

Toeplitz dongusuz / normal matris: MM = MM ozvektorler = w kuvvetleri, F_jk = w"(jk);

sirkulant dongusel evrisim (ortogonal ozvektor ailesi) w=e"(2pii/n) kolonlar ortogonal sqrt(n)

D32 CNN (sonraki) fast.ai L15 / NYU H6

Sekil 36.1: Ders 31 kavram haritasi: Fourier matrisi F = tum sirkulantlarin ortak ozvektor matrisi. Bes
dal: Toeplitz dongusuz evrisim (ML/CNN) vs sirkulant dongusel evrisim (DFT), fark yalniz
sarmalamada; normal matris testi MM = MM -> ortogonal ozvektor ailesi (sirkulantlar uye);
ozvektorler = w kuvvetleri, w = e*(2 pi i / n); F_jk = w”(jk), kolonlar ortogonal uzunluk sqrt(n);
C = F Lambda F*-1 -> evrisim frekansta carpmaya doner -> FFT O(n log n). Koprular: D30
sirkulant/birim kokleri, D3 ortogonal Q + D4 kosegenlestirme, D32 CNN (sonraki), fast.ai L15 /
NYU Hé.

@ Builder Notu — Diinyanin En Onemli Kompleks Matrisi

* Fourier matrisi = diilnyanin en 6nemli kompleks matrisi (Strang); tiim sirkiilantlar onda
kosegenlesir — evrisim teoremi — FFT.

* ML goriintii: milyon-piksel feature; tam 3Mx3M agirlik imkansiz — konvoliisyon (Toeplitz,
agirlik paylagimi) + max pooling. CNN’in (Ders 32) temeli.

» Normal matris — ortogonal dzvektorlii tiim ailenin adi; M* M = M M* testi (Ders 3 ortogonal,
Ders 4 6zvektor matrisi).

* Geriye koprii: Ders 30 (sirkiilant/P/birim kokleri), Ders 3 (ortogonal Q), Ders 4 (6zvektor
matrisi/kosegenlestirme), Ders 32 (CNN — sonraki). Paralel: fast.ai L15 (conv), NYU H6 (CNN).

Tek ciimle: Tiim sirkiilant matrisler ayn1 6zvektdr matrisini — Fourier matrisi Fyi (F;, = wik,
w = exmi/ny paylasir; bu matris tiim sirkiilantlar1 kdsegenlestirir, evrisimi ¢arpmaya ¢evirir ve
FFT’yi (O(n log n)) miimkiin kilar.

36.2 1. Toeplitz vs Sirkilant: Konvoliisyon

Sirkiilantlar ayrik Fourier doniistimiiyle (DFT) yakindan baglu:

“...the discrete Fourier transform is... a very, very important algorithm in engineering...” —
Strang, 2:49

Sirkiilant nxn matris sadece n say1yla (ilk satir) tanimlanir, n> degil. Genel hali: sabit-kdsegenli ama dongiisiiz
matris. Ad:
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36.3 2. ML Goriintii: Neden Ozel Matrisler?

“...math people would call it a Toeplitz matrix.” — Strang, 9:16

Toeplitz T' : sabit kosegen, dongusuz = T'v = (dongusuz) evrisim

Sirkiilant C ile carpmak dongiisel (cyclic) evrisim; Toeplitz T ile carpmak dongiisiiz evrisim. Ikisi de
“linear shift/time invariant” (LSI/LTI) — sinyal iglemede filtre, evrisim. ML'de genelde Toeplitz (dongiisiiz
konvoliisyon) ¢ikar.

Iki lehce: Toeplitz dongusuz evrisim (ML/CNN), sirkulant dongusel evrisim (DFT) — fark yalniz sarmalamada

Toeplitz: sabit kosegen, DONGUSUZ sirkulant: koseler SARAR T-v vs C'v

30 - T (dénglsiiz)

fark (13,2,0) = sari = Cv (déngisel) 1| terimleri)

25 24

4 i "
1 2 3

Sekil 36.2: Iki lehge: Toeplitz dongiisiiz evrigim (ML/CNN), sirkiilant déngiisel evrigsim (DFT) — fark yalniz
sarmalamada. Sol Toeplitz alt-licgen sabit kosegen; orta sirkiilant kdseler sarar; sag T-v=(12,22,17)
ile C-v=(25,24,17), fark (13,2,0) = D30’un tagan terimleri.

Sekil 36.2 iki leh¢eyi yan yana koyar: solda Toeplitz alt-iicgen (sabit kosegen, dongiisiiz), ortada sirkiilant
(koseleri saran), sagda ayni v iizerine her ikisinin etkisi. Toeplitz carpim1 7" - v = (12,22, 17) dongiisiizdiir
(linear_conv’un ilk ii¢ terimi); sirkiilant ¢arpimi C' - v = (25, 24, 17) dongiiseldir. Fark C' - v — T - v =
(13,2,0) tam olarak sarmalama (wrap-around) terimleridir — Ders 30’un dongiisel evrigsimde baga sardigini
gordiigiimiiz tasan 13 ve 2’sidir. Iki diinya yalnizca bu sarmalamada ayrilir.

@ Builder Notu — Evrisimin Iki Lehcesi

“Sirkiilant = dongiisel evrisim, Toeplitz = dongiisiiz evrisim” sinyal islemenin matris dili. ML kopriisii:
CNN’in konvoliisyon katmani bir Toeplitz operasyonudur — ayn filtre tiim konumlara kaydirarak
uygulanir (agirlik paylasimi). fast.ai L15 im2col bu Toeplitz yapisin1 matris ¢arpimina agar.

36.3 2. ML Goriintii: Neden Ozel Matrisler?

Sirkiilant/Toeplitz neden ML’de kritik? Goriintii = piksel; 1000x 1000 goriintii = bir milyon 6zellik (renkte 3
milyon). Siradan tam matrisle:

tam matris: 3M X 3M agirlik = imkansiz

3Mx3M agirlig1 her katmanda hesaplamak imkansiz — gradient descent bu kadar agirlig1 optimize edemez.
Coziim: ML matrisleri dzeldir (sirkiilant/Toeplitz gibi) — ayn1 operasyon her noktada (agirlik paylagimi).
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36 Sirkiilant Matrislerin Ozvektorleri — Fourier Matrisi

Max pooling boyutu diisiiriir (9 pikseli 1’e indir, maksimumu al — dogrusal degil ama hizl1); low-pass filtre
yiiksek frekansi (giiriiltiiyii) kirar (6rn. [V2, 2] komgu ortalama).

ML matrisleri OZEL olmak zorunda: agirlik paylasimi (Toeplitz) + pooling + low-pass — 3Mx3M tam matris gradient descent icin imkansiz

1ot tam-bagli vs konvolusyon MSE 0.0945 -> 0.0571
9 trilyon agirlik (imkansiz) 1.5- gurultulu
1012 - —— low-pass [1/2,1/2
1.0- sl :
S 100 -
k4 0.5-
@ 10°-
§ 0.0 -
2 106 -
= -0.5-
g 104 -
-1.0-
102 -
9 aiirlik (iailasimli) ~-1.5-
100 - g il il il ' T

3Mx3M tam matris 3x3 conv filtre 0 2 4 6 8 10 12
t

Sekil 36.3: ML matrisleri 6zel olmak zorunda: 3Mx3M tam-bagli matris 9 trilyon agirlik (imkansiz) iken 3x3
konvoliisyon filtresi yalniz 9 paylasiml agirlik; low-pass [1/2, 1/2] giiriiltiiyli yumusatir (MSE
0.0945 — 0.0571).

Sekil 36.3 6lgek sorununu somutlagtirir: solda 3Mx3M tam-bagli matris 9 trilyon agirhik (imkansiz) iken
3x3 konvoliisyon filtresi yalnizca 9 paylasimli agirhk tasir (log-6l¢ek bu ucurumu sigdirir); sagda [V2, V2]
komgu-ortalama low-pass filtresi giiriiltiilii sinyali yumusatir — giiriiltii MSE’si 0.0945 — 0.0571 diiser
(motor-tamikli iyilesme). Tkisi birlikte ML in 6l¢eklenme sirrim gosterir: agirlik paylasimi (Toeplitz) parametre
sayisin trilyonlardan binlere indirir, pooling boyutu azaltir, low-pass giiriiltii giderir.

@ Builder Notu — Ug Milyona Ug Milyon imkansiz1

“3Mx3M imkansiz — konvoliisyon + pooling” derin 6grenmenin dl¢eklenme sirr1. ML kopriisii: tam-
bagl (fully-connected) katman milyar parametre olurdu; konvoliisyon agirlik paylagimiyla bunu binlere
indirir (CNN’in zaferi, Ders 32). Max pooling boyut azaltir, low-pass filtre giiriiltii giderir — ikisi de
goriintii islemenin standart adimlari.

36.4 3. Normal Matris: Ortogonal Ozvektérlii Aile

Ortogonal 6zvektorlere sahip matrislerin tiim ailesinin adi:
“...a matrix of that form is a normal matrix.” — Strang, 32:20

Normal matris: M = QAQ* (ortogonal/iiniter 6zvektorler Q, herhangi karmagik 6zdegerler A). Test: M,
eslenik-transpozuyla degismeli (commute):

M*M = MM* (normal matris testi)

Bu aile simetrik (AT = A), diyagonal, ortogonal (real A veya |A|=1), antisimetrik (sanal 1) ve sirkiilant
matrisleri kapsar. Sirkiilantlar neden normal? Ciinkii degismelidirler:
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36.5 4. Ozvektorler = w Kuvvetleri

“...circulant matrices commute. Any 2 circulant matrices commute.” — Strang, 36:06

Iki sirkiilant C;C, = C,C (ikisi de P’nin polinomu, polinomlar degismeli). Dolayisiyla C ortogonal
ozvektorlere sahip — ayrica hesaplamadan biliyoruz.

Normal matris ailesi: ortogonal ozvektorun soyadi — sirkulantlar degismeli oldugu icin uyedir (hesapsiz kanit)

M*M = MM* testi: 5 uye SIFIR, Jordan = 1 sirkulantlar degismeli: |C1C2 - C2C1| =0
100 4
10—2 4 -- o o o 0
1074 -
1076 - S o o 0 o
Lot s
10—10 4
10712 4 -- o o 0 o
10-14 -
10-16 - - -- 0 0 0 0

A% 2\ 2\ A% (. W
Gooet d\\JaQO“ O(K_OQO“ a“{\g\ﬁ\e‘ e e 9e9
\o

Sekil 36.4: Normal matris ailesi: MM = MM testi 5 liyede SIFIR (defect < 4.44e-16), Jordan blogunda 1.0 —
sirkiilantlar degismeli oldugu icin ailenin iiyesidir (hesapsiz kanit).

Sekil 36.4 aileyi ve degismeliligi bir arada dogrular: solda alti tiyenin M*M = M M* defect’i — simetrik,
diyagonal, ortogonal, antisimetrik ve sirkiilant besi sifirda (defect < 4.44e-16, log-6l¢ek tabaninda), Jordan
blogu [[1,1],[0,1]] ise 1.0 ile turuncu olarak ayrisir (normal degil — kontrast). Sagda iki rastgele sirkiilantin
degismeliligi: |C; Cy — C,C| | tam sifir matristir (motorda C'; Cy, — C,C; < le-12). Iki sirkiilant her zaman
degismeli oldugundan, sirkiilantlar normaldir — ortogonal 6zvektorlere hesaplamadan sahip olduklarim
biliriz.

@ Builder Notu — Ortogonal Ozvektorliilerin Soyadi

“Normal matris = ortogonal 6zvektorli aile, MM=MM" spektral teoremin (Ders 4) en genis hali:
simetrik-Gtesi, karmasik 6zdegerli ama hala ortogonal 6zvektorlii. ML kopriisii: normal matrisler
giivenli kosegenlestirme verir (kararli, ortonormal taban); sirkiilantlarin normal olmasi, Fourier tabaninin
(6zvektorler) ortogonal olmasini garantiler — sinyal islemenin saglamlig1 buradan.

36.5 4. Ozvektorler = w Kuvvetleri

C = P’nin polinomu oldugundan, C’nin 6zvektorleri = P’nin 6zvektorleri (Ders 30). P’nin 6zvektorleri cok
0zel — Fourier baglantisi (¢iinkii periyodik):

“...everything is going to be powers of w. e to the 2 pi i over N...” — Strang, 41:59

w = e2™/™ (birim cemberin 1/n’i)
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36 Sirkiilant Matrislerin Ozvektorleri — Fourier Matrisi

w, n’inci birim kokiidiir (karmasik diizlemde dairenin 1/n’i kadar). A=1 6zvektorii (1,1,1,1); A=—1 i¢in
(1,-1,1,-1); A=ii¢in (1, i, i2,1%); A=—i icin (1, —i, (1), (=1)®). Her 6zvektoriin bilesenleri w’nin kuvvetleri.
P’yi (kaydirma) bir 6zvektorle ¢carpmak, onu w (veya bir kuvveti) ile dlcekler.

Ozvektorler w kuvvetleri: her kolon farkli frekansta kompleks ustel dalga — sinyali bunlara ayirmak = Fourier analizi

w = e (2 pi i/8):w§2birim koku F kolonlari = frekans dalgalari (Re kismi)
1.00 - [ ] 1.00 -
w”3 w”™1l
0.75 - ® 0.75 -
0.50 - 0.50 -
0.25 - 0.25 -
w™4 w”™0
0.00- @ [ ) 0.00 -
—-0.25 - —-0.25 -
—0.50 - s ~ —0.50 - —@— k=0
."" .‘" —— k=1
~0.75 - e 075 4 k=2
~1.00 - ® -1.00- ~® k=3
-1.0 -0.5 0.0 0.5 1.0 0 1 2 3 4 5 6 7

Sekil 36.5: Ozvektorler w kuvvetleri: her kolon farkl: frekansta kompleks iistel dalga — sinyali bunlara
ayirmak = Fourier analizi. Solda n=8 birim ¢cemberinde w = e”(2 pi i/8) kuvvetleri w**¥7; sagda
F8 kolonlarinin reel kismi1 k=0..3 frekans dalgalart.

Sekil 36.5 6zvektorlerin geometrisini agar: solda w = e2™/8in sekiz kuvveti w?, ..., w" birim ¢ember
lizerinde esit aralikli sekiz noktadir (her biri | - | = 1), w turuncu okla vurgulanir — kaydirma P’nin 6zdeger
kiimesi. Sagda F8 kolonlarinin reel kismi: k=0 sabit (DC bileseni), k=1, 2, 3 giderek artan frekansta kosiniis
dalgalari. Her kolon farkli frekansta bir kompleks iistel dalgadir; bir sinyali bu kolonlara ayirmak tam olarak
Fourier analizidir.

@ Builder Notu — Periyodiklik Fourier Dogurur

“Ozvektorler = w kuvvetleri, w = e*{2mi/n}” periyodikligin Fourier’e doniistiigii an. ML kopriisii: bu
birim-kok 6zvektorleri siniis/kosiniis dalgalaridir (karmasik iistel = frekans bilesenleri); bir sinyali bu
ozvektorlere ayirmak = Fourier analizi; CNN’lerin frekans-uzay1 yorumu ve spektral filtreleme buradan.

36.6 5. Fourier Matrisi F

Tiim 6zvektorleri kolon kolon dizince Fourier matrisi F ¢cikar — ve bu, tiim sirkiilantlarin 6zvektor matrisi-
dir:

“...Fourier matrix equals eigenvector matrix.” — Strang, 43:39

ij — wjk’ w = eZﬂ'i/n

(G,k=0,1, ..., n-1; her girdi w’nin bir kuvveti, satirxsiitun indisi.) [k kolon hep 1; sonraki kolonlar w’nin
artan kuvvetleri.
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36.7 6. Kosegenlestirme ve FFT

“...the most important complex matrix in the world...” — Strang, 44:06

F’nin kolonlar1 ortogonaldir (uzunluk \/n); F'/\/n ortonormaldir (normal matrisin ortogonal dzvektorleri,
§3). n=8 icin son kolon w°, w”, w4, ..., w*® (w*® = 1 oldugundan w*® = w).

Dunyanin en onemli kompleks matrisi: F_jk = w”jk, kolonlar ortogonal uzunluk sqrt(8) — F/sqrt(n) uniter

F8: her girdi w”(jk) — saat yonu faz carki F~H F = 8I: kolonlar ortogonal (defect 4.3e-14)
-/ 1t N < v | N
- Nl /=N 1V
- 7 1 N < /7 ] X
- N | /=N
F[7,7]1 = w"49 = w

Sekil 36.6: Diinyanin en 6nemli kompleks matrisi F8: her girdi F_jk = w”jk bir faz carki (sol), kolonlar
ortogonal — FAH F = 81 (sag, defect 4.3e-14), uzunluk v 8, FAn iiniter.

Sekil 36.6 dersin amiral gorselidir: solda F8’in her girdisi £, = w’* bir faz oku olarak ¢izilir — saat yoniinde
ilerleyen bir faz garki; kose girdisi F[7,7] = w* = w (w*® = 1 oldugundan, Notion 6rneginin motor-teyitli
sonucu) turuncu okla isaretlenir. Sagda |F' Hp | 181 haritasi tam 81°dir: kosegende 8, kisegen-diginda 0 —
kolonlar ortogonaldir, ortogonallik defect’i n=8 i¢in yalnizca 4.3e-14 (n=2 i¢in 1.2e-16, n=4 icin 4.7e-16).
Kolonlarin uzunlugu V8, dolayisiyla F'/\/n iiniterdir.

@ Builder Notu — Biitiin Frekanslar Tek Matriste

“F = 0zvektor matrisi, F;;, = w7k sinyal islemenin merkez nesnesi. ML képriisii: F bir sinyali frekans
bilegenlerine ayirir (DFT); kolonlari farkli frekanslardaki karmagik iistel dalgalar. Goriintii/ses sikistirma
(JPEG/MP3), spektral filtreleme ve CNN’lerin Fourier-uzay1 analizi hep F’ye dayanir.

36.7 6. Késegenlestirme ve FFT

Tiim sirkiilantlar ayn1 F’de kosegenlesir:

C=FAF, A = diag(c’nin Fourier donusumu)

Ozdegerler A, ilk kolonun (c) Fourier doniisiimiidiir (Fc). Iste konvoliisyon teoremi: C ile carpmak (zaman
uzayinda evrisim) = F ile frekans uzayna git, A ile carp (frekansta garpma), F'! ile geri don. Evrigsim — ¢arpma.
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Uc zafer tek satirda: C = F Lambda F~-1, evrisim carpmaya doner (defect TAM 0.0), FFT n log n — n=1024 te 102x

C = F Lambda F~-1 (rekonstruksiyon 7.6e-16) evrisim = frekansta carpma (defect 0.0) FFT vs DFT olcek
15 . EER FFT(c conv d) > —— FFTnlogn
= FFT(c) * FFT(d) " —#- DFTn"2 T=4096T 341X
10 - 07«
; n=1024: 102x
= 8- 5
= 1 b
= 10° =
g ° §
9 041
4-
21

102 1n3 104

;ei L&l dssein J&%ﬁrﬁ éﬁbgﬁ%wgﬁd({péﬂuﬁ%gwg%pﬁgﬁl rkulant C’nin FAF ! rekonstriiksiyonu —
7 6e 16 ko;etgenleglrme ki gl tam ]\) o). egerler )\ = np.fft. fft b1reb11 (Ders 30’un koi:even =FFT(c ]

ikl il i% A o
ISt QLR ayim fyekansta 0g
A L gﬁﬁéﬁa@e %ﬁlﬁw A

KAZaon5 (FFt(c))) — buyuklukler |A| ayn, yalmz w-yonii konvan51y0nu (saat-yonii) farkl. Ikinci tanik:
numpy DFT kopriisii np.fft.fft(v) = conj(F) - v (w7 konvansiyonu). Pedagojik 6z degismez —
Notion’1n ciimlesine sadik kaliriz, [motor notu] yalnizca konvansiyon dalim1 kaydeder.

@ Builder Notu — Ug Zafer Tek Satirda

“C = FAF!, evrisim — ¢arpma, FFT O(n log n)” sinyal islemenin ii¢ zaferi tek satirda. ML kopriisii:
biiyiik-cekirdek konvoliisyonlar FFT ile hizlandirilir (FFT-conv); ses modelleri (spektrogram), goriintii
filtreleme ve bazi Transformer varyantlari (FNet) Fourier doniisiimiinii dogrudan kullanir. FFT, 20.
ylizyilin en onemli algoritmalarindan — sirkiilant kdsegenlestirmesinin meyvesi.
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36.8 Bu Dersin Ozeti

36.8 Bu Dersin Ozeti

» Toeplitz vs sirkiilant: Toeplitz (sabit kosegen, dongiisiiz) = evrisim; sirkiilant = dongiisel evrigsim. ML
matrisleri boyle 6zel (agirlik paylagimi).

* ML goriintii: milyon-piksel feature, 3Mx3M tam matris imkansiz — konvoliisyon + max pooling +
low-pass filtre.

* Normal matris: M*M = M M*; ortogonal 6zvektorlii aile (simetrik/diyagonal/ortogonal/antisimet-
rik/sirkiilant). Sirkiilantlar degismeli — normal.

o Ozvektorler: w = €2™/" kuvvetleri (birim kokleri); P’nin ve tiim sirkiilantlarin 6zvektorleri.

* Fourier matrisi: F = 6zvektor matrisi; F};;, = w’*; kolonlar ortogonal (uzunluk /n), F'//n ortonor-
mal.

+ Kosegenlestirme/FFT: C = FAF !, $ = $ ¢’nin DFT’si; evrigsim — carpma (konvoliisyon teoremi);
FFT O(nlogn).

I Tek Bir Ciimle

Tim sirkiilant matrisler ayni 6zvektor matrisini — Fourier matrisi F'yi (£, = Wik, w = e2 /)y —
paylasir (¢iinkii normal ve degismeli); bu matris her sirkiilant: kosegenlestirir (C' = FAF 1), evrisimi
carpmaya gevirir (konvoliisyon teoremi) ve FFT’yi O(n logn) kilar.

36.9 Kontrol Sorulari

1 Soru 1 — Toeplitz ve sirkiilant farki, ML’de hangisi cikar

Ikisi de sabit-kdsegenli (linear shift invariant). Sirkiilant dongiiseldir (kdseleri sarar) — dongiisel
evrisim; Toeplitz dongiistizdiir — (siradan) evrisim. ML'de genelde Toeplitz ¢ikar: CNN’in konvoliisyon
katmani ayn filtreyi tiim konumlara kaydirarak uygular (agirlik paylasimi), dongiisel degil.

1 Soru 2 — Normal matris nedir, sirkiilantlar neden normaldir

Normal matris ortogonal/iiniter 6zvektorlere sahiptir; test: M*M = M M?™ (eslenik-transpozuyla
degismeli). Simetrik, diyagonal, ortogonal, antisimetrik ve sirkiilant matrisleri kapsar. Sirkiilantlar
normaldir ¢iinkii degismelidirler (C',C, = C,C', ikisi de P’nin polinomu); dolayistyla ortogonal
ozvektorlere sahip olduklarini hesaplamadan biliriz.

1 Soru 3 — Fourier matrisi F’nin girdileri ve neden tiim sirkiilantlarin 6zvektor matrisi

F ik = wik w = e2mi/n (n’inci birim kokii); her girdi w’nin satirxsiitun kuvveti. Tiim sirkiilantlar
P’nin polinomu oldugundan hepsi P’nin 6zvektorlerini paylagir; bu 6zvektorler w’nin kuvvetlerinden
kurulu = F’nin kolonlar1. Kolonlar ortogonal (uzunluk y/n); F'/+/n iiniter (normal matrisin ortogonal

Ozvektorleri).
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36 Sirkiilant Matrislerin Ozvektorleri — Fourier Matrisi

1 Soru 4 — C = FAF ! neden evrisim = carpma verir ve FFT’nin rolii

Cile ¢arpmak (zaman uzayinda evrisim) = F ile frekans uzayina git, A (diagonal, ¢’nin Fourier doniistimii)
ile carp, F'! ile don. Diagonal carpma basittir — evrisim frekansta carpmaya doner (konvoliisyon
teoremi). FFT, F-v carpimini O(n?) yerine O(n log n)’de yapar (w kuvvetlerinin 6zyinelemeli yapisi);

boylece evrisim/filtreleme ¢ok hizlanir.

36.10 Egzersizler

. Birimkok.n=4icinw =-e

= 4. w?, w', w?, wii hesapla (1, i, -1, —i). Bunlarin birim ¢ember

iizerinde 4 nokta oldugunu dogrula. (Motor tamgi: w = i kuvvetleri (1,7, —1, —i) — hepsi | - | = 1.)
Fourier matrisi. n = 2 igin F (2x2) yaz: w = €*™/? = —1. F;, = w/* ile F = [[1, 1], [1, —1]] oldu-
gunu goster. Kolonlar ortogonal mi? Uzunluklart v/2 mi? (Motor tamgr: F/(n=2) = [[1, 1], [1, —1]];
kolonlar ortogonal, uzunluklar \/§ — birebir.)

27i/4

. Normal test. Sirkiilant C' = [[2,1],[1, 2]] (simetrik). C*C' = CC* mu? (Simetrik oldugundan

normal mi?) Antisimetrik [[0, 1], [—1, 0]] normal mi (eslenik-transpozla degismeli mi)? (Motor tamg:
C =[[2,1],[1,2]] defect 0 — normal; antisimetrik [[0, 1], [—1, 0]] defect 0 — normal.)

. Konvoliisyon teoremi. Iki sirkiilantin carpimi = dongiisel evrisim (Ders 30). Bu Fourier’de neye karsilik

gelir? (ipucu: C' = FAF~!, carpim — A’larin carpimi — frekansta nokta-¢arpim.) (Motor tanigi:
FFT(c®d) = FFT(c)- FFT(d), defect tam 0.0 n=4’te ve <le-10 n=3 Notion 6rneginde.)

. (Ders 32 habercisi) Fourier/sirkiilant fikrini 2 boyuta (goriintii) tas1. Bir goriintiiye uygulanan konvo-

liisyon nasil ¢alisir? CNN’ler bunu nasil katman katman kullanir? Bir tahmin yaz — Ders 32 “ImageNet
bir CNN’dir, evrisim kurali”n1 igliyor.

36.11 Sonraki Ders icin Hazirlik

Ders 32: ImageNet bir CNN’dir, Evrisim Kural. Sirkiilant/Fourier fikri 2B goriintiiye genisler: konvoliis-
yonel sinir aglar1 (CNN). Evrisim kurali (kaydir-carp-topla), filtre/cekirdek, agirlik paylasimi; ImageNet’in
CNN devrimini baglatmasi. fast.ai L15 (conv2d/im2col) ve NYU H6 (CNN) ile birebir koprii.

Hazirlik

Bu dersin Egzersiz 5’inin sordugu soruyu zihninde tut: bu derste 1B sinyale uyguladigimiz sirkiilant/Fo-
urier fikrini 2B goriintiiye nasil tagirsin? Ders 32, konvoliisyonel sinir aglarimmi (CNN) isler — ayn1
filtre tiim goriintii konumlarina kaydirilarak uygulanir (Toeplitz agirlik paylagimi), max pooling boyutu
diisiiriir, ve ImageNet’in CNN devrimi baglar. fast.ai L15 (conv2d/im2col) ve NYU H6 (CNN) bu dersle
birebir koprii kurar.

36.12 Anahtar Kavramlar (Cheat Sheet)
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36.13 ML Baglantilar: Ozeti

Kavram Formiil / Fikir Strang (dk)
DFT sirkiilant <- ayrik Fourier doniisiimii 2m49
Toeplitz sabit kosegen, dongiisiiz = konvoliisyon Im16
Normal matris M*M = M M*; ortogonal 6zvektor 32m20
Sirkiilantlar degismeli C,Cy, = Cy,C; — normal 36m06
Ozvektérler = w w = e2™/™ (birim kokii) 41m59
kuvvetleri
Fourier matrisi F = 6zvektor matrisi; F), = wk 43m39
Kosegenlestirme/FFT  C' = FAF~!; evrisim — carpma; 44m06
O(nlogn)

36.13 ML Baglantilari Ozeti

* Fourier matrisi = en 6nemli kompleks matris: tiim sirkiilantlar onda kdgegenlesir — evrigim teoremi
— FFT (O(nlogn)).

* CNN = Toeplitz konvoliisyon: ayni filtre tiim konumlara (agirlik paylasimi); 3Mx3M tam matris yerine
kiictik filtre; fast.ai L15 im2col/conv2d.

* Max pooling + low-pass: boyut azaltma + giiriiltii giderme; goriintii islemenin standart adimlari.

* FFT-conv: biiylik-cekirdek konvoliisyon FFT ile hizlanir; ses (spektrogram), FNet (Fourier Transformer)
dogrudan F kullanir.

* Normal matris/spektral: ortogonal 6zvektorlii aile giivenli kosegenlestirme; graf sinyal isleme (spektral
GCN, NYU paralel) Laplacian 6zvektorlerine genellestirir.

* Geriye koprii: Ders 30 (sirkiilant/P/birim kokleri), Ders 3 (ortogonal Q), Ders 4 (6zvektor matrisi/ko-
segenlestirme). Paralel: fast.ai L.15 (convolution), NYU H6 (CNN).

I Kapanis
“...the most important complex matrix in the world...” — Strang, 44:06

Fourier matrisi tiim sirkiilantlarin ortak 6zvektor tabanidir; bu tek matris evrisimi carpmaya cevirir,
FFT’yi miimkiin kilar ve sinyal isleme ile CNN’lerin kopriisiidiir.
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37 ImageNet bir CNN’dir, Evrigsim Kurali

AlexNet devrimi, evrigim = polinom ¢arpimi, 6zdegerlerin ¢arpildigi kural ve Kronecker ile iki boyut

1 Boliim bilgisi

Bu ders sirkiilant/Fourier’i (Ders 30-31) evrisime ve CNN’lere tasir. Strang’in Ders 32 videosu (=47
dk) ve OCW Lecture 32 (=32 dk okuma) temel alinmistir. Onkosul Ders 30-31 (sirkiilant/Fourier/FFT)
ve Ders 26 (sinir ag1 yapisi).

37.1 Bu Derste Ne Var?

Ders 30-31’in sirkiilant/Fourier fikrini evrisime ve goriintiilere tasiyoruz. Evrisim (convolution) = polinom
carpimi; evrisim kurali Fourier ile evrigsimi ¢arpmaya cevirir; CNN’ler bu yapiy1 goriintiiye uygular.

Bes sonug:

1. ImageNet/AlexNet (2012): Krizhevsky-Sutskever-Hinton; CNN %15 hata (2.’lik %26) — derin 6g-
renme devrimi. CNN az agirlik (paylagim).

2. Evrigsim tanmmu: (¢ x d),, = ZiJrj:k c; d;; polinom garpimindan gelir. Fonksiyon: (f * g)(z) =
J () gz —t)dt.

3. Evrisim kural: sirkiilant CD’nin 6zdegerleri = A(C') © A(D) (bilesen-bilesen); F'(c ® d) = (F¢) ©
(Fd).

4. FFT iki yol: ya evrig—doniistiir (O(n?)), ya ayri-doniistiir—carp (2n log n + n). FFT ikincisini hizl
kilar.

5. 2B+ Kronecker: 2B evrisim ¢ift-integral; Kronecker ¢arpimi (1B—2B), Laplacian = Kron(A,I)+Kron(I,A)
(Kronecker toplami).

“...the MATLAB command is Kron.” — Strang, 38:55

Sekil 37.1 dersin iskeletini gosterir: merkezdeki evrisim kurah F'(c®d) = (F'c) © (F'd) fikrinden yedi dala
ayrilir — AlexNet 2012 (CNN %15 hata, ImageNet devrimi), evrisim = polinom ¢arpimu (iisler ¢ + j = k),
fonksiyon evrisimi [ f(¢) g(z — ) dt, 6zdegerler garpilir A\(C'D) = A\(C) © A\(D), iki yol (evrig-doniistiir
vs doniistiir-carp, FFT kazanir), 2B evrisim (CNN conv katmani) ve Kronecker Kron(A,B) + Laplacian =
Kron(A,I)+Kron(I,A); koprii diigltimleri D30-31 (sirkiilant/Fourier/FFT), D33 6grenme fonksiyonu (sonraki)
ve fast.ai L15 im2col / NYU H6 / Karpathy makemore CNN dallar1 onceki ile sonraki derslere baglar.
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37 ImageNet bir CNN dir, Evrigim Kural

D30-31 sirkulant / Fourier
1 FFT

Evrisim kurali:
F(c conv d) = (Fc) . (Fd)

AlexNet 2012 ) ozdegerler carpilir: iki ustur Kronecker: Kron(A,B);

fonksiyon evrisimiz .
CNN yuzde 15 hat: lambda(CD) = lambda(C) - Laplacian =
b AL integral f(t) g(x-t) dt ambda(CD) = lambda(C) 1 conv katmani e

(devrim) lambda(D) Kron(A,1)+Kron(1,A)

fast.ai L15 im2col / NYU
H6 /
Karpathy makemore CNN

D33 ogrenme fonksiyonu
(sonraki)

Sekil 37.1: Ders 32 kavram haritasi: evrisim kurali F(c conv d) = (Fc) . (Fd) sirkulantlari ortak Fourier taba-
ninda kosegenlestirir, kosegenler carpilir. Yedi dal: AlexNet 2012 CNN yuzde 15 hata (ImageNet
devrimi); evrisim = polinom carpimi (usler i+j=k toplanir); fonksiyon evrisimi integral f(t) g(x-t)
dt; ozdegerler carpilir lambda(CD) = lambda(C) . lambda(D); iki yol evris-sonra-donustur vs
donustur-sonra-carp (FFT kazanir, buyuk-tamsayi/kriptografi); 2B evrisim = CNN conv katmani;
Kronecker Kron(A,B) 1B yapiyi 2B ye tasir, Laplacian = Kron(A,I)+Kron(I,A). Koprular: D30-31
sirkulant/Fourier/FFT, D33 ogrenme fonksiyonu (sonraki), fast.ai L15 im2col / NYU H6 / Kar-

pathy makemore CNN.

@ Builder Notu — Sinyal Isleme Derin Ogrenmeyle Bulusunca

* CNN = agirhik paylasimi: AlexNet 60M parametre, 5 conv + 3 tam-bagli, max pooling, dropout;
konvoliisyon tam matrisi kiiciik filtreye indirir.

* Evrisim kural + FFT: biiyiik evrisimleri F-doniistiir-carp-geri-don ile O(n log n)’de yap; biiyiik-
tamsay1 ¢carpimi, ses, FFT-conv.

* Kronecker = 2B yapi: 1B matrislerden 2B (goriintii) matrisi; 2B Fourier = Kron(F,F), 2B
Laplacian = Kronecker toplami.

* Geriye koprii: Ders 30-31 (sirkiilant/cyclic convolution/Fourier/FFT), Ders 4 (6zdeger ¢arpimi).
Paralel: fast.ai L15 (conv2d/im2col), NYU H6 (CNN), Karpathy makemore CNN.

Tek ciimle: Evrisim polinom ¢arpimidir; evrisim kurali (Fourier’de carpmaya doner) FFT ile evrisimi
hizlandirir; CNN’ler bu evrisimi (agirlik paylagimiyla) goriintiiye uygular, 2B’ye gecis Kronecker
carpimiyla yapilir.

37.2 1. ImageNet ve AlexNet (2012)

Derin 6grenmenin doniim noktasi: Krizhevsky-Sutskever-Hinton’in 2012 ImageNet yarismast makalesi

(AlexNet).

“We trained a large deep convolutional neural network.” — Strang, 2:33

1.2 milyon goriintii, 2 GPU’da 5 giin egitim. Sonug: top-5 test hatas1 %015 (ikinci takim %26) — devrim
niteliginde. Ag: 60 milyon parametre, 5 konvoliisyon katmani + 3 tam-baglh katman, max pooling (boyut
indirme), dropout (asiri-6grenme onleme). Kritik: CNN az agirlik kullanir — tam matris yerine sadece

tist-satir (filtre) agirliklart (Ders 31 agirlik paylagimi).

414



37.3 2. Evrisim Tanimi: Polinom Carpumi

ImageNet 2012: derin ogrenme devriminin tetigi — CNN agirlik paylasimiyla az agirlik, yuzde 15 vs 26

AlexNet devrimi (2012)
%26

w
o
'

N
w
1

N
o
1

%15

top-5 hata (%)
=
wu

Eb Hb Eb Eb Eb Hb Hbﬂ

pool pool pool

=
o
1

w
1

60M parametre, 1.2M goruntu, 2 GPU x 5 gun, dropout

AlexNet (CNN) 2. takim

Sekil 37.2: AlexNet’in 2012 ImageNet zaferi — derin 6grenme devriminin tetigi. Sol: top-5 hata, AlexNet
(CNN) %15 (navy) vs ikinci takim %26 (turuncu); on bir puanlik fark bir CNN’in eseri. Sag:
AlexNet mimari seridi — 8 katman zinciri, 5 evrisim katmani (convl..conv5, navy) + 3 tam bagh
katman (fc6..fc8, turuncu), convl/conv2/conv5 sonrast max pool. 60M parametre, 1.2M goriintii,
2 GPU x 5 giin, dropout: agirlik paylasimi sayesinde derin ama az agirlikli.

Sekil 37.2 2012 sigramasini iki panelde toplar: solda top-5 hata bari — AlexNet (CNN) %015 (navy) ile ikinci
takim %26 (turuncu) arasindaki on bir puanlik fark tek bir CNN’in eseridir; sagda AlexNet mimari seridi
— sekiz katman zinciri, 5 evrisim katmani (convl..conv5, navy) + 3 tam-bagli katman (fc6..fc8, turuncu),
convl/conv2/conv5 sonrast max pool, altta 60M parametre, 1.2M goriintii, 2 GPU x 5 giin, dropout.
Agirlik paylagimi sayesinde ag derin ama az agirhiklidir.

@ Builder Notu — On Bese Kars1 Yirmi Alt1

“AlexNet 2012 = derin 6grenme devriminin tetigi” ML tarihinin doniim noktasi. ML kopriisii: %15 vs
%26 sigramast (ve sonraki yillarda hizla diigmesi) CNN’in goriintii tanimay1 doniistiirdiigiinii kanitladi;
dropout, ReLU, GPU egitimi bu makaleyle yayginlasti. Sutskever sonra OpenAI’1 kurdu — bu makale
modern AI’in baglangi¢ noktalarindan.

37.3 2. Evrisim Tanimi: Polinom Carpimi

Evrisim (convolution) iki vektorii “kaydir-carp-topla” ile birlestirir. k’inc1 bilesen, indisleri k’ya toplanan
tiim carpimlarin toplama:

“...index i plus j adds to k.” — Strang, 6:04
itj=k i

Nereden gelir? Polinom ¢carpmmindan. c’yi (¢, + ¢,z + ...) ve d’yi (d, + d,x + ...) polinom say, ¢arp;
x* nin katsayis1 tam bu toplamdir (iisler i + j = k toplanir). Evrisim = polinom ¢arpiminin katsayilari.
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37 ImageNet bir CNN dir, Evrigim Kural

Evrisim = polinom carpimi: usler i+j=k toplanir — (1,2,3) conv (1,1) = (1,3,5,3)

kaydir-carp-topla: d=(1,1) TERS kayan pencere . katsayilar = evrisim (motor BIREBIR)
_ (1 +2x + 3x™2)(1 + x)
= N EN EN . 5
| 1] 1] k=0: 1*1=1
4 -
[ 1] 1] k=1: 1*1+2*1=3

3 3
3 -
11| k=2: 2*¥1+3*1=5
2 -
EN EN k=3: 3*1=3 1
| -
0- g g g 0
x~0 x~1 X"2 X" 3

Sekil 37.3: Evrisim = polinom carpimi: usler i+j=k toplanir — (1,2,3) conv (1,1) = (1,3,5,3)

Sekil 37.3 tamimu iki acidan somutlagtirir: solda kaydir-¢arp-topla semasi1 — c=(1,2,3) li¢ navy kutu, altinda
d=(1,1) ters cevrilmis turuncu kayan pencere dort konumda (k=0..3), her konumda ortiisen carpimlarin
toplamu sagda yazili (k=0: 1, k=1: 3, k=2: 5, k=3: 3); sagda polinom karsihgr — (1 + 2z + 322)(1 + z)
carpiminin katsayilari bar olarak (1,3,5,3) (z°, z', 22, 23 iisleri), poly _mult_coeffs motoruyla birebir.

Evrisim ile polinom ¢arpimui aymi say1y1 verir — iisler ¢ 4+ j = k toplandigi icin.

@ Builder Notu — Kaydir Carp Topla

“Evrigim = polinom ¢arpim1” sinyal islemenin cebirsel kokeni. ML kopriisti: CNN’deki konvoliisyon
katmani tam bu kaydir-carp-topla; bir filtre (¢cekirdek) goriintii izerinde kaydirilir, her konumda nokta-
carpim. fast.ai L15 im2col bu evrisimi biiyiik matris ¢arpimina acar (GPU verimliligi icin).

37.4 3. Fonksiyon Evrisimi

Ay fikir siirekli fonksiyonlarda — toplam yerine integral:

“...fstar g at x.” — Strang, 10:02

(Fro)@) = [ £® (e~ t)d

Vektor evrigiminin siirekli karsihgr: ¢; — f(t), d._; — g(xz — t), toplam — integral. g, ters cevrilip
kaydirilhir (z — ?); t degistikce kayma miktar1 degisir — bir filtrenin tam yapti§1 sey. (Daire koymadim: bu
siradan/dongiisiiz evrisim; periyodik fonksiyonlarda dongiisel olur.)

@ Builder Notu — Ters Cevirip Kaydirmak

“Fonksiyon evrisimi = ters cevir, kaydir, carp, integre et” sinyal islemenin siirekli dili. ML kopriisii:
filtreleme (sinyal/goriintii), olasilikta iki bagimsiz degiskenin toplaminin dagilimi (yogunluklarin evri-
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37.5 4. Evrisim Kurali: Ozdegerler Carpilir

simi), ve siirekli CNN’ler/Gauss bulaniklagtirma hep bu integral. Ters-cevirme, evrigimi korelasyondan
ayiran detaydir (CNN’ler aslinda ¢apraz-korelasyon kullanir).

37.5 4. Evrisim Kurali: Ozdegerler Carpilir
Ders 30-31’i birlestir. Iki sirkiilant C, D ¢arpilinca CD yine sirkiilanttir; kdsegenleri ¢ ® d (dongiisel evrigim).
CD’nin 6zdegerleri ne? Sirkiilantlar degismeli ve ayn1 6zvektorleri (Fourier) paylastigindan:

“...the eigenvalues just multiply.” — Strang, 28:52

AMCD) = XC)O A(D) (bilesen-bilesen carpim)

Ozdegerler bilesen-bilesen (MATLAB . *, Hadamard carpimi) carpilir. Ozdegerler = ilk kolonun Fourier
doniigiimii oldugundan (Ders 31), bu su demek: ¢ @ d’nin Fourier doniisiimii = (¢’nin Fourier’i) © (d’nin
Fourier’i). Zaman uzayinda evrisim — frekans uzayinda carpma. Sekil 37.4 bu kural1 ve asagidaki iki yolu
(§5) tek figiirde dogrular.

@ Builder Notu — Kosegenler Carpilir

“Evrisimin 6zdegerleri ¢arpilir” konvoliisyon teoreminin spektral ispati: sirkiilantlar ortak 6zvektor
(Fourier) tabaninda kosegenlesir, kosegenler (6zdegerler) carpilir. ML k&priisii: bu, evrisimi frekans
uzayinda nokta-carpima ¢eviren temel teorem; ses (spektrogram), goriintii filtreleme ve FFT-tabanl
konvoliisyon hep buna dayanir.

37.6 5. iki Yol: Evrigim Kural + FFT

Evrisim kural1 (C kural1) ayn1 sonuca iki yol verir:

“...Convolve then transform by F. Or transform separately by F.” — Strang, 30:50

Flc®d) = (F¢) © (Fd)

Yol 1: 6nce evris (¢ ® d), sonra Fourier’le doniistiir. Yol 2: her birini ayr1 doniistiir (F'c, F'd), sonra bilesen-
bilesen carp. ikisi aym sonug. Neden nemli? Ciinkii Fourier déniisiimii FFT ile ¢ok hizli (O(n logn)).
FFT’nin varligi, Yol 2’yi ¢ok cazip kilar.

Sekil 37.4 dersin amiral gorselidir ve kurali ii¢ agidan dogrular: solda rastgele ¢, d, (seed 32) i¢in A(C'D)
(navy) ile A\(C') © A(D) (turuncu) barlar iist iiste oturur — ortak Fourier tabaninda kdsegenler bilesen-
bilesen carpilir, defect yalnizca 1.8e-15 (n=4; n=8 icin <1le-10); ortada iki giizergah ayni sonuca varir — {ist
yol (navy) evris yapip F ile doniistiiriir, alt yol (turuncu) 6nce ayri doniistiiriip bilesen-bilesen ¢arpar, ikisi
“AYNI sonug”ta bulusur; sagda Egz2 sifir-evrigsim — ¢ = (1,1) ile d = (1, —1) ayrik frekanslarda yasar,
Fe = (2,0)ile Fd = (0,2) ¢cakismaz, ¢arpimlari (0,0) olur ve ¢ ® d = (0, 0) ¢ikar (iki yol da ayni sifiri
verir — conv_rule_defect Strang F konvansiyonuyla D30 6rnegi (3,1,2)/(4,6,1) icin de <1e-10).
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37 ImageNet bir CNN dir, Evrigim Kural

Evrisim kurali F(c ® d) = (Fc) - (Fd): sirkilantlar ortak Fourier tabaninda kosegenlesir, kosegenler carpilir

ozdegerler carpilir (defect 1.8e-15) iki yol - tek sonug Egz2: c conv d = (0,0), iki yol ayni
12 - . A(CD) 2.5
mmm A(C)-A(D) ayrik frekanslar - carpim (0,0)

10 -

. = 2.0-
evris: File
XN -
\ 1.5-
AYNI
sonug
4- [ f
- - S
0.5 -

-
E Fc=(2,0)
0- i i — d -
0 A Az A3

0.0 i i
A frek O frek 1

|6zdeger|
o

1.0-

Sekil 37.4: Evrisim kurali F'(¢ ® d) = (F'c) - (F'd) ii¢ agidan. Sol: rastgele ¢4, d, (seed 32) i¢in A\(C' D)
ile \(C) - A(D) cubuklar iist iiste oturur — ortak Fourier tabaninda kosegenler bilesen-bilesen
carpilir, defect 1.8e-15. Orta: iki giizergah ayn1 sonuca varir — {istte evris yapip doniistiir, altta
once doniistiiriip bilegen-bilesen carp. Sag: Egz2 sifir-evrisim — ¢ = (1,1) ved = (1, —1) ayrik
frekanslarda yagar, F'c = (2,0) ile F'd = (0, 2) ¢akigmaz, carpimlari (0,0) olur ve c®d = (0, 0)
cikar.

@ Builder Notu — Aym1 Hedefe iki Giizergah

“Iki yol: evris-sonra-doniistiir vs doniistiir-sonra-carp” konvoliisyon teoreminin pratik giicii. ML kopriisii:
bu se¢im biiyiik-¢ekirdek konvoliisyonlari hizlandirir — uzun filtrelerle FFT-conv (doniistiir-carp-geri-
don) dogrudan evrigsimden hizlidir; ses isleme ve bazi CNN katmanlar1 bunu kullanir.

37.7 6. Maliyet: N> vs Nlog N

Hangi yol hizl1? Maliyet say. Dogrudan evrisim: her ¢ her d’yi carpar — O(nQ) kiiciik carpim. FFT yolu:
iki Fourier doniisiimii (2 - nlogn) + bilesen-bilesen carpim (n) = effektif n log n:

evris: O(n?) FFT yolu: 2(nlogn) +n
“...this is the fast way.” — Strang, 35:32

Biiyiik n’de FFT yolu kazanir. Uygulama: iki biiyiik tamsay1 ¢carpmak (kriptografide 128+ haneli) — ayr1 ayr
FFT al, bilesen-bilesen ¢arp, geri doniistiir. Evrigim kurali + FFT bunu miimkiin kilar.

Sekil 37.5 iki yolun maliyetini log-log eksende acar: turuncu egri dogrudan evrisim n?, navy egri FFT
yolu 2nlogn + n; n=1024te gri kesik cizgi iki egriyi ayirir — dogrudan yol 1.048.576 islem ister, FFT
yolu yalnizca 21.504, oran 48.8x (kabaca ~50x). Biiyiik n biiyiidiikge makas ag¢ilir; biiyiik-tamsay1 ¢arpimi
(kriptografide 128+ haneli sayilar) tam bu nedenle FFT ile hizlanir.
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37.7 6. Maliyet: N* vs N log N

Sayma kazandirir: blyuk n'de FFT yolu acik ara —
blyUk-tamsayi carpimi (kriptografi) boyle hizlanir

n=1024: 1.048.576 vs 21.504 = 48.8x

=

o
&
1

islem sayisi (log)

104 3

103 3

—— dogrudan n?

1 —— FFT yolu 2nlogn+n
102 _E L | ' ' ' ' ' L | ' ' ' ' ' L |
107 10° 104
n (log)
Sekil 37.5: Sayma kazandirir: dogrudan evrisim O(n?), FFT yolu 2nlogn + n. log-log eksende iki egri

acilir; n=1024’te dogrudan 1.048.576 islem ister, FFT yolu yalmizca 21.504 — oran 48.8x (kabaca
~50x). Biiyiik-tamsay1 ¢carpimi (kriptografi) tam bu nedenle FFT ile hizlanir.

419



37 ImageNet bir CNN dir, Evrigim Kural

@ Builder Notu — Sayma Kazandirir

“FFT yolu O(n logn), dogrudan O(n?)” hesaplamal kazan¢. ML kopriisii: biiyiik-tamsay1 carpimi
(kriptografi), polinom ¢arpimi, biiyiik-cekirdek konvoliisyon — hepsi FFT-conv ile hizlanir. Modern
derin 6grenmede kiiciik cekirdekler (3x3) icin dogrudan conv daha hizli, ama uzun-baglam/biiyiik-
¢ekirdek modeller FFT’ye doner.

37.8 7. 2B Evrigim (Goriinti)

Goriintiiler 2 boyutludur — evrisim ¢ift integrale doniisiir:

“...what is a two dimensional convolution?” — Strang, 36:38

(f*g)(z,y) = //f(t, u)g(x —t, y —u)dtdu

Ayni imza: g’nin argiimam (z — ¢,y — u) — iki yonde ters ¢evir-kaydir. Bir goriintiiyii bir 2B ¢ekirdekle
(filtre) evirmek tam bu. CNN’lerin konvoliisyon katmani 2B evrisimdir: kiiciik bir filtre (6rn. 3x3) goriintii
boyunca her iki yonde kaydirilir.

2B evrisim = cift integralin ayrik hali: 3x3 cekirdek iki yonde ters cevir-kaydir — CNN'in conv katmani (PyTorch conv2d) tam bu

girdi: kare + kosegen serit 3x3 cekirdek (Sobel-X, dikey kenacg)kti: dikey kenarlar parlar (max 4.21)

Sekil 37.6: 2B evrisim = ¢ift integralin ayrik hali: 3x3 cekirdek iki yonde ters ¢evir-kaydir — CNN’in conv
katman1 (PyTorch conv2d) tam bu

Sekil 37.6 2B evrisimi gercek bir kenar-dedektoriiyle gosterir: solda girdi goriintiisii (parlak kare + kosegen
serit), ortada 3x3 Sobel-X c¢ekirdegi (dikey kenar dedektorii, DIVERGE 1s1 haritasi), sagda conv2d_full
ciktist |kenar| — dikey kenarlar parlar, max yanit 4.21. Cekirdek goriintii boyunca iki yonde ters gevrilip
kaydirilir (¢ift-toplam); bu PyTorch conv2d’nin tam yaptigi islemdir. (Sobel ayrica ayrilabilirdir — kolon
(1,2,1) % satrr (1,0, —1) evrisimi birebir, §8 Kronecker 6nizlemesi.)

@ Builder Notu — Cift Integralin Filtresi

“2B evrigsim = cift integral, iki yonde kaydir” CNN’in ¢ekirdek operasyonu. ML kopriisii: PyTorch
conv2d tam bu; 3x3 cekirdek tiim goriintii konumlarina uygulanir (agirlik paylasimi). fast.ai L15
im2col 2B evrisimi tek bir biiylik matris carpimina acar (GPU i¢in); kenar/doku dedektdrleri ilk CNN
katmanlarinin 6grendigi 2B filtrelerdir.
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37.9 8. Kronecker Carpumi ve Toplami

37.9 8. Kronecker Carpimi ve Toplami

1B’den 2B’ye ge¢isin matris araci Kronecker ¢arpima:
“...the MATLAB command is Kron.” — Strang, 38:55

Tki nxn matris A, B’den n?xn? bir matris iiretir; her a, ; blogu B ile garpilur:

n

CLHB b al B

Kron(A, B) = (n? x n?)

?’l’I'LB

B - a

an1

Ornek: 2B Fourier doniisiimii = Kron(F, F). 2B Laplacian (her iki yonde —1, 2, —1 ikinci fark, 5-nokta sablon):
tek Kronecker ¢arpimi degil, Kronecker toplami:

Laplacian = Kron(A, I) + Kron(/, A)

Kron(A,]) x yoniindeki ikinci tiirevi, Kron(I,A) y yoniindekini verir; toplanm1 2B Laplacian.

Kronecker garpimi 1B yapiyi 2B'ye tasir (2B Fourier = Kron(F,F), kimlik 4.4e-16); Laplacian Kronecker TOPLAMIdir — Egz4 kdsegeni 2+2 = 4

Kron(A, 1): her a_ij blogu | carpani 2B Laplacian = Kron(A,l)+Kron(l,A): késegen 4, 5-nokta

Sekil 37.7: Kronecker ¢arpimu1 1B yapiy1 2B’ye tagir (2B Fourier = Kron(F,F), kimlik 4.4e-16); Laplacian
Kronecker TOPLAMIdir — Egz4 kosegeni 242 = 4

Sekil 37.7 Kronecker yapisini iki 1s1 haritasiyla gosterir: solda Kron(A, I) 4x4 — A=[[2,-1],[-1,2]]’nin
her a,; girdisi 2x2 birim matrisle ¢arpilir (sol-iist blok 2I), beyaz ¢izgiler blok sinirlarint ayrir; sagda 2B
Laplacian = Kron(A,I)+Kron(I,A) 9x9 (3x3 1zgara) — kdsegende 4, i¢ satirlarda 5-nokta gablonu {4, —1x4}.
Kronecker-vec kimligi (B ® A) - vec(X) = vec(AXB') motorda 4.44e-16; 2B Fourier = Kron(F,F)
tamg1 ((F ® F)vec(X) = vec(FXF ), F simetrik) yine 4.44e-16. Laplacian tek carpim degil Kronecker
toplamudir — Egz4’{in kogegeni 2+2 = 4.
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37 ImageNet bir CNN dir, Evrigim Kural

@ Builder Notu — Bloklarla Tki Boyut Kurmak

“Kronecker carpimi = 2B yapi1, Kronecker toplam1 = 2B Laplacian” ¢ok-boyutlu operatorlerin matris dili.
ML kopriisii: 2B/3B konvoliisyon, ayrilabilir (separable) filtreler (Kron(satir, siitun)), ve tensor iglemleri
(PyTorch’ta kron) bu yapiy1 kullanir; ¢oziiniirliik-uzay1 yontemleri (PDE coziiciiler, fizik-bilgili aglar)
2B Laplacian’1 Kronecker toplamiyla kurar.

37.10 Bu Dersin Ozeti

» ImageNet/AlexNet (2012): Krizhevsky-Sutskever-Hinton; CNN %15 hata (devrim); 60M parametre,

conv+pool+dropout; CNN az agirlik (paylagim).
e Evrigsim: (¢ xd), = Y ¢; d;,_; (polinom ¢arpimi); fonksiyon: (f * g)(z) = [ f(t) g(x — t) dt.

* Evrisim kural: 51rkulant CD 6zdegerleri = A(C') © A(D); F(c ® d) ( c) O (F d). Evr1§1m -

frekansta ¢arpma.
« iki yol + FFT: evris-doniistiir (O(n?)) vs ayri-doniistiir-carp (2n log n + n); FFT ikinciyi hizli kilar.
* 2B evrigim: cift integral [[ f(¢,u) g(z —t,y — u) dt du; CNN’in conv katmant.
* Kronecker: carpim Kron(A,B) (n? x n?, bloklar a; jB) 2B yapr; Laplacian = Kron(A,I)+Kron(I,A)
(Kronecker toplami).

! Tek Bir Ciimle

Evrisim polinom ¢arpimudir (¢ % d), = > ¢; d,_,;; evrisim kurali onu Fourier’de ¢arpmaya gevirir
(F(c®d) = (Fc) © (Fd)) ve FFT ile hizlandirir; CNNler bu evrigimi agirlik paylagimiyla goriintiiye
uygular (AlexNet), 2B’ye gecis Kronecker ¢carpimiyla yapilir.

37.11 Kontrol Sorulari

1 Soru 1 — AlexNet (2012) neden déniim noktas: ve CNN neden az agirlik kullanir

AlexNet ImageNet 2012’de top-5 hatay1 %15’e indirdi (ikinci takim %26) — CNN’in goriintii tanimay1
doniigtiirdligiinii kanitladi. CNN az agirlik kullanir ¢iinkii agirhk paylasimi: ayni filtre (iist-satir agirhik-
lar, sirkiilant/Toeplitz) tiim konumlara uygulanir — tam n2-agirlik matrisi yerine kiigiik bir ¢ekirdek.
60M parametre yine coktu ama tam-baglidan ¢ok azdi.

1 Soru 2 — Evrisim neden polinom carpimidir

¢ ve d’yi polinom katsayilari say (¢, + ¢, + ..., dy + dy@ + ...). Carpimda z¥°nin katsay1s1, iisleri
k’ya toplanan tiim ¢;d; carpimlarinin toplamudir (i 4+ j = k). Bu tam (¢ * d);, = EZ ¢; dj,_,;. Yani
evrisim = polinom ¢arpiminin katsayilar1 (kaydir-carp-topla).
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37.12 Egzersizler

i Soru3 — Evrisim kurali nedir ve neden FFT ile hizlidir

F(e®d) = (Fc)O(Fd): dongiisel evrigsimin Fourier doniigiimii = ayr1 Fourier doniigiimlerinin bilegen-
bilesen carpimu (sirkiilantlar ortak Fourier 6zvektorlerinde kosegenlesir, 6zdegerler ¢arpilir). FFT ile
hizli: dogrudan evrisim O(nz); ama “iki kez FFT (2n log n) + bilesen-carpim (n)” yolu O(nlogn) —
biiylik n’de ¢ok daha hizl.

1 Soru 4 — Kronecker ¢arpimi ve toplami nedir, 2B Laplacian hangisidir

Kronecker carpimi Kron(A,B): iki nxn matristen n? x n? matris, her a,; blogu B ile carpilir — 1B’den
2B yapiya gecis (0rn. 2B Fourier = Kron(F,F)). 2B Laplacian tek ¢arpim degil Kronecker toplamidir:
Kron(A,I) + Kron(I,A) — biri x yoniindeki ikinci tiirevi, digeri y yoniindekini verir, toplami 5-nokta
sablonu.

37.12 Egzersizler

1. Evrigim hesabu. (1,2, 3) ile (1, 1) vektérlerini evir (siradan, déngiisiiz). Polinom (1+2z+322)(1+x)
carpimiyla dogrula. (Motor tanig1: (1,2,3)*(1,1) = (1, 3,5, 3), poly_mult_coeffs ile birebir; D30
ornegi (3,1,2) % (4,6,1) = (12,22,17,13,2) de tutarl1.)

2. Konvoliisyon teoremi. n=2’de c=(1,1), d=(1,—1). Dongiisel evrisim ¢ ® d’yi dogrudan hesapla. Sonra
Fc, Fd al (F=[[1,1],[1,—1]]), bilesen-bilesen carp, F~! ile geri don; ayn1 sonucu buldugunu géster.
(Motor tanigi: ¢ ® d = (0, 0) dogrudan; Fourier yolu F'c = (2,0), F'd = (0,2) » © = (0,0) —
F~1 - (0,0). Iki yol aym1 — ve 6rnek ozel: c, d ayrik frekanslarda yasar, carpimlari sifirlanir.)

3. Maliyet. n = 1024 icin dogrudan evrisim (n?) ve FFT yolu (2n log, n + n) kag islem? FFT kag kat
hizli (kabaca)? (Motor tanigi: dogrudan 1.048.576 vs FFT yolu $2 1024 10 + 1024 = $ 21.504 —
oran 48.8x, kabaca ~50x.)

4. Kronecker. A = [[2,-1],[-1,2]] (1B Laplacian, 2x2). Kron(A, I,) ve Kron(I,, A)’y1 (4x4) yaz. Toplam-
larmin kosegeninin 4 oldugunu (2+2) goster. (Motor tani81: Kron(A,I,)+Kron(I,,A) kosegeni (4,4,4,4);
3x3 1zgara 2B Laplacian 9x9, i¢ satir 5-nokta {4, —1x4}.)

5. (Ders 33 habercisi) CNN’ler evrisimi katman katman uygular; ama bir sinir aginin “6grendigi fonk-
siyon” tam olarak ne, hangi fonksiyonlar1 temsil edebilir? Bir tahmin yaz — Ders 33 “sinir aglar1 ve
0grenme fonksiyonu”nu (Ders 26’ nin derinlesmesi) isliyor.

37.13 Sonraki Ders i¢in Hazirhik

Ders 33: Sinir Aglar1 ve Ogrenme Fonksiyonu. Ders 26 nin sinir-ag1 yapisim derinlestirir: 6grenme fonksi-
yonu F'(z,v)’nin ifade giicii, hangi fonksiyonlari 6grenebildigi, ve egitim (SGD + backprop, Ders 25/27) ile
yapinin birlesimi. Derin 6grenme blogunun kapanisina dogru.

Hazirlik

Bu dersin Egzersiz 5’inin sordugu soruyu zihninde tut: CNN’ler evrisimi katman katman uygularken,
bir sinir aginin “6grendigi fonksiyon” tam olarak ne ve hangi fonksiyonlar1 temsil edebilir? Ders 33,
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37 ImageNet bir CNN dir, Evrigim Kural

ogrenme fonksiyonu F'(x,v)’yi (Ders 26 nin sinir-ag1 yapisinin derinlesmesi) isler — ifade giicii,
temsil edebildigi fonksiyon sinifi, ve egitim (SGD + backprop, Ders 25/27) ile birlesimi. Derin 6grenme
blogunun kapanigina yaklasiyoruz.

37.14 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Strang (dk)

ImageNet/AlexNet CNN %15 hata (2012); 60M param; agirthk  2m33
paylasimi

Evrisim (cxd) k = Z c; dk i polinom carpimi 6m04

Fonksiyon evrigimi (f*g)(z)=[ f glx —t)dt 10m02

Evrigim kurali (CD) AC) O )\(D) 28m52
Fle®d) = (Fc) O (Fd)

Iki yol evrig-doniistiir vs ayri-doniistiir-carp 30m50

Maliyet dogrudan O(n?) vs FFT yolu O(n logn) 35m32

2B evrisim [ f(t,u) gz —t,y —u)dt du 36m38

Kronecker Kron(A,B) n? x n?; Laplacian = 38m55
Kron(A,I)+Kron(I,A)

37.15 ML Baglantilan Ozeti

* CNN = agirhik paylasimi: AlexNet (2012) derin 6grenme devrimi; konvoliisyon tam matrisi kiiciik
filtreye indirir; dropout/max pooling/ReL.U yayginlasti.

* Evrisim = polinom carpimm = kaydir-carp-topla: PyTorch conv2d; fast.ai L15 im2col evrigimi matris
carpimina agar (GPU).

* Konvoliisyon teoremi + FFT: F'(c ® d) = (F'¢) © (Fd); bityiik-cekirdek konvoliisyon FFT-conv ile
O(nlogn); ses (spektrogram), FNet.

* 2B evrigim: cift integral; CNN’in conv katmani; kenar/doku dedektorleri ilk katman filtreleri.

* Kronecker: 1B—2B (Kron(F,F) 2B Fourier); ayrilabilir filtreler; 2B Laplacian = Kronecker toplami1
(PDE c¢oziiciiler, PINN).

* Geriye koprii: Ders 30-31 (sirkiilant/cyclic convolution/Fourier/FFT), Ders 4 (6zdeger ¢arpimi). Paralel:
fast.ai L15 (conv2d/im2col), NYU H6 (CNN), Karpathy makemore CNN boliimii.

I Kapamig
“...the MATLAB command is Kron.” — Strang, 38:55

Evrisim sirkiilant/Fourier diinyasindan dogar (convolution teoremi + FFT), CNN’ler onu agirlik pay-
lasimiyla goriintiiye uygular, ve Kronecker ¢arpimi tiim bunu 2B’ye tagir — sinyal isleme ile derin
0grenmenin bulustugu nokta.
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38 Sinir Aglari ve Ogrenme Fonksiyonu

Iki degisken kiimesi F(x,v), dort kayip fonksiyonu ve uzakliklardan konum kurtarma

1 Boliim bilgisi

Bu ders iki ayr1 konuyu birlestirir: dnce Ders 26’ nin sinir-ag1 yapisini 6grenme fonksiyonu F'(x, v)
olarak yeniden kurar (kitapta section 7.1), sonra uzakliklardan konum kurtaran uzaklik matrislerine
gecer (section 4.9). Strang’in Ders 33 videosu (=56 dk) ve OCW Lecture 33 temel alinmigtir. Okuma
siiresi =30 dk. Onkosul Ders 26 (sinir-ag1 yapis, ilk hali), Ders 25 (SGD/finite-sum kay1p) ve Ders 5-6
(PSD/SVD).

38.1 Bu Derste Ne Var?

Strang bu derste iki konu isliyor. TIki Ders 26 nin revize edilmis sinir-ag1 yapisi: 6grenme fonksiyonu F'(z, v)
— iki degisken kiimesi. Ikincisi uzakhk matrisleri: noktalar aras1 uzakliklardan konumlar1 geri kurma (Ders
34 Procrustes blogunun girisi).

Bes sonug:

1. (")grenme fonksiyonu F'(z,v): x = agirliklar (4,, by,), v = dzellik vektorleri (eZitim verisi). SGD x’i
optimize eder; v veriden gelir, optimizasyona dahil degil.

2. Ag yapist: her katman v, = ReLU(A,v;_; + by, ); son katman ReLU’suz, v, = A,v,_; + b,.

3. z underdetermined: agirlik sayisi cogu zaman 6zellik sayisini ¢ok asar — ¢ok sayida ¢coziim (eksik-
belirlenmig sistem).

4. Kayip fonksiyonu L (x): tiim ornekler iizerinden toplam; kare (L2), L1 (Lasso), hinge (41 siniflama),
cross-entropy (sinir aglari icin en 6nemli).

5. Uzakhk matrisleri: d;; = |z; — z,|*; G = X7 X"i anahtar 6zdeslikten bul; X”i G"den kurtar —
ozdeger kokii QA'/2QT veya Cholesky D'/2LT; X ortogonal déniisiime kadar tektir.

Sekil 38.1 dersin iki konulu iskeletini gosterir: merkezdeki Ders 33: iki konu diigiimiinden A ve B dallar
ayrilir. Dal A grenme fonksiyonu F'(z,v) — x = agirhiklar (A, b,.) optimize edilir, v = dzellik vektorleri
veriden akar; katman v;,, = ReLU(A,v;,_; + b;,), son katman ReLU’suz; = underdetermined (agirlik sayisi

ozellik sayis1); kayiplar kare/L.1/hinge/cross-entropy (NN icin en 6énemli). Dal B uzaklik matrisleri —
dij = |lz; — 2, merkezleme dzdesligi G = X7 X = —3(D — 1d” — d17), X kurtarma (6zdeger kokii
simetrik vs Cholesky tiggen-hizli), X ortogonal doniisiime kadar tek. Koprii diigiimleri D26 (NN ilk hali) +
D25 (SGD), D5-6 (PSD/SVD), D34 Procrustes (sonraki) ve Karpathy micrograd/makemore + NYU H1-2
onceki/sonraki bloklara baglar.
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https://www.youtube.com/watch?v=L3-WFKCW-tY
https://ocw.mit.edu/courses/18-065-matrix-methods-in-data-analysis-signal-processing-and-machine-learning-spring-2018/resources/lecture-33-neural-nets-and-the-learning-function/

38 Sinir Aglari ve Ogrenme Fonksiyonu

Ders 33: iki konu D26 NN ilk hali +

D25 SGD

D5-6 PSD / SVD

F(x,v): x = agirliklar (A_k, uzaklik matrisleri:

d_ij = |x_i-x_j|"2

katman: v_k = ReLU(A_k X under ned: Kayiplar: kare, L1, hinge,
v_(k-1) + b_k); agirlik s zelli cross-entropy (NN icin en
son katman ReLU suz onemli)

X kurtarma: ozdeger koku
(simetrik)
vs Cholesky (ucgen, hizli)

G-X"TX~-
-1/2 (D - 1d*T - d1°T)

Karpathy
micrograd/makemore +
NYU H1-2

D34 Procrustes (sonraki)

Sekil 38.1: Ders 33 kavram haritasi: iki konu tek derste. Dal A ogrenme fonksiyonu F(x,v) - x = agirliklar
(A_k, b_k) optimize edilir, v = ozellik vektorleri veriden akar; katman v_k = ReLU(A_k v_(k-1) +
b_k), son katman ReL.U suz; x underdetermined (agirlik sayisi » ozellik sayisi, sonsuz sifir-kayip
cozum); kayiplar kare/L 1/hinge/cross-entropy (NN icin en onemli cross-entropy). Dal B uzaklik
matrisleri - d_ij = [x_i - x_j|"2; merkezleme ozdesligi G = X"T X =-1/2 (D - 1d*T - d1°T); X
kurtarma ozdeger koku (simetrik) vs Cholesky (ucgen, hizli); X ortogonal donusume kadar tek.
Koprular: D26 NN ilk hali + D25 SGD, D5-6 PSD/SVD, D34 Procrustes (sonraki), Karpathy
micrograd/makemore + NYU H1-2.

@ Builder Notu — Agin iki Yiizii

e F(z,v) ayrimi = param vs veri: agirliklar = optimize edilir (PyTorch requires_grad=True),
ozellikler v edilmez. Her framework bu ayrimi yapar — bu, Strang’1n sinir agina en temiz bakisi.

» Kayip secimi goreve bagh: regresyon — kare/L1, siniflama — cross-entropy. Loss, F”in ¢iktisini
gercek etikete baglar.

¢ Uzaklik matrisi = konum kurtarma: sensor agi, NMR molekiil sekli, manifold 6grenme —
hepsi “uzakliklardan konum” problemi. Cevap saf lineer cebir (Gram matrisi + PSD kok).

* Geriye koprii: Ders 26 (sinir ag1 yapisi, ilk hali), Ders 25 (SGD/finite-sum loss), Ders 5-6
(PSD/SVD), Ders 18 (parametre sayimi). Paralel: Karpathy micrograd/makemore F', fast.ai
Learner, NYU H1-2.

Tek ciimle: Bir sinir ag1, agirliklar x ile veri v’nin iki-degigkenli 6grenme fonksiyonu F'(z,v)’dir
(katmanli ReLU + kayip); uzaklik matrisi problemi ise tersini yapar — uzakliklardan Gram matrisi
G = XT X iizerinden konumlar1 (PSD kok ile, ortogonal doniisiime kadar) geri kurar.

38.2 1. Ogrenme Fonksiyonu F(x,v): iki Degisken Kiimesi

Strang, Ders 26°daki sinir-ag1 boliimiinii (kitapta section 7.1) yeniden yazdi. Anahtar fikir: ag, iki ayri
degisken kiimesinin fonksiyonudur.

“I now think of this as a function of two sets of variables, x and v.” — Strang, 2:05

F(x,v)
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38.3 2. Agwin Yapisi: Katman Katman ReLU

 z = agirhklar: carptigin matrisler A; ve ekledigin bias vektorleri b,.. Gradyan inisiyle bunlari optimize
edersin.

» v = Ozellik vektorleri: egitim verisinden gelen 6rnek vektorler (v, = ham girdi, goriintiiyse tiim
pikseller). Bunlar verilidir, optimizasyonun pargasi degildir.

Ders 25’teki gibi: SGD ile mini-batch boyutu 1 ise tek 6rnek, B ise B ornek, tiim epoch ise hepsi birden
islenir. Optimize edilen hep x (tim A, b;.); v veriden gelir. Bu /v ayrimi Ders 26’da net degildi — Strang
burada diizeltti.

Sekil 38.2 (sonraki boliimde) bu x /v ayrimini ag semast tizerinde gosterir: navy kutular optimize edilen
agirliklan (z), turuncu akig veriden gelen ozellikleri (v) isaretler.

@ Builder Notu — Parametre ile Verinin Ayrilig

“Ogrenme fonksiyonu = agirliklarin ve verinin ortak fonksiyonu™ sinir aginin en temiz tanimi. ML
kopriisii: PyTorch’ta agirliklar nn.Parameter (requires_grad=True), veri Tensor (grad’siz) — tam
bu x /v ayrimi. Karpathy micrograd’da Value agirliklari ile girdi ayni grafikte ama yalniz agirliklar
giincellenir; Strang’in 2 /v ayrimi1 bunun matematiksel ifadesidir.

38.3 2. Agin Yapisi: Katman Katman RelLU

Ag, girdi v, ’dan baslar ve katman katman ilerler. Her katman iki adim: 6nce lineer (A, ile ¢arp, b, ekle),
sonra nonlineer (ReLU her bilegene):

“You take the linear step using the first weights... Then you take a nonlinear step, and that gives
you vl.” — Strang, 4:09

Uk = RCLU(A]C'Uk,f]_ + bk)? k - 1, ,ﬁ

Son katmanda ReLLU yok — yalniz lineer adim (ve ¢ogu zaman bias bile olmadan):

vp = Ay +by

Burada v, girdi (bir egitim 6rnegi), v, son katmanin ¢iktis1. Her gizli katman farkli sayida noron (bilesen)
icerebilir — A, matrisinin boyutu bunu belirler. Strang vurguluyor: elle ¢izilen bir resim, makine ¢izimine
kiyasla zayif kalir, ama yapi budur — lineer-sonra-ReLLU zinciri.

Sekil 38.2 ag yapisin1 ve x /v ayrimint birlikte gosterir: solda girdi v,’dan baglayan lineer-sonra-ReLU zinciri
— navy kutular (4,,b;, Ay, by, A3, bs) optimize edilen agirliklar (z, alttaki navy ¢izgi “SGD ile optimize
edilen”), turuncu kutular (v, vq, vy, Vy,,) veriden akan ozellikleri (v, Uistteki turuncu ¢izgi “veriden gelen,
sabit”) kapsar; son katmanda kirmizi “ReLU YOK” vurgusu yer alir. Sagda Egz2 somutu: A, v, = (1, —2,—1)
lineer adim (steel barlar) ve ReLU sonrasi (1,0, 0) (navy barlar) yan yana — ikinci ve iigiincii bilesendeki
negatifler kirpilir (motor-tanikli), “negatifler kirpildi” annotation’1 bunu isaretler.
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38 Sinir Aglari ve Ogrenme Fonksiyonu

Ogrenme fonksiyonu F(x,v): agirliklar (x) optimize edilir, veri (v) sabit akar — katman = lineer adim + RelLU, son katman RelLU suz

Egz2: lineer adim sonra RelLU

1.0 - mmm Al VO (lineer)

EEm RelU(A1 v0)
0.5 -

v = veriden gelen, sabit

RelUYOK -
I e e - R
—-0.5 -
x = optimize edilen (SGD)
-1.0 -
-1.5- negatifler kirpildi
_20 o4

T T T
bilesen 1 bilesen 2 bilesen 3

Sekil 38.2: Ogrenme fonksiyonu F(x,v): agirliklar (x) SGD ile optimize edilir, veri (v) sabit akar — katman =
lineer adim + ReLU, son katman ReL.U’suz. Sagda Egz2 somut: A,v, = (1, -2, —1) lineer adim,
ReL.U sonrasi (1, 0, 0) — negatif bilesenler kirpilir.

@ Builder Notu — Lineer Adim Arti Kirpma

“Katman = lineer adim + ReLU” derin agin yapi tagt. ML kopriisii: bu tam bir MLP nin (¢ok-katmanlh
algilayicr) ileri gegisi; PyTorch’ta nn.Linear (A,,b;) + nn.ReLU() ardigik. Son katmanda ReLU
olmamasi kritik: regresyonda ham ¢ikti, siniflamada softmax/logit gerekir — ReLU ¢iktiy1 kirparak
bilgiyi yok ederdi. Karpathy makemore’daki MLP tam bu zincir.

38.4 3. x Underdetermined: Agirliklar Ozelliklerden Cok

Uygulamada kritik bir gozlem: agirlik sayist (A, b, ’deki tiim sayilar) cogu zaman 6zellik sayisini (v’lerin
bilesenleri) ¢ok asar.

“...the number of x’s exceeds, and often far exceeds, the number of v’s.” — Strang, 8:12

Sonug: x eksik-belirlenmis (underdetermined) — kaybr sifirlayan tek bir  yoktur, sonsuz ¢6ziim vardir.
Strang bunu “interesting and unexpected” diye niteliyor. Ama bu, derin 6grenmenin kalbinde: asiri-parametreli
aglar egitim verisini tam ezberleyebilecek kadar serbestlige sahiptir, yine de iyi genelleyebilir.

Sekil 38.3 eksik-belirlenmisligin canli sayisal kanitidir: ayni tek-6rnek ag (17 agirlik) iki farkli seed ile egitilir.
Solda iki kayip egrisi (semilogy) — her iki baglangi¢ da kayb1 ~ 0’a indirir (motorda 2.5e-32 ve 0.0). Sagda
17 agirlik bileseninin yan yana bari: ¢oziim vektorleri belirgin bicimde farklidir — |z, — x| = 2.69 (tam
deger 2.686). Ayn1 sifir kayip, farkli ¢6ziim; kaybi sifirlayan sonsuz x’in canli 6rnegi. Bu, agirlik sayisinin
(17) ozellik say1sin1 (2) ¢ok agsmasinin dogrudan sonucu.
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38.5 4. Kaywp Fonksiyonu L(x): Kare, L1, Hinge, Cross-Entropy

Agirlik sayisi (17) >> 6zellik sayisi (2): kaybi sifirlayan sonsuz x var — derin 6grenmenin temel gerilimi (implicit bias D10)
iki farkli baslangig: ikisi de kayip ~0 underdetermined: ¢6zim tek degil

) — baslangic A 1.5- norm(x_a - x_b) = 2.69 — AYNI sifir kayip, FARKLI ¢6zim
107° -

—— baslangi¢ B I
-6 _
10 1.0 -

10710 - I

10—14_ 0.5- i B

||-| L., J “lu
. | I -

10—22_ I I II I [ I

10726 - -0.5 - I|

kayip (log)

10730 - Em x_a (baslangic A)
1 ~1.0- B x_b (baslangig B)
0 500 1000 1500 2000 2500 3000 3500 4000 0.0 2.5 5.0 7.5 10.0 12.5 15.0
GD adimi agirlik indeksi

Sekil 38.3: Agirlik sayis1 (17) » 6zellik sayis1 (2): kaybr sifirlayan sonsuz x var — derin 6grenmenin temel
gerilimi (implicit bias D10).

@ Builder Notu — Céziim Bollugu Sorun Degil

“Agirlik sayis1 Ornek sayisi = eksik-belirlenmis” modern derin 6grenmenin temel gerilimi. ML kopriisii:
bugiiniin aglar1 milyonlarca-milyarlarca parametre, egitim 6rneginden kat kat fazla. Cok ¢6zlim varsa
SGD hangisini seger? Genelde kiigiik-normlu / diiz minimum (implicit regularization) — Ders 10

(implicit bias) + Ders 22-23 (gradyan inisi yolu) bunu hazirladi. Klasik istatistik “cok parametre =
asiri-6grenme” derdi; derin 6grenme bu sezgiyi kirdi.

38.5 4. Kayip Fonksiyonu L(x): Kare, L1, Hinge, Cross-Entropy

x’i, kayb1 L(x) minimize ederek secersin. Kayip, tiim 6rnekler iizerinden bir toplamdir (Ders 25 finite-sum
yapisi):

“...L is often a finite sum over all of F.” — Strang, 12:18
N
L(z) = ZE(F(%U@% Y:)
i=1

2

Tam-6l¢ek gradyan inigi tiim ¢ i¢in hesaplar (pahali); SGD bunlardan 1 ya da b tanesini (6rn. 32, 128) secer.
Strang dort kayip fonksiyonu siraliyor:

* Kare kayip (L2): > |F(z,v;) — y;||* — en bilineni; regresyon igin.

* L1 kayip: hata mutlak degerlerinin toplami; Lasso gibi problemlerde gecer, “ama derin 6grenmede
degil” (Strang).

* Hinge kayip: +1 siniflama problemleri i¢in (SVM’in kaybi).
* Cross-entropy (capraz-entropi): sinir aglari i¢in en ¢ok kullamlan kayip.

“...the most important for neural nets, is cross-entropy loss.” — Strang, 16:22
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38 Sinir Aglari ve Ogrenme Fonksiyonu

Dort kayip: z=0 da kare=L1=hinge=1, lojistik=log2 — NN icin en 6nemlisi cross-entropy (Strang 16:22)
4.0 - \ -==- kare (1-z)"2
\ — L1 |1-z]
3.5 - \ - hinge max(0, 1-z)
\ = |0jistik log(1+e”™-z) — cross-entropy ikili formu
3.0 -
2.5 -
2.0 -
1.5 -

1.0 -

0.5 -

0.0 - I I I I I I
=2 -1 0 1 2 3

marginz =y *F
Sekil 38.4: Dort kayip egrisi (margin z = y-F): z=0’da kare = L1 = hinge = 1, lojistik = log2 = 0.693. Hinge

z>1"de tam sifir (ceza yok), lojistik hep azalan ama asla tam sifir olmaz — NN icin en 6nemlisi
cross-entropy’nin ikili formu lojistik kayip (Strang 16:22).
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38.6 5. Uzaklik Matrisleri: Uzakliklardan Konumlar

Sekil 38.4 dort kaybi tek panelde margin z = y - F' ekseninde karsilastirir: 2 = (’da kare = L1 = hinge =
1, lojistik = log 2 &~ 0.693 (motor-diiriist). Hinge (max(0, 1 — z), turuncu) z > 1’de tam sifirdir — margin
agildiktan sonra ceza yok; lojistik (log(1 4+ e~ #), navy — cross-entropynin ikili formu) hep azalir ama asla
tam sifir olmaz, dogru siniflanmig Srneklere bile kiigiik gradyan verir. Gri kesik ¢izgi z = 1 margin sinirin
isaretler. Ayri bir tanik olarak motorun ¢ok-sinif cross-entropy’si: logits (2.0, 1.0, 0.1), target=0 — CE =
0.4170 (= — log softmax|[0]); yanls sinifa CE daha biiyiik ¢ikar.

@ Builder Notu — Gorev Kaybini Secer

“Kay1p se¢imi goreve gore” pratik bir karar. ML kopriisii: regresyon — kare kayip (MSE); siniflama —
cross-entropy (PyTorch nn.CrossEntropyLoss; Karpathy makemore’un negatif log-olabilirlik kayb1
tam budur). Hinge — SVM. L1 — seyreklik/6zellik secimi (Lasso). Strang’in “L1 derin 6grenmede degil”
notu yerinde — DIL’de cross-entropy hakimdir ¢iinkii olasilik dagilimlarini dogal bi¢cimde kargilastirir.

38.6 5. Uzaklik Matrisleri: Uzakliklardan Konumlar

Dersin ikinci yaris1 tamamen yeni bir problem (kitapta section 4.9):

“We have a bunch of points in space... we know the distances between the points... what’s their
position?” — Strang, 18:25

Uzakhik-kare matrisi D verili: d;; = noktalar ¢ ve j aras1 uzakligin karesi. Soru: noktalarin konumlar z;
ne? Uygulamalar: sensor aglar1 (radar/seyahat siiresiyle uzaklik 6l¢), NMR ile molekiil sekli, ve makine
o0grenmesinde manifold 6grenme (yliksek-boyutlu noktalar diisiik-boyutlu egri bir yiizeyde toplanir).

dij = |x; — xjHQ

Konumlar tek degildir: tiim noktalar1 6teleyebilir (translation) ya da kat1 dondiirebilirsin (rigid rotation) —
ikili uzakliklar degismez. Agirlik merkezini (centroid) orijine koyarak en azindan 6telemeyi sabitlersin.

“...positions are not unique, but I can come closer by saying, put the centroid at the origin.” —
Strang, 30:49

Sekil 38.5 (sonraki boliimde) bu problemi 3-4-5 {i¢geni iizerinde somutlastirir: {ic noktanin uzaklik-kare
matrisi D’den i¢-¢arpim matrisi G kurtarilir.

@ Builder Notu — Uzakliktan Geometriye

“Uzakliklardan konum = ters problem” geometrik bir kurtarma isi. ML kopriisii: bu, ¢cok-boyutlu
olcekleme (MDS) ve manifold 6grenmenin (Isomap, t-SNE’nin atas1) ¢ekirdegidir — yiiksek-boyutlu
veri diisiik-boyutlu bir manifolda oturuyorsa, yalniz ikili uzakliklardan o diisiik-boyutlu gommeyi
kurtarirsin. Strang’in deyisiyle bir geometricinin “manifold” diyecegi egri yiizey; onu lineerlestirip
boyutu diisiiriirsiin (Ders 7 PCA ile akraba).
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38 Sinir Aglari ve Ogrenme Fonksiyonu
38.7 6. Anahtar Ozdeslik: Gram Matrisi G = X"X

Uzakligin karesini a¢ (Strang 34:57):

Sagdaki ti¢ terim: x; - x; (yalniz satira baglh — rank-1 parga), z; - 2; (yalmz siituna bagl — rank-1 parca) ve
—2x; - x; (¢apraz ¢arpim = aradifimiz i¢-carpimlar). I¢-carpim matrisini Gram matrisi G = X7 X olarak
tanimla (G j = ;- x;). Kosegen degerlerini d = (x; - ;) vektoriiyle gosterip 6zdesligi matris dilinde yaz:

“...minus 1/2 of the D matrix plus 1/2 of the 1’s times the d... plus 1/2 of the d times the 1’s.”
Strang, 39:10
G=XT"X=-1(D—1d"—d17)

Burada 1 = hepsi-bir vektorii, d = kdsegen (x; - ;) vektorii. Iki rank-1 parca (1d” ve d17) kosegen katkilarini
temizler, geriye saf i¢-carpimlar (G) kalir. D verili oldugundan G’yi dogrudan hesaplarsin.

Anahtar 6zdeslik: iki rank-1 parcayi soyunca uzakliklar ic-carpimlara déner — Egz4 motor-tanikli BIREBIR

3-4-5 licgeni uzaklik-kare matrisi D G=-1/2(D-1d"T-d1°T) = X°"TX

x3 (0,4)

2 4(d=16] [d=25]

x1 (0,0) x2 (3,0)

G23 = -1/2(25-16-9) = 0 (dik!)

Sekil 38.5: Anahtar 6zdeslik: iki rank-1 parcay1 soyunca uzakliklar i¢-carpimlara doner — Egz4 motor-tanikli
BIREBIR. Sol panel 3-4-5 iicgeni, orta panel uzaklik-kare matrisi D, sag panel Gram matrisi G =
X'X.

Sekil 38.5 6zdesligi 3-4-5 ii¢geni iizerinde motor-tanikli dogrular: solda ii¢ nokta z; = (0,0), z, = (3,0),
x4 = (0,4) diizlemde, kenar uzaklik-kareleri d = 9, d = 16, d = 25 (kareler!) ile etiketli. Ortada uzaklik-
kare matrisi D = [[0, 9, 16],[9, 0, 25], [16, 25, 0]]. Sagda G = —%(D —1d" — d17) = diag(0,9,16)
— kosegen (0,9, 16) tam olarak x; - z; gercek i¢-carpimlaridir, yani G birebir X7 X. Ozellikle G5; =
—%(25 —16 —9) = 0: x5 ve x4 dik kenarlar oldugundan i¢-carpimlar sifir (dik!). Ozdeslik, d = (0,9, 16)
kosegeniyle uzakliklari i¢-carpimlara cevirir.

@ Builder Notu — ki Rank-Bir Parcay1 Soyunca

“Uzaklik — Gram matrisi tek 6zdeslikle” problemin can alici adimi1. ML kopriisii: bu, ¢ift-merkezleme
(double centering) adimidir — uzaklik-kare matrisinden i¢-¢arpim (kernel/Gram) matrisine gecis; kernel
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38.8 7. X’i Kurtarmak: Ozdeger Kokii vs Cholesky

yontemleriyle akraba ¢iinkii G bir Gram/kernel matrisidir. [tahmin] Klasik MDS literatiirii bu doniigiime
“Gower / ¢ift-merkezleme” der, ama Strang bu ad1 kullanmad1 — 6zdegligi terim terim elle tiiretti.

38.8 7. X’i Kurtarmak: Ozdeger Kokii vs Cholesky

Artik G = X7 X biliniyor; X’i bul. G simetrik ve pozitif yar1-tammh (PSD). X’i bulmak = G’nin bir
“karekokiinii” bulmaktir. X tek degildir: herhangi ortogonal Q igin QX de ise yarar (ciinkii (QX)T(QX) =
XTQTQX = XTX). iki yol var:

“...one way is to use eigenvalues... the other way would be to use elimination on X transpose X.”
— Strang, 49:24

Yol 1 — Ozdeger kokii. Spektral teorem: G = QAQ” (PSD oldugundan tiim A > 0). Aym 6zvektorleri tut,
0zdegerlerin karekokiinii al:

G=QAQT = X =QA2QT

Bu X simetrik PSD’dir; X7 X = QAY2QTQAY2QT = QAQT = G.

Yol 2 — Cholesky (eleme). Simetrik PSD matriste eleme, pozitif pivotlarla LD LT verir (alt-iicgen x kosegen
x {ist-ligen, simetride U = L™):

G=LDL" = X =DY?LT
Bu X iicgenseldir; X7 X = LDY2D'2LT = LDL"T = G.

“...this is the Cholesky Factorization... much faster to compute than the eigenvalue square root.”
— Strang, 53:31

Ozdeger kokii simetrik bir X verir (daha pahali, 6z¢6ziim gerekir); Cholesky iicgen bir X verir (cok daha
hizly). ikisi de gegerli — aralarindaki fark yalniz bir ortogonal déniisiimdiir.

Sekil 38.6 aym G’nin iki karekokiinii yan yana koyar: solda 6zdeger kokii X, = QAY2QT simetriktir
(XTX — G defect 2.7e-15, 6z¢oziim gerekir, pahal), ortada Cholesky kokii X, tist-iiggendir (O(n?/3),

C
¢ok daha hizl1). Sagda ikisini baglayan Q = X, - X, b icin | QT Q| = I — birim matris (motor-tanikl): iki
kok arasindaki fark yalmzca bir ortogonal doniisiimdiir. “X ortogonal doniisiime kadar tek” climlesinin

sayisal kanit1 budur.

@ Builder Notu — Bir Matrisin iki Karekokii

“PSD matrisin iki karekokii: simetrik (6zdeger) vs licgen (Cholesky)” temel bir hesaplama se¢imi. ML
kopriisii: Cholesky her yerde — Gauss siirecleri (GP), Kalman filtresi, ikinci-derece optimizasyon
ve cok-degiskenli normalden ornek iiretme hep PSD-kok ister; Cholesky O(n?/3) ile en ucuzudur.
Ozdeger kokii ise PCA/whitening’de tercih edilir. Ders 5-6 (PSD, SVD) bu kokleri zaten kurmustu;
burada uzaklik probleminin son adimi oldu.
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38 Sinir Aglari ve Ogrenme Fonksiyonu

Ayni G nin iki karekokii: 6zdeger (simetrik, pahali) vs Cholesky (licgen, O(n~3/3) hizli) — aralarindaki fark YALNIZ ortogonal doniisiim
6zdeger kokii: SIMETRIK (defect 2.7e-15) Cholesky: UST-UCGEN (hizh) fark ortogonal: Q°TQ = 1|

-0.15
0.00 0.84 -0.06
0.00 0.00

Sekil 38.6: Ayni G nin iki karekokii: 6zdeger (simetrik, pahali) vs Cholesky (iicgen, O(n*3/3) hizli) —
aralarindaki fark YALNIZ ortogonal doniisiim. Ozdeger kokii X_eig simetrik (XTX-G defect
2.7e-15), Cholesky kokii X_chol iist-iicgen ve ¢ok daha hizli; ikisini baglayan Q = X_eig-X_chol™!
ortogonaldir (QTQ =I).

MDS: yalniz ikili uzakhklardan diisiik-boyutlu gdomme — Isomap/t-SNE'nin atasi, sensor lokalizasyonu, NMR molekiil sekli

orijinal konumlar (daire + 2 ic nokta) D'den kurtarilan (rank-2 MDS)
2.0- 2.0-
° ° ° °
1.5- 1.5-
. °
°
1.0 - 1.0- e
0.5 - L 0.5 -
°
00- ® ® 0.0 - °
° °
—0.5- —0.5 - °
-1.0- ~1.0-
° ° 1.0 ®
-1.5- ~1.5- d
] ° ° ° °
_2.0 T T T T T _20 1 T 'A R T T T T T T T
-2 -1 0 1 2 uzaki(Klar BIBEBIRLKOruA@uIde®:Q 2.88:54) -1 Ana diidiridngis:

ortogonal dénlistime kadar tek (D34 Procrustes hizalar)

Sekil 38.7: MDS: yalnizca ikili uzakliklardan diisiik-boyutlu gomme — Isomap/t-SNE’nin atasi, sensor
lokalizasyonu, NMR molekiil sekli. 12 noktali 2B bulut - D — G — rank-2 6zdeger gdmmesi:
uzakliklar BIREBIR korunur (defect 2.8e-14), ama kurtarilan konum déndiiriilmiis goriiniir
(ortogonal doniisiime kadar tek — D34 Procrustes hizalar).
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38.9 Bu Dersin Ozeti

Sekil 38.7 6zdeger kokiinii gercek bir kurtarma probleminde calistirir ve D34’ e koprii kurar: 12 noktali 2B
bulut — uzaklik-kare matrisi D — Gram G — rank-2 6zdeger gommesi. Solda orijinal konumlar (daire + 2
ic nokta), sagda yalmz D’den kurtarilan konumlar. Uzakliklar birebir korunur (D-koruma defekti 2.8e-14),
ama kurtarilan bulut dondiiriilmiis goriiniir: ham kurtarma orijinalle ¢akigmaz, ¢linkii X ancak ortogonal
doniisiime kadar tektir. Iste sonraki dersin (D34 Procrustes) sorusu — dondiiriilmiis gdmmeyi orijinale en iyi
ortogonal () ile nasil hizalarsin.

38.9 Bu Dersin Ozeti

. Ogrenme fonksiyonu F(x,v): x = agirhiklar (A, b;,), v = 6zellik vektorleri; SGD x’i optimize eder, v
veriden gelir (Ders 26’ nin revize hali).

o Ag yapisi: v, = ReLU(A,v;_; + b, ); son katman ReLU’suz (v, = A,v,_; + by).

* x underdetermined: #agirlik #0zellik — sonsuz ¢oziim (asiri-parametreli aglarin temeli, implicit
bias Ders 10).

» Kayip L(x): finite-sum; kare (L2), L1 (Lasso), hinge (41 siniflama), cross-entropy (NN icin en dnemli).

« Uzakhk matrisleri: d;; = |z; —2,]* G = XTX = —4(D — 1d" — d17); X*i G*den 6zdeger
kokii (QAY2QT) veya Cholesky (D/2L™) ile bul; X ortogonal déniisiime kadar tektir.

I Tek Bir Ciimle

Bir sinir ag1, agirhiklar = ve veri v’nin iki-degigkenli 6grenme fonksiyonu F'(x, v)’dir (katmanl ReLU
+ cross-entropy gibi bir kayip); uzaklik matrisi problemi ise tersini yapar — uzaklik-kare matrisi 1)’den
Gram matrisi G = X7 X = —%(D —1dT — d17')’yi gikarip Xi (PSD kok ile, ortogonal déniisiime
kadar) geri kurar.

38.10 Kontrol Sorulari

1 Soru I — Ogrenme fonksiyonu F(x,v)’de x ve v nedir; neden ayr1 tutulur

x = agirliklar (tiim A,;, matrisleri ve b, bias vektorleri) — gradyan inisiyle optimize edilen degiskenler.
v = Ozellik vektorleri (egitim 6rnekleri, v, = ham girdi) — veriden gelen, sabit degiskenler, optimize
edilmez. Ayrim kritik: SGD yalniz z’i secer; v egitim setinden Orneklenir. Bu, “agirlik giincelle, veriyi
giincelleme” ayriminin matematiksel ifadesidir.

1 Soru 2 — Neden son katmanda ReLU uygulanmaz

ReLU c¢iktiy1 [0, 00) araligina kirpar (negatifleri sifirlar). Son katman ¢iktist sonucu dogrudan verir:
regresyonda negatif degerler gerekebilir, sinifflamada softmax/logit ham (kirpilmamis) skorlar ister. Son
katmanda ReLU olsayd: bu bilgiyi yok ederdi. Bu yiizden son katman yalniz lineer: v, = A,v,_; + b,.
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38 Sinir Aglari ve Ogrenme Fonksiyonu

1 Soru 3 — Uzaklik matrisi D’den Gram matrisi G=X"X’e nasil ve neden gegilir

Uzakhiin karesini ag: d;; = x; - x; — 22, - x; + x; - 2. [k ve son terim yalniz satira/siituna bagli (iki
rank-1 parca); orta terim —2 x; - x; aradifimiz i¢-carpimlart tagir. Kosegeni d = (z; - x;) ile gosterip
iki rank-1 pargay1 ¢ikarinca 6zdeslik: G = —%(D — 1d” — d17). Boylece verili D’den ig-garpim
(Gram) matrisini dogrudan elde edersin.

1 Soru 4 — G=X"X’ten X’i bulmanin iki yolu nedir; farklar

(1) Ozdeger kokii: G = QAQT, sonra X = QAY/2QT — simetrik bir X, ama 6z¢oziim gerektirir
(pahali). (2) Cholesky: G = LDL”, sonra X = D'Y/?LT — iicgen bir X, ¢cok daha hizl. ikisi
de X7 X = G saglar. X tek degildir: herhangi ortogonal (Q icin QX de ¢oziimdiir (uzakliklar
rotasyonda degismez), yani X ancak ortogonal doniigiime kadar belirlidir.

38.11 Egzersizler

1. Parametre saymmu. iki katmanli bir ag: v, € R?, A; boyutu 3x2 + b; € R3, sonra A, boyutu 1x3 +
by € RY. Agurlik () toplam sayisim ve girdi 6zelligi (v,) bilesen sayisini say. Hangisi biiyiik — sistem
underdetermined m1? (Motor tamigr: A; 3x2 + b; 3 + A, 1x3 + by 1 =13 agirhik vs v, = 2 ozellik —
13 2, underdetermined.)

2. ReLUileri gecis. A; = [[1,0],[0,1],[1,1]],b; = 0,v, = (1, —2). Lineer adim A v,’1 hesapla, sonra
v; = ReLU(A;v,)’1 bul (her bilesene max(0, -)). (Motor tamigr: lineer adim A, v, = (1,—2,—1);
ReLU sonrasi v; = (1,0, 0) — negatifler kirpilir.)

3. Kayp eslestirme. Ug gorev igin uygun kaybi seg: (a) ev fiyati tahmini, (b) kedi/kopek ikili simiflama,
(c) 10-smif rakam tanima. Segenekler: kare kayip (L.2), cross-entropy. Her eslestirmeyi bir climleyle

gerekcelendir.
4. Uzakhk — Gram. Diizlemde 3 nokta: z; = (0,0), x5 = (3,0), x5 = (0,4). Uzaklik-kare
matrisi D’yi (d;; = [z; — x,]*) yaz. Sonra késegen d = (0,9,16) ile G = —3(D —1d" —

d17)’yi hesapla; G nin gercek ic-carpimlarla (z; - x;) eslestifini dogrula. (Motor tamg: D =
[[0,9,16],]9,0,25],[16,25,0]; G = diag(0,9,16) = XTX; Gyy = —%(25 —16 —-9) =0,
dik kenarlar.)

5. (Ders 34 habercisi) Iki nokta kiimen var; biri digerinin dondiiriiliip 6telenmis (ve hafif giiriiltiilii)
hali. En iyi ortogonal hizalamay1 (rotasyon Q) nasil bulursun? Bir tahmin yaz — Ders 34 “Procrustes
problemi”ni (SVD ile en iyi (Q) isliyor.

38.12 Sonraki Ders icin Hazirlik

Ders 34: Uzaklik Matrisleri, Procrustes Problemi. Bu dersin uzaklik-matrisi ¢oziimiinii tamamlar ve
Procrustes problemine gecer: iki nokta kiimesini en iyi ortogonal doniisiimle (rotasyon) hizalama. Coziim
SVD’den gelir (en iyi Q = UVT). Geometrik kurtarma + hizalama blogunun devami — sinyal/CNN/graf
blogunun ortasi.
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38.13 Anahtar Kavramlar (Cheat Sheet)

Hazirlik

Bu dersin Egzersiz 5’inin sordugu soruyu zihninde tut: iki nokta kiimesi birbirinin dondiirtiliip 6telenmig
héliyse, en iyi ortogonal hizalamay1 (rotasyon () nasil bulursun? Sekil 38.7’in gosterdigi gibi —
uzakliklardan kurtarilan konum dondiiriilmiis goriiniir; Ders 34 Procrustes problemini isler: SVD
ile en iyi ortogonal Q = UV 1. Bu derste actigimiz “uzakliklardan konum” ¢6ziimiiniin hizalama ile
tamamlanmasadir.

38.13 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Strang (dk)

Ogrenme fonksiyonu F(z,v); z = agirliklar, v = 6zellik vektorleri  2m05

Ag katmani v, = ReLU(A,v,_q + by,); son katman 4m09
ReLU’suz

x underdetermined #agirlik #0zellik — sonsuz ¢oziim 8m12

Kayi1p fonksiyonlari kare / L1 / hinge / cross-entropy (NN: 16m22
Cross-entropy)

Uzaklik problemi d;; = |x; — x;|*; uzakliktan konum 18m25

Anahtar 6zdeslik G=XT"X=-1D—-1d"—d17) 39m10

Ozdeger kokii X = QAY2QT (simetrik, pahal) 49m24

Cholesky X =DWV2LT (ticgen, hizl1) 53m31

38.14 ML Baglantilan Ozeti

F(x,v) = param vs veri: agirliklar optimize edilir, veri sabit; PyTorch nn.Parameter vs Tensor;
Karpathy micrograd/makemore’un 6grenme fonksiyonu.

Katmanh ReLLU: MLP ileri gecisi (nn.Linear + nn.ReLU); son katman ham ¢ikt1 (regresyon) ya da
softmax Oncesi logit (siniflama).

Underdetermined aglar: asiri-parametreli derin 6grenme; implicit bias SGD’yi diiz/kii¢iik-normlu
minimuma c¢eker (Ders 10).

Kayiplar: cross-entropy (siniflama, makemore NLL), kare (regresyon/MSE), hinge (SVM), L1
(Lasso/seyreklik).

Uzaklik matrisi -» MDS/manifold: Isomap, t-SNE’nin atasi; sensor lokalizasyonu, NMR molekiil
sekli; Gram matrisi = kernel matrisi.

PSD kok (Cholesky / 6zdeger): Gauss siirecleri, Kalman, ¢cok-degiskenli normalden 6rnekleme;
Cholesky O(n?3/3) en ucuz kok. Ders 5-6 (PSD/SVD) temeli.

Geriye koprii: Ders 26 (NN ilk hali), Ders 25 (SGD/finite-sum kayip), Ders 5-6 (PSD/SVD), Ders 18
(parametre sayimi1), Ders 10 (implicit bias). Paralel: Karpathy micrograd/makemore F', fast.ai Learner,
NYU H1-2.
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38 Sinir Aglari ve Ogrenme Fonksiyonu

I Kapanig

“...most important was to get the structure of a neural net straight, separating the v’s, the
sample vectors, from the x’s, the weights.” — Strang, 55:35

Bu ders iki yiizii gosterir: ileri yonde ag, agirhk (x) ve veriyi (v) F'(z,v)’de birlestirir (6grenme); ters
yonde uzaklik matrisi, 6l¢iilen uzakliklardan geometriyi (konumlar1) PSD kokle geri kurar — derin
o0grenme ile klasik geometrinin ayni lineer cebir diline yaslandig yer.
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39 Uzaklik Matrisleri, Procrustes Problemi

Ucgen esitsizligi testi, Frobenius normu ve tek SVD ile en iyi ortogonal hizalama

1 Boliim bilgisi

Bu ders kisa bir coda: Ders 33’iin uzaklik-matrisi problemini gecerlilik testiyle kapatir, sonra Procrustes
problemini (en iyi ortogonal hizalama) tek bir SVD ile ¢ozer. Strang’in Ders 34 videosu (=29 dk —
bu blokun kisa dersi) ve OCW Lecture 34 temel alinmugtir. Okuma siiresi =22 dk. Onkosul Ders 33
(uzaklik/Gram matrisleri) ve Ders 6-8 (SVD/Eckart-Young/Frobenius normu).

39.1 Bu Derste Ne Var?

Ders iki parca. ki Ders 33’iin uzaklik-matrisi probleminin codasi: her uzaklik matrisi gegerli mi? Ikincisi
Procrustes problemi: iki vektor kiimesini en iyi ortogonal doniisiimle (rotasyon) hizalama — ¢6ziimii sasirtict
sadelikte: Q = UV

Bes sonug:

1. Ucgen esitsizligi testi: Bir uzaklik matrisi D ancak iiggen esitsizligini sagliyorsa gecerli konum verir.
Thlal edilirse Gram matrisi G PSD ¢ikmaz (negatif 6zdeger) — konum bulunamaz (<= kosulu).

2. Procrustes problemi: ki vektor kiimesi X ve Y ortogonal @) ile YQyu X’e en yakin yap:
mingro_; [YQ — X%

3. Frobenius normu, ii¢ ifade: | A||% = Z” agj =tr(ATA) = > o2

4. @ degismezligi: ortogonal () ile ¢arpmak Frobenius normunu (ve tekil degerleri) degistirmez:
QAR = | Al -

5. Coziim: Y7 X in SVD’sini al, YT X = UXV 7T eniyi Q = UVT. Ispat iz (trace) 6zellikleriyle gelir:
tr(CD) = tr(DC).

Sekil 39.1 dersin codal1 iskeletini gosterir: merkezdeki Ders 34: coda + Procrustes diigiimiinden iki dal ayrilir.
Dal A ii¢gen esitsizligi testi — D gecerli <= GG PSD <= ii¢gen saglanir; ihlal — negatif 6zdeger — konum
YOK (10 boyut da kurtarmaz). Dal B Procrustes problemi — min ||Y'@Q — X 5, Q ortogonal (uydu/sekil
hizalama). Alt-dallar {i¢ ara¢ verir: Frobenius ii¢ ifade (girdiler = tr(ATA) = o kareleri); Q-degismezligi
|QA| z = | Al ; iz hileleri tr(C' D) = tr(DC'). Hepsi tek bir ¢oziimde toplanir: YT X = USVT = Q =
UVT (tek SVD, iterasyon yok). Koprii diigtimleri D33 (uzaklik/Gram), D6-7 (SVD/polar), D8 (Frobenius),
D35 graf kiimeleme (sonraki) ve ICP/Kabsch/embedding hizalama 6nceki/sonraki bloklara baglar.
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39 Uzaklik Matrisleri, Procrustes Problemi

D33 uzaklik / Gram Ders 34: coda + Procrustes

ucgen esitsizligi testi: .
. . Procrustes: min |YQ - X|_F
D gecerli <=> G PSD <=> D8 Frobenius D6-7 SVD / polar
. (Q ortogonal)
ucgen saglanir

COZUM: Y*T X = U Sigma
VeT
> Q=UVT

ihlal -> negatif ozdeger Frobenius uc ifade: girdiler Q-degismezligi: iz hileleri:
-> konum YOK = tr(A"T A) = sigma kareleri IQA|_F = |A|I_F tr(CD) = tr(DC)

D35 graf kumeleme ICP / Kabsch / embedding
(sonraki) hizalama

Sekil 39.1: Ders 34 kavram haritasi: D33 codasi + Procrustes. Dal A ucgen esitsizligi testi - D gecerli <=>
G PSD <=> ucgen saglanir; ihlal -> negatif ozdeger -> konum YOK (10 boyut da kurtarmaz).
Dal B Procrustes problemi - min [YQ - X|_F, Q ortogonal (uydu/sekil hizalama). Alt-dallar:
Frobenius uc ifade (girdiler = tr(A"T A) = sigma kareleri); Q-degismezligi |QA|_F = |A[_F (sigma
lar korunur); iz hileleri tr(CD) = tr(DC) (dikdortgende bile, sifir-disi ozdegerler ortak); COZUM
YAT X = U Sigma VAT -> Q = U VAT (tek SVD, iterasyon yok, kapali-form = global optimum).
Koprular: D33 uzaklik/Gram, D6-7 SVD/polar, D8 Frobenius, D35 graf kumeleme (sonraki);
ICP/Kabsch/embedding hizalama.

@ Builder Notu — Geometri Sayilardan Cikar

* Procrustes = en iyi rotasyon, kapali-form: iki nokta kiimesini hizalamanin ¢6ziimii tek SVD.
Optimizasyon gerekmez — lineer cebir dogrudan verir.

* ML kopriisii: nokta-bulutu hizalama (ICP/Kabsch, molekiiler RMSD), sekil analizi ve diller-arasi
word embedding hizalama hep ortogonal Procrustes ¢ozer.

* Frobenius + iz: veri biliminde matris “biiyiikliigii” ol¢iisii; iz hileleri (tr(C' D) = tr(DC')) birgok
tiirev/optimizasyon ispatini tagir.

* Tarihsel not: Strang bu derste “derin 6grenme gercekten calistyor mu?” sorusunu agtt — bir
uzman e-postasi gorlislinli degistirmis; basarili ag yapilar1 deneyle ortaya cikar, bastan verili degil
(Pazartesi’ye birakti).

* Geriye koprii: Ders 33 (uzaklik/Gram), Ders 6-7 (SVD/Eckart-Young), Ders 8 (Frobenius normu).
Paralel: fast.ai embedding hizalama, NYU manifold.

Bu ders iki bagimsiz sonucu yan yana koyar: bir uzaklik matrisinin gecerlilik testi (liggen esitsizligi
<= G PSD) ile iki vektdr kiimesini hizalayan en iyi rotasyon. Ikisini de okurken ayn1 SVD’nin farkli
yiizlerini ara.

39.2 1. Uggen Esitsizligi: Ne Zaman Konum Bulunamaz?

Ders 33’te uzaklik matrisinden konumlar kurtardik. Ama soru: her D gegerli mi? Strang bir karsi-ornekle
baghyor:

“...by the triangle inequality, the distance from x1 to x3 could not be more than 2. And when we
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39.2 1. Ucgen Egitsizligi: Ne Zaman Konum Bulunamaz?

square it, it could not be more than 4. And here it’s 6.” — Strang, 0:00

Ug nokta; dy5 = 1, dyg = 1 olsun. Uggen esitsizligi geregi d,; < 2, yani d33 < 4. Ama D’de d?; = 6
yaziyorsa — imkansiz. 10 boyuta ¢ikmak da kurtarmaz (iicgen esitsizligi boyuttan bagimsizdir).

Ne ters gider? Gram matrisi G = X7 X, D’den tiiretilir ve PSD olmahdir (¢iinkii her X7 X PSD’dir). Ucgen
esitsizligi ihlal edilirse:

“...the matrix G that comes out of that equation will turn out not to be positive definite.” —
Strang, 4:03

G negatif 6zdeger kazanir — PSD degil — karekok (X) yok. Giizel sonug (Strang): D gecerli konum verir
<> ii¢gen esitsizligi saglanmir <= G PSD’dir.

Ucgen esitsizligi uzaklik matrisinin gecerlilik testi: ihlal G'yi PSD-disina iter — D gecerli <= G PSD

imkansiz licgen: yaylar kesismiyor G ozdegerleri: gecerli vs ihlall
3.0+ = = x1 gevresi yarigap V6
25- = = X2 gevresi yaricap 1 12 -
2.0 R -~ =~ SO 10 -
! dl3 =v6 = 2.45 > d12 + d23 =2
15- - boyle nokta YOK (10 boyut da kurtarmaz) 8-
’ / \
4 / — \ 6 -
1.0 / //; ~q \
] I AV | 4-
0.3 I 4 v

00- ! ‘ o LI 2-
x1 x2
—0.5 - 0-
-3 -2 -1 0 1 2 3 4 3-4-5 (gegerli) /,{,6) ihlalh

min A = —0.333 - PSD degil

Sekil 39.2: Uggen esitsizligi uzaklik matrisinin gecerlilik testidir: ihlal G’yi PSD-digina iter — D gegerli
<= G PSD. Strang 6rnegi D=(0,1,6/1,0,1/6,1,0) cift-merkezlenmis G’nin en kiiciik 6zdegerini
—0.333’¢ iter (PSD degil, konum yok); 3-4-5 iicgeni gecerli (tim 0zdegerler >0).

Sekil 39.2 tiggen esitsizliginin gecerlilik testini iki yandan motor-tanikli gosterir: solda imkéansiz ticgen —
2, ve x4 arasindaki uzaklik 1, ama D’nin istedigi d,5 = V6 ~ 2.45 icin x; cevresinde yaricap V6 yay
(turuncu kesik) ile x4 cevresinde yarigap 1 yay (steel kesik) kesismiyor — d;5 > d;, 4+ dy3 = 2 oldugundan
baoyle bir nokta yoktur (10 boyut da kurtarmaz). Sagda iki D’nin cift-merkezlenmis GG 6zdegerleri yan yana:
3-4-5 iiggeni (navy, hepsi > 0) gegerli; Strang’in bozuk 6rnegi (1, 1,6) ise en kiigiik 6zdegeri —0.333’e iter
(turuncu bar, min A = —0.3333) — PSD degil, konum yok. Negatif 6zdeger ihlalin dogrudan imzasidur.

@ Builder Notu — Gegersiz Uzakligin Imzasi

“Ucggen esitsizligi = uzaklik matrisinin gegerlilik testi” temiz bir karakterizasyon. ML kopriisii: bir
benzerlik/uzaklik matrisinin gercek bir gommeden gelip gelmedigini PSD testiyle anlarsin — kernel
yontemlerinde “kernel gecerli mi” (Mercer kosulu) tam bu PSD kontroliidiir. Giiriiltiilii 6l¢timlerde
G’nin kiiciik negatif 6zdegerlerini sifirlayip en yakin PSD’ye yansitirsin (Ders 7 Eckart-Young ile
akraba).
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39 Uzaklik Matrisleri, Procrustes Problemi

39.3 2. Procrustes Problemi: En lyi Ortogonal Hizalama

Ikinci problem — adi Yunan mitinden gelir; Procrustes misafirini yatagina uydurmak icin gerer ya da
keserdi:

“...Procrustes adjusted the length of the visitor to fit the bed.” — Strang, 8:06

Problem: iki vektor kiimen var — X = (xq,...,z,) ve Y = (y, ..., y,,). Ornek: uydu konumlarinin iki
farkli hesab; biri digerinden kismen dondiiriilmiis, iistiine yuvarlama hatasi var. En iyi ortogonal (Q’yu bul ki
Y @, X e olabildigince yakin olsun:

“...over all orthogonal Q’s I want to minimize YQ minus X in the Frobenius norm.” — Strang,
12:07

min |YQ — X|?

Jmin [YQ— X[}

Eger X ve Y ortonormal tabanlar olsaydi tam esitlik elde edilirdi (() ile biri digerine tam donerdi); degiller,
bu ylizden “en iyi”yi arariz. Bu, en kiiciik kareler’in ortogonal-kisitli halidir.

Procrustes problemi: Y yi X e en iyi dondiuren ortogonal Q yu bul — min |YQ - X|_F

2.5 -
® X (hedef)
2.0 - Y (dénmus + garaltala)
1.5- o ®
e
o
1.0 -
0.5 -
[ ]
0.0 - >
(]
-0.5-
(]
-1.0 - o
en iyi ortogonal Q? (uydu konumlari 6rnegi)
-2 -1 0 1 2

Sekil 39.3: Procrustes problemi: iki nokta bulutu — X (hedef, navy) ve Y (X’in dondiiriilmiis + giiriiltiilii
hali, turuncu). Eslesen noktalar ince gri ¢izgilerle bagli. Soru: Y’yi X’e en iyi oturtan ortogonal Q
nedir? (uydu konumlar1 6rnegi) — min |YQ - X|_F.

Sekil 39.3 problemi somutlagtirir: navy noktalar hedef kiimesi X, turuncu noktalar X in dondiiriilmiis ve

hafif giiriiltiili hali Y (motorda noise = 0.08, ger¢ek rotasyon € = 0.9). Eslesen noktalar ince gri ¢gizgilerle
bagli — her ¢izgi Y 'nin bir noktasimi X teki karsiligina baglar, hizasizlig1 goriiniir kilar. Soru tam ortada:
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39.4 3. Frobenius Normu: Ug Ifade

Y’yi X’e en iyi oturtan ortogonal () nedir? Uydu konumlar1 6rnegi bunun pratik kalbidir — iki farkli hesap
ayni geometriyi tagir, yalnz bir rotasyon (ve giiriiltii) farkiyla. Aradigimiz min [|Y'Q — X | z’i ¢bzen Q.

@ Builder Notu — Yatak ile Misafir

“Procrustes = kisith en kiiciik kareler (Q ortogonal)” pratik bir hizalama problemi. ML kopriisii: nokta-
bulutu kayd: (point cloud registration), sekil esleme ve diller-arasi kelime gdmme hizalamasi (X =Ingi-
lizce, Y =Tiirk¢ce embedding; () diller aras1 koprii) hep bunu ¢6zer. Kabsch algoritmasi (molekiiler yapi
RMSD) ve ICP’nin (iterative closest point) ¢cekirdegi ortogonal Procrustes’tir.

39.4 3. Frobenius Normu: Ug ifade

Procrustes’i ¢ozmek icin Frobenius normunu iyi tanimak gerekir. Ug esdeger ifadesi var:
“...three nice expressions for the Frobenius norm.” — Strang, 16:12
2 _ 2 _ T AY — Ty _ 2
JAI3 =) a =tw(ATA) = w(AAT) =) o3
i,j i
* Girdiler: matrisi uzun bir vektor gibi gor, tiim aizj’leri topla.

o Iz (trace): AT A (veya AAT) kdsegen toplami = tiim siitunlarin kare uzunluklari toplama.
* Tekil degerler: O'Z-Q toplam1 — ciinkii 01-2, AT A’nin 6zdegerleridir ve iz = 6zdegerlerin toplamudir.

[lk ifade yazmasi hantal; iz ve tekil-deger bigimleri cok daha kullamghdir (6zellikle ispatlarda).

Frobenius normunun uc dili ayni sayiyi verir: girdiler = iz = tekil-deger kareleri — ispatlarda iz/sigma formu kullanilir

A=[[3,0],[0,4]]: uc yol = 25 rastgele 4x3 te de birebir (defect < 1e-10)
25 25 25 20.455 20.455 20.455
25 - 20 -
20 -
15 -
15-
10 -
10 -
5 -
5 -
0- g g g 0- g g 0
girdiler toplami tr(A~T A) sigma kareleri girdiler toplami tr(A~T A) sigma kareleri

Sekil 39.4: Frobenius normunun ii¢ dili ayn1 say1y1 verir: girdiler toplami = iz = tekil-deger kareleri. Sol —
A=[[3,0],[0,4]] icin iicii de 25; sag — rastgele 4x3 matriste de defect < le-10. Ispatlarda iz/sigma
formu kullanilir.

Sekil 39.4 ii¢ ifadenin birebir ayni sayiy1 verdigini motor-tanikli gosterir: solda Egzersiz 2’nin matrisi

A =[3,0],]0,4]] igin ii¢ yol da 25 ¢ikar — girdiler toplam1 (3% + 42), tr(AT A) ve 3" 02 (0 = (4, 3)); iig
bar tipatip ayn1 yiikseklikte. Sagda rastgele bir 4 x 3 matris icin ii¢ yol yine birebir esittir (defect < 10710)
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39 Uzaklik Matrisleri, Procrustes Problemi

— esitlik 6zel bir matrise degil, normun tanimina bagli. ilk ifade (girdiler) hesaplamasi hantal kalir; iz ve
tekil-deger bicimleri ispatlarda kullanilan formdur, ¢ilinkii tr ve o cebirsel manipiilasyona agiktir.

@ Builder Notu — Aym Biiyiikliigiin Ug Dili

“Frobenius normu = (Xo?) = Vtr(ATA)” — ii¢ dil aym say1y1 verir. ML kopriisii: agirlik matrisi
biiyiikliigii (L2/weight decay aslinda Frobenius normunun karesidir), gradyan normu izleme ve diisiik-
rank yaklasim hatast (Eckart-Young: atilan o’larin kareleri) hep Frobenius’tur. PyTorch torch.norm(A,

"fro').

39.5 4. Q Degismezligi: Ortogonal Carpim Normu Korur

Procrustes’in anahtari: ortogonal () ile carpmak Frobenius normunu degistirmez.

“...the length of Q times any vector squared is the same as the vector squared.” — Strang, 18:12
1QAllF = Al
Iki kamt: (1) QA’nin her siitunu Q ile garpilir; @ vektdr uzunlugunu korur (|Qv| = |v|), dolayisiyla

siitun-siitun kare toplam degismez. (2) SVDile: A = ULV T ise QA = (QU)X VT — yalniz ilk ortogonal
faktor degisir, > (tekil degerler) ayn1 kalir:

“...0A will have the SVD QU sigma V transpose. ...I didn’t change the sigmas.” — Strang, 18:12

Frobenius normu ¢’lara bagl oldugundan () onu degistiremez. (Aynisi diZer taraf i¢in de gecerli: AQ’ de
tekil degerleri korur.)

Ortogonal carpim normu bozmaz: QA = (QU) Sigma V~T — sigma lar ayni kalir, Frobenius sigma lara bagli

tekil degerler korunur Q yalniz dondurur, uzunluk degismez
a2
HEl A nin sigma lari 4 -
5- B QA nin sigma lari a
| 24 Qa2
4 ‘\\
. Qai
() I
o T3
o 37 |A|_F~2 = |QA|_F~2 = 30 0- ~
=
I
2 -
-2 4
1 -
[ 7
0 - 1 1 1 1 1 1
sigma 1 sigma 2 -4 -2 0 2 4

Sekil 39.5: Ortogonal carpim normu bozmaz: A=[[1,2],[3,4]] ve 90° rotasyon Q i¢in A ile QA’nin tekil
degerleri birebir ayni (sol), dolayisiyla | A 2 F=|QA|’_F=30;Q yalnizca kolonlar1 dondiiriir,
uzunluklarinmi degistirmez (sag).
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39.6 5. Iz (Trace) Hileleri

Sekil 39.5 Q-degismezligini iki yandan gosterir: solda Egzersiz 3’iin matrisi A = [[1, 2], [3, 4]] ve 90°
rotasyon (@ igin A ile () A’nin tekil degerleri birebir aym (navy/turuncu barlar iist tiste; tekil deger farki
8.9e-16), dolayisiyla | A% = |QA|% = 30 (defect 0.0). Sagda birim cember iizerinde A’nin kolonlari (navy
oklar) ve Q A’nin kolonlari (turuncu kesik oklar) — () her kolonu 90° dondiiriir ama uzunlugunu aynen
korur; oklar farkli yone bakar, esit uzundur. iki yan ayni1 mesaji sdyler: QA = (QU) Y VT ayrigiminda yalniz
ortogonal faktor degisir, o’lar sabit kalir, Frobenius normu o’lara baglh oldugundan degismez.

@ Builder Notu — Déndiirmek Normu Bozmaz

“Ortogonal carpim tekil degerleri ve Frobenius normunu korur” — SVD’nin temel simetrisi. ML
kopriisii: ortogonal/iiniter doniigiimler enerjiyi (bilgiyi) korur; bu yiizden ortogonal baglatma (orthogonal
init), normallestirici akiglar (normalizing flows) ve doniisiime-degismez kayiplar bu 6zellige yaslanir.
Procrustes’te bu 6zellik, problemi bir iz (trace) maksimizasyonuna indirgememizi saglar.

39.6 5. iz (Trace) Hileleri

Coziim ize dayanr, o yiizden birkac iz 6zdesligi gerekir. Iz = kosegen toplami = 6zdegerlerin toplami.

“...the trace of A transpose B is equal to the trace of B transpose A.” — Strang, 20:14

tr(ATB) = tr(BT A) = tr(BAT)

Ciinkii transpoz kosegeni degistirmez (iz, transpoz altinda sabittir). Dahasi, dongiisel 6zellik — carpim
sirasini ¢evirebilirsin:

tr(CD) = tr(DC)

Neden? C'D ile DC' ayni sifirdan-farkli 6zdegerlere sahiptir (dikdortgen olsalar bile fazladan sifir 6zdegerler
ize katki yapmaz), iz = 6zdeger toplam1 oldugundan esittirler.

“...How are the eigenvalues of CD related to the eigenvalues of DC? They’re the same.” — Strang,
22:14

Sekil 39.6 dongiisel iz 6zelligini dikdortgen matrislerde bile motor-tanikli dogrular: C' bir 3 x 5, D bir 5 x 3
matris olsun. A\(C'D) (3 navy nokta, 3 x 3) karmagik diizlemde isaretlenir; A(DC') (5 turuncu halka, 5 x 5)
bu ii¢ 6zdegeri aynen tagir — li¢ turuncu halka navy noktalarin tam iistiine oturur — art1 orijinde 2 ekstra sifir
ozdeger, ki bunlar ize katki yapmaz. Sonug: tr(C'D) = tr(DC'), defect 0.0. Iz = 6zdeger toplami oldugundan,
sifir-dig1 6zdegerlerin ortakligi izlerin esitligini dogrudan verir; ¢arpim sirasini ¢evirmek izi degistirmez —
Procrustes ispatinin tagtyici kurali.

@ Builder Notu — Kosegen Toplaminin Hileleri

“lz dongiiseldir: tr(CD)=tr(DC)” hesaplamada altin kuraldir. ML kopriisii: matris tiirevleri
(Otr(AX)/0X = AT), Frobenius normu = tr(AT A) ve birgok kayip/regularizasyon ize cevrilir;
iz-dongiisel hilesi ifadeleri optimize edilebilir bicime sokar. Bu, “matris kalkiiliisii’niin (Ders 15-16)
giinliik aletidir.
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39 Uzaklik Matrisleri, Procrustes Problemi

Dongusel iz: CD (3x3) ile DC (5x5) ayni sifir-disi ozdegerleri tasir — dikdortgende bile

@ 'ambda(CD) — 3x3
1.5 - lambda(DC) — 5x5

DC nin ekstra sifirlari (ize katki yok)

1.0 -

0.5 -
£
0.0 - 0 ] o

-0.5-

-1.0 -
tr(CD) = tr(DC) (defect 0.0)

-4 =2 0 2 4 6 8 10
Re

Sekil 39.6: Dongiisel iz: CD (3x3) ile DC (5x5) aymi sifir-dig1 6zdegerleri tasir — dikdortgende bile. A(CD)
={9.07, -2.31, -2.68}; DC bu iiciinii aynen tasir + orijinde 2 ekstra sifir (ize katki yok). tr(CD) =
tr(DC), defect 0.0.

39.7 6. Coziim: Q = UV'

Frobenius normunu agip () degismezligini ve iz hilelerini kullaninca problem, bir izi maksimize etmeye iner.
Cevap sasirtici sadelikte:

“...Compute Y transpose X. Compute its SVD, and use the orthogonal matrices from the SVD.”
— Strang, 26:15

YVIX=USVT = Q. =UVT

opt
Yani: verilen X, Y i¢in Y7 X matrisini kur (iki kiimenin tiim i¢-carpimlart), SVD’sini al, ortogonal faktorleri
carp. Q = UV en iyi ortogonal hizalamadur.

“...the best Q is— Da dun da duh. ...1t is UV transpose.” — Strang, 26:15

3 (tekil degerler) diiser; geriye yalniz ortogonal U ve V' kalir — ¢arpimlari da ortogonaldir (iki ortogonalin
carpimi). Eger Y zaten X’e tam doniiyorsa Y7 X ortogonal cikar ve UV tam o doniisii verir.

Sekil 39.7 dersin flagship kamitidir: kapali-form ¢6ziim Q = UV T gercekten global optimumu verir. Solda
hizalama 6ncesi X (navy) ve Y (turuncu) iist tiste — ham fark $|Y - X| = $ 4.612. Ortada ac1 taramasi: 3600
farkli 0 icin |Y'Q(0) — X| p ¢izilir (navy egri); SVD ¢oziimiiniin agis1 $ = $ 0.9061 turuncu yildizla isaretli
ve egrinin tam minimumunda oturur — 3600 adayin hi¢biri SVD ¢oziimiinden iyi degil. Bu, kapali-formun
iterasyonsuz bicimde global optimum oldugunun dogrudan tamigidir (brute-force tarama ile kapali-form
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2.5+

2.0-

1.5+

1.0-

0.5-

0.0 -

—0.5 -

-1.0-

39.8 Bu Dersin Ozeti

Procrustes ¢é6ziimii Q = UV™: tek SVD, iterasyon yok — aci taramasi kapali-formun global optimum oldugunu dogruluyor

. SVD ¢6ziimii TAM minimumda (theta = 0.9061)
once: ham fark 4.612

@ X (hedef) 10 -
Y (donmus)

Y Q(theta) - X|_F

3600 aday: hicbiri
2- SvD'den iyi degil
[ ] -1.0-

0 1 2 3 4 5 6
theta (radyan)

2.0-

1.5-

1.0-

0.5-

0.0 -

—0.5-

sonra: hata 4.612 -> 0.347
Q@ @ Xl(hedef)

° ° Y-Q (hizal)
? ¢
[ ]
? (]
]
°®
-2 -1 0 1 2

Sekil 39.7: Procrustes ¢oziimii Q = UVT: tek SVD, iterasyon yok. Sol panel hizalama 6ncesi ham farki (]| Y -
X| =4.612) gosterir; orta panel 3600 ac1 adayini tarar ve SVD ¢6ziimiiniin (turuncu yildiz, theta
=0.9061) TAM minimumda oturdugunu — hicbir Q(theta) ondan iyi degil — kanitlar; sag panel
hizalama sonras1 X ile Y-Q’nun iist iiste diistiiglinii (hata 4.612 — 0.347) g0sterir. A¢1 taramasi

kapali-formun global optimum oldugunu dogrular.

cakisir). Sagda hizalama sonras1 X (navy) ile Y - @) (kiigiik turuncu) neredeyse iist iiste — hata $4.612
—$ 0.347’ye iner (kalan, eklenen giiriiltiiniin pay1). Tek bir SVD, hig¢bir optimizasyon dongiisii olmadan,
aci-uzayini tarayan bir aramanin buldugu optimumu verir.

@ Builder Notu — Tek SVD ile En Iyi Déniis

“En iyi ortogonal Q = UVT (Y7 X”in SVD’sinden)” kapali-form bir miicevher. ML képriisii: bu formiil
ortogonal Procrustes’in standart ¢éziimiidiir — sekil hizalama, embedding hizalama (6rn. ¢ok-dilli
kelime vektorleri, MUSE) ve poz tahmini hep bunu kullanir. SVD’nin “en yakin ortogonal matrisi
verme” giiciiyle (polar ayrisim, Ders 6) ayn1 kokten gelir.

39.8 Bu Dersin Ozeti

» Ucgen esitsizligi: D gecerli konum verir <= iicgen esitsizligi saglamr <= G = X7 X PSD’dir

(ihlalde G negatif 6zdeger kazanir, X bulunamaz).

* Procrustes problemi: ortogonal ( iizerinden min ||Y'Q — X||% — iki vektor kiimesini en iyi rotasyonla

hizala.

* Frobenius normu: [A|% = > a,?j = tr(AT A) = tr(AAT) = 3~ 02 (iig esdeger ifade).
* Q degismezligi: |QA|» = | A| » (ortogonal ¢arpim tekil degerleri ve Frobenius normunu korur).
« iz hileleri: tr(AT B) = tr((BT A), tr(CD) = tr(DC) (déngiisel; A(CD) = \(DC) sifirdan-farkli

Ozdegerler).

o Coziim: YT X = UXVT = Q = UVT — en iyi ortogonal hizalama, tek bir SVD ile.
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39 Uzaklik Matrisleri, Procrustes Problemi

! Tek Bir Ciimle

Bir uzaklik matrisi ancak iicgen esitsizligini saglarsa konuma cevrilebilir (yoksa G = X7 X PSD
olmaz); Procrustes problemi ise iki vektor kiimesini en iyi hizalayan ortogonal matrisi tek bir SVD ile
bulur —Y7'X =UXVT = Q =UVT.

39.9 Kontrol Sorulari

1 Soru 1 — Ucgen esitsizligi ihlal edilirse ne olur; bu G’yi nasil etkiler

Uggen esitsizligi (6rn. dy3 < dy5 + dyg) ihlal edilirse, D’den tiiretilen Gram matrisi G = X7 X
pozitif yari-tammh cikmaz — negatif 6zdeger kazanir. PSD olmayan bir matrisin X X biciminde
karekokii yoktur, dolayisiyla bu uzakliklart saglayan konumlar bulunamaz. Tam karakterizasyon: D
gecerli konum verir <= ticgen esitsizligi saglanir <= G PSD’dir.

1 Soru 2 — Procrustes problemi nedir; neden genelde tam esitlik olmaz

Iki vektor kiimesi X ve Y verili; amag ortogonal @ ile ming [YQ — X |%>yi ¢ozmek (Y'yi X’e
en iyi dondiirmek). Tam esitlik ancak X ve Y her ikisi de ortonormal tabansa ve biri digerinin tam
rotasyonuysa olur. Pratikte iki kiime yuvarlama hatasi/giiriiltii icerir ya da tam ortonormal degildir, bu
ylizden “tam” degil “en iyi” hizalamay1 arariz.

1 Soru 3 — Ortogonal Q neden Frobenius normunu degistirmez

Iki nedenle. (1) @ her vektoriin uzunlugunu korur (|Qu|| = |[v|]); Frobenius normu siitunlarin kare uzun-
luklar1 toplami oldugundan QA ile A ayni normda. (2) SVDile: A = UXV 7T ise QA = (QU)XVT
— yalmz ilk ortogonal faktor degisir, tekil degerler 2 aym kalir. Frobenius normu /> af oldugundan
degismez.

1 Soru 4 — Procrustes ¢oziimii nedir; nasil hesaplanir

iki kiimenin i¢-carpim matrisi Y7 X’i kur, SVD’sini al: Y7 X = UXV'. En iyi ortogonal matris
Q = UV™"dir. ¥ (tekil degerler) ¢oziimden diiser; yalniz ortogonal faktorler U ve V kullanilir. Bu
kapali-form ¢6ziim optimizasyon iterasyonu gerektirmez — tek bir SVD yeterlidir.

39.10 Egzersizler

1. Uggen testi. Ug nokta icin uzakliklar dyy = 1, dys = 1, d;5 = 3 (kareler 1, 1, 9). Uggen esitsizligi
saglaniyor mu? Bu D’den gecerli konumlar bulunabilir mi — Gram matrisi G PSD olur mu (sezgisel
acikla)? (Motor tanigt: dy5 = 3 > d,5 + dyy = 2 — IHLAL; cift-merkezlenmis G nin en kiigiik
ozdegeri —0.8333 — PSD degil, konum yok. Sinir durumu d%3 = 4 (tam esitlik): min A ~ 0 — li¢
nokta bir ¢izgiye coker, dogrusal dizilim.)
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39.11 Sonraki Ders Icin Hazirlik

. Frobenius ii¢ yol. A = [[3,0], [0, 4]]. |A||%"i li¢ yolla hesapla: (a) girdilerin kareleri toplami, (b)
tr(AT A), (¢) 3 o2 (bu kosegen matriste o’lar nedir?). Ucii de esit mi? (Motor tamg: girdiler $=
tr(AANT A) =Y _i"2=%$25,0 = (4,3).)

. Qdegismezligi. A = [[1,2],[3,4]], Q@ = [[0,—1], [1, 0]] (90° rotasyon). | A|% ve |QA|%’i hesapla;
esit olduklarini goster. (Motor tamig1: $|A|_F*2 = |QA|_F*2 = $ 30 (defect 0.0); tekil degerler birebir
korunur (fark 8.9e-16).)

. Procrustes. X = [[1, 0], [0, 1]] (birim), Y = [[0, 1], [—1, 0]] (90° donmiis). Y7 X"i kur, SVD’sinden
Q = UV™yibul; Q'nun Y’yi X e gotiirdiigiinii (YQ ~ X) dogrula. (Motor tamig1: Q = UVT
ortogonal; Y ortogonal oldugundan Y'Q = X TAM egsitlik.)

. (Ders 35 habercisi) Bir sosyal ag1 (graf) iki kiimeye ayirmak istiyorsun. Hangi matris ve hangi 6zvektor
ise yarar? Bir tahmin yaz — Ders 35 “graflarda kiimeler bulmak™1 (graf Laplacian’1, Fiedler vektortii,
spektral kiimeleme) isliyor.

39.11 Sonraki Ders i¢in Hazirlhik

Ders 35: Graflarda Kiimeler Bulmak. Sinyal/CNN/graf blogunun graf kismi: bir grafi iki (veya k) kii-
meye ayirma (graph partitioning/clustering). Ara¢ graf Laplacian’t (L = D — A) ve onun ikinci en kii¢iik
ozvektorii (Fiedler vektorii) — spektral kiimeleme. Lineer cebir, ag yapisimi kiimelere ¢evirir; Ders 19’un
maxmin/0zvektor fikriyle akraba.

Hazirlik

Bu dersin Egzersiz 5’inin sordugu soruyu zihninde tut: bir grafi iki kiimeye ayirmak i¢in hangi matris
ve hangi 6zvektor ise yarar? Ders 35 graf Laplacian’im (L = D — A) ve onun ikinci en kiigiik
ozvektoriinii (Fiedler vektorii) isler — spektral kiimeleme. Bu derste gordiigiimiiz “SVD/6zdegerlerden
geometri ¢cikarma” fikri orada graf yapisina taginir: 6zvektor, diiglimleri iki kiimeye en dogal bigcimde

boler.

39.12 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Strang (dk)
Uggen esitsizligi D gecerli <= G = XT X PSD; ihlalde OmO00
negatif 6zdeger

Procrustes min, |Y'Q — X||% (Q ortogonal) 12m07
Frobenius normu |AIE = afj =u(ATA) = o? 16m12

Q degismezligi |QA|r = |All g (o korunur) 18m12

[z déngiisel tr(CD) = uw(DC); N(CD) = \(DC) 22ml4
Procrustes ¢6ziimii YTX =USVT = Q=U0V" 26ml5
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39 Uzaklik Matrisleri, Procrustes Problemi
39.13 ML Baglantilan Ozeti

+ Ucgen esitsizligi / PSD: gecerli kernel/uzaklik testi (Mercer kosulu); giiriiltiilii G”yi en yakin PSD’ye
yansitma (Eckart-Young).

* Procrustes: nokta-bulutu kaydi (ICP, Kabsch/RMSD), sekil hizalama, ¢cok-dilli kelime gomme hizalama
(MUSE), poz/oryantasyon tahmini.

* Frobenius + iz: L2/weight decay (= |[W|%), gradyan normu izleme, diigiik-rank yaklagim hatast;
PyTorch torch.norm(-, 'fro").

* Q degismezligi: ortogonal baslatma, normallestirici akiglar, enerji koruyan doniisiimler bu 6zellige
dayanir.

+ Coziim Q=UVT: SVD’nin “en yakin ortogonal matrisi verme” giicii (polar ayrisim, Ders 6) ile aym
kok.

* Geriye koprii: Ders 33 (uzaklik/Gram), Ders 6-7 (SVD/Eckart-Young/polar), Ders 8 (Frobenius), Ders
15-16 (matris kalkiiliisii/iz). Paralel: fast.ai embedding hizalama, NYU manifold 6grenme.

I Kapanig
“...the best Q is— ...It is UV transpose.” — Strang, 26:15

Procrustes problemi “iki sekli en iyi nasil iist iiste bindiririm” sorusuna SVD ile tek-satirlik yanit verir;
icgen esitsizligi codasi ise geometrinin (uzakliklarin) ne zaman tutarl oldugunu soyler — ikisi birlikte
PSD ve SVD’nin ham sayilardan geometri ¢ikarma giiciinii gosterir.
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40 Graflarda Kimeler Bulmak

k-means alternasyonu, graf Laplacian’1 ve Fiedler vektoriiyle spektral kiimeleme

1 Boliim bilgisi

Sinyal/CNN/graf blogunu kapatan ders: bir grafi bélmenin goriiniir kombinatoryal sorusunu siirekli
bir 6zvektor problemine ¢eviren spektral kiimeleme. Strang’in Ders 35 videosu (=35 dk) ve OCW
Lecture 35 temel alinmistir. Okuma siiresi ~24 dk. Onkosul Ders 4-6 (spektral teorem/PSD), Ders 19
(6zvektor/maxmin) ve Ders 30-32 (sirkiilant/Fourier/Kronecker — graf Laplacian’1 bu diinyalarin graf
hali).

40.1 Bu Derste Ne Var?

Blogun graf kismu: biiyiik bir grafi anlaml kiimelere ayirmak. iki nokta kiimesine bolmek icin ii¢c yaklagim
var; en zarifi spektral kiimeleme — graf Laplacian’inin Fiedler vektorii kiimeleri dogrudan verir.

Bes sonug:

1. Graf kiimeleme problemi: Grafi iki (=esit boyutlu) kiimeye ayir. Hedef: min}_ _, [a; — z|? +

> epllbi — y|? (art1 boyut dengesi).

2. k-means (k=2): Kiimeler verilince centroid’leri (x, y) bul <+ centroid’ler verilince her nokta en yakin
merkeze; yakinsayana dek alternasyon.

3. Spektral kiimeleme: “spektral” = 6zdeger. Graf Laplacian’t L = AT A = D — B (incidence” x
incidence = derece — komsuluk); simetrik PSD.

4. A\; = 0 + Fiedler: L tekildir, L1 = 0 (6zvektor tiim-birler). Fiedler vektorii = en kiiciik pozitif
0zdegerin Ozvektorii.

5. Kiimeler Fiedler isaretlerinden: Fiedler vektoriiniin pozitif bilesenleri bir kiime, negatif bilesenleri
oteki. (Fiedler L 1 oldugundan bilesenleri 0’a toplanur.)

Sekil 40.1 dersin iskeletini gosterir: merkezdeki grafi iki kiimeye ayir diigiimiinden iki yol cikar. 11k yol
k-means (k=2) — centroid ile en yakina ata arasinda Lloyd alternasyonu. Ikinci yol spektral kiimeleme; bu dal
grafin matrislerini kullanir. Spektral dalin alt-dallar1 dort anahtar matrisi (incidence A, degree D, adjacency
B, Laplacian L = AT A = D — B, simetrik PSD), Ay = 0 dzdesligini (L1 = 0, sabit 6zvektor), Fiedler
tanimin1 (en kiiciik pozitif 6zdegerin 6zvektorii) ve son adimu (kiimeler Fiedler bilesen isaretlerinden, 1 1
oldugundan dengeli) gosterir. Koprii diiglimleri dersi oncesine ve sonrasina baglar: D5-6 PSD + D19 6zvektor;
D31 graf Fourier + D32 Kronecker Laplacian; GCN/GNN (NYU H13); ve D36 Edelman/Julia, kursun SON
dersi (sonraki).
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40 Graflarda Kiimeler Bulmak

grafi iki kumeye ayir

k-means (k=2):
centroid <-> en yakina ata
(Lloyd alternasyonu)

D31 graf Fourier + D32
Kronecker Laplacian

D5-6 PSD + D19 ozvektor

spektral kumeleme

dort matris: incidence A,
degree D, adjacency B,
Laplacian L=A"TA=D-B
(simetrik PSD)

Fiedler = en kucuk kumeler = Fiedler bilesen
POZITIF ozdegerin ISARETLERI (+ / -); dik 1 ->
ozvektoru dengeli

lambda_1 = 0:
L 1 = 0 (sabit ozvektor)

D36 Edelman/Julia SON

GCN/GNN (NYU H13) DERS (sonraki)

Sekil 40.1: Ders 35 kavram haritasi: merkez bir grafi iki kumeye ayir. Iki yaklasim: k-means (k=2) centroid ile
en yakina ata arasinda Lloyd alternasyonu; spektral kumeleme grafin matrislerini kullanir. Spektral
dal: dort matris incidence A, degree D, adjacency B, Laplacian L = ANT A =D - B (simetrik PSD);

s

lambda_1 = 0 cunku L 1 = 0 (sabit ozvektor); Fiedler = en kucuk POZITIF ozdegerin ozvektoru;
kumeler Fiedler bilesen isaretlerinden (+ / -) okunur, dik 1 oldugundan dengeli boluner. Koprular:
D5-6 PSD + D19 ozvektor; D31 graf Fourier + D32 Kronecker Laplacian; GCN/GNN (NYU

H13); D36 Edelman/Julia SON DERS (sonraki).

@ Builder Notu — Kombinatorigi Ozdegere Cevirmek

* Graf Laplacian’1 = lineer cebir x graf teorisi kopriisii: dort anahtar matris — incidence (mxn),
degree (kosegen), adjacency, Laplacian (L = D — B = AT A).

* Spektral kiimeleme = ozvektorle kiimeleme: graf yapisini 6zdeger/6zvektore cevirir;
GNN/GCN’lerin (graf sinir aglar1) matematiksel atasi.

* k-means = en temel denetimsiz 6grenme: centroid alternasyonu (Lloyd algoritmasi); yakinsama
teorisi zayif ama pratikte cok kullanilir.

* Geriye koprii: Ders 5-6 (PSD/SVD), Ders 19 (maxmin/6zvektor), Ders 30-31 (sirkiilant/Fourier —
graf Laplacian’1 dongiisel grafta sirkiilant). Paralel: NYU H13 spektral GCN (Bresson, laplacian-
smoothness/ChebNet), fast.ai embedding.

Bir grafi bolmek goriiniiste kombinatoryal bir tercih (hangi diigiim hangi tarafta) gibidir; bu dersin
numarasi onu siirekli bir 6zvektor problemine ¢evirir. Okurken ayn1 L = D — B matrisinin iki yiiziinii
ara: incidence carpimi (A7 A) onu PSD yapar, derece-eksi-komsuluk bigimi ise L1 = 0’1 goriiniir kilar.

40.2 1. Graf Kimeleme Problemi

Biiyiik bir grafin diigtimlerini iki kiimeye ayirmak istiyoruz — iki makul-esit par¢a arasinda iyi bir “cut”
(kesim) bulan bir algoritma.

“...clustering for graphs. ...you’ve got a giant graph. And then the job is to make some sense out
of it.” — Strang, 0:00

Diigiimleri A (merkez ) ve B (merkez y) olarak bol; amag toplam uzaklik-karesini en aza indirmek:
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min Y fa; — >+ Y b; — yl?

a;€A b,eB

A U B = tiim diigiimler, A N B = (). Ek kosul: |A| = [B| (dengeli kiimeler — yoksa “bir diigiim + gerisi” gibi
degersiz bir kesim c¢ikar).

“...I probably want to impose some condition that the number of a’s is reasonably close to the
number of b’s.” — Strang, 4:03

@ Builder Notu — Iyi Kesim Dengeli Kesimdir

“Graf kiimeleme = dengeli iyi kesim” temel bir ag analizi problemi. ML kopriisii: topluluk tespiti
(community detection) sosyal aglarda, goriintli segmentasyonu (normalized cut), Oneri sistemlerinde
kullanic/iiriin gruplama. Denge kosulu kritik — saf min-cut tek bir diigiimii ayirarak hile yapabilir, bu
yilizden dengeli kesim aranir.

40.3 2. k-means Algoritmasi (Centroid Alternasyonu)

Ik yontem k-means (burada k=2: A ve B’ye bolme). Iki adim arasinda doniisiimlii ¢aligir.

Adim 1 — Kiimeler verili — centroid’ler. A kiimesi verilince en iyi =, A'nin centroid’idir (agirlik merkezi):
noktalarin ortalamasi.

“...X is the centroid of the a’s. ...it’s the sum of the a’s... divided by the number of a’s.” — Strang,
6:07

1 1
x:WZai, y:EZbi

a;€A b;eB
Adim 2 — Centroid’ler verili — kiimeler. Her diigiimii, x ile y’den hangisine yakinsa o kiimeye ata.
“...each node goes with the closer of x and y.” — Strang, 10:20

Sonra Adim 1’e don (yeni centroid’ler), tekrar Adim 2... Kiimeler degismeyince algoritma yakinsamugtir.
Strang: diizgiin bir yakinsama/yakinsama-hizi teorisi yok, ama ¢ok popiiler bir yontem.

Sekil 40.2 Lloyd alternasyonunu hem somut bir 6rnekte hem sema olarak gosterir. Solda Egzersiz 3’lin
durumu: dogru iizerindeki noktalar {1,2,9,10} (navy), baslangi¢ centroidleri z = 1 ve y = 10 (turuncu
yildiz). Tek turda atama {1, 2} yi sol kiimeye, {9, 10} u sag kiimeye gonderir; yeni centroidler ortalamalardir
— 1.5 ve 9.5 (teal kareler). Bir sonraki atama hicbir diigiimii degistirmez, yani algoritma tek turda yakinsadi.
Sagdaki sema iki adimi1 kapatir: navy kutu “kiimeler verili — centroid = ortalama”, turuncu kutu “centroidler
verili — en yakina ata”; cift ok dongiiyli, ortadaki not “kiimeler degismeyince DUR (Lloyd)” durdurma
kosulunu gosterir. Yakinsama teorisi zayif olsa da pratikte bu basit alternasyon her yerde kullanilir.
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40 Graflarda Kiimeler Bulmak

k-means (k=2): ata ve yeniden-hesapla alternasyonu — yakinsama teorisi zayif ama pratikte cok populer

Egz3: tek turda yakinsadi

atama: {1,2} sol kume, {9,10} sag kume — tek turda yakinsadi

* *
e ©o o ©o
| |
1 2 9 10

* baslangic - yeni centroid
' T

2 4 6 8 10

Adim 1: kumeler verili -> centroid = ortalama

kumeler degismeyince DUR (Lloyd)

Adim 2: centroidler verili -> en yakina ata

Sekil 40.2: k-means (k=2): ata ve yeniden-hesapla alternasyonu — yakinsama teorisi zayif ama pratikte cok
populer. Sol: Egz3 {1,2,9,10}, baslangic centroidleri 1 ve 10 -> kumeler {1,2} ve {9,10}, yeni
centroidler 1.5 ve 9.5, tek turda yakinsadi. Sag: Lloyd alternasyonu — Adim 1 (kumeler -> centroid
= ortalama) ve Adim 2 (centroidler -> en yakina ata) doneru, kumeler degismeyince durur.

@ Builder Notu — Ata ve Yeniden Hesapla

halidir.

“k-means = ata <+ yeniden-hesapla alternasyonu” denetimsiz 6grenmenin klasigidir (Lloyd algoritmasi).
ML koépriisii: kiimeleme (miisteri segmentasyonu, goriintii renk nicemleme), vektor nicemleme (VQ)
ve embedding kiimeleme. Zayifliklar1: yerel minimuma takilir (baslangica duyarli; k-means++ ile
iyilestirilir), kiime sayist k onceden verilmelidir. EM algoritmasinin sert-atama (hard assignment)

40.4 3. Spektral Kiimeleme ve Spektral Teorem

Ikinci yontem spektral kiimeleme. Once: “spektral” ne demek?

“...spectral clustering is using the eigenvalues of some matrix.” — Strang, 12:20

Spektrum = bir matrisin 6zdegerleri. Spektral kiimeleme, grafa bagh bir matrisin 6zdeger/6zvektorlerini
kullanir. Dayanag: spektral teorem: simetrik bir .S i¢in 6zdegerler gergeldir, 6zvektorler ortogonaldir —
A = 5 dort kez tekrarlasa bile, ona karsilik dort bagimsiz ve ortogonal 6zvektor bulunur (yalniz simetrik

matrislerde garanti).

“...for a symmetric matrix S, the eigenvalues are real, and the eigenvectors are orthogonal.” —

Strang, 14:21

@ Builder Notu — Adim Ozdegerden Alir

“Spektral = 6zdeger diinyas1” — ad buradan gelir. ML kopriisii: spektral kiimeleme, spektral graf teorisi
ve PCA (Ders 7) hep “dogru matrisin 6zvektorleri yapiy1 agiga ¢ikarir” fikrini paylasir. Spektral teoremin
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40.5 4. Graf Laplacian’i: Dért Anahtar Matris

ortogonal-6zvektor garantisi (Ders 4-5) bu yontemleri saglam kilar — kiimeleri ortogonal eksenlere
yansitirsin.

40.5 4. Graf Laplacian’i: Dért Anahtar Matris
Spektral kiimeleme graf Laplacian’i ile baslar — lineer cebirin graf teorisine en 6nemli kdpriisii. Her grafin
dort temel matrisi vardir:

* Incidence (gelis) matrisi A: mxn (kenar x diigiim); her satir bir kenar, basladig1 diigiimde -1, bittigi
diigimde +1.

* Degree (derece) matrisi D: nxn kosegen; her diigiimiin kenar sayisi.

* Adjacency (komsuluk) matrisi B: nxn; kosegen 0, bagh diigiim ¢iftinde 1.

* Laplacian L: iki esdeger bi¢im —

L=ATA=D-B

“...this Laplacian is symmetric, positive, semi-definite.” — Strang, 16:25

A incidence matrisi oldugundan A7 A simetrik PSD’dir; ayn1 matris D — B’ye (derece eksi komsuluk) esittir.
Kosegende dereceler, kdsegen-disinda bagh ciftlerde —1 oturur.

Bir grafin dort matrisi (Egzl grafi): L = AT A = D - B BIREBIR — simetrik PSD, satir toplamlari 0

incidence A (5x4) degree D = diag(2,3,3,2) adjacency B L=D-B=A"TA

[}

Sekil 40.3: Bir grafin dort matrisi (Egz1 grafi): L = ATA = D — B BIREBIR — simetrik PSD, satir toplamlari
0.

Sekil 40.3 Egzersiz 1 grafimin (kenarlar (1-2),(1-3),(2-3),(2-4),(3-4)) dort matrisini yan yana koyar. Soldaki
incidence A (5 x 4) her satirda bir kenar1 kodlar — baglangigta —1, bitiste +1 (turuncu/navy diverging
renk). Derece matrisi D = diag(2, 3, 3, 2) kosegende diigiim derecelerini tagir; adjacency B bagl giftleri
isaretler. Sagdaki Laplacian L = D — B = A”T A iki yoldan da birebir ayni ¢ikar: kosegende dereceler,
kosegen-disinda bagli ciftlerde —1; her satir toplamu sifir. AT A bicimi onu simetrik PSD yapar, D — B bicimi
L1 = 01 goriiniir kilar — bir sonraki boliimiin baglangi¢ noktast.

@ Builder Notu — Bir Grafin Dort Matrisi

“L = ATA = D — B” graf teorisinin lineer cebir kalbidir. ML kopriisii: graf sinir aglart (GCN) tam bu
Laplacian’1 (ya da normalize edilmig halini) kullanir — komgu bilgisini toplama (message passing) bir
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40 Graflarda Kiimeler Bulmak

Laplacian carpimuidir. Spektral graf teorisi; ag analizi (PageRank akrabasi), kiimeleme ve yari-denetimli
O0grenmenin temelidir.

40.6 5. A, = 0 ve Fiedler Vektori

L PSD’dir, ama tekil mi? Lz = 0’1n sifirdan farkli ¢6ziimii var m1?
“...the vector of all 1’s will be a solution to Lx equals 0.” — Strang, 20:32

Evet: tiim-birler vektorii (1,1, ..., 1) her zaman Lz = 0 saglar (her satirin toplamu sifir — derece eksi komgu
sayi1s1). Yani:

ve kargilik gelen dzvektor sabittir (C, C, ..., C'). Bu, her bagli grafta olur (bog-uzay boyutu 1). Graf kiime-
lemenin fikri: bir sonraki 6zvektore bak — en kiigiik pozitif 6zdegerin (\,) 6zvektorii:

“...this is called the Fiedler vector, named after the Czech mathematician.” — Strang, 22:38
Bu Fiedler vektorii (Cek matematik¢i Fiedler’den). A, ve dzvektorii, grafin baglant1 yapisini tasir.

A1 = 0 daima (tiim-birler); siradaki 6zvektor FIEDLER — bilesenleri 0'a toplanir (dik 1), isaretler kiimeyi séyler

Egzl grafi spektrumu yol-grafi 1-2—-3—-4: Fiedler vektoru

@ o o O
05 _.
] - [ ]

4

Fiedler
ozdegeri

_1'0 o
Lx-llz—oo isaretler (+,+,—,—) -» kiimeler {1,2} {3,4};
0 ( =0) A2 =2 - VY2 =0.586
M 1 2 3 4
digim

Sekil 40.4: A, = 0 daima (tlim-birler 6zvektorii); siradaki 6zvektor FIEDLER — bilesenleri 0’a toplanir (1’e
dik), isaretleri kiimeyi soyler. Sol: Egz1 grafinin spektrumu (0, 2, 4, 4) — A, = 2 Fiedler 6zdegeri.
Sag: yol-grafi 1-2—-3—-4’te Fiedler isaretleri (+,+,—,—) — kiimeler {1,2} ve {34}, A, =2 - V2 =
0.586.

Sekil 40.4 A\, = 0’dan Fiedler’e gegisi iki grafta gosterir. Solda Egzersiz 1 grafinin spektrumu: 6zdegerler
(0,2,4,4). 1k bar (turuncu) A\; = 0 — tiim-birler zvektorii, L1 = 0; ikinci bar (teal) A\, = 2, Fiedler
Ozdegeri; kalan ikisi (navy) A3 = A\, = 4. Sagda yol-graf1 1-2-3-4: iistteki serit dort diigiimii ¢izgisel baglar,
diigiim renkleri Fiedler isaretine goredir (pozitif navy / negatif turuncu); alttaki bar Fiedler bilesenlerini
gosterir. Isaretler (+,4,—,~) ¢ikar — yani kiimeler {1, 2} ve {3, 4}, yolu tam ortasindan keser. Fiedler vektorii
1’e dik oldugundan bilesenleri 0’a toplanir; Ay = 2 — V2 ~ 0.586 (bilinen kapali-form, motorla birebir).
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40.7 6. Neden “Laplacian”? (Laplace Denklemi)

@ Builder Notu — Sifirdan Sonraki i1k Ozvektor

“A;=0 (sabit 6zvektor), A, = Fiedler” graf Laplacian’inin imzasidir. ML kopriisii: A, (cebirsel baglanti-
sallik, algebraic connectivity) grafin ne kadar “iyi bagli” oldugunu 6lger — 0’a yakinsa graf neredeyse
iki parcaya ayrik demektir. Fiedler vektorii, manifold 6grenmede (Laplacian eigenmaps) ve GCN’de en
diistik-frekansli graf modudur (Ders 31 Fourier ile akraba: Laplacian 6zvektorleri = graf Fourier tabani).

Ao nin “cebirsel baglantisallik” oldugunu somutlastirmak icin, planted (iki-topluluk) grafi kopriilii ve kopriisiiz
haliyle yan yana koyalim:

lambda_2 = cebirsel baglantisallik: 0 a yaklastikca graf kopmaya yaklasir — Fiedler ozdegerinin anlami

koprulu graf: lambda_2 > 0 kopruler kesik: lambda_2 =

6- 6-

5- 5.

4 - 4 -
g 5
I o
S 3- L 3- bos-uzay boyutu 2
N N
° o

2 -

1 -

lambda_2 = 0.5
| tambaa 1-o [N

1 2 3
ozdeger indeksi ozdeger indeksi

Sekil 40.5: A, = cebirsel baglantisallik: kopriilii grafta ., = 0.536 > 0; kopriiler kesilince A| = A, = 0 (bos-uzay
boyutu 2 = iki ayr bilesen). Sifira yaklasan X,, grafin kopmaya yaklastigini sdyler — Fiedler
0zdegerinin anlamu.

Sekil 40.5 Ay nin grafin “ne kadar bagli” oldugunu nasil l¢tiigiinii dogrudan gosterir. Solda iki-topluluk
grafinin ilk bes 6zdegeri: A\; = 0 (turuncu), A, = 0.536 (teal) — koprii kenarlar1 zayif oldugundan A, kiiciik
ama pozitif kalir; graf tek parcadir. Sagda ayni graftan iki koprii kenar kesilmistir: simdi \; = A\, = 0 (iki

turuncu bar) — bos-uzay boyutu 2’ye ¢ikar, ¢iinkii graf iki ayr1 bilesene diigmiistiir. Bu, “\, baglantiy1 6lger”
taniginin ¢ekirdegidir: \, sifira yaklastik¢a graf kopmaya yaklasir, sifira ulagtiginda kopmustur.

40.7 6. Neden “Laplacian”? (Laplace Denklemi)

Isim nereden geliyor? Laplace’in diferansiyel denkleminden.
“...it connects to Laplace’s finite difference equation.” — Strang, 24:38

Bir kare-1zgara (grid) grafinda i¢ diigiimiin derecesi 4’tiir; L’nin tipik satir1: kosegende 4, dort komsuda —1.
Bu, ikinci tiirevlerin ayrik (finite difference) halidir:

9%u  0%*u

@—Fay =0 — Lu=0
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40 Graflarda Kiimeler Bulmak

Ikinci x-tiirevi (-1, 2, —1) ile degisir, ikinci y-tiirevi (-1, 2, —1) ile; toplami1 5-nokta sablonu (kosegende 4,
dort komsuda —1). Yani graf Laplacian’1 = ayrik Laplace operatorii.

Graf Laplacian = ayrik Laplace operatoru: ic dugumde 5-nokta sablonu (4, dort -1) — D32 Kronecker toplaminin graf hali

izgara grafi: ic dugum derecesi 4 graf Laplacian (9x9) Kron(A,l)+Kron(l,A) — D32

-1

kosegen-disi BIREBIR (fark 0.0); sinirda kosegen: graf 2-3 vs Dirichlet 4

Sekil 40.6: Graf Laplacian = ayrik Laplace operatorii: i¢ diigiimde 5-nokta sablonu (4, dort —1) — D32
Kronecker toplaminin graf hali. Sol: 3x3 1zgara grafinda i¢ (merkez) diiglimiin derecesi 4, dort
komsusuna —1. Orta: 1zgara graf Laplacian’t L, (9x9). Sag: Kron(A, I') + Kron(I, A) (D32).
Kosegen-dist BIREBIR (fark 0.0); fark yalniz sinir kosegeninde (graf derecesi 2—-3 vs Dirichlet 4).

Sekil 40.6 graf Laplacian’inin ayrik Laplace operatorii oldugunu ii¢ panelde gosterir. Solda 3 X 3 1zgara
grafi: merkez (i¢) diigiim derecesi 4 (turuncu), dort komsusuna —1 etiketli — tam 5-nokta gablonu. Ortada
bu grafin Laplacian’t L (9 x 9 heatmap), sagda Ders 32’nin Kronecker toplami Kron(A, I') + Kron(/, A).
iki matris kosegen-disinda BIREBIR aymidir — fark 0.0 (motor tamg1); i¢ diigiim satir1 her ikisinde de
ayn1 (kosegende 4, dort komguda —1) sablonunu tagir. Tek fark sinir kdsegenindedir: graf Laplacian’1 sinir
diiglimiin gercek derecesini (2 veya 3) kosegene yazarken, Dirichlet ayrik-Laplace (Kron toplami1) kdsegeni
hep 4 tutar. Yani koprii diirtist-etiketlidir — govde (kosegen-dist + i¢ diigiimler) tipatip ayni, ayrilik yalnizca
smur diizeltmesinde.

@ Builder Notu — Izgarada Laplace ile Bulusma

“Graf Laplacian’1 = ayrik Laplace operatorii (—1,2,—1)” siirekli ile ayrik diinyanin bulustugu yer. ML
kopriisii: bu baglant1 graf {izerinde difilizyon (heat kernel), graf sinyal isleme ve fizik-bilgili aglarin
(PINN) PDE c¢oziiciileriyle akrabadir. Ders 32’deki 2B Laplacian = Kron(A,I)+Kron(I,A) tam bu 5-nokta
sablonun Kronecker halidir — burada gordiigiimiiz gibi, kosegen-dis1 birebir, fark yalniz sinirda.

40.8 7. Kiimeleri Fiedler isaretlerinden Bulmak

Son adim: Fiedler vektori kiimeleri nasil verir?

“...the positive components of x... and there are negative components... And those are the two
clusters.” — Strang, 28:46

Fiedler vektoriiniin pozitif bilegenleri bir kiimeye, negatif bilesenleri oteki kiimeye gider. Her diiglimiin
Fiedler bileseninin isaretine bakarsin — artilar A, eksiler B.

458



40.8 7. Kiimeleri Fiedler Isaretlerinden Bulmak

Neden mantikl1? Fiedler vektorii, sabit (1, ... , 1) 6zvektoriine ortogonaldir (simetrik matrisin farkli 6zdegerli
Ozvektorleri ortogonaldir):

“...to be orthogonal to this guy means that your components add to 0.” — Strang, 30:46

Yani pozitif ve negatif bilesenler ayn1 toplam biiyiikliige sahiptir — dogal olarak ~dengeli iki kiime. Daha ¢ok
kiime istersen ilk k 6zvektorii kullanirsin (A; = 0’1 atlayip sonrakileri).

Spektral kiimeleme: Laplacian'in ikinci 6zvektori (Fiedler) graf yapisini tasir — kombinatorik problem lineer cebire doner

isaretler kiimeleri TAM ayirir

031 lambda_2 = 0.536 (zayif koprii)
0.2 -
0.1-
_01 -
_02 -
_03 -

l v i i i

4 6 8 10

diagim

Fiedler bileseni
o
o

Sekil 40.7: Spektral kiimeleme (iki-topluluk graf1): Fiedler vektoriiniin isaretleri 12/12 diigiimii dogru kiimeler
(acc 1.0); zayif kopriilerle A, = 0.536, kopriisiiz iki bilesende A, = 0 — Laplacian’in ikinci
ozvektorii graf yapisini tagir, kombinatorik kiimeleme problemi lineer cebire doner.

Sekil 40.7 dersin flagship sonucudur: Fiedler isaretleri gercek kiimeleri tam ayirir. Solda iki-topluluk grafi
— iki yogun (tam-bagl) altidiigiim blogu, aralarinda iki zayif koprii kenar1 (turuncu kalin); diigtim renkleri
Fiedler igsaretine goredir (pozitif navy / negatif turuncu). On iki diigiimiin hepsi dogru kiimeye diiser: acc =
1.0, yani 12/12 diigiim dogru simflanir. Sagda Fiedler bilesenleri bar olarak cizilir; isaretler temiz bi¢imde iki
gruba ayrilir — ilk alt1 diiglim bir igarette, son alt1 diiglim tersinde, sifir ¢izgisinin iki yaninda. Kopriiler zayif
oldugundan A, = 0.536 kiiciik ama pozitiftir; kopriiler tiimiiyle kesilse graf iki bilesene diiser ve A\, = 0
olurdu (6nceki Sekil 40.5’nin sonucu). Goriiniiste kombinatoryal olan “hangi diigiim hangi tarafta” sorusu,
tek bir 6zvektoriin isaretine indirgenir.

@ Builder Notu — Isaretler Kiimeleri Soyler

“Kiimeler = Fiedler bilegen isaretleri” zarif bir hile. ML kopriisii: bu, spektral kiimelemenin 6ziidiir
— Laplacian’in diislik 6zvektorleri diiglimleri diisiik-boyutlu bir uzaya gomer, orada isaret (ya da k-
means) kiimeleri ayirir. scikit-learn SpectralClustering tam bunu yapar; goriintii segmentasyonu
(normalized cut) ve topluluk tespitinde standarttir. | (1,...,1) kosulu dengeli kesimi otomatik tegvik
eder.
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40 Graflarda Kiimeler Bulmak

40.9 Bu Dersin Ozeti

+ Graf kiimeleme: grafi 2 dengeli kiimeye bol; min Y a, — z|* + >~ |b; — y|? (JA| =~ | B)).

* k-means (k=2): centroid hesapla <+ en yakina yeniden ata, yakinsayana dek alternasyon (Lloyd algorit-

mast).

* Graf Laplacian: L = AT A = D — B (incidence/degree/adjacency); simetrik PSD. Dort anahtar graf

matrisi.
e A=0: L1 = 0, dzvektor sabit (1, ..., 1); Fiedler = en kiiciik pozitif 6zdegerin (\,) 6zvektorii.

* Spektral kiimeleme: Fiedler bilesen isaretleri iki kiimeyi verir (L (1, ..., 1) — dengeli). Daha ¢ok

kiime icin ilk k 6zvektor.
* Neden Laplacian: grid’de 5-nokta sablon (kdsegen 4, dort —1) = ayrik Laplace operatorii.

! Tek Bir Ciimle

Bir grafi iki kiimeye ayirmak icin ya k-means (centroid alternasyonu) ya da spektral kiimeleme kullanilir;
spektral yontem graf Laplacian’t L = D — B = AT A’nin Fiedler vektoriinii (\; = 0’dan sonraki
en kii¢iik pozitif 6zdeger) hesaplayip diigiimleri bu vektoriin bilesen isaretlerine gore (L (1,...,1)
oldugundan dengeli) boler.

40.10 Kontrol Sorulari

1 Soru 1 — Graf kiimeleme problemi nedir; denge kosulu neden gerekir

Grafin diigtimlerini iki kiimeye (A, B) ayirip toplam uzaklik-karesini en aza indirmek: min Za_ la; —
z|* + >y b — y||?, burada x ve y kiime merkezleri. Denge kosulu (|A| ~ | B|) gereklidir giinkii

olmazsa gé;zﬁm “tek bir diigiim A, geri kalan hepsi B” gibi dejenere bir kesime kayar — bu kiimeleme
acisindan degersizdir.

3 . o1 . .
1 Soru 2 — k-means’in iki adimi1 nedir; ne zaman durur

Adim 1: kiimeler verili — her kiimenin centroid’ini (noktalarin ortalamasi) merkez olarak hesapla. Adim
2: centroid’ler verili — her diigiimii en yakin centroid’in kiimesine yeniden ata. Iki adim doniisiimlii
tekrarlanir; kiimeler bir turda degismezse algoritma yakinsamustir (durur). Yerel minimuma takilabilir
ve baglangica duyarhdir.

1 Soru 3 — Graf Laplacian’1 nedir; neden A, =0

L =ATA = D — B— A incidence, D derece (ksegen), B komsuluk matrisi; L simetrik ve pozitif
yari-tammbhdir. \; = 0’dir ¢iinkii tiim-birler vektorii (1, ..., 1) her zaman L1 = 0 saglar: L’nin her
satir1, o diiglimiin derecesi eksi komsu sayis1 = 0’a toplanir. Sabit vektor sifir 6zdegerli 6zvektordiir
(bagh grafta bos-uzay boyutu 1).
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40.11 Egzersizler

1 Soru 4 — Fiedler vektorii kiimeleri nasil verir; sonug neden dengeli olur

Fiedler vektorii = en kiiciik pozitif 6zdegerin (\5) 6zvektorii. Bilesenlerinin isaretine bakarsin: pozitif
bilesenli diigiimler bir kiime, negatif bilesenliler 6teki kiime. Sonu¢ dengeye yatkindir ¢ilinkii Fiedler
vekorii sabit (1, ..., 1) dzvektoriine ortogonaldir — bilesenleri 0’a toplanir (3 (z,); = 0), yani
pozitif ve negatif kiitleler esittir.

40.11 Egzersizler

1. Kiiciik Laplacian. 4 diigiimlii graf; kenarlar (1-2), (1-3), (2-3), (2-4), (3-4). Derece matrisi D, komsuluk
matrisi B ve Laplacian L. = D — B’yi yaz. L’nin her satir toplaminin 0 oldugunu dogrula. (Motor
tanifi: D = diag(2,3,3,2); L = AT A birebir (incidence kimligi); satir toplamlar1 0; spektrum
ML) =(0,2,4,4))

2. A;=0. Yukaridaki L i¢in (1,1, 1, 1) vektoriiniin L1 = 0 sagladigin1 goster. Bu neden her grafta olur
(satir toplami argiimani)? (Motor tamgt: L1 = 0; A\; =~ 0, Ay = 2 > 0 — graf bagli.)

3. k-means elle. Dogru iizerindeki noktalar {1, 2,9, 10}. Baslangi¢ centroidleri x = 1, y = 10. Bir tam
k-means turu ¢alistir (Once atama, sonra centroid giincelleme); ortaya ¢ikan iki kiime ve yeni centroidler
ne olur? (Motor tamg1: atama — kiimeler {1,2} ve {9,10}; yeni centroidler 1.5 ve 9.5; tek turda

yakinsadi.)

4. Fiedler isareti. Bir yol-grafi 1-2-3-4"{in Fiedler vektorii kabaca (—, —, +, +) isaretlidir. Hangi iki
kiimeyi 6nerir? Bu, grafin yapisina gore mantikli mi1? (Motor tamgi: isaretler (+, +, —, —) (esdeger
—, —, =+, +) - kiimeler {1,2} ve {3, 4}, yolu ortadan keser; Fiedler | 1 (toplam 0); Ay = 2 — /2 ~
0.5858.)

5. (Ders 36 habercisi) Backprop’u (Ders 27) bir kez daha gorecegiz — ama bu kez Julia diliyle, “lineer
cebir olarak temiz”. Edelman’in yaklasimi backprop’u neyi sadelestirerek anlatabilir? Bir tahmin yaz
— Ders 36 (son ders) Alan Edelman + Julia dilini (otomatik tiirev) isliyor.

40.12 Sonraki Ders

Ders 36: Alan Edelman ve Julia Dili (SON DERS). Konuk Prof. Alan Edelman, backpropagation’a (Ders
27) Julia diliyle yeni ve temiz bir bakis sunar — otomatik tiirevin lineer cebir olarak acgik ifadesi. Kursun
kapanisi; Phase 2°nin “ayni1 yere giden yollar” izleginin (Karpathy micrograd + fast.ai + NYU + Strang
matris-zinciri) olas1 besinci bakigi.

Hazirlik

Bu dersin Egzersiz 5’inin sordugu soruyu zihninde tut: backprop’u (Ders 27) Julia diliyle, “lineer cebir
olarak temiz” yeniden gorsek neyi sadelesir? Ders 36 Alan Edelman + Julia dilini (otomatik tiirev)
isler — kursu kapatan SON derstir. Bu derste graf yapisini 6zvektore ¢evirdigimiz gibi, orada da tiirev
zincirini matris ¢carpimina ceviren bir bakis gorecegiz.

40.13 Anahtar Kavramlar (Cheat Sheet)
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40 Graflarda Kiimeler Bulmak

Kavram Formiil / Fikir Strang (dk)

Graf kiimeleme min Y |a; — x|? + Y6, — >  2m02
(14~ |B)

k-means (k=2) centroid < en yakina ata, 6m07
alternasyon

Graf Laplacian L = AT A = D — B (simetrik 16m25
PSD)

a=0 L1 =0, 6zvektor (1,...,1) 20m32

Fiedler vektorii Ay 0zvektorii (en kiigiik pozitif 22m38
0zdeger)

Spektral kiimeleme Fiedler bilesen isaretleri — 2 28m46
kiime

40.14 ML Baglantilan Ozeti

Graf Laplacian: GCN/GNN’in cekirdegi (message passing = Laplacian ¢arpimi); spektral graf teorisi-
nin temeli.

Spektral kiimeleme: scikit-learn SpectralClustering, normalized cut (goriintii segmentasyonu),
topluluk tespiti.

k-means: en temel denetimsiz 6grenme (Lloyd); vektor nicemleme, miisteri segmentasyonu; EM’in
sert-atama hali.

Fiedler / A,: cebirsel baglantisallik; Laplacian eigenmaps (manifold 6grenme); graf Fourier taban
(Ders 31 ile akraba).

Laplacian = ayrik Laplace: heat kernel/difiizyon, fizik-bilgili aglar (PINN), Ders 32’nin Kronecker
2B Laplacian’1.

Geriye koprii: Ders 5-6 (PSD/SVD), Ders 19 (6zvektor/maxmin), Ders 30-32 (sirkiilant/Fourier/Kro-
necker). Paralel: NYU H13 spektral GCN, fast.ai embedding.

I Kapanig

Bir graf1 bolmek goriiniiste kombinatoryal bir problemdir; spektral kiimeleme onu lineer cebire ¢evirir —
Laplacian’in ikinci 6zvektoriiniin (Fiedler) isaretleri kiimeyi verir. Graf teorisiyle 6zdegerlerin bulustugu,
Phase 2’nin sinyal/CNN/graf blogunu kapatan nokta.

“...those two sets of components are your... two clusters in spectral clustering.” — Strang,
30:46
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41 Alan Edelman ve Julia Dili — Son Ders

Otomatik tiirevin li¢iincii yolu, dual sayilar ve backprop’un besinci tanigi: alt-liggen ¢6ziim

1 Boliim bilgisi

Kursun son dersi ve konuk dersi: konugsmaci Prof. Alan Edelman (Julia dilinin yaraticilarindan), Strang
ev sahibidir (yalniz kapanig vedasinda konusur). Edelman, backpropagation’a (Ders 27) Julia diliyle
yeni ve temiz bir bakis sunar: otomatik tiirev (AD) ne sembolik ne sayisaldir; forward-mode’da dual
sayilarla, reverse-mode’da (I — L)~ ! alt-liggen ¢oziimle galigir. Konuk: Alan Edelman Ders 36 videosu
(=38 dk) ve OCW Lecture 36 temel alinmigtir. Okuma siiresi ~28 dk. Onkosul Ders 27 (backprop =
ters-mod AD, dort tanik) ve Ders 21 (Newton/Babylonian karekok). Bu ders Phase 2’nin “ayn1 yere
giden yollar” izlegini backprop’un besinci tanigiyla kapatir.

41.1 Bu Derste Ne Var?

Kursun son dersi — konuk Prof. Alan Edelman (Julia dilinin yaraticilarindan). Ana mesaj: otomatik tiirev
(automatic differentiation, AD) makine 6grenmesinin is atidir ve lineer cebir her seyin sirridir. Backprop’a
Phase 2’nin besinci bakis1 burada.

Alt1 sonug:

1. Acilis jimnastigi: satir ranki = kolon ranki ispat1 sifir matriste de caligir (3x0 bos matris kavramu).

2. Julia neden? Google’in blogu: ML i¢in yeterince giiclii iki dil — Julia ve Swift (Python/Java/C++/Rust
elendi). “Dil matematiksel anlamda 6nemlidir.”

3. Forward-mode AD = iiciincii bir sey: ne sembolik tiirev (kalkiiliis tablosu) ne sayisal tiirev (sonlu
fark). Uciincii bir sey: dual sayilar D = (deger, turev).

4. Dual sayilar + 8 satir Julia: tip tanimi + toplam/bdlme kurali (operator overloading). Babylonian /x
algoritmasini dual sayiya uygula — tiirev kod yeniden yazilmadan kendiliginden ¢ikar.

5. Reverse-mode AD = backprop = (I — L)_1 licgen coziim: skaler sinir aginin tiirevini lineer cebire
yaz = dx = (I — L)™' D dP. Backprop aslinda bir alt-iicgen sistem ¢oziimii; “backslash zaten
yapar”.

6. Besinci tanik: Edelman’in (I — L)~! bakig1, Ders 27’ nin dort tamgina (Karpathy micrograd + fast.ai
+ NYU Jacobian + Strang matris-zinciri) eklenir.

Sekil 41.1 son dersin iskeletini gosterir: merkezde Edelman’in AD + Julia dersi, etrafinda alt1 dal. Agilis 3x0
bog matrisle (rank-0 kenar-durum degil, gecerli deger) baslar; Julia + Swift ML icin yeterince giiclii iki dildir;
forward-mode AD iigiincii bir seydir (dual sayilar, deger-tiirev cifti); Babylonian karekok + dual say1 tiirevi
kod degismeden verir; reverse-mode = backprop = (I — L)™' alt-liggen ¢oziimdiir; ve bes tamk (Karpathy +
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41 Alan Edelman ve Julia Dili — Son Ders

SON DERS: Edelman - AD +
Julia

D21 Newton/Babylonian

D27 dort-tanik

BES TANIK: Karpathy +

reverse-mode = backprop = fast.ai
(I-L)*-1 alt-ucgen cozum
(backslash yeter)

forward-mode AD =
UCUNCU sey

(ne sembolik ne sayisal):

dual sayilar (deger, turev)

acilis: 3x0 bos matris

Julia + Swift: ML icin
yeterince guclu iki dil

Babylonian sqrt + dual:
turev kod degismeden

(rank-0 kenar-durumsuz,
gecerli deger)

JAX jvp/vijp + PyTorch KAPANIS: linear algebra
autograd is the secret to everything

Sekil 41.1: Ders 36 kavram haritasi (KURSUN SON DERSI, konuk Alan Edelman): merkez Edelman in AD
+ Julia dersi. Acilis 3x0 bos matris (rank-0 kenar-durum DEGIL gecerli deger). Julia + Swift ML
icin yeterince guclu iki dil. Forward-mode AD ucuncu sey (ne sembolik ne sayisal): dual sayilar
(deger, turev). Babylonian sqrt + dual: turev kod degismeden cikar. Reverse-mode = backprop =
(I-L)M-1 alt-ucgen cozum (backslash yeter). BES TANIK: Karpathy + fast.ai + NYU + Strang D27
+ Edelman = ayni reverse-mode AD. Koprular: D27 dort-tanik, D21 Newton/Babylonian, JAX
jvp/vjp + PyTorch autograd. Kapanis: linear algebra is the secret to everything.

fast.ai + NYU + Strang D27 + Edelman) ayni reverse-mode AD’yi sdyler. Koprii diigiimleri dersi oncesine ve
sonrasina baglar: D27 dort-tanik, D21 Newton/Babylonian, JAX jvp/vjp + PyTorch autograd ve kursu kapatan
motto — “linear algebra is the secret to everything”.

@ Builder Notu — Son Sozii Konuk Soyler

* AD =iiciincii sey: dual sayilar otomatik tiirevin kalbi (forward-mode); PyTorch autograd / JAX
bunun (¢ogunlukla reverse-mode) endiistri hali. Sembolik degil (sisme yok), sayisal degil (h
secimi/yuvarlama yok).

* Backprop = iicgen ¢oziim: (I — L)™' geri-yerine-koyma (back-substitution) = backprop; lineer
cebir “geri’yi zaten icerir, tekerlegi yeniden icat etme.

* Julia: tip + multiple dispatch ile “kodu yeniden yazmadan” tiirev (sifir-maliyet soyutlama); kisa
assembler = hizl1 kod.

* Geriye koprii: Ders 27 (backprop/reverse-mode AD — dort tanik), Ders 21 (Newton/Babylonian
Vv ), Ders 6 (SVD), Ders 5 (PSD). Paralel: Karpathy micrograd backward(), fast.ai manuel
backprop, NYU vlp.

Bu kursun son dersi bir konuk dersidir; Strang sinifi Edelman’a birakir ve yalniz sonda veda eder.
Okurken her boliimiin sahibinin Edelman oldugunu, Strang’in yalniz ev sahibi oldugunu unutma. Asil
odiil §6-7°de: backprop aslinda lineer cebirin zaten bildigi bir alt-liggen ¢oziimdiir, ve bu Phase 2’nin
dort tanigina eklenen beginci bakigtir.

41.2 1. Acilis: Sifir Matris ve Rank

Edelman derse Strang’in 18.06’daki bir ispatiyla bagliyor: satir ranki = kolon ranki. Strang siniftan ¢iktiktan
sonra Edelman’in aklina takilan soru: bu ispat sifir matris i¢in de isler mi?

“...would that work for the zero matrix?” — Edelman, 0:00
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41.3 2. Julia Neden Onemli?

Bir matrisin lineer bagimsiz kolonlarini ayr1 bir matrise koyarsan: tam-rank 3x3 — 3x3; rank-2 — 3x2; rank-1
— 3x1; rank-0 (sifir matris) — 3x0 bos matris. Sonra 3x0 garp1 0x3 = 3x3 sifir matrisi verir. Ispat hicbir
0zel kenar-durum gerektirmeden isler.

“...a 3 by 0 empty matrix. And that’s a concept that exists in MATLAB, and in Julia, and in
Python...” — Edelman, 2:04

Edelman acilisi: satir-rank = kolon-rank ispati sifir matriste de isler — bos matris kenar-durum degil, gecerli deger

rank-2 -> 3x2 kolon matrisi 3x0 @ 0x3 = SIFIR (rank 0, motor)
1 0 1 3x0 BOS matris 0 0 0
0 1 1 0 0 0
1 1 MATLAB/Julia/Python da gecerli kavram 0 0 V]

Sekil 41.2: Edelman agilisi: satir-rank = kolon-rank ispati sifir matriste de isler — bog matris kenar-durum
degil, gecerli deger (motor: 3x0 @ 0x3 = 3x3 sifir, rank 0).

Sekil 41.2 Edelman’in acilig jimnastigini li¢ panelde gosterir. Solda rank-2 bir 6rnek matris: bagimsiz kolonla-
rini1 ayri bir matrise koydugunda 3x2 bir kolon matrisi ¢ikar. Ortada asil mesele — 3x0 bos matris: rank-0
(sifir matris) durumunun temiz ifadesi, MATLAB/Julia/Python’da gegerli bir kavram. Sagda motor tanig1i: bu
3x0 bos matrisi 0x3 ile carpinca 3x3 sifir matris cikar, rank 0. Satir-rank = kolon-rank ispat1 hi¢bir 6zel
kenar-durum gerektirmeden, sifir matriste de igler — iyi bir tip sistemi sifir1 bir istisna degil, gecerli bir deger
sayar.

@ Builder Notu — Sifirin da Hakki Var

“Bog matris (3x0) = rank-0 durumunun temiz ifadesi” kenar-durum disiplinidir. ML k&priisii: boyut-tutarli
bos tensorler (PyTorch torch.empty(3,0)) batch/maskeleme kodunda kenar durumlarini 6zel-kilif
olmadan halleder — iyi bir tip sistemi sifir1 bir istisna degil, gecerli bir deger sayar.

41.3 2. Julia Neden Onemli?

Edelman’m ilk tezi: dil matematiksel anlamda 6nemlidir — dogru dil, bir algoritmay1 tahtadan koda
cevirmekten fazlasini yapabilir.

“...the language matters in a mathematical sense.” — Edelman, 8:13

Kanit olarak Google’in blogunu gosteriyor: ML icin yeterince giiclii dilleri eleye eleye — teknik yeterlilikte
Python ve Java diiser; kullanilabilirlikte C++ ve Rust diiser — geriye Julia ve Swift kalir.

“...there really are two languages that are powerful enough to do machine learning...” —
Edelman, 4:08
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41 Alan Edelman ve Julia Dili — Son Ders

Ikinci tezi (ve tiim kursun ruhu): lineer cebir her seyin temelidir — “her ders lineer cebirle baglamal1”.

@ Builder Notu — Dil Matematigi Tagir

“Dogru dil matematigi tagir” performans + ifade giicii arglimani. ML kopriisii: JAX (XLA derleme),
Julia (LLVM + multiple dispatch), PyTorch 2.0 (torch.compile) hep “yiiksek-seviye matematik +
diisiik-seviye hiz” pesindedir. Edelman’in asil noktasi: tip sistemi ve dispatch, tiirev/Jacobian gibi seyleri
kodu yeniden yazmadan verir — bu bir dil 6zelligidir, eklenti kiitiiphane degil.

41.4 3. Forward-Mode AD: Ugiincii Bir Sey

Edelman’n itirafi: yillarca otomatik tiirevi 6nemsememis — “kalkiiliisii bilgisayara 6gretmek” sanmig. Meger
AD iiciincii bir seymis — ne biri ne oteki:

“...automatic differentiation was neither the first nor the second thing... there’s actually a third
thing.” — Edelman, 10:16

* Birinci (sembolik): kalkiiliis tablosu (zincir/carpim/bdliim kurali), 18.01’in sembolik tiirevi. Siser —
devasa ifadeler, biiyiik katsayilar.

o ikinci (sayisal): sonlu fark, dy/dx = (f(x+h)—f(x))/h. h ¢ok biiyiikse kesme (truncation) hatasi, cok
kiiciikse yuvarlama (round-off) hatasi; “iyi hyi kimse soylemez.

+ Uciincii (AD): ne sembolik ne sayisal. Her adimda toplam/béliim kuralini sayisal degerlerle uygular
— sembolik gisme yok, h se¢imi yok.

Uc yol: sembolik siser, sayisal h ye mahkum, AD ucuncu sey — kurallari SAYISAL degerlerle uygular (Edelman 10:16)

1) sembolik (18.01) 2) sonlu fark 3) AD: ucuncu sey
f(x) = x(x+1)(x+2)

, 1073 - suyuk h: kesme hatasi; (deger, turev) cifti
f'(x) = 3x2 + 6x + 2 k h: yuvarlama —
iy| | kimse soylemez l
Carpim zinciri buyudukce t tl 1071 ]
arpim zinciri buyudukce terim patlar: f
g = x(x+1) (x+2) (x+3) (x+4) toplam kurali
g' = (x+1) (x+2) (x+3) (x+4) S _7
+ X(x+2) (x43) (x+4) © 1077 - l
+ X(x+1) (x+3) (x+4) <
+ X(x+1) (x+2) (x+4) carpim/bolum kurali
+ x(x+1) (x+2) (x+3) 1079 -
... her carpan yeni bir uzun terim
(o cicen) 1071 - NE HASSASIYETINDE t

10-* 10° 1077 10° 1073 107!
h

Sekil 41.3: Ug yol: sembolik siser, sayisal h’ye mahkim, AD iiciincii sey — kurallar1 SAYISAL degerlerle
uygular (Edelman 10:16). Sonlu farkta minimum civari: biiylik h kesme, kiiciik h yuvarlama hatasi.

Sekil 41.3 tiirev almanin ii¢ yolunu yan yana koyar. Solda sembolik (18.01): f(x) = z(z + 1)(x + 2) tiirevi
kiiciik carpanlarda temiz goriiniir, ama carpim zinciri biiylidiik¢e her ¢arpan yeni bir uzun terim dogurur
— “ifade SISER”. Ortada sayisal (sonlu fark): 23’iin tiirev hatasinin h’ye gore loglog egrisi U bigimlidir;
biiyiik h’de kesme, kiiciik h’de yuvarlama hatasi baskindir, en iyi h’yi kimse onceden soyleyemez. Sagda AD =
iiciincii sey: (deger, tiirev) ¢iftiyle baglayip toplam, carpim/boliim kurallarini sayisal degerlerle uygulayarak
makine hassasiyetinde tiirev verir — ne sembolik sisme ne h se¢imi.
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41.5 4. Dual Saydar: 8 Satir Julia

@ Builder Notu — Ne Sembolik Ne Sayisal

“AD = iiciincii yol (ne sembolik ne sonlu-fark)” derin 6grenmenin temelini anlamanin anahtart. ML
kopriisii: bu, “neden PyTorch/JAX sonlu fark kullanmaz” sorusunun cevab1 — AD makine hassasiyetinde
tam tiirev verir (sonlu farkin yaklasiklik hatasi yok) ve sembolik patlama olmadan. Edelman: ML =
biiylik bir optimizasyon = tiirev al; AD bu igin is at1.

41.5 4. Dual Sayilar: 8 Satir Julia

Nasil? Dual sayilar ile. Bir dual say1, bir (deger, tiirev) ¢iftidir — bir asir 6ncesine giden bir kavram:

D=(ff)

8 satir Julia: 3 satir D tipini tanimlar (bir ¢ift float; “sayr” gibi davranir), 5 satir toplam kurah ile boliim
kuralim operator asiri-yiiklemeyle (operator overloading) 6gretir:

(fi f)+(9,9)=(+g [ +43)

)

£ /) _ ([ 9. —fg’>
g 9°

Simdi sihir: Babylonian karekok algoritmasini (Newton: ¢, | = %(t w + /t;)) dual sayrya uygula. Kodu
hic degistirmeden tiirev kendiliginden cikar:

“...I'm getting magically the right answer without ever [typing the derivative].” — Edelman,
18:21

Hig %x_l/ 2 yazmad, hic sonlu fark almadi — yine de /2’in tiirevini (% /+/x) tam buldu. Bu sonucu
(Sekil 41.4) bir sonraki boliimde isin nasil yiiriidiigiinii gosterdikten sonra gorecegiz.

@ Builder Notu — Sekiz Satirlik Sihir

“Dual say1 = (deger, tiirev) ¢ifti + operator asiri-yiikleme” forward-mode AD’nin tiim sirri. ML kopriisii:
bu, JAX’in jvp (Jacobian-vektor carpimi) ve forward-mode autodiff’inin ¢ekirdegi; ileri geciste her
sayinin yaninda tiirevini tagirsin. €2=0 olan ikili say1 cebiriyle (a+be) ayn1: bir f fonksiyonu igin f(a+be)
= f(a) + b-f’(a)-e. Kodu yeniden yazmadan tiirev — bilgisayar cebiri zarafeti.

41.6 5. Forward-Mode Nasil Caligir?

Sihir nasil oluyor? Kodun her satirmin tiirevini al. Babylonian algoritmasinin her satirinin x’e gore tiirevini
yazsan (toplam/boliim kuraliyla), bu tiirev algoritmasi1 — yalniz +, —, x, + kullanarak — gercek tiireve
yakinsar:
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41 Alan Edelman ve Julia Dili — Son Ders

“...if you just take the derivatives back to your variable of every line of your code, then you can
get a derivative out.” — Edelman, 22:27

Bu ne sembolik (18.01) ne sayisaldir (sonlu fark) — her adimda kurallar1 sayisal degerlerle uygular. Elle
yazmak yerine: dual say1 tipi + operator asiri-ylikleme, derleyicinin (Julia’nin) bunu otomatik yapmasini
saglar. Eski Fortran’da kaynak-kaynak cevirici (source-to-source) vardi; Julia’da tip + dispatch yeter.

“...you just give the rules and you let the computer do it.” — Edelman, 24:29

Bonus: dual sayida Babylonian’in assembler’1 kisadir = hizli kod (Python’da “ekranlar dolusu” olurdu).
Edelman in sihri: Babylonian sqrt algoritmasini dual sayiyla calistir — turev kendiliginden cikar (motor 1le-12 birebir)

deger VE turev birlikte yakinsar

1072 - —e— deger hatasi [t - sqrt(2)|
104 - turev hatasi |t-prime - 1/(2 sqrt 2))| babylonian(Dual(z, 1))
1076 - = (1.414213562373, 0.353553390593)
1078
sqrt(2) dogru

10710 - 1/(2 sqrt(2)) dogru
10712 -
10-14 - o ,',ﬁ,}: ,,,,,,,
1071 - x=100 -> (10, 0.05) birebir

1 2 3 4 5 6 7 8

Babylonian iterasyonu

Sekil 41.4: Edelman’in sihri: Babylonian sqrt algoritmasini dual sayiyla calistir — tiirev kendiliginden ¢ikar
(motor le-12 birebir). Sol: iterasyon arttikga deger hatasi ve tiirev hatast BIRLIKTE makine
hassasiyetine diiser. Sag: girdi tipi Dual olunca ayni kod hem V2 = 1.414213562373 hem tiirev
1/(2N2) = 0.353553390593 iiretir — algoritma satir1 hi¢ degismedi.

Sekil 41.4 bu dersin flagship sonucudur: Babylonian karekok algoritmasini dual sayiyla calistirinca tiirev
kendiliginden ¢ikar. Solda deger hatas1 (navy daire) ve tiirev hatasi (turuncu kare) iterasyon arttikca birlikte
makine hassasiyetine diigser — yani algoritma hem /x’e hem tiirevine ayni anda yakinsar. Sagda sonug kart::
babylonian(Dual(2, 1)) cagrist (1.414213562373, 0.353553390593) verir — ilk bilegen /2, ikinci
bilesen 1/(2v/2), ikisi de dogru. Anahtar nokta turuncu kutuda: KOD DEGISMEDI — yalniz girdi tipi
Dual oldu (operator agiri-yiikleme). x = 100 girdisi de ayn1 kodla (10, 0.05) verir (motor le-12 birebir);
algoritma satirina hi¢ dokunulmadi, yalniz sayinin tipi degisti.

@ Builder Notu — Her Satirin Tiirevini Tas1

“Forward-mode = her satirin tiirevini tasi, derleyici otomatiklestir” sifir-maliyet soyutlamanin gosterisi.
ML k&priisii: forward-mode AD, az girdi—¢ok cikti (veya Jacobian-vektor carpimi) durumunda verimlidir;
¢ok-girdi (milyonlarca agirlik, tek skaler kayip) durumunda reverse-mode (backprop) tercih edilir —
siradaki boliim. JAX ikisini de verir (jvp / vjp).
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41.7 6. Reverse-Mode AD = Backprop = (I-L)"" U¢gen Coziim
41.7 6. Reverse-Mode AD = Backprop = (I-L)"' Ucgen Coéziim

Edelman’n final miicevheri: sinir ag1 backprop’unun lineer-cebir 6zii. Skaler bir ag diisiin: agirlik/bias w;, b,
ve

z;q = h(wz; +b;), h = ReLU = max(0, )

sonunda kayip % (y — x,,)%. Anahtar satirn tiirevini al; §; = b’ (w;z; + b;) olsun:

Tiim bu perturbasyonlari lineer cebir olarak yaz. Sonug: bir kdsegen matris (D), bir alt-licgen matris (L) ile

do=DdP+ Ldx = (I—L)dz = DdP = dx = (I — L)"'DdP

“...you don’t need to do your own backpropagation. Because a simple backslash will do it for
you.” — Edelman, 36:34

Iste can alic1 nokta: (I-L) alt-iicgendir; onu ¢6zmek = geri-yerine-koyma (back-substitution) = tam olarak
backprop. Lineer cebir “geri ¢oziim”ii zaten igerir; kendi backprop’unu elle yazmana gerek yok — bir \
(backslash) yeter. Yalmz son elemanin tiirevini istiyorsan e,, vektoriiyle ¢cekersin.

Backprop = (I-L)"-1 D dP alt-licgen ¢6ziimi — nilpotent: (I-L)~-1 = I+L+L"2+L"3 TAM (defect 2.2e-16)

I - L: kesin-alt-iicgen zincir: ileri (navy) / geri (turuncu) 0.0 8 parametre gradyani

-0.2

wO0,b0], wl, w2, w3,b3 [

'FReLU:+ ‘ Sl H Shals H Said h 2
v £ —04

o

kayip ©

g
QO -06

R < < < < < < <
_08 -

geri-yerine-koyma = backprop (backslash yeter) B Edelman (I-L)"-1

mm elle backprop

v v v ] ] ] ] ]
wO b0 wl bl w2 b2 w3 b3

Sekil 41.5: Backprop = (I-L)*-1 D dP alt-iiggen ¢oziimii: lineer cebir geri’yi zaten igerir — backslash yeter
(Egz4: nilpotent, (I-L)*-1 = I+L+L**t3 TAM). Sol I-L kesin-alt-iiggen; orta zincir ileri (navy) /
geri (turuncu); sag Edelman (I-L)"-1 = elle backprop maxdiff 1.1e-16 — AYNI gradyan.

Sekil 41.5 dersin ikinci flagship’i: backprop’un (I — L)™' D dP alt-iiggen ¢6ziimii oldugunu ii¢ panelde
gosterir. Solda I — L matrisi (4x4 heatmap, diverging renk) kesin-alt-iicgendir — kdsegen 1, kosegen-altinda
katman bagimlilig, iist tiggen sifir; ¢linkii katman ¢ nin tiirevi yalnmiz onceki katmanlara baghdir. Ortada
zineir semast: £, — [wg, by]ReLU — x; — ... — x, — kayip; navy oklar ileri gegis, alttaki turuncu oklar
geri-yerine-koyma = backprop (backslash yeter). Sagda asil tanik: Edelman’in (I — L)~} ¢oziimii (navy)
ile elle backprop (turuncu) 8 parametrenin her birinde aym gradyam verir — maxdiff 1.1e-16, yani makine
sifirt. Nilpotent kogesi: L* = 0 oldugundan (I — L)~ = I + L + L? + L? tam olur (defect 2.2¢-16,
Egz4).
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41 Alan Edelman ve Julia Dili — Son Ders

@ Builder Notu — Backprop Dedigin Ucgen Coziim

“Backprop = (I-L)"! alt-iicgen ¢6ziim” Edelman’in devrimci yeniden-cerevelemesi. ML kopriisii: zincir
kuralinin ardisik (katman katman) yapist tam bir alt-liggen bagimliliktir; ileri gecgis L'yi kurar, geri
gecis (I — L)~1"i back-substitution ile ¢ozer. PyTorch/JAX in reverse-mode autograd’i tam bu iigen
¢Oziimiin otomatik halidir — Ders 27 nin matris-zinciri goriigiiniin en saf ifadesi.

41.8 7. Besinci Tanik: Backprop’a Bes Bakis

Ders 27°de Phase 2’nin “ayni yere giden yollar” tezini kurmugtuk: backpropagation = reverse-mode otomatik
tiirev, dort farkli kursta dort farkli dille anlatildi. Edelman bugiin besinci bakis: ekliyor:

# Tanik / Kurs Backprop’a bakis

1 Karpathy — Zero-to-Hero micrograd: hesap grafiginde geri
yayilim; her diigiim yerel gradyani
zincirler

2 fast.ai — Howard elle backprop: zincir kuralin
katman katman tek tek yaz

3 NYU — LeCun Jacobian / vektor-Jacobian
carpimi (vIp)

4 Strang — 18.065 Ders 27 matris-zinciri kurali: reverse mode
(soldan ¢arpim) daha ucuz

5 Edelman — 18.065 Ders 36 backprop = (I-L)! alt-iicgen

sistem ¢oziimii (back-substitution)

Besi de ayn1 matematigi sdyler: reverse-mode AD. Bes bakis birlikte, “tek bir gercegin bes dili” — Phase
2’nin biitiin omurgasi.
BES TANIK AYNI GRADYAN: Karpathy + fast.ai + NYU + Strang (D27) + Edelman ucgen-cozum (maxdiff 1.1e-16, dual-forward TAM 0.0) — tek gercek: reverse-mode AD

Karpathy: graf .backward fast.ai: elle zincir NYU: v)p Strang: matris-zinciri (D27) Edelman: (I-L)~-1
1.0- 1.0- 1.0- 1.0- 1.0

0.5+ 0.5+ 0.5+ 0.5+ 0.5

28 %2 %8 ¢ 8 2 8% 2 %8 %8 2 8% 2 %8 %28 28 %2 %8 ¢ 8 28 3% 2 % 8 %8

Sekil 41.6: BES TANIK AYNI GRADYAN: Karpathy + fast.ai + NYU + Strang (D27) + Edelman ii¢gen-
¢oziim (maxdiff 1.1e-16, dual-forward TAM 0.0) — tek gercek: reverse-mode AD. Ilk dort tanigin
vektor-ag kanit1 D27°de (6/6 ¢ift < 4.4e-16); burada skaler-zincir 6zleri.

Sekil 41.6 kursun sentez flagship’i: bes tanigin ayni 8-parametreli gradyani, ayn1 dlcekte bes panel. Karpathy
(graf .backward), fast.ai (elle zincir), NYU (v]p) ve Strang (matris-zinciri, D27) — bu dordii skaler 6zde
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41.9 Bu Dersin Ozeti

ayn1 d-zincirini hesaplar (panel bagliklari her birinin pedagojisini tasir); besinci panel, turuncu ¢ergeveyle
vurgulanan Edelman: (I — L)', Bes bar grafigi iist iste konsa fark goriinmez: Edelman iiggen-¢oziimii =
elle backprop maxdiff 1.1e-16, dual-forward ile TAM 0.0. Diiriistliik notu altta: ilk dort tanigin vektor-ag
kanit1 Ders 27°de verildi (6/6 ¢ift < 4.4e-16); burada gosterilen skaler-zincir 6zleridir. Bes dil, tek gercek:
reverse-mode AD.

@ Builder Notu — Bes Dil Tek Gergek

“Bes tanik, tek gercek: reverse-mode AD” Phase 2’nin sentez anidir. ML kopriisii: bir kavrami beg
farkli cerceveden gormek (hesap grafigi, elle zincir, Jacobian, matris-zinciri, liggen ¢6ziim) onu “ezber”
olmaktan ¢ikarip “anlasilmig” kilar — Karpathy’nin “kendin inga et” felsefesinin 6zii. Edelman’in
katkis1 belki en derini: backprop yeni bir algoritma degil, lineer cebirin zaten bildigi bir alt-liggen
¢Ozimdiir.

Sekil 41.7 ise maliyet dersini kapatir (Egz3): m=4 katmanl skaler agda forward-mode dual tiirev her parametre
icin ayn gecis ister (2m=8 gecis, turuncu), reverse-mode tek geri gecisle yeter (navy). Sagda parametre sayisi n
biiyiidiikce forward maliyeti n ile dogrusal artar, reverse ~sabit kalir — milyon agirlik + tek kayipta backprop
tek secenektir (Ders 27°nin 1000x taniginin genel hali).

Egz3: az girdi-cok cikti -> forward; cok girdi-tek kayip -> reverse. Derin 6grenme bu yizden backprop

m=4 katman, 8 parametre

8 106 T = forward: n gecis

8- I = reverse: ~sabit (tek geri gegis)
7 - 105 E
6 - ]

104 - ) =

3 milyon agirlik + tek kayip -> backp, tek secenek

5- (D27 1000x taniginin genel halj
4 - 103 3
3- ]

102 2
2- E

1 ]
0- U —HHl T T L T L) Ty
forward-mode: 2m = 8 gegis reverse-mode: 1 geri gegis 10! 102 103 104 105 106

parametre sayisi n

Sekil 41.7: Egz3: az girdi-¢cok ¢ikt1 -> forward; cok girdi-tek kayip -> reverse. Derin 6grenme bu yiizden
backprop kullanir. Sol: m=4 katmanl zincirde forward-mode 2m==8 ayr1 gecis gerektirirken reverse-
mode tek geri gecis yeter. Sag: parametre sayisi n biiyiidiikge forward maliyeti n ile dogrusal
artar, reverse ~sabit kalir — milyon agirlik + tek kayipta backprop tek secenektir (D27 nin 1000x
taniginin genel hali).

41.9 Bu Dersin Ozeti

* Acilis: rank (satir=kolon) ispati sifir matriste de isler (3x0 bos matris).
* Julia: ML i¢in iki gii¢lii dil (Julia + Swift); “dil matematiksel olarak 6nemli”; lineer cebir her seyin
temeli.
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* Forward-mode AD: iiciincii sey (ne sembolik ne sayisal); dual sayilar D=(deger, tiirev), 8 satir Julia,
tiirev kod yeniden yazilmadan ¢ikar.

* Reverse-mode AD = backprop: skaler ag — dx = (I — L)~ D - dP; backprop = alt-iiggen ¢c6ziim
(back-substitution), “backslash zaten yapar”.

* Besinci tamk: Edelman’in (I — L)~! bakis1 + Karpathy / fast.ai / NYU / Strang = backprop’a bes
bakis, tek gercek (reverse-mode AD).

« Kapams mottosu: “linear algebra is the secret to everything.”

Otomatik tiirev ne sembolik ne sayisaldir — forward-mode’da dual sayilarla, reverse-mode’da (I — L) !
alt-licgen ¢ozlimle (= backprop) tiirevi kod yeniden yazilmadan lretir; ve Edelman’in bu iiggen-¢6ziim
bakigi, Karpathy / fast.ai / NYU / Strang’1n yaninda backprop’a besinci taniktir — hepsinin soyledigi
tek gercek: reverse-mode AD.

Tek Bir Ciimle

41.10 Kontrol Sorulari

Sembolik tiirev (kalkiiliis tablosu, 18.01) ifadeleri devasa biiyiitiir (sisme). Sayisal tiirev (sonlu fark
(f(x+h)—f(x))/h) h secimine duyarlidir — biiyiik h kesme hatasi, kiiciik h yuvarlama hatasi. AD ise
ticiincii bir seydir: her temel islemde toplam/carpim/boliim kuralini sayisal degerlerle uygular. Sonug
makine hassasiyetinde tam tiirevdir — ne sembolik sisme ne de h kaynakli yaklasiklik hatas1 vardr.

Soru 1 — Otomatik tiirev neden ’li¢lincii bir sey’dir; sembolik ve sayisaldan farki ne

Dual say1 bir (deger, tiirev) ciftidir: D=(f, f ). Operatorleri asiri-yiikleyerek (toplam: bilesen-bilesen;
boliim: (f/g, (gf —fg )/g?)) bu ciftler say1 gibi davramr. Babylonian karekok algoritmasini sayilar yerine
dual sayilarla calistirinca, her iglem degeri yaninda tiirevini de tagsir; algoritma sonunda (Vx, Vax)
¢iftini verir. Kod hi¢ degismedi — yalniz girdi tipi dual sayiya ¢evrildi.

Soru 2 — Dual say1 nedir; V tiirevi nasil kod yeniden yazilmadan elde edilir

Backprop, (I — L) 1D dP ile aynidir — yani alt-iiggen bir (I — L) sisteminin geri-yerine-koyma
(back-substitution) ¢oziimii. L alt-liggendir ¢ilinkii agdaki katman bagimliligr ardigiktir: katman i’nin
tiirevi yalniz onceki katmanlara baglidir (ileriye degil). Bu yiizden “geri ¢6ziim” lineer cebirde zaten
vardir; ayr1 bir backprop kodu yazmaya gerek yoktur (bir backslash yeter).

Soru 3 — Edelman’a gore backprop neyle aynidir; (I-L) neden alt-liggendir

Soru 4 — ‘Bes tanik’ hangileridir; ortak gercek nedir

(1) Karpathy micrograd (hesap grafiginde .backward()), (2) fast.ai elle backprop (zincir kurali katman
katman), (3) NYU Jacobian / vektor-Jacobian ¢arpimi, (4) Strang matris-zinciri kurali (Ders
27), (5) Edelman (I — L)_1 alt-licgen coziimii (Ders 36). Besinin de sOyledigi tek gercek:
reverse-mode otomatik tiirev. Ayn: matematik, beg farkl dil.
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41.11 Egzersizler
41.11 Egzersizler

1. Dual say1 aritmetigi. D=(deger, tiirev). (a) (3, 1) + (2, 5) toplamini bul. (b) (3, 1) - (2, 5) carpimini,
carpim kurali (fg, f g + fg ) ile hesapla. (Burada (3,1), x=3 noktasinda f=x, f =1 anlamina gelir.)
(Motor tanigi: toplam (3, 1) + (2,5) = (5,6); carpim (3,1) - (2,5) = (6,17) (1-2+3-5=17); bolim
(3,1)/(2,5) = (1.5,-3.25).)

2. Dual ile tiirev. f(x)=x> fonksiyonunu dual sayiyla hesapla: girdi (3, 1) (yani x=3, dx=1). Carpim
kuraliyla x-x dual ¢arpimini yap; sonucun (9, 6) ¢iktigin1 ve 6 = 2x|, ; oldugunu dogrula. (Motor tanig:
(3,1)-(3,1) = (9,6); 6 = 2x|,_5 V')

3. Forward vs reverse maliyeti. n girdili, tek skaler ¢iktili (kayip) bir fonksiyon i¢in: forward-mode AD
kag ileri gecis gerektirir, reverse-mode ka¢? Sinir ag1 egitiminde (milyonlarca agirlik, tek kayip) neden
reverse-mode (backprop) tercih edilir? (Motor tan1g1: m=4 katmanda forward-mode dual 2m = 8 ayri1
gecis (her parametre i¢in bir), reverse/backprop tek geri gecis; milyon parametrede fark milyon kat —
Ders 27°nin 1000x taniginin kardesi.)

4. (I-L)! iicgen. 3-katmanl bir zincirde L kesin-alt-iiggen 3x3 olsun. (I-L)’nin de alt-iicgen oldugunu
ve (I-L)"! x = b sisteminin geri-yerine-koymayla (back-substitution) O(n?) islemde ¢oziildiigiinii acikla.
Bu neden “backprop bedava” anlamina gelir? (Motor tamig1: kesin-alt-iiggen L nilpotenttir (L*=0);
bu yiizden (I — L)™' = I + L + L? + L? tam olur (defect 2.2e-16); elle iiggen-¢oziim O(n?) =
np.linalg.solve birebir.)

5. (Kurs sentezi — kapamis) Phase 2 boyunca backprop’u bes kez gordiin: Karpathy, fast.ai, NYU, Strang
(D27), Edelman (D36). Hangi bakig sana en cok “tikladi” ve neden besi de ayn1 reverse-mode AD’yi
anlatiyor? Kisa bir paragraf yaz — bu, kursun kapanig refleksiyonudur.

41.12 Kurs Kapanisgi (Ders 36 = Son Ders)

Bu, MIT 18.065’in son dersi. Edelman’in ve Strang’in veda sozleri:
“...linear algebra is the secret to everything. That’s the big message.” — Edelman, 36:34
“...I hope you guys enjoyed it. I certainly enjoyed it, as you could tell.” — Strang, kapanig

34 kayitli ders (OCW Lec 28-29 kayitsiz lab) tamamlandi: kolon uzayindan (Ders 1) backprop’un liggen-
¢Oziim bakisina (Ders 36); SVD, Eckart-Young, gradyan inisi, sinir aglari, sirkiilant/Fourier, evrigim, graf
Laplacian. Phase 2’nin altinc1 kursu burada kapanir.

41.13 Anahtar Kavramlar (Cheat Sheet)

Kavram Formiil / Fikir Edelman (dk)

Sifir matris / rank rank-0 — 3x0 bog matris; ispat 0OmO00
kenar-durumsuz isler

Julia (Edelman tezi) ML i¢in Julia + Swift; “dil 4m08
matematiksel olarak 6nemli”

Forward-mode AD ticiincii sey; ne sembolik ne sayisal 10m16
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41 Alan Edelman ve Julia Dili — Son Ders

Kavram Formiil / Fikir Edelman (dk)

Dual sayilar D=(deger, tiirev); 8 satir Julia, 14m19
tiirev bedava

Reverse-mode / backprop der=(I—L)'D-dP; 34m33
alt-licgen ¢Oziim

Kapanig “linear algebra is the secret to 36m34
everything”

41.14 ML Baglantilan Ozeti

* Forward-mode AD / dual sayilar: JAX jvp, ileri-mod autodiff; az girdi—cok ¢ikti durumunda verimli.
+ Reverse-mode AD = backprop: PyTorch/JAX autograd; ¢ok girdi—tek kayip; 6zii (I — L)~ ! alt-iicgen

¢Ozim.

 Julia: multiple dispatch + tip = sifir-maliyet tiirev; yiiksek-seviye matematik + diisiik-seviye hiz.
* ML = optimizasyon = tiirev: AD bu igin ig at1; “ML aslinda tek bir min/maks problemi”.
* Besinci tanik: backprop’a bes bakis (Karpathy micrograd + fast.ai + NYU vlp + Strang matris-zinciri

+ Edelman (I — L)~ ') = reverse-mode AD.

* Geriye koprii: Ders 27 (dort tanik), Ders 21 (Newton/Babylonian

Va2 ), Ders 5-6 (PSD/SVD). Paralel:

Karpathy micrograd, fast.ai manuel backprop, NYU vJp, JAX/PyTorch autograd.

I Kapanig

“...linear algebra is the secret to everything.” — Edelman, 36:34

18.065 burada kapanir: kolon uzayindan (Ders 1) Eckart-Young’a, gradyan inisinden backprop’a, sirkii-
lanttan graf Laplacian’ina — ve son sdzde hepsi tek bir ciimleye iner: lineer cebir her seyin sirr1. Phase
2’nin altinci kursu tamam; backprop’un besinci tamigiyla “ayni yere giden yollar” izlegi kapandi.
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